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RÉSUMÉ
La résolution de la coréférence est un élément essentiel pour la constitution automatique de chronolo-
gies médicales à partir des dossiers médicaux électroniques. Dans ce travail, nous présentons une
approche neuronale pour la résolution de la coréférence dans des textes médicaux écrits en anglais
pour les entités générales et cliniques en nous évaluant dans le cadre de référence pour cette tâche
que constitue la tâche 1C de la campagne i2b2 2011.

ABSTRACT
Neural approach for coreference resolution in electronic health records

Coreference resolution is an essential step for clinical timeline extraction from electronic health
records. Herein, we present a neural approach for coreference resolution in clinical documents
written in English for both general and clinical entities and we evaluate it in the reference evaluation
framework of the task 1C of the i2b2 2011 campaign.
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1 Introduction

La résolution de la coréférence consiste à identifier toutes les mentions d’entités ou d’événements
et à les regrouper en classes d’équivalence (Pradhan et al., 2011). Cette tâche n’implique pas de
déterminer à quels entités ou événements ces mentions font référence. Il s’agit de déterminer si
plusieurs mentions font référence à la même entité ou événement. La résolution de la coréférence a
principalement été explorée pour des textes de nature journalistique, avec de premières campagnes
d’évaluation dans les années 1990 (Sundheim, 1995; Hirschman & Chinchor, 1998). Ce n’est qu’au
cours des dix dernières années que des travaux se sont intéressés à la résolution de la coréférence dans
le domaine clinique. La première campagne d’évaluation sur le sujet a été proposée par la fondation
i2b2 (Uzuner et al., 2012) et a permis le développement de plusieurs modèles (Jindal & Roth, 2013;
Hinote et al., 2011; Grouin et al., 2011; Chowdhury & Zweigenbaum, 2013). L’intérêt pour cette
tâche répond au besoin grandissant d’explorer et d’utiliser les données contenues dans les rapports et
autres documents textuels qui composent les dossiers médicaux électroniques. Parmi ces données, la
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chronologie médicale, c’est-à-dire la suite d’événements médicaux qui ont lieu au cours de la vie d’un
patient, est une information importante. Être en mesure d’extraire automatiquement ces chronologies
permettrait de mieux comprendre certains phénomènes médicaux tels que l’évolution des maladies
et les effets longitudinaux des médicaments (Lin et al., 2016; Sun et al., 2013). Or, les événements
médicaux sont mentionnés plusieurs fois dans les dossiers, rendant difficile la construction de ces
chronologies sans une étape de résolution de la coréférence.

Dans ce travail, nous nous intéressons à la résolution de la coréférence dans des dossiers médicaux
électroniques écrits en anglais. Nous proposons une approche neuronale fondée sur les travaux récents
appliqués aux textes journalistique (Wiseman et al., 2016; Clark & Manning, 2016).

2 Données

Dans ce travail, nous utilisons le corpus i2b2 tâche 1C (Uzuner et al., 2012) et plus précisément, la
partie i2b2/VA ne contenant pas de documents de University of Pittsburgh Medical Center (UPMC).
Nous reproduisons ainsi un des contextes expérimentaux proposés lors de la campagne d’évaluation.
Le corpus contient 194 documents cliniques du Beth Israel Deaconess Medical Center (BETH) et 230
documents cliniques de Partners Healthcare (PARTNERS) (cf. tableau 1). Le tableau 2 présente le
nombre de chaînes de coréférence ainsi que leur longueur moyenne et maximale.

Institution Train Test Total

BETH 115 79 194
PARTNERS 136 94 230
Combinés 251 173 424

TABLE 1: Statistiques concernant le corpus
i2b2/VA tâche 1C

Institution
Nombre
chaînes

Long.
moy.

Long.
max.

BETH 1 816 4,2 122
PARTNERS 1 395 4,4 105

TABLE 2: Statistiques concernant le nombre
et la longueur des chaînes de coréférence du
corpus i2b2/VA tâche 1C

Cinq types d’éléments sont annotés dans le corpus en y incluant les singletons, i.e. les éléments non
coréférents : personnes, pronoms, tests, traitements et problèmes. Les chaînes de coréférence peuvent
être divisées en deux groupes : les chaînes relatives aux événements (tests, traitements et problèmes)
et les chaînes relatives aux personnes. Les deux groupes présentent des caractéristiques différentes :
les chaînes personnes sont plus longues (moyenne de 12,44 contre environ 2,5 pour les événements)
tandis que les mentions composant les chaînes personnes prennent généralement la forme de pronoms
personnels, même si des pronoms peuvent également faire partie des chaînes événements. Enfin, les
événements médicaux ont une structure argumentale implicite que les mentions de personnes n’ont
pas (Styler IV et al., 2014). Ces trois différences nous ont amené à considérer la résolution de la
coréférence pour ces deux ensembles d’entités comme des sous-tâches distinctes. En conséquence,
nous apprenons deux modèles distincts, un pour chaque sous-ensemble. Nous faisons l’hypothèse que
le modèle sera capable de distinguer quels pronoms appartiennent aux deux sous-ensembles et nous
les incluons dans les modèles caractérisant chaque sous-ensemble.
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3 Description du modèle

Notre modèle s’inspire des approches neuronales récemment développées (Lee et al., 2017; Wiseman
et al., 2016). Le composant principal de notre approche est un modèle de type mention-ranking (Denis
& Baldridge, 2008) dont l’objectif est d’ordonnancer l’ensemble des antécédents possibles pour une
mention donnée et de choisir le premier. Le cas non-anaphorique, c’est-à-dire l’absence d’antécédent
pour une mention donnée, est géré par l’utilisation d’un dummy antecedent (Durrett & Klein, 2013;
Wiseman et al., 2016).

Notre approche diffère des modèles locaux pour la résolution de la coréférence dans lesquels les
paires de mentions sont considérées séparément. Nous proposons d’utiliser des traits globaux extraits
des chaînes de coréférence en cours de construction. Ainsi, notre approche s’inspire et s’inscrit
dans une lignée de travaux récents examinant l’utilisation de ce type de traits dans des approches
neuronales (Clark & Manning, 2015, 2016; Wiseman et al., 2016, 2015).

Plus spécifiquement, nous incorporons de l’information concernant les chaînes de coréférence en
cours de construction dans notre modèle mention-ranking. Cette information est construite en utilisant
un LSTM (Hochreiter & Schmidhuber, 1997) qui examine les différentes mentions des chaînes par
ordre d’apparition dans le texte. Le principal avantage de cette approche est qu’elle facilite l’inférence
en ne requérant qu’une seule passe sur les mentions (de gauche à droite).

Plongements en entrée Les plongements utilisés en entrée de notre modèle sont construits en
concaténant une représentation dense des caractères et un vecteur de mot pré-calculé sur un grand
corpus. La représentation dense des caractères est construite suivant la méthode proposée par Lample
et al. (2016). Un plongement aléatoire est d’abord généré pour chaque caractère présent dans le corpus.
Ensuite, les caractères des différents tokens passent à travers un Bi-LSTM. Les deux représentations
denses résultantes sont enfin concaténées pour former la représentation finale.

représentation dense
des caractères

vecteur de
mot

concaténation

backward LSTM

forward LSTM

vecteurs de caractères

n o t e d

FIGURE 1: Construction des plongements en
entrée de notre modèle

chillsShe denied abd pain , fever ,

contexte

mention
active

plongements lexicaux

forward LSTM
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concaténation

attention

+

.

FIGURE 2: Construction des représentations
des mentions

Représentation des mentions Le processus de construction des représentations des mentions est
présenté à la figure 2. Dans notre exemple, la mention considérée est abd pain dans le contexte de la
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phrase She denied abd pain, fever, chills. Tout d’abord, notre modèle calcule deux représentations
contextuelles de la mention considérée grâce à un Bi-LSTM. Le forward LSTM prend en entrée le
segment allant du premier token de la phrase jusqu’au dernier token de la mention. Le backward
LSTM prend en entrée le segment allant du dernier token de la phrase jusqu’au premier token de la
mention. Les deux représentations denses forment la première partie de la représentation finale.

Nous ajoutons ensuite une représentation dense issue d’un mécanisme d’attention. Ce mécanisme,
qui permet d’accorder une importante différenciée aux deux éléments constituant la représentation
contextuelle d’une mention, consiste en une somme pondérée des états cachés intermédiaires des deux
LSTMs. Les poids utilisés dans la somme pondérée sont calculés en utilisant un réseau de neurones
feed-forward.

Représentation des chaînes de coréférence Pour le calcul des représentations denses des chaînes
de coréférence, nous utilisons, à l’instar de Wiseman et al. (2016), un LSTM prenant en entrée les
différentes mentions composant les chaînes de coréférence, dans l’ordre de leur apparition dans le
document. Un aperçu du processus complet est présenté à la figure 3. Bien entendu, nous maintenons
au cours de l’analyse d’un document autant de ces représentations que de chaînes de coréférence,
représentations construites en utilisant le même LSTM (i.e. les mêmes poids).
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FIGURE 3: Calcul des représentations
des chaînes de coréférence
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FIGURE 4: Classifieur de paires de mentions

Classifieur de paires de mentions Le rôle du classifieur est d’assigner un score à chaque paire
(mention, antécédent). Pour cela, nous utilisons un réseau feed-forward qui prend en entrée la
concaténation des représentations des mentions, de la chaîne de coréférence dont l’antécédent fait
partie et d’une représentation dense de la distance qui sépare la mention active de l’antécédent
considéré. La distance est discrétisée en un nombre fixe de catégories : [1, 2, 3, 4, 5− 7, 8− 15, 16−
31, 32− 63, 64+] (Clark & Manning, 2016). Le réseau feed-forward est composé de deux couches
cachées, chaque couche ayant pour taille la moitié de la taille de la couche précédente. Les scores
obtenus pour chaque paire (mention, antécédent) sont concaténés dans un vecteur et nous appliquons
une fonction softmax. Nous optimisons la vraisemblance de tous les antécédents inclus dans la chaîne
de coréférence (Lee et al., 2017).

354



4 Contexte expérimental

Dans ce travail, nous nous intéressons à la situation dans laquelle nous disposons d’une détection
parfaite des mentions dans les documents en utilisant les annotations gold du corpus pour ces mentions.
Nous testons notre modèle dans plusieurs configurations. Tout d’abord, nous implémentons un modèle
de base en enlevant certaines parties de notre architecture. Les plongements présentés en entrée du
modèle sont composés uniquement d’un vecteur de mot pré-entraîné. Le mécanisme d’attention ainsi
que les représentations denses des chaînes de coréférence et des caractères ne sont pas utilisés.

En partant de cette configuration, nous activons chaque composant pour mesurer son effet sur
la performance du système. Par ailleurs, nous implémentons une stratégie de pré-entraînement
dans laquelle nous entraînons notre modèle uniquement sur les mentions coréférentes. La tâche se
résume alors à trouver l’antécédent correct parmi les mentions précédentes. Cette stratégie permet
généralement d’améliorer les performances des systèmes (Clark & Manning, 2015, 2016; Wiseman
et al., 2015, 2016). Ensuite, nous implémentons une spécialisation du classifieur de paires de mentions.
Le réseau feed-forward qui le compose est unique pour chaque type d’entité. Notre hypothèse est
que les éléments permettant d’identifier des mentions coréférentes peuvent différer selon le type
d’entité considéré. Enfin, nous implémentons un filtrage des antécédents selon le type de la mention
considérée par le modèle. Pour le cas des pronoms, nous considérons tous les antécédents.

Nous implémentons notre modèle avec PyTorch (Paszke et al., 2017). La taille des LSTMs utilisés
pour calculer les représentations des mentions et des chaînes de coréférence est fixée à 100. Celle du
Bi-LSTM utilisé pour la représentation des caractères est fixée à 25. Les plongements de caractères
ont une taille de 25 et sont initialisés aléatoirement. Notre modèle est entraîné sur des mini-lots de
1 document. Nous utilisons l’algorithme d’optimisation Adam et fixons le taux d’apprentissage à
0,001. Nous implémentons une décroissance du taux d’apprentissage de 1 % à chaque itération. Les
plongements lexicaux pré-entraînés sont appris sur le corpus MIMIC-III (Johnson et al., 2016) avec
une taille de 100. Nous appliquons un dropout sur les couches cachées de notre classifieur de mentions
avec un taux de 0,2. Un dropout est aussi appliqué sur les plongements en entrée avec un taux de 0,5.
Nous implémentons l’apprentissage des états initiaux des LSTMs (Gers et al., 2002). Finalement,
nous répétons chaque expérience 10 fois pour prendre en considération l’aspect non-déterministe de
notre modèle (Reimers & Gurevych, 2017).

5 Résultats

Le tableau 3 présente les résultats de nos expériences, obtenus grâce à la mesure CoNLL calculée avec
l’outil de référence de Pradhan et al. (2014) 1. Nous considérons uniquement les clusters regroupant
au moins deux mentions et excluons ainsi, à l’instar d’une grande partie des travaux en domaine
général, les singletons lors du calcul de la performance. L’utilisation d’un mécanisme d’attention

1. Nous avons préféré cet outil à celui de la campagne i2b2 dans la mesure où suite à divers travaux méthodologiques
réalisés sur l’évaluation de la coréférence en domaine général (Pradhan et al., 2011, 2014), il s’y est imposé comme un standard.
En outre, Pradhan et al. (2014) soulignent que l’outil i2b2 s’appuie sur l’approche de Cai & Strube (2010), dont l’outil associé
présente une erreur de mise en œuvre, peut-être également présente dans l’outil i2b2.
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permet d’améliorer la performance des modèles personnes et événements, mais avec une contribution
minime comme le suggère la faible différence par rapport au réseau initial. Aucun des deux modèles
ne semble bénéficier de l’information issue des représentations denses des caractères, malgré leur
contribution dans d’autres tâches (e.g. reconnaissance d’entités nommées). La prise en compte des
chaînes de coréférence en cours de construction n’améliore pas la performance de notre modèle, avec
une baisse supérieure à un point pour les événements. Ces résultats sont en contradiction avec ceux
présentés par Wiseman et al. (2016). Cependant, les contextes expérimentaux diffèrent. Wiseman et al.
(2016) travaillent sur des documents journalistiques et rapportent des résultats issus d’un seul run.
Or Reimers & Gurevych (2017) suggèrent que les systèmes non déterministes tels que les modèles
neuronaux doivent être évalués sur plusieurs runs afin de prendre en compte cette variabilité inhérente.

condition P R F1 P R F1 P R F1

Personnes Événements Combinés

baseline 87,77
(± 0,71)

82,82
(± 0,99)

85,17
(± 0,46)

65,15
(± 1,81)

54,62
(± 1,35)

59,30
(± 0,45)

76,89
(± 1,31)

67,94
(± 0,89)

72,02
(± 0,38)

attention 88,08
(± 0,82)

83,42
(± 0,55)

85,64
(± 0,38)

↑ 66,39
(± 1,45)

54,18
(± 2,08)

59,56
(± 0,86)

↑ 77,77
(± 1,01)

67,93
(± 1,27)

72,41
(± 0,40)

↑

caractères 87,87
(± 0,98)

82,55
(± 0,69)

85,08
(± 0,21)

↓ 66,39
(± 1,57)

53,26
(± 1,76)

59,02
(± 0,92)

↓ 77,78
(± 1,14)

67,13
(± 1,01)

71,96
(± 0,46)

↓

chaîne 87,48
(± 0,77)

82,36
(± 0,72)

84,71
(± 0,49)

↓ 65,86
(± 1,03)

52,12
(± 1,10)

58,11
(± 0,58)

↓ 77,29
(± 0,69)

66,55
(± 0,64)

71,37
(± 0,37)

↓

filtrage 87,60
(± 1,48)

82,82
(± 0,89)

85,08
(± 0,39)

↓ 65,42
(± 1,31)

54,37
(± 1,37)

59,30
(± 0,56)

= 76,98
(± 1,00)

67,85
(± 0,90)

72,03
(± 0,29)

↑

spécialisation 88,52
(± 0,76)

82,34
(± 0,86)

85,25
(± 0,34)

↑ 63,66
(± 1,12)

49,62
(± 1,60)

55,68
(± 0,72)

↓ 76,64
(± 0,84)

64,92
(± 1,00)

70,17
(± 0,38)

↓

pré-entraînement 88,93
(± 0,30)

82,60
(± 0,79)

85,60
(± 0,41)

↑ 68,63
(± 2,09)

56,70
(± 2,77)

61,99
(± 1,11)

↑ 79,09
(± 1,43)

69,27
(± 1,53)

73,79
(± 0,53)

↑

optimal 88,65
(± 1,22)

82,91
(± 0,69)

85,62
(± 0,61)

67,72
(± 1,34)

57,51
(± 1,61)

62,16
(± 0,78)

78,36
(± 1,04)

69,86
(± 1,10)

73,82
(± 0,47)

TABLE 3: Résultat des expériences sur les mentions gold du corpus de test

La stratégie de filtrage n’apporte pas d’amélioration nette : nous observons une légère baisse de
performance pour le modèle personnes tandis que la performance du modèle événements reste
stable. La spécialisation du classifieur de paires de mentions permet d’améliorer la performance
du modèle personnes mais diminue fortement la performance du modèle événements. Ce résultat
négatif pourrait s’expliquer par le volume de données d’entraînement disponible. Le corpus de
référence dans le domaine général comprend plus de 2 000 documents (Pradhan et al., 2011) alors
que dans notre cas, nous en avons seulement 200. Enfin, le pré-entraînement permet d’améliorer
fortement la performance globale de notre modèle, corroborant ainsi les résultats obtenus dans
d’autres travaux (Clark & Manning, 2016; Wiseman et al., 2016). L’amélioration est modeste pour le
modèle personnes. La prévalence des singletons dans des mentions relatives aux personnes (10 %)
pourrait limiter l’effet bénéfique du pré-entraînement.

La dernière ligne du tableau 3 donne la performance optimale obtenue en sélectionnant la meilleure
configuration pour chaque type d’entités : attention, pré-entraînement dans les deux cas ; spécialisation
pour les personnes et filtrage pour les événements. La performance globale de 73,82 en f1-mesure
CoNLL est à comparer aux performances des systèmes ayant participé à la tâche 1C de la campagne
d’évaluation i2b2 de 2011 pour lesquels nous rapportons les performances dans le tableau 4 (recalcu-
lées dans les conditions où nous nous plaçons). Notre système se placerait ainsi entre celui de Cai
et al. (2011) (classé 5ème lors de la campagne d’évaluation) et celui de (Jindal & Roth, 2013) (classé
9ème lors de la campagne d’évaluation). Il faut noter que le calcul des performances via le script
CoNLL a un effet sur le classement initial des systèmes comme on peut le voir dans le tableau 4.
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# i2b2 P R F1

Xu et al. (2011) 1 82,38 78,13 80,20
Cai et al. (2011) 5 75,27 73,96 74,60

notre modèle 78,36 69,86 73,82

Jindal & Roth (2013) 9 65,53 83,48 73,41
Dai et al. (2011) 8 76,08 65,65 70,48
Anick et al. (2011) 7 79,61 61,67 69,41

TABLE 4: Comparaison de notre système à ceux de la campagne i2b2. Les scores sont obtenus via le
script officiel CoNLL et calculés en excluant les singletons. Nous rapportons les scores des systèmes
pour lesquels une conversion entièrement automatique du format i2b2 vers CoNLL a été possible.

Les modèles développés par les participants lors de la campagne d’évaluation sont fondés sur des traits
linguistiques choisis manuellement et intégrés dans des approches à base de règles, d’apprentissage
automatique ou une combinaison des deux. Contrairement à ces approches, notre modèle est entière-
ment neuronal et ne repose pas sur des traits choisis manuellement. Parmi les pistes d’amélioration
envisagées figure l’utilisation de ressources externes. Cette possibilité est explorée dans le travail de
Zhang et al. (2019). Leurs résultats sont néanmoins difficilement comparables aux nôtres dans la
mesure où Zhang et al. (2019) se focalisent sur les pronoms de façon exclusive et ne traitent donc
qu’une partie de la tâche. Par ailleurs, l’utilisation de modèles de langue fondés sur la notion de
transformer (Vaswani et al., 2017), tels que le modèle BERT (Devlin et al., 2019), pourrait améliorer
les performances de notre modèle, à l’instar du domaine général (Joshi et al., 2019).

6 Conclusion

Nous présentons un modèle neuronal pour la résolution de la coréférence dans le domaine médical,
appliqué sur un corpus clinique en anglais. Nous montrons que ce type d’approche permet d’obtenir
des performances intéressantes, mais qui restent toutefois inférieures à l’état de l’art à l’aide de
modèles fondés sur des traits catégoriels. Dans d’autres expériences, nous avons exploré une situation
réelle incluant la détection de mentions en amont de la coréférence (Tourille, 2018). La suite de ce
travail pourra explorer plusieurs pistes. Nos expériences font l’hypothèse de la détection parfaite
des mentions. Dans une situation d’application réelle, il est nécessaire de procéder à l’extraction des
mentions. De plus, les aspects temporels des événements ne sont actuellement pas pris en compte
dans notre approche. L’utilisation d’informations temporelles pertinentes permettrait d’apporter
des éléments utiles à notre modèle en filtrant les mentions temporellement incompatibles. Le code
développé pour convertir le corpus i2b2 du format original vers le format CoNLL est disponible à
cette adresse : https://github.com/jtourille/i2b2-coref-task1c-converter.
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