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Sentiment Analysis on Social Network: Using Emoticon 

Characteristics for Twitter Polarity Classification 

Chia-Ping Chen, Tzu-Hsuan Tseng and Tzu-Hsuan Yang 

Abstract 

In this paper, we describe a sentiment analysis system implemented for the 
semantic-evaluation task of message polarity classification for English on Twitter. 
Our system contains modules of data pre-processing, word embedding, and 
sentiment classification. In order to decrease the data complexity and increase the 
coverage of the word vector model for better learning, we perform a series of data 
pre-processing tasks, including emoticon normalization, specific suffix splitting, 
and hashtag segmentation. In word embedding, we utilize the pre-trained word 
vector provided by GloVe. We believe that emojis in tweets are important 
characteristics for Twitter sentiment classification, but most pre-trained sets of 
word vectors contain few or no emoji representations. Thus, we propose 
embedding emojis into the vector space by neural network models. We train the 
emoji vector with relevant words that contain descriptions and contexts of emojis. 
The models of long short-term memory (LSTM) and convolutional neural network 
(CNN) are used as our sentiment classifiers. The proposed emoji embedding is 
evaluated on the SemEval 2017 tasks. Using emoji embedding, we achieved recall 
rates of 0.652 with the LSTM classifier and 0.640 with the CNN classifier. 

Keywords: Sentiment Analysis, Polarity Classification, Machine Learning, Neural 
Network, Word Embedding. 

1. Introduction 

There has been huge growth in the use of social networks, such as Twitter, in recent years. 
Many messages are created every day, including various topics, users’ comments and views, 
or current emotions. Sentiment analysis, which predicts the polarity of a message, is one of the 
research directions on Twitter. A message on Twitter is called a tweet and is allowed to be 140 
characters or less. Tweets are highly colloquial. Due to the length constraint, a tweet often 
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contains unofficial abbreviations, as well as emoticons and emojis. Figure 1 shows examples 
of tweets. 

Figure 1. Examples of tweets. Tweets tend to have informal words and syntax. 

In the above examples, we can see that emojis are used frequently in Tweets. Some 
emojis (like  ) can be considered the natural evolution of emoticons, such as :-) and :D. In 
addition to facial expressions, emojis can be used for food, flags, animals, etc. 

Unofficial abbreviations and emojis without corresponding word vectors in tweets can 
make the sentiment classification task difficult. In this work, we find sentiment features for 
these unorthodox tokens to get better results in sentiment classification. 

Artificial neural networks for machine learning are mathematical models inspired by 
biological neural systems. Deep learning, which is neural network models based on deep 
neural networks, has been a very successful method and achieves state-of-the-art performance 
in many tasks, such as NIST handwritten digit recognition (LeCun, Bottou, Bengio, & Haffner, 
1998) and ImageNet image classification (Krizhevsky, Sutskever, & Hinton, 2012). It 
performs well in natural language processing tasks, such as machine translation (Sutskever, 
Vinyals, & Le, 2014) and handwriting recognition (Graves et al., 2009). 

For sentiment analysis, deep learning-based approaches have performed well in recent 
years. For example, convolution neural networks (CNN) with word embedding have been 
implemented for text classification (Kim, 2014), and they have achieved state-of-the-art 
results in SemEval 2015 (Severyn & Moschitti, 2015). SemEval 2017 Task 4 is sentiment 
analysis in Twitter, which is further divided into five subtasks: message polarity classification 
(Subtask A), topic-based message polarity classification (Subtasks B-C), and tweet 
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quantification (Subtasks D-E). 

Most of the participants in SemEval who adopt deep learning collect millions of tweets to 
train word-embedding models. The top system of SemEval 2017, which achieved 0.681 of 
average recall, used 100 million unlabeled tweets to pre-train word-embedding models (Cliché, 
2017). In contrast, our goal in this work is to achieve sound performance without a large 
amount of external data. 

In this paper, we describe our system for SemEval 2017 Task 4 (Subtask A) for message 
polarity classification (Rosenthal, Farra, & Nakov, 2017). Given a message, the system 
decides whether the message is of positive, negative, or neutral sentiment. We extend our 
previous work on SemEval 2017 (Yang, Tseng, & Chen, 2017). Our system consists of data 
pre-processing, word embedding, and classifiers. Data pre-processing includes normalization 
and hashtag segmentation. We consider the importance of emojis for sentiment analysis. In 
addition to using pre-trained word vectors, we train the emoji vector by the neural network. 
For the classifiers, we choose RNN-based and CNN models. We have achieved average recall 
rates of 0.652 with the LSTM-based classifier, and 0.640 with the CNN-based classifier. 

Our contributions are described as follows. 

　 We propose neural network models for emoji embedding and investigate the effects of 
using emoji vectors in the classifiers. Through experiments, we find that emoji vectors can 
improve the accuracy of prediction for the positive and negative classes. 

  Besides adding emoji vectors in the system, data pre-processing is critical to the 
improvement of the average recall rate from 0.610 to 0.652 with the LSTM classifier. Data 
pre-processing is important for Twitter sentiment analysis because textual data on Twitter is 
informal. In particular, the effect of hashtag segmentation is the most significant. 

This paper is organized as follows. In Section 2, we describe our system, consisting of 
data pre-processing, word embedding, emoji embedding, and classifiers. In Section 3, we 
introduce data in experiments, network settings, and tools. In Section 4, we present the 
evaluation results, along with our comments. In Section 5, we conclude and discuss future 
works. 

2. Related Work 

There has been considerable research in the field of sentiment analysis. Past research mostly 
has focused on long text. Pang, Lee and Vaithyanathan (2002) analyzed the performance on 
movie reviews using machine learning algorithms and used star ratings as polarity signals in 
their training data. In recent years, there have been many research projects of sentiment 
analysis on social networks like Twitter. Go, Bhayani and Huang (2009) used distant learning 
to acquire more sentiment data. Their training data consisted of tweets with emoticons, which 
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can be used as noisy labels. They constructed models with Naïve Bayes, Maximum Entropy, 
and Support Vector Machines (SVM), and they concluded that SVM outperforms the other 
models. 

Deep learning has gained much attention in classification of Twitter text data, due to its 
huge success in speech recognition and computer vision. Among the top systems of SemEval, 
Severyn and Moschitti (2015) proposed a parameter initialization method for CNN. They used 
an unsupervised neural language model to initialize word embeddings that were fine-tuned by 
a distant supervised corpus. The pre-trained parameters were used to initialize the CNN model. 
Deriu, Gonzenbach, Uzdilli, Lucchi, De Luca and Jaggi (2016) utilized large amounts of data 
with distant supervision to train an ensemble of two-layer convolutional neural networks 
whose predictions were combined using a random forest classifier. Cliché (2017) used CNN 
models and bi-directional LSTM models. They pre-trained word embedding and fine-tuned it 
using distant supervision. They trained their models on Twitter data where embedding was 
fine-tuned again and finally combined several CNNs and LSTMs to get better performance. 

Emojis are an important feature in tweets. Many studies have analyzed and trained 
emojis, such as Zhao, Dong, Wu and Xu (2012) and Barbieri, Ronzano and Saggion (2016). 
Zhao et al. (2012) built a system, which was the first system for sentiment analysis of Chinese 
tweets in Weibo. They mapped 95 emojis into four categories of sentiment. Their system 
employs the emojis for the generation of sentiment labels for tweets and builds an incremental 
learning Naïve Bayes classifier for the categorization of four types of sentiments. Barbieri et 
al. (2016) studied Twitter emojis with embedding models. They retrieved ten million tweets 
posted by USA users, and they made vector models of both words and emojis using several 
skip-gram word-embedding models. 

3. Method 

The system we implement for sentiment classification is shown in Figure 2. In data 
pre-processing, we normalize data sets to decrease the data complexity and increase the 
coverage of the word vector inventory. In word embedding, we utilize pre-trained word 
vectors provided by GloVe (Pennington, Socher, & Manning, 2014) and we train emoji 
embedding by neural networks. The models of LSTM and CNN are used as our sentiment 
classifiers. 
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Figure 2. Our Sentiment System. We propose to add embedded emoji vectors for 
better sentiment classification. 

3.1 Data Pre-processing 
All the data used for training the emoji embedding and for training the sentiment classification 
models undergo a series of data pre-processing. First, we use a tokenizer to split a tweet into 
words, emoticons, and punctuation marks. Happytokenizer1 is the tokenizer we use for text 
processing. Then, we replace URLs and USERs with normalization patterns <URL> and 
<USER>, respectively. All uppercase letters are converted into lowercase letters. The above 
pre-processing is called basic pre-processing. Next, we perform further data pre-processing 
based on basic pre-processing. The further data pre-processing is described as follows. 

3.1.1 Emoticon Normalization 
Tweets often contain a variety of emoticons, and some emoticons do not correspond to any 
pre-trained word vector. To reduce complexity, we normalize similar emoticons to the same 
token, as described in Table 1. 

Table 1. Examples of emoticon normalization. We normalize similar emoticons into 
four categories, which are <smile>, <sadface>, <neutralface>, and <heart>, 
respectively. 

Emoticon Normalization

:), (:, :-), (-:, :D, :-D, ;), =), (=, =D <smile> 

:(, ):, :’(, )’:, =(, )=, :-(, )-: <sadface> 

:|, |:, =|, |: <neutralface> 

<3 <heart>

For example, in the case of <neutralface> category, we find :|, |:, =|, |:, and then replace them 
by the token <neutralface>. Thus, the emoticons are replaced by four normalized categories. 

1 http://sentiment.christopherpotts.net/tokenizing.html 
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3.1.2 Specific Suffix Splitting 
There are many specific suffixes in English words, such as children's and Amazon's. These 
words may not have any corresponding word vectors and their presence increases the 
vocabulary size. So, we split the specific suffixes, including 's, n't, 'll, 're, 've, 'd and 'm, to 
decrease vocabulary. Moreover, the words resulted from splittingy do have corresponding 
word vectors (Nabil, Atyia, & Aly, 2016). 

3.1.3 Hashtag Segmentation 
Hashtag often is composed of multiple words and includes emotional words. We try two ways 
to split hashtags. Table 2 shows the examples of hashtag segmentation. 

 Maximum Matching Segmentation 

We use the vocabulary of GloVe as our dictionary containing approximately 570,000 words, 
and define a regular expression for numbers and punctuation. From the beginning of a hashtag, 
we split it according to the dictionary as much as possible until segmentation is finished. 

 Unigram-based Segmentation 

We train a unigram model with 0.6M tweets obtained from Twitter API. We do statistics of 
different words in these tweets and remove Except for the letter “a” and the letter “i”, single 
letters letters are removed from the unigram dictionary to avoid over-segmentation. All results 
of hashtag segmentation will be split according to the dictionary, so a hashtag may have 
multiple results. Then, we calculate sum of log probability of each word from each result as 
segmentation score. Finally, we take the highest score as the final segmentation result. 

Table 2. Examples of hashtag segmentation. A hashtag is converted to a word 
sequence. 

Hashtag Maximum matching Unigram-based 

#windows10fail windows 10 fail windows 10 fail 

#sportshalloweencostume sports Halloween costume sports Halloween costume 

#thisisnotajoketweet thisis notajoke tweet this is not a joke tweet 

3.2 Embedding 
Since training word embedding requires a lot of time, we use the pre-trained word vector 
provided by GloVe. Nevertheless, many pre-trained sets of word vectors contain few or no 
emoji representations. Therefore, Barbieri et al. built skip-gram word embedding models by 
mapping both words and emojis in the same vector space (Barbieri et al., 2016). Note that we 
only consider emojis and do not include emoticons because emoticons already are normalized 
to the normalization tokens during the data pre-processing phase. We train emoji vectors by 
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neural networks. Figure 3 shows the model architecture. In Figure 3, U is the weight matrix 
from the input layer to the hidden layer and V is the weight matrix from the hidden layer to the 
output layer. When the embedding training is finished, the weight matrix from the input layer 
to the hidden layer U consists of the emoji vectors. We use pairs of an emoji and its relevant 
words, including the descriptive words and the contextual words, as training examples. The 
steps are described as follows. 

 
Figure 3. The model of emoji embedding. Similar to word embedding, an emoji 
vector is trained to predict neighboring word vectors. 

3.2.1 Description Words 
We crawled emojis and their descriptions from Unicode emoji standard,2 resulting in 9,244 
description words for 2,623 emojis. Every training example consists of an emoji and a 
sequence of words ݓଵ,ݓଶ, …   describing that emoji. We tried two methods of producingݓ,
the training target, described as follows. Table 3 shows examples of emojis and their 
descriptions. 

Table 3. Examples of emojis and their description. 

Emoji Description 

Grinning face 

Beaming face with smiling eyes 

Woman running: medium skin tone 

Sweat droplets 

Cat face 

                                                       
2 http://www.unicode.org/emoji/charts/full-emoji-list.html 
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 Sum of the vectors of the description words 

We take the sum of the individual vectors of description words as a training target, where the 
word vector can be found in GloVe. The description words ݓଵ: correspond to pre-trained 
word vectors ࢜ଵ:  where ࢜  is a ݀ -dimensional word vector. The training target is 
ൌ ∑ ࢜


ୀଵ  . In this way, the number of training samples is 2,623. 

 Description word splitting 

We divide the description words into ݊ training examples. For example, the description of 
 is grinning face, so the training examples are ( , grinning) and ( , face). These 

description words have corresponding pre-trained word vectors. In this way, the number of 
training examples is 9,244. 

The size of the input layer is equal to the number of different emojis, as emojis are 
represented by one-hot vectors. The size of the output layer is equal to the size of word vector, 
which is 100. 

3.2.2 Contextual Words 
We selected tweets with emojis from the aforementioned 0.6M tweets, resulting in a set of 
approximately 50K tweets. A tweet is ݓଵ,ݓଶ, … , ݁, …  , where ݁ is an emoji. The networkݓ,
input is emoji ݁ as a one-hot vector, and the network output targets are the contextual words 
of ݁, which is ݓଵ,ݓଶ, … ,ଵሻݓ,. Training examples are ሺ݁ݓ, ሺ݁, ,ଶሻݓ … , ሺ݁,  ሻ. We collectedݓ
about 1.7M training samples. 

For the output target, we tried two kinds of representations. A sparse target 
representation uses a one-hot vector, while a distributed target representation uses a word 
vector. 

3.3 Sentiment Classification 

3.3.1 LSTM Classifier 
Figure 4 shows the architecture of our RNN-based classifier, which contains an input layer, 
embedding layer, hidden layer, and soft-max layer. 
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Figure 4. The architecture of the implemented classifier based on recurrent neural 
network with long short-term memory (LSTM) cells in the hidden layer. 

In the input layer, each tweet is treated as a sequence of words and each word is input 
into the model at every time step. In the embedding layer, each word is converted to a word 
vector, where word vectors are stored in an embedding matrix provided by GloVe. In the 
hidden layer, we use LSTM memory cells (Hochreiter & Schmidhuber, 1997) for the 
long-range dependency. Different from the original recurrent unit, the LSTM cell contains 
gates to control states. The hidden states of the first word to the second to last word in a tweet 
connect to the hidden state of the next word. Only the hidden state of the last word connects to 
the next (output) layer. In the soft-max layer, output values are processed by soft-max function 
to get probabilities for classification. 
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3.3.2 CNN Classifier 

 
Figure 5. The architecture of the implemented classifier based on convolutional 
neural network (CNN). 

The CNN model we use for classification is the architecture used by Kim (2014). Figure 5 
shows the CNN architecture, which consists of a convolutional layer, max-pooling layer, 
hidden layer, and soft-max layer. 

The model input is a tweet, consisting of sequence of words ݓଵ: ∈ ࣬, where ܸ is the 
vocabulary size. In order to fix the length of the tweet, we pad input text with zeros into length 
݊. Each tweet ݓଵ: is represented by the corresponding word vector ݔଵ:, where ݔ is the 
݀ -dimension word vector of the ݅ -th word. Input words are embedded into dense 
representation through word embedding and fed into the convolutional layer. A word without 
an embedding vector is represented by a zero vector. After word embedding, an input tweet is 
mapped to an input matrix ܵ ∈ ࣬ൈௗ. 

In the convolutional layer, kernel ܭ ∈ ࣬ௗൈ slides over the input matrix with stride 
ݏ ൌ 1 and creates features ܿ. 

 ܿ ൌ ݂ሺܭ ∗ ܵ:ାିଵ  ܾ௩ሻ                                               (1) 

where ܾ௩ is the bias at the convolutional layer, * denotes the convolution operation, and ݂ 
is a nonlinear function. The feature map ݕ௩ ∈ ࣬ିାଵ is created by 

  ௩ݕ ൌ ሾܿଵ, ܿଶ, … , ܿିାଵሿ                                                 (2) 

We use ݇ kernels to create ݇ feature maps, which are denoted by ܻ௩ ∈ ࣬ൈሺିାଵሻ. 
Then, we apply the max-pooling operation over each feature map in order to capture important 
information, i.e. 
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,ݕ  ൌ max ܻ௩,,                                                     (3) 

where ݕ, ∈ ࣬ is the output after the max-pooling operation. 

After the max-pooling layer, we use dropout to drop some activations for regularization 
randomly in order to prevent the model from over-fitting. Finally, we use a fully connected 
layer of size ݄ followed by a dense layer with soft-max function for classification. 

4. Results 

4.1 Data 
We used the SemEval 2017 data provided by the task organizers. These data are tweets in 
Twitter, which are labelled with three types of sentiment: positive, neutral, and negative. The 
training data were the tweets from SemEval 2013 to SemEval 2016, excluding SemEval 2016 
testing data. The development data were the tweets from SemEval 2016 testing data. The test 
data were the tweets provided by the organizer of SemEval 2017. Table 4 summarizes the 
statistics of the data. 

Table 4. Statistics of SemEval 2017: the number of tweets in datasets. 

Data Pos. Neu. Neg. Total 

Train 12,844 12,249 4,609 29,702 

Dev  7,059 10,342 3,231 20,632 

Test  2,375  5,937 3,972 12,284 

4.2 Settings 
We used the pre-trained word vectors provided by GloVe, which are trained with Twitter data. 
The dimension of word vectors can be 50, 100, or 200. We evaluated these dimensions with 
the SemEval 2016 dataset. The 100 and 200-dimension word vectors achieved better results, 
so we used 100-dimension word vectors for the SemEval 2017 tasks. We noticed that the 
performance is not very sensitive to the hyper-parameter of word vector size and the number 
of hidden layer units. For the CNN model, the number of filters ݇ was 50. The kernel size 
was 3 ൈ 100 with stride ݏ ൌ 1 over the input matrix. Max-pooling was applied over each 
feature map. After pooling, we dropped activations randomly with the probability of  ൌ 0.2 
and fed to the hidden layer with size ݄ ൌ 20. The hyperbolic tangent function was used as the 
activation function after convolution and pooling. For the LSTM model, input size ݅ was 
equal to the size of word list and the size of hidden ݄ was 50. We dropped input units for 
input gates and recurrent connections with the same probability of  ൌ 0.2. 

Next, we explain the settings of emoji embedding training. The size of input layer was 
equal to the number of emojis. For training with descriptive words, the size of the input layer 
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was 2,623, the size of the hidden layer was 100, and the size of the output layer was 100. Both 
hidden-layer outputs and output-layer outputs went through hyperbolic tangent function, and 
the loss is the mean square error. 

For training with contextual words, the size of the input layer was 1,023 and the size of 
the hidden layer was 100. The size of the output layer was 42,670 if the target was represented 
by one-hot vector and was 100 if the target was represented by word vector. Output values 
went through the soft-max function. Both hidden-layer outputs and output-layer outputs went 
through the hyperbolic tangent function, and the loss is the mean square error. 

All the models we used in our experiments were implemented using Keras3 with 
Tensorflow4 backend. 

4.3 Baseline 
We participated in SemEval 2017 task 4, which is sentiment classification in Twitter (Yang et 

al., 2017). There are three evaluation measures in the task, which are average recall of three 
classes, average F-measure of positive and negative classes, and accuracy. The organizer 
chose average recall as the primary measure because it is more robust to class imbalance 
(Rosenthal et al., 2017), so we focus on this performance measure. The results of each setting 
are obtained from an average of five runs of experiments. In each run, we trained our models 
with the same usage of data sets, instead of the cross-validation or leave-one-out scheme. 

Table 5 shows our results of SemEval 2017. We interpolated the LSTM and CNN models 
to get the interpolated model for the final submission, which achieved 0.618 for average recall. 
Also, we list the evaluation of LSTM and CNN model. We will take this performance as our 
baseline. 

Table 5. Results of baseline. Interpolation-baseline is the result of participating in 
SemEval 2017. It is an interpolation of an LSTM model and a CNN model. The result 
of LSTM-baseline and the result of CNN-baseline are obtained from an average of 
five runs of experiments. 

Model Avg. Recall Avg. F1 Accuracy 

LSTM-baseline 0.610 0.575 0.615 

CNN-baseline 0.584 0.548 0.583 

Interpolation-baseline 0.618 0.587 0.616 

 

                                                       
3 https://keras.io 
4 https://www.tensorflow.org 
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4.4 Comparison of Data Pre-processing 
In this part, we show the classification results using different data pre-processing. We 
summarize different statistics of pre-processed data, including vocabulary size, the number of 
tokens in data, and coverage on word vector. Here, coverage on word vector is the proportion 
of tokens with found word vectors. The word list we used was extracted from the words in the 
training data, and it is equal to vocabulary size. If the word vector of a word in the word list 
could not be found in GloVe, we used the zero vector for the word. Words in the testing data 
but not in the word list were removed. Each LSTM or CNN model was trained with 50 epochs. 
Table 6 shows the results of data pre-processing. 

Table 6. Statistics of pre-processed data and results. In each pre-processing stage, we 
base on basic pre-processing. “emoticon” means emoticon normalization. “suffix” 
means specific suffix splitting. “hashtag*” means hashtag segmentation, where 
hashtag1 is maximum matching segmentation and hashstag2 is unigram-based 
segmentation. 

Pre- 
processing # Vocab.

# Tokens Coverage Avg. Recall 

Train Test Train Test LSTM CNN 

Basic 38,353 691,261 218,821 0.914 0.886 0.610 0.584 

Basic + 
emoticon 38,316 686,565 217,321 0.916 0.886 0.615 0.584 

Basic + 
suffix 37,506 700,736 222,435 0.928 0.904 0.614 0.584 

Basic + 
hashtag1 36,429 695,654 224,562 0.924 0.932 0.622 0.590 

Basic + 
hashtag2 34,327 700,954 232,322 0.924 0.933 0.616 0.593 

Basic + 
emoticon + 

suffix + 
hashtag1 

35,542 700,410 226,621 0.940 0.948 0.625 0.594 

It can be seen that the vocabulary size decreased and the coverage on word vector 
increased after data pre-processing. For the LSTM model, average recall of all pre-processed 
data was higher than the basic pre-processed data, especially data with hashtag segmentation. 
For the CNN model, average recall also was improved by data with hashtag segmentation. 
Although hashtag with unigram-based segmentation can attain better results, its average recall 
was lower than hashtag with maximum matching segmentation in the LSTM model. We think 
that the segmentation dictionary we used in maximum matching was the vocabulary of GloVe, 
so most words after hashtag segmentation had corresponding vectors. We combined all data 
pre-processing steps finally and achieved 0.625 for the LSTM model and 0.594 for the CNN 
model. 
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4.5 Evaluation of Emoji Vector 
In this part, we explore the effect of adding the emoji vector. In order to have more 
corresponding vectors in testing data, the word list we used in this experiment was the 
vocabulary of GloVe. Words in the training and testing data but not in the word list were 
removed. If emoji vectors were added, we added the emoji to the word list. 

In order to prevent the model from over-training, we used an early stopping mechanism. 
We added the development dataset as validation data during model training. If there was no 
improvement in accuracy of validation data, the model stopped training. With early stopping, 
each model was trained about 5-10 epochs. 

The results of emoji embedding are shown in Table 7. ‘No emoji’ means that the emoji 
vector was not added. ‘desc_sum’ means that the sum of the description word vectors of emoji 
is the emoji vector. For training the emoji vector with description words, the sum of the 
individual word vectors of description words as a training target and dividing description 
words into multiple training targets are denoted as ‘desc_sum_nn’ and ‘desc_sp_nn,’ 
respectively. For training the emoji vector with contextual words, the training target using 
one-hot vector and word vector are denoted by ‘skip gram_1H’ and ‘skip gram_vec,’ 
respectively. 

Table 7. Results of emoji embedding. Note that the refined system with 0.652 would 
have ranked 7th in SemEval 2017. 

Pre-processing Basic All 

Model 
Early stopping 

LSTM CNN LSTM CNN 

vgܴܣ ଵேܨ Acc. ଵேܨ vgܴܣ Acc. vgܴܣ ଵேܨ Acc.  .ଵே Accܨ vgܴܣ

No emoji 0.634 0.601 0.627 0.624 0.594 0.618 0.651 0.630 0.639 0.629 0.599 0.612 

desc_sum 0.635 0.606 0.632 0.628 0.601 0.620 0.651 0.626 0.638 0.630 0.605 0.622 

desc_sum_nn 0.639 0.611 0.633 0.626 0.592 0.608 0.645 0.615 0.628 0.631 0.601 0.617 

desc_sp_nn 0.638 0.607 0.623 0.626 0.596 0.615 0.652 0.628 0.632 0.638 0.618 0.623 

skip gram_1H 0.639 0.613 0.633 0.622 0.593 0.617 0.642 0.614 0.633 0.640 0.618 0.620 

skip gram_vec 0.639 0.616 0.635 0.620 0.586 0.610 0.646 0.619 0.626 0.633 0.604 0.614 

By adding the emoji vector in systems with basic pre-processing, the average recall of 
the two models was mostly better than with no emoji. With all of the pre-processing, there was 
no significant improvement in the LSTM model. In CNN models with all of the 
pre-processing, the performance of adding emoji vectors was still better than without the 
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emoji vector. 

We know that only tweets in test data have emoji, and there were 731 tweets with emoji, 
which made about 5.9% of the test data. Furthermore, models did not learn emoji 
characteristics directly during training because there were no tweets with emoji in the training 
data. These are possible reasons there was no significant improvement in some cases. 

In order to more clearly observe the effect of adding emoji vectors for model 
classification, we only evaluated the test data with emojis in previous LSTM and CNN models. 
Table 8 shows the statistics of tweets with emoji. Table 9 shows the evaluation of tweets with 
emoji. 

Table 8. Statistics of tweets with emoji. In our data set, only tweets in test data had 
emoji. 

Tweet with emoji Pos. Neu. Neg. Total 

Test 310 248 173 731 

 

Table 9. Evaluation of tweets with emoji. 

Pre-processing Basic All 

Model 
Early stopping 

LSTM CNN LSTM CNN 

Avgܴ ଵேܨ Acc. ଵேܨ vgܴܣ Acc. vgܴܣ ଵேܨ Acc.  .ଵே Accܨ vgܴܣ

No emoji 0.621 0.665 0.638 0.621 0.661 0.630 0.644 0.696 0.656 0.624 0.679 0.637 

desc_sum 0.636 0.682 0.639 0.611 0.651 0.605 0.648 0.701 0.651 0.615 0.661 0.617 

desc_sum_nn 0.629 0.665 0.637 0.601 0.640 0.616 0.633 0.679 0.650 0.617 0.669 0.635 

desc_sp_nn 0.599 0.639 0.614 0.606 0.647 0.617 0.630 0.682 0.645 0.624 0.683 0.635 

skip gram_1H 0.632 0.666 0.636 0.604 0.641 0.612 0.638 0.685 0.648 0.634 0.692 0.643 

skip gram_vec 0.611 0.637 0.624 0.591 0.622 0.608 0.627 0.670 0.649 0.619 0.665 0.636 

The results show that the effect of adding emoji is not obvious. From our observation on 
the performance of the three classes, the addition of emoji vectors decreases the prediction of 
neutral class dramatically, but increases the prediction of positive and negative classes. 
Besides, we found that emoji vectors are more similar to each other than to the word vectors in 
the embedding space. Thus, they can contribute supplementary information for sentiment 
analysis. 
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5. Conclusion 

We implemented our sentiment analysis system for sentiment analysis of Twitter data 
organized in SemEval 2017. This system consists of data pre-processing, word and emoji 
embedding, and classifier. From our observation, the data complexity decreases after data 
pre-processing with improved performance on classification, especially with hashtag 
segmentation. We found that adding emoji vectors can improve the performance on 
classification, especially for CNN models, and model training with an early stopping 
mechanism can prevent the model from over-training. 

In data pre-processing, we process data with basic pre-processing and all pre-processing, 
including emoticon normalization, specific suffix splitting, and hashtag segmentation. In word 
embedding, we train emoji embedding with the descriptive words or the contextual words of 
emojis. For our models, we set the vocabulary of GloVe as the word list of models instead of 
the vocabulary in training data and validation data. In addition, we used an early stopping 
mechanism to train our models. Our system achieved 0.652 for LSTM model and 0.640 for 
CNN model, which would have ranked 7th in SemEval 2017. 

Regarding future works, we hope to get closer in performance to the leaders on the task 
leader-board. As mentioned in Section 4.5, the models did not learn emoji characteristics 
directly during training. Thus, we want to collect tweets with emojis for training and do 
further evaluation on our models. We also will try the fine-tuned word vector and make it 
suitable for sentiment classification. 
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長短期記憶模型之忘記閘提取語意流暢度 
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摘要 

泛自閉症研究指出，由於口語表達能力的遲緩，跟典型孩童相比，自閉症孩童

較無法敘說一個流暢的故事，因此在診斷自閉症孩童時，衡量其口語表達流暢

度以成為一個診斷的重要指標。然而流暢度的評量，不是需要費時的人工標註，

就是得用專家專門設計出的特徵來當指標，因此，本篇研究提出一種自動化直

接資料導向的流暢度特徵學習架構，利用長短期記憶模型的遺忘閘導出語意流

暢度的特徵，同時我們也利用自閉症觀察診斷量表中的評分細項來測試我們的

流暢度特徵，結果上，利用我們提出的語意流暢度特徵來辨識自閉症小孩與典

型小孩的任務上能夠達到 92%的高準確率，對照傳統上使用語法、語詞使用頻

率、潛在語義模型分析等地模型有顯著的提升。 
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這篇論文也進一步隨機打亂字序及句子順序，使典型小孩說故事內容變得不流

暢的方式，來驗證我們提出的流暢度的意義，降維並將資料樣本可視化分析後

證明我們的提取的特徵含有流暢度的概念。 

Abstract 

Autistic children are less able to tell a fluent story than typical children, so 
measuring verbal fluency becomes an important indicator when diagnosing autistic 
children. Fluency assessment, however, needs time-consuming manual tagging, or 
using expert specially designed characteristics as indicators, therefore, this study 
proposes a coherence representation learned by directly data-driven architecture, 
using the forget gate of long short-term memory model to export lexical coherence 
representation, at the same time, we also use the ADOS coding related to the 
evaluation of narration to test our proposed representation. Our proposed lexical 
coherence representation performs high accuracy of 92% on the task of identifying 
children with autism from typically development. Comparing with the traditional 
measurement of grammar, word frequency, and latent semantic analysis model, 
there is a significant improvement. 

This paper also further randomly shuffles the word order and sentence order, 
making the typical child's story content become disfluent. By visualizing the data 
samples after dimension reduction, we further observe the distribution of these 
fluent, disfluent, and those artificially disfluent data samples. We found the 
artificially disfluent typical samples would move closer to disfluent autistic 
samples which prove that our extracted features contain the concept of coherency. 

關鍵詞：人類行為分析、流暢度、長短期記憶模型、自閉症、說故事 

Keywords: Behavioral Signal Processing, Lexical Coherence Representation, 
LSTM, Autism Spectrum Disorder, Story-telling. 

1. 緒論 (Introduction) 

自閉症是一種普遍且又病症複雜的精神症候群，不同於一般較單純的精神疾病，每個自

閉症患者之間的症狀異質性非常的高，此一特性也增加了診斷的困難性，因此許多研究

致力於設計出各種評量的標準與特徵來做為人工自閉症診斷或者自動化自閉症診斷的標

準，此類研究對於自閉症的即早治療與縮短診斷時程有極大幫助，也因此在人類行為訊

號處理的領域裡越發蓬勃發展。過去許多研究已針對自閉症與典型孩童的各種不同模態

行為進行過分析，例如利用臉部不同的表情反應特徵來辨識自閉症的研究(Liu, Li & Yi, 
2016)，以及利用孩童之間不同的語音表徵(Marchi et al., 2015; Bone et al., 2014)，諸如聲

調或發音咬字等等，也有利用孩童敘事的文字內容去分析語法和用字作為分析自閉症辨
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識特徵的研究(Regneri & King, 2016; Chorianopoulou et al., 2017)。我們在此篇論文中提出

一種資料導向的語意流暢度特徵提取架構，這個架構能夠利用自閉症以及典型孩童說故

事的資料辨識出說故事的資料來自於自閉症孩童或典型孩童。 

過去對於自閉症孩童說故事的分析時常使用許多不同的關鍵字特徵或是主題特徵，

來觀察自閉症與典型孩童的差異(Rouhizadeh, Prud’Hommeaux, Roark & Van Santen, 2013; 
Rouhizadeh, Sproat, & Van Santen, 2015)。許多研究更指出相對於典型孩童，自閉症孩童

較無法說出一個完整的語法流暢的故事(Losh & Gordon, 2014)，或是自然地描述故事發展

內容的因果關係。分析顯示，自閉症小孩描述故事時，傾向於把故事中的一個個元素、

事件單獨描述，缺乏流暢的串接或敘述各個情節之間的因果關係(Capps, Losh, & Thurber, 
2000; Tager-Flusberg, 1995)。而語法表達的不流暢現象也已有研究觀察證實 (Diehl, 
Bennetto & Young, 2006)。而在一篇 ACL2016 的研究中更利用了許多關鍵字性質標註表

達整個文章的劇情走向與分佈，藉由這個導出的劇情發展狀況來當作衡量孩童說故事的

流暢性。然而，以上方法皆須仰賴經過訓練的專業人士標註，標註十分費時，且會受限

於只能在被設計的情況下使用。 

因此，我們的研究使用資料導向的方法，以文字向量當作輸入，輸進長短期記憶模

型，使用期訓練好的遺忘閘作為參數，讓機器自己學出表達資料中含有流暢度的時序性

語法特徵。實驗中，我們比較以各不同的特徵來訓練針對說故事資料庫的自閉症辨識模

型的準確率，而我們所提出的語意流暢度特徵所訓練的模型在實驗中達到 0.92 的準確率，

高過於由知名的流暢度特徵，流暢矩陣(Graesser, McNamara, Louwerse & Cai, 2004; 
McNamara, Graesser, McCarthy & Cai, 2014)所訓練出來的模型。再者，啟發於最新關於

理解神經網路黑盒子的研究(Li, Monroe & Jurafsky, 2016; Koh & Liang, 2017)，我們觀察

改變原始資料的性質後的語意流暢特徵分佈的改變，來試著理解推敲神經網路這個黑盒

子運作，並驗證我們導出的表徵的意義。實驗中，我們將典型孩童所敘述故事的字序和

句序分別打亂，來模擬不同程度的不流暢，結果驚訝的發現，在以我們導出的流暢度表

徵空間裡，被打亂後的不流暢典型小孩說故事資料分佈，會往無法說出流暢故事的自閉

症小孩說出的故事資料分佈靠近，此結果驗證了我們導出的表徵的確含有流暢度的資訊。

此篇論文內容安排如下: 第二節為資料庫以及架構介紹，第三節為實驗結果分析與呈現，

最後第四節為結論。 

2. 研究方法 (Research Methodology) 

2.1 資料庫 (Database) 
這篇論文中，我們使用兩個資料庫，第一個是主要用來驗證我們所提取出的流暢度特徵

辨識力的自閉症與典型孩童說故事資料庫，第二個則是從收錄了許多兒童讀物的童話故

事網站，所爬下來的四種童話故事資料庫，第二個資料庫是用來預訓練使用。 



 

 

22                                                               劉于碩 等 

2.1.1 資料庫一:自閉症與典型孩童說故事資料庫 (Database I) 
資料庫一的蒐集方式是由專業培訓過的研究人員引導式的帶領自閉症孩童完成的，使用

的故事書名為瘋狂星期二，故事書本身是一本繪本，書中每頁內容，都是一張圖片，與

一句短句概要這頁的內容，而小孩子會根據圖片內容描述每一頁的劇情，完成整篇故事

的論述。 

而說故事的這個情境，便是標準的自閉症診斷觀察量表(Lord, Rutter, Dilavore & Risi, 
2008)中的一個單元，此為一國際公認的臨床自閉症診斷量表，我們是與台大兒童醫院共

同合作收集。這個量表是設計來觀測孩童的社交互動行為，因此設計了許多行為單元，

來觀測並評量受測者的行為表現，單元包刮建構式作業、假扮遊戲、共同互動式遊戲、

示範作業、圖片描述、看圖說故事等等。而在我們所使用的看圖說故事單元中，施測者

會先引導一段引文，而孩童則會被要求根據後半部的繪本內容，完成後半部的故事，我

們用相同的流程收集了典型孩童部分的說故事資料，逐字稿的內容舉例如: 

“星期二的晚上，有一群青蛙在池塘上，他們突然乘著荷葉飛了起來，他們飛到了鄰

近的小鎮，接下來換你說故事……” 

在這個資料庫中我們總共收集了 67 位孩童的資料總共約有 28446 字的資料庫，每

篇故事平均約有 424 字，67 位孩童中包括 31 位自閉症孩童(ASD)以及 36 位典型孩童(TD)。
表 1 為資料庫相關敘述。 

2.1.2 資料庫二:童話故事資料庫 (Database II) 
資料庫二是從線上收藏不同種類童話故事的網站所收集而來，我們隨機選了四種篇幅長

短約莫類似的故事種類，來作為我們預訓練的資料庫，這四種故事分別為俗諺故事、床

邊故事、當代童話故事以及謎語故事。每種故事，我們都隨機選了 24 篇故事作為我們的

預訓練資料集，總共 96 篇故事、59212 字，表 2 為相關的描述。 

2.2 語意流暢度表徵 (Lexical Coherence Representation) 

 
圖 1. 語意流暢度表徵提取實驗架構圖 

[Figure 1. Architecture of lexical coherence representation] 
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圖 1 呈現了用來提取語意流暢度特徵的架構流程，流程包含了資料擴增、中文文字向量

訓練模型、資料庫二之長短期記憶模型預訓練、資料庫一之長短期記憶模型適性訓練以

及最終由遺忘閘提取語意流暢度特徵。 

2.2.1 資料擴增 (Data Augmentation) 
研究證實，透過資料擴增的方式能夠使的神經網絡看過更廣泛的資料分佈，進而有助於

穩定神經網絡訓練的整體偏差率，在神經網絡翻譯與語音辨識的研究中都已證實這個方

法的幫助性(Fadaee, Bisazza & Monz, 2017; Hannun et al., 2014)。在這篇文章中,我們使用

一個簡單的滑動視窗方法來執行資料增加兩個資料集。我們用 n 個句子作為一筆資料，

並使用與整個文檔相同標籤的樣本，我們每次移動一個句子來生成另一個 n 句的資料樣

本。實驗也比較了由各種不同個句子數組成的資料樣本的結果，分別試驗了 n 為 1，3，

5，7，9 的情況。 

2.2.2 中文文字斷詞 (Chinese Word Segmentation) 
近年來的文字相關研究中，都使用文字向量空間作為普遍公認的語意表徵，但不同於英

文，中文字在書寫上，並沒有將詞語詞之間隔開，因此在進入文字向量的訓練之前，必

須先經過斷詞的程式，這裡我們使用結巴斷詞(Sun, 2012)這個工具來斷詞。結巴使用概

率語言模型來找出該句為最可能的詞組合。從統計資料 ,輸入字串分割模型的ܥ ൌ

,ଵܥ	 …,ଶܥ ,和輸出ܵܥ, ൌ 	 ଵܹ, ଶܹ,… , ܹ,  其中݉  ݊。對於一個字串 C，將會有不止一種可

能的分割輸出 S。分割模型的任務是找到概率最高的輸出 S 集合。 

Segሺcሻ argmax
ௌ∈ீ

ܲሺܵ|ܥሻ ൌ 	 argmax
ௌ∈ீ

	
ܲሺܥ|ܵሻܲሺܵሻ

ܲሺܥሻ
	  

舉例來說: 

C: 青蛙紛紛又再度回到水裡 

S1: 青蛙 / 紛紛 / 又再 / 度回 / 到 / 水裡 

S2: 青蛙 / 紛紛 / 又 / 再度 / 回到 / 水裡 

S1 和 S2 便是不同的可能詞組合，根據不同的分割 S，詞數 m 的個數不同。m 越大，實

際觀測的可能詞組成概率越小。 

2.2.3 中文文字轉向量 (Chinese Word2Vec) 
與語音信號和視訊訊號不同，文本是離散的，不是連續可微的。為了使它能夠輸入神經

網路，成為更好的進一步分析的表示，我們使用文字向量方法將我們語料庫中的每個詞

投射到低維空間的特定協調上。因此，我們現在把離散文本轉換成連續可微的詞向量。 

文字向量空間(Mikolov, Sutskever, Chen, Corrado & Dean,2013)是一種資料驅動的學

習表示形式，是從一個龐大的通用語料庫中學習的。在學習過程之後，模型將每個單詞
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投射到隱藏的維向量空間模型中的座標上。我們可以通過計算不同詞間的協調距離來發

現每個詞之間的關係。Mikolov 提出了兩種不同的方法，一是連續的詞袋(CBOW)，另一

種是 Skip-gram (Skip-gram)。他還提出了兩種計算效率高的近似層次化和負採樣。利用

這兩種有效的逼近方法，該模型可以以一種更有效的方式學習正確的表示方法(Goldberg 
& Levy, 2014)。 

這裡我們使用 CBOW 來構建我們的詞嵌入網路。主要思想是利用 2c 相鄰詞的上下

文向量來預測目標詞，模型結構包括 K 個詞彙量字典、輸入層、投影層和輸出層。輸入

層的輸入是每個相鄰字的獨熱編碼(one-hot)向量。我們使用 K x V 輸入層維度得到每個

相鄰詞上下文向量 w，w 的維度為自訂大小，而後我們得到這些上下文的平均向量 V(w)
傳播到輸出層預測目標詞 w。最終，該模型可以使用反向傳播來更新參數，本篇實驗使

用資料庫一以及資料庫二的全部文檔訓練出文字轉向量的網絡模型，而詞頻數過低的項

目會被轉成 OOV(out of vocabulary)之向量。 

2.2.4 長短期記憶神經網絡 (Long short-term memory neural network) 
我們的語意流暢度需要將說故事樣本，投射到長短期記憶神經網絡後，提取遺忘閘的輸

出 。 因 此 在 本 節 中 ， 我 們 將 首 先 簡 要 地 描 述 長 短 期 記 憶 神 經 網 絡 (Hochreiter & 
Schmidhuber, 1997)。長短期記憶神經網絡是一種定向時間序列神經網路。長短期記憶神

經網絡的核心是其中包含的資訊狀態更新參數ܥ௧෩ : 

௧෩ܥ ൌ ሺ݄݊ܽݐ ܹ ∙ ሾ݄௧, ௧ሿݔ  ܾሻ 

	௧ܥ ൌ ௧݂ ∗ ௧ିଵ݅௧ܥ ∗ ௧෩ܥ  

使用長短期記憶神經網絡建模的好處在於它能夠調節長期或短期記憶體上下文中保留的

信息量。調節機制是使用閘的結構來完成的，閘的結構被表述為權重矩陣和啟動函數。

每個長短期記憶神經網絡有三個閘ሺ ௧݂	, ݅௧	,  : ௧ሻ	

௧݂	 ൌ ሺ	ߪ ܹ ∙ ሾ݄௧ିଵ, ௧ሿݔ  bሻ 

݅௧	 ൌ ሺ	ߪ ܹ ∙ ሾ݄௧ିଵ, ௧ሿݔ  bሻ 

	௧ ൌ ሺ	ߪ ܹ ∙ ሾ݄௧ିଵ, ௧ሿݔ  bሻ 

在細節中,忘記閘 ௧݂	,閘口負責控制過去的資訊被允許通過主要細胞ܥ௧෩的通過比率,我們利

用此一機制來當作導出資訊流暢度的一種測量方法。我們首先使用監督式學習預訓練在

四種故事類型的標籤上，作為初始化的模型參數，此長短期記憶網絡層的隱藏維度為 128
維。 

2.2.5 語意流暢度表徵 (Lexical Coherence Representation) 
為了從資訊中導出流暢度的表達特徵，我們首先使用資料集二四類童話故事，訓練出來

的模型權重，作為我們預訓練好的初始化參數。然後我們用我們預訓練過的模型通過分

享模型參數，去對資料集一去進行適性化的微調，這是一種轉移學習的方式。經過對資
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料集一進行微調，得到最後的結果。最後提取所學習的遺忘閘矩陣W，提取後，我們可

以計算出，在啟動函數之前，沒有偏倚項的遺忘閘的輸出值 ௧݂
ഥ : 

௧݂
ഥ ൌ 	 ܹ ∙ ሾ݄௧,  ௧ሿݔ

對於每個資料樣本，即 n 個句子,每個句子分別ܓ個字,會有總 n x k 大小的 ௧݂
ഥ序列。我們

將它們編碼為每個資料樣本都固定維度的表示形式。 

F ൌ g	ሺ ଵ݂
ഥ , … , ்݂ഥ ሻ 

其中 g 表示 17 個統計泛函數，最大值(MAX)，最小值(Min)，平均數(Mean)，中位數

(Medium)，標準差(Std)，1 百分位數(1%)，99 百分位數(99%)，99 百分位數- 1 百分位

(99%-1%)數，偏度(skewness)，峰度(kurtosis)，最小位(min pos)，最大位(max pos)，下四

分位數(lower quartile)，上四分位數(upper quartile)，上四分位數範圍(interquartile range)，
冪(power)，1 差分(point difference)。這個 F 便是每個資料樣本的語意流暢度表徵。 

2.3 暢度矩陣 (Cohesion Matrix) 

 

圖 2. 流暢度矩陣特徵擷取網站示意圖 
 [Figure 2. Extraction procedure of cohesion matrix] 
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流暢度矩陣被認為是對文本和話語最詳盡的自動評估之一。它計算書寫的一致性，並能

用在度量口語和敘寫的內容(McNamara et al., 2014)。測量方法包括相鄰句間的相似度計

算、相鄰句或整篇文章中名詞重疊(重複)、文章句子結構的相似度等。例如，相鄰句間

的相似度通過每句的 LSA(潛語義分析)向量計算。然後計算兩個 LSA 向量的餘弦相似

度。 

圖 2 為流暢度矩陣的使用介面，將欲計算流暢度之文章文字內容輸入後，便可勾選

各項特徵，得到各特徵值，例如圖中勾選的左邊便是透過 LSA 向量計算語詞間語義的相

似度，而右邊則是單純計算不同詞性字詞重複的程度。 

我們使用所有的 20 維特徵，通過相關性特徵選擇，我們在選擇 25%的特性集時獲

得最佳性能。所選擇的五個特徵是局部名詞重疊、全功能變數名稱詞重疊、局部句子結

構相似、全域句子結構相似以及句子中最小的單詞重複頻率。 

局部名詞重疊是指計算相鄰句子中同一名詞的重複頻率，全功能變數名稱詞重疊是

指計算同一名詞在一篇文章中千詞的重複頻率。局部和全域句子結構的相似性是指計算

相鄰句子結構的相似性，計算整個句子結構的相似性。句子結構的相似性一般採用計算

句子之間的編輯距離的方法(Ji & Eisenstein, 2013; Cheng & Liang, 2005)。編輯距離通常定

義為將源句編輯為目標句(包括插入、刪除或切換)的成本步驟。最後一個特徵是每個句

子中單詞重複頻率的平均值。 

2.4 頻逆文檔頻率(TF-IDF) 
方法主要由詞頻（TF）以及逆向文檔頻率（inverse document frequency，IDF）所組成，

其數學式子表達成: 

TF, ൌ
ܿ,

∑ ܿ,
 

分子是第 i 個單詞在第 j 個文章的單詞計數，分母是第 i 個單詞在全部文章中的總出現次

數。 

IDF 值與目標詞在整個語料庫中的通用性有關。 

IDF ൌ
|ܦ|

1  |ሼ݀ ∈ ܦ ∶ ݐ ∈ ݀ሽ|
 

分母是整個語料庫的文章數量，分母是目標詞出現的文章數量。如果目標詞沒有出現在

語料庫中，分母將為零。常用的方法是調整分母為1  |ሼ݀ ∈ ܦ ∶ ݐ ∈ ݀ሽ|。 

最終得到值的式子如下: 

      tdtdt IDFTFIDFTF  ,,  
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3. 實驗設計及結果 (Experimental Setup And Results) 

3.1 實驗設計 (Experiment Setup) 
在這篇研究中，我們使用我們提出的語意流暢度特徵表示在典型孩童與自閉症孩童之間

進行分類。我們比較下列方法: 

 (1) 詞頻逆文檔頻率:共 2034 維的特徵值 

 (2) 流暢度矩陣:共 20 維的特徵值 

 (3) 長短期記憶神經網絡:取出隱藏層的輸出來當作特徵進行分類 

 (4) 語意流暢度表徵:為本篇所提出之表徵 

實驗中使用了各項特徵作為流暢度特徵的比較，如 Coh-Metrix 主要是利用句子之間

的相似度，來衡量一篇文章的流暢，所使用的概念是，當一篇文章裡相鄰的句子語義空

間相似度高時，可以代表敘述連貫，反之則是不流暢。而透過 TF-IDF 的方法有機會讓

模型透過關鍵詞數去學習，是否一篇文章一直使用過多重複的詞語，造成不流暢的現象，

而 LSTM 則是在依序閱讀過段落文字之後，給出一個斷定流暢類或不流暢類的分類模型。

我們提出的特徵則是保留了資料的個時間點的語義特徵分布情形，我們將這樣有各資料

整個時間點語義分布的向量作為特徵，讓分類器去學習語義時序分布與流暢度的關聯。 

圖 1 為以語意流暢度表徵為特徵之實驗架構圖，實驗所使用的分類器皆是支援向量

機(SVM)和相關性的特徵選擇，差別僅在於使用來作為辨識基準的特徵抽換成不同的各

項特徵。由於每一個兒童敘事包括不同數量的資料樣本(句數)，為了對於單個受試者給

出一個單一的標籤，我們會對預測進行投票來決定最終個人的標籤。而準確率的驗證則

採用交叉驗證，使用的評量方法是非加權平均召回率(UAR)。 

再者，我們也利用我們提取出的流暢度特徵去對自閉症觀察診斷量表中的評分細項

去做高低分分類，其中包括刻板的使用單字或片語程度、會話流暢性，以及報告事件的

能力。 

3.2 實驗結果 (Experiment Result) 
首先，觀察特徵選擇的結果，在 TFIDF 方法方面顯示連接詞、副詞和常見的短語在漢語

中，如“然後”、“還好”、“這樣”、“什麼”都是自閉症孩童的敘述重點頻率明顯

高於典型孩童。關於故事內容的幾個關鍵字，例如“屋頂”、“老奶奶”、“地板”、

“住”，恰恰相反，於 TD (Typically developing)受試者的敘述頻率中顯著來的高。此外，

流暢度矩陣的重要特徵是“名詞重複”相鄰的句子“和”名詞是整體的重複文章“相鄰

句的句子相似性”。“整篇文章的句子相似”。而這些發現，確實符合自閉症患者使用

較多虛詞，較無法表達流暢的口語的情況，也印證過去的研究得到的結果。 
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表 1. 不同特徵訓練模型準確率 
[Table 1. Performance of different features] 

Features UAR/p value Accuracy 

Coh-Metrix 0.73/0.12 0.74 

TFIDF 0.77/0.10 0.78 

TFIDF + Coh-Metrix ** 0.80/0.04 0.79 

LSTM ** 0.85/0.03 0.86 

Lexical Coherence Representation ** 0.92/0.007 0.91 

在分類準確度方面，表 1 總結我們的實驗結果。獲得的最佳準確度是通過使用我們

提出的語意流暢度表徵，達到了 UAR 92%。它比其他比較的特徵流暢度矩陣和 TFIDF
方法的 73%和 77%都要出色，且是顯著來的高。而且，有趣的一點是當與使用長短期記

憶模型直接執行分類的特徵擷取，去進行比較時，使用我們所提出的語意流暢度特徵所

訓練的模型，在辨識典型孩童與自閉症孩童文本內容的任務上還能有 8%的召回率優勢，

我們所提出的語意流暢度特徵是由長短期記憶模型的內部參數衍生而來的，而其似乎比

使用整個長短期特徵模型提取的特徵更具有指標性。最後，對於不同句子數量來做資料

擴充對於準確率的影響，表 2 列出了實驗的結果。資料擴充步驟中選定的使用句數，最

佳數量似乎在 n=5 左右時會得到最好的效果。 

表 2. 不同資料擴增參數下的準確率 
[Table 2. Performance of different augment set] 

# of sentence LSTM Lexical Coherence 

n=1 0.76 0.78 

n=3 0.85 0.87 

n=5 0.78 0.92 

n=7 0.79 0.81 

n=9 0.71 0.81 

而在對自閉症診斷觀察量表(ADOS)有關口語能力的評分細項中(表 3)，我們發現此

篇所提出的語意流暢度特徵，的確與評分細項中跟流暢度最相關的”會話流暢性”最相

關，在高低分兩類分類的任務中能達到 80.48%的準確率。 

表 3. 流暢度相關行為屬性 
[Table 3. Attributes of behavior related to coherence] 

編號 細項內容 高低分類準確率 

A4 刻板的使用單字或片語 0.5378 

A8 會話流暢 0.8048 

A7 報告事件 0.4208 
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3.3 實驗分析 (Analysis) 

 
圖 3. 由左至右分別為打亂字序、句子順序、刪除連貫句子中特定字詞 

[Figure 3. From left to right, the green dots represent the samples of random word 
order, random sentence order, delete random word in sentences] 

我們的語意流暢度特徵模型實現了高識別準確性，但由於模型的複雜性，它缺乏了特徵

的直接解釋性。因此，我們採用了類最近發表於 ICLR 的類似方法(Li et al., 2016; Koh & 
Liang, 2017)來進一步瞭解分析我們的特徵。在這個分析中，我們首先通過隨機打亂典型

小孩資料樣本中的單詞順序、句子順序，或是刪除連貫句中的隨機詞語，模擬出語無倫

次的樣本，利用潛在語義分析來降維將特徵表示成二維圖，來觀察視覺化資料分布。然

後我們進一步同時使用兩種我們上述所模擬的不流暢機制(同時打亂字序或句序、同時刪

除特定字與打亂句序)，來觀察不同程度的不流暢情形在我們的空間中的資料分布狀況。 

 

圖 4. 由左至右分別為同時打亂字序或句序、同時刪除特定字與打亂句序
[Figure 4. From left to right, the green dots represent the samples of random word 
and sentence order, delete random word and random sentence order] 

藍點表示典型孩童的資料樣本，紅點代表自閉症孩童的資料樣本，黃點代表典型孩

童故事的樣本通過模擬敘述不流暢的機制改變後的資料分布。觀察圖 4 能有趣的發現，

黃色的點在典型孩童與自閉症孩童之間，顯示我們的表徵能反映出我們上述三種不流暢

機制的情況。此外，隨著我們引入更多的不流暢機制(同時打亂字序或句序、同時刪除特

定字與打亂句序)進入典型孩童樣本，黃點會更靠近不流暢的自閉症樣本。這個實驗分析

表明，我們提出的特徵能夠反映不同的流暢機制，並且衡量文本不同的流暢程度。 
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圖 5. 樣本值分布圖 

[Figure 5. histogram of samples] 

我們也畫出自閉症樣本、典型孩童樣本，以及導入不流暢機制的典型孩童樣本的值

分布圖，從圖 5 能發現，導入不流暢機制的典型孩童樣本，的確在資料分布上更趨近於

不流暢的自閉症孩童樣本。進一步我們也仔細比較各樣本中的統計值，並畫成樣本值分

布圖來觀察資料分布的情況，在最大值(Max)、偏度的樣本值分布圖中，我們能明顯看出

黃色的資料分布從原藍色分布區域移往紅色的資料分布區域。 

 

圖 6. 樣本各統計值分布圖 
[Figure 6. histogram of samples with statistical analysis] 
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4. 結論 (Conclusions) 

本文提出了一種新的資料導向的語意流暢度特徵學習架構，其精隨是利用長短期記憶神

經網絡架構內的遺忘閘中，資訊隨時間傳導的機制，模擬人類閱讀時會對不同時間點資

訊有不同權重的特性，來推算出流暢度特徵。用我們所提出的語意流暢度訓練的模型，

在自閉症辨識能達到 92%的識別準確率，證明優於傳統衡量詞彙內容和連貫性的方法。

最後,透過在典型孩童的資料樣本中導入類似不流暢的特徵(類比語無倫次的情況)，我們

可以從視覺化後的資料樣本分佈點圖觀察到，將資料樣本映射到語意流暢度特徵的空間

後，被導入不流暢特徵的典型小孩樣本點會移動得更加接近於自閉症小孩樣本。這樣的

結果推論，即使我們的長短期記憶模型架構並非直接對流暢度標籤做學習，但在其內部

架構的元素中似乎含有代表語意連貫性的流暢度的元素，甚至還能實現較高的準確率。 

而在未來發展方向，首先是能去分析我們所導出的語意流暢度與計算語言學中設計

的特徵之間的關係，若能找到與計算語言學中設計的特徵如語意、關鍵字、語法重複這

些特徵之間的關係，便能更加瞭解神經網絡理解文章的方式。此外，流暢度也可以往多

模態的方向發展，如語調流暢和手勢協調或臉部、肢體動作方面。最後未來可以套用更

新的架構例如 Attention-based LSTM，並應用在現實世界的行為資訊分析，提高臨床價值

將繼續是研究的中心目標。 
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整合個人化磁振造影深度神經網路之演算法技術 

Joint Modeling of Individual Neural Responses  

using a Deep Voting Fusion Network for  

Automatic Emotion Perception Decoding 

謝宛庭、李祈均 

Wan-Ting Hsieh and Chi-Chun Lee 

摘要 

不論在腦神經科學領域中，抑或是情感計算領域裡，理解聲音情感感知的潛在

神經感知機制仍然是一個重要的研究方向。現今許多研究已顯示受試者中表現

出的 fMRI 信號的大幅變動是由於個體差異的影響，即受試者間的變異性。然

而，相對較少的研究開發用於處理此種特性的自動神經感知解碼任務中的建模

技術。本研究中，我們通過學習在融合層應用的調整後的權重矩陣，提出了一

種新的深度投票融合神經網絡結構的計算方法。該框架在四級聲音情緒狀態解

碼任務中達到了 53.10％的 UAR 準確率，即相對於兩階段 SVM decision score
融合的改善 8.9％。此外我們嘗試音檔與 fMRI 資料的融合，藉由兩者資訊互

通使得準確率可提升至 56.07%。我們的框架不僅證明了其處理個體差異的有

效性，我們還加入音檔資訊，使得難過情緒分類結果大幅提升。 

關鍵詞：個體差異、功能性磁振造影、聲音情緒認知、深度投票融合神經網路 

Abstract 

In the era underlying grouping life, affective computing and emotion recognition 
are closely bonding with daily life, and impose great impact on social ability. 
Understanding the individual differences is significant factor that should not be 
ignore in fMRI analysis while most of the brain studies on fMRI seldom truly deal 
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with it, we carry out a system considering individual variability to recognize the 
emotion to the vocal stimuli with BOLD signal. In our work, we propose a novel 
method using multimodal fusion in a voting DNN framework, where we utilize a 
mask on weight matrix of fusion layer to learn an individual-influenced weight 
matrix and realize voting in this network, and achieve 53.10% in UAR for a 
four-class emotion recognition task. Our analysis shows that the multimodal voting 
net is an effective neural network encoding individual differences and thus 
enhances the ability to emotion recognition. Further the join of audio feature also 
boosts the result to 56.07%. 

Keywords: Individual Difference, fMRI, Vocal Emotion, Perception, Deep Voting 
Fusion Neural Net 

1. 緒論 (Introduction) 

現今功能性磁振造影的技術(functional Magnetic Resonance Imaging, fMRI)使得我們得以

利用其擷取的血氧濃度相依對比訊號(Blood oxygen-level dependent, BOLD)觀察大腦中

複雜的情緒認知機制(Zhou, Wang, Zou, Zhou & Qian, 2013; Fossati et al., 2003)。其中，血

氧濃度相依對比訊號中具多樣性，即便是受到相同刺激的受試者也可能產生極大不同的

血氧濃度相依對比訊號，而造成此現象的原因十分複雜，但大多與人體間本質上的差異

有關，這也說明為何每個人都是一個與眾不同的個體。事實上神經科學相關的研究逐漸

重視個體差異的議題，舉例來說，一些過去的研究顯示若僅僅將多個受試者的功能性磁

振造影資料平均則會大幅地減少與腦袋結構有關的重要資訊(Van Horn, Grafton & Miller, 
2008) (MacDonald, Nyberg, Sandblom, Fischer & Bäckman, 2008) (Kanai & Rees, 2011)；此

外，Canli 等人也指出存在大量個體差異且不加以處理的資料也會造成較差的辨識結果以

及錯誤的分析(Canli, Sivers, Whitfield, Gotlib & Gabrieli, 2002)。另外在一份延伸的研究中，

Hamann 等人證實在腦區在處理情緒上更容易受到個體差異的影響(Hamann & Canli, 
2004)。 

在神經科學領域中，大多數的研究探討個體差異的方法為最常見的方式是列出每個

人的分析結果再畫出相關性(correlation plot)來討論個體差異，例如 Dubois 等人透過在個

人層面生成相關圖，驗證科學假設和收集的 fMRI 信號的可靠性(Dubois & Adolphs, 2016)；
Parasuraman 等人使用類似的方法來觀察個體差異如何影響工作記憶和決策的認知過程

(Parasuraman & Jiang, 2012)。這些方法揭示了考慮個體差異的重要性。然而，在開發用

於從 fMRI 數據自動解碼人類情感感知的算法的背景下（例如，Wu, Chen, Liao, Kuo & Lee, 
2017; Alba-Ferrara, Hausmann, Mitchell & Weis, 2011; Schirmer & Kotz, 2006)），很少建模

技術將個體差異整合至演算法中。 

在此研究中，我們提出深度投票融合神經網路(Deep Voting Fusion Network, DVFN)
幫助我們直接整合個體差異，以便自動地進行聲音情緒解碼。其中在此架構中，我們引

入融合層用以學習個體的重要程度，接著我們將觀察到的個體權重重新置入深度投票融
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合神經網路中，並進行微調(finetune)。此實驗中我們招募 18 個受試者，且每個受試者受

到 251 句帶有不同情緒的語句音檔刺激，而這些情緒語句乃參考 the USC IEMOCAP 資

料庫(Busso et al., 2008)所設計。我們提出的架構使得在對人類 4 類情緒認知的實驗上有

53.10%的 UAR(Unweighted average recall)，與前人提出的方法，兩階段式投票技術

(two-stage decision-level fusion technique (Wu et al., 2017))相比，本實驗結果較其進步

8.9%。此外，我們加入音檔的的 fisher vector 與 DVFN 倒數第二層的結果融合，使得準

確率更提升至 56.07%。 

此研究對於解構大腦與情緒之間的關係有以下幾點貢獻： 

1. 此研究提出一種新的投票融合方法用以整合個體差異。 
2. 此投票融合方法對於由 fMRI 資料預測受試者所受的情緒刺激能有不錯的效果。 
3. 此研究亦發現加入音檔資訊，使得難過情緒分類結果大幅提升。 

接下來的第二部分將針對融合(Fusion)的方法進行文獻回顧；第三部分中我們將介紹

功能性磁振造影的資料收集、情緒語句資料庫的準備方法、聲音特徵擷取，以及 DVFN
架構介紹；第四部分則包含我們整體實驗架構、結果與分析；而第五部份將總結這個實

驗並提出未來的研究方向。 

2. 文獻回顧 (Related Work) 

在工程領域中有許多方法被用來整合多模態資料(Ayache, Quénot & Gensel, 2007)，例如

early fusion 利用特徵上的融合(fusion-level)，將不同的特徵連接(concatenate)，並輸入至

一個模型中訓練；另一典型的作法為 late fusion，將各模態預測出來的決策分數 (decision 
score) 結合，再預測一次。此外，kernel fusion 亦為一種常見的做法，利用加權平均

(weighted average)的方式結合來自不同模態的特徵值再做預測。 

而在深度學習神經網路架構中，最知名的多模態融合方法(Ngiam et al., 2011) 為利

用跨模態的自編碼神經網路(cross modality deep autoencoder)訓練出富含多模態資訊的中

間層(latent space representeation). 

此研究整合傳統機器學習與神經網路的概念，將多個模態以 early fusion 的方式連接

作為融合層，用以學習個體的重要程度，接著我們將觀察到的個體權重重新置入深度投

票融合神經網路中，進行 finetune。 

3. 研究方法 (Research Methodology) 

3.1 情 緒 性 聲 音 刺 激 設 計 與 fMRI 資 料 收 集  (Vocal Emotion Stimuli 
Design and Collection) 

我們參考 the USC IEMOCAP 資料庫(Busso et al., 2008)設計情緒性聲音資料庫做為受試

者進行功能性磁振造影時的刺激材料，此材料也曾用在觀察血氧濃度相依對比訊號與韻

律特徵之間的關聯(Chen, Liao, Jan, Kuo & Lee, 2016)。此次使用的資料庫含 6 種不同的刺

激分別為包含情緒正向、中性、負向以及激動程度高、中、低，而每個種類包含連續 5
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分鐘的聲音語句作為受試者的刺激素材。此外這些情緒性聲音語句為 the USC IEMOCAP 
database 中來自同一表演者所說的話，總共是 251 句話。 

3.1.1 情緒分類 (Emotion Classes) 
The USC IEMOCAP database 中提供每句情緒語句的情緒標籤，在整個資料庫中共分成 8
種情緒包含難過、高興、興奮、驚訝、中性、生氣、痛苦及挫折。但由於我們只擷取裡

面 251 句話，使得 8 類標籤的數量分布不均，且為了驗證本研究所提出的方法，我們參

考前人的做法 (Wu et al., 2017)，將高興、驚訝、興奮融合成一類；而生氣、痛苦、挫折

融合成另一類，因此原先的 8 類情緒標前輩融合成 4 類，如表 1 所式。 

表1. 本文使用的情緒標籤分類方法 
[Table 1. Summary of the original and the merged labels of the 251 utterances used 
in this work] 

原類別 Valence 等級 Arousal 等級 數量 融合後的類別 數量 

難過 負向 低 33 Class 1 33 

高興 正向 高 12 

Class 2 79 興奮 正向 高 64 

驚訝 正向 高 3 

中性 中性 中 69 Class 3 69 

生氣 負向 高 19 

Class 4 70 痛苦 負向 低 1 

挫折 負向 低 50 

3.1.2 功能性磁振造影資料蒐集與前處理 (fMRI Data Collection and 
Preprocessing) 

我們總共招募 18 位年齡介在 20~35 歲如圖 1 所示、具有大學以上學歷的受試者。此實驗

設計為 block design，原實驗目的為觀察受試著對於情緒正負向 (Valence 之正向、中性

及負向) 以及情緒激動程度 (Arousal 之高、中、低) 的反應，因此每個 block 會聆聽

Valence 或 Arousal 中的一種程度之連續 5 分鐘的音檔，音檔內容即上段所敘述，為帶有

情緒性的語句。而每段之間設計了 5 分鐘的休息，使受試者感官狀態回復至最初。 
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圖 1. 受試者年齡分布圖 

[Figure 1. Age distribution of the subjects in this work.] 

本次實驗中，我們更進一步的關注於每個 block 長達 5 分鐘的音檔裡每句話的確切

情緒對於受試者的影響為何。我們使用的磁振造影掃描機台為 3T scanner (Prisma, 
Siemens, Germany)，TR=3(s)、體素大小(voxel size)為 3*3*3(mm3)。接著我們利用 Data 
Processing Assistant for Resting-State fMRI (DPARSF)進行前處理(Yan & Zang, 2010)，此

為一套基於 SPM 與 REST 開發的軟體，可由幾個簡單的按鍵自動的完成影像所有前處理

的流程，包含：slice timing, realign, normalize, smooth。完成前處理後，我們將核磁共振

影像內差為每秒一張以對應至情緒語句刺激的長度及語句之情緒。 

3.1.3 音檔特徵擷取 (Acoustic Feature Extraction) 
我們使用兩個步驟導出高維向量作為每個語句的聲音特徵：(1) 提取聲學低階描述(Low 
Level Description, LLD)，以及(2) 使用基於高斯混合模型（Gaussian Mixture Model, GMM）

的費雪向量編碼(Fisher-vector encoding)。我們使用 Praat (Boersma, 2002)取出前 13 個

MFCC(Mel-scale 頻率倒譜係數)、音高、強度以及以 60 Hz 幀速率(framerate)提取的一階

和二階特徵。我們將所有語句對中性情緒語句進行 z-score 標準化。由於每句話的長度不

同，我們進一步採用 Gaussian Mixture Model- Fisher-vector encoding (GMM-FV)方法：費

雪向量編碼通過首先訓練整體背景 GMM 並使用 Fisher 信息矩陣(Fisher Information 
Matrix, FIM)近似以進一步計算梯度向量來描述訓練的 GMM 參數所需的方向改變，即均

值和方差，以獲得更好的擬合來操作關於感興趣的數據樣本，即每個話語的一系列 LLD。 

3.2 利用卷積神經網路之特徵提取 (fMRI-CNN) 
我們參考前人利用相同的資料庫所做的實驗與結果，發現顳葉區的腦袋資料用於聲音情

緒認知辨識有最好的表現(Wu et al., 2017)，此外神經科學方面研究亦顯示顳葉區確實參

與許多低階聲音情緒認知作業(Phillips, Drevets, Rauch & Lane, 2003; Holt et al., 2006; 
Schirmer & Kotz, 2006)，因此在本研究中，我們使用 Automated Anatomical Labeling (AAL)
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的模板取出顳葉區的 fMRI 資料，並且利用與前人相同的手法，亦即卷積神經網路

(Convolutional Neural Network, CNN)，來抽取每個受試者顳葉區的特徵向量。 

而 CNN 詳細架構如下：其中有 4 層卷積層、3 層池化層、3 層全連接層，及 1 層 softmax
輸出層以輸出對 4 類情緒的激活值，因此共為 11 層隱藏層。超參數的設定為：激活函數

皆使用線性整流函數  (Rectified Linear Unit, ReLU)，優化器使用隨機梯度下降法 
(Stochastic Gradient Descent, SGD)，其參數 weight decay 設定為 0.000001、momentum 設

為 0.9、learning rate 為 0.0001，此外 epoch 設為 20，且訓練資料的準確率可達 88%~95%
當此深度卷積神經網路訓練完畢時，我們取出倒數第二層的隱藏層(500 個節點)作為功能

性磁振造影的特徵。 

 
圖 2. 本文流程圖：上半部分為 fMRI 資料蒐集與特徵擷取；中間部分為 DVFN
模型架構；下半部分說明音檔特徵擷取及音檔與 DVFN 融合。 
[Figure 2. The upper part of the schematic is our proposed deep voting fusion 
neural work in performing automatic 4-class vocal emotion decoding; While the 
lower part fusions the fMRI representation obtained from DVFN with the acoustic 
feature extracted by GMM-FV. ] 



 

 

                整合個人化磁振造影深度神經網路之演算法技術               41 

3.3 深度投票融合神經網路架構 (DVFN) 
我們提出的 DVFN 架構能幫助我們融合每個個體的特質以利認知神經影像所受的的情緒

刺激。如圖 2 中所示，DVFN 架構裡共有五層隱藏層：第一層全連階層(dense layer)將從

CNN 萃取出的 500 維特徵向量濃縮至 100 維；第二層為合併層，目的為將每個人的 100
維向量連接再一起並於第三層中投票融合降至 64 維再降為 16 維。最後為一層 4 個節點

的 softmax layer 以便做情緒認知辨識。訓練 DVFN 時，我們使用分類交叉熵(categorical 
crossentropy)作為損失函數、ReLU 作為激活函數、優化器選擇 Adam 且搭配 learning rate
使用 0.0001，最後 epoch 設為 10 次。 

3.3.1 投票融合層 (Voting Fusion Layer) 
我們引入投票融合層 f 幫助我們融合多個受試者的特質，其運作方式定義如下： 

  ܦ ൌ ܹ ൈ  ଶܦ                                                              (1) 

其中 Df 是融合層 f 的輸出、Wf 為融合層 f 的權重矩陣，D2 則為 DVFN 架構中第二層的

輸出，亦即每人的特徵向量合併層。值得注意的是，我們移除此層的偏差項(bias)，也不

使用激活函數，使得此層聚焦於學習每個人的特徵貢獻程度(Wf)。 

3.3.2 深度投票融合神經網路 (DVFN) 
DVFN 架構主要進行下述兩步驟：(1)從融合層取得 Wf 後，對此權重矩陣進行遮罩

(masking)，(2)將調整後的權重矩陣 Wadjusted 重新置入融合層作為初始矩陣，並對 DVFN
進行微調(finetuning)。如上述，Wf 代表個體的貢獻程度，我們考量個體對情緒認知的能

力並希望能力佳者貢獻較多、反之則抑制，因此在步驟(1)中，我們對 Wf 作遮罩，並引

入一個閾值(τ)： 

fሺwሻ ൌ ൜
1, |ݓ|	݂݅ ൏ ߬
	0, |ݓ|	݂݅ ൏ ߬	

                                               (2) 

經過遮罩後的權重強調高貢獻度的節點，且將較小的值當作擾動，如此能更有效的反應

出受試者情緒認知能力的優劣。接著在步驟(2)中，我們以 Wadjusted 取代 Wf 並重新微調

(finetune)整個 DVFN 架構。 

3.4 聲音特徵與fMRI特徵融合 (GMMFV-DVFN SVM-Fusion) 
我們從上述的 DVFN 架構中取出倒數第二層(16 個節點)的特徵，並將其與 GMM-based 的

聲音特徵 fisher vector 相接，進行 early fusion。 

4. 實驗設計與結果 (Experimental Setup and Results) 

我們的實驗設計為利用 fMRI 影像預測 251 個語句分別為 4 類情緒中何種情緒。在驗證

訓練好的架構時，我們採用 leave-one-utterance-out 的交叉驗證方法。我們的結果皆以
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unweighted average recall (UAR)顯示。以下為一些我們用來比較的架構以及其敘述，其中

AVB 代表 average-based、INB 則為 individual-based 的縮寫： 

 AVB average: 直接將所有人由 fMRI-CNN 萃取出的特徵向量平均起來再透過支持向

量機 (Support Vector Machine, SVM)分類。 

 INB Individual: 將所有人由 fMRI-CNN 萃取出的特徵向量個別透過 SVM 分類。 

 INB SVM-Voting: 將所有人由 fMRI-CNN 萃取出的特徵向量個別透過 SVM 分類並利

用 decision score 投票(Wu et al., 2017)。 

 INB DNN-Fusion: 將所有人由 fMRI-CNN 萃取出的特徵向量放入 DVFN 架構中，然

而不調整節點的權重。 

  INB DNN-SVM-Voting: 將所有人由 fMRI-CNN 萃取出的特徵向量放入 DVFN 架構

中，並取出倒數第二層利用 SVM 分類及 decision score 投票。 

 INB DVFN DNN-Fusion: 本文段落二之(三)之架構。 

 INB GMMFV-SVM: 對 251 個音檔進行 fisher vector 編碼，利用 SVM 分類。 

 CNN-GMMFV SVM-Fusion: 將所有人由 fMRI-CNN 萃取出的特徵向量與音檔的

fisher vector 利用 Decision score 進行 late-fusion，再利用 SVM 分類。 

 DVFN-GMMFV SVM-Fusion: 將所有人由 fMRI-CNN 萃取出的特徵向量放入 DVFN
架構中取出倒數第二層的特徵，並與音檔的 fisher vector 利用 Decision score 進行

late-fusion，再利用 SVM 分類。 

4.1 fMRI情緒分類結果 (Emotion Classification Results) 
表 2 為我們利用 fMRI 情緒辨識的全部結果，準確率皆以 4 類 UAR 表示。我們提出的

DVFN 架構表現最佳，準確率可達 53.1%，較之前研究的結果(Wu et al., 2017)，亦即 INB 
SVM-Voting，相對進步 8.9 %。從表 2 中可以發現，將個體的特徵個別考慮，亦即 INB
與 AVB 比較，結果就有小幅提升，也因此驗證了現今腦科學研究的趨勢：個體差異需

要被考量。 

此外，投票神經網路，亦即投票融合層的引入，能使得神經網路學習時能共同的學

習個體融合的權重，因此能更有效的提升情緒分類的結果。從表 2 中可以觀察利用神經

網 路 投 票 的 效 果 (INB DNN-Fusion) 較 SVM 分 類 時 利 用 decision score 投 票 (INB 
SVM-Voting)佳；最後再加上調整權重並再次訓練 DVFN 的效果(INB DVFN DNN-Voting)
則更甚於沒有調整權重時(INB DNN-Fusion)，準確率可高出 6.9%。這是因為調整權重使

得神經網路能專注於貢獻度高的受試者，使他們的特徵有效的提升情緒辨識的結果。 
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表 2. 使用 DVFN 以及其餘融合方法的四類情緒辨識結果。準確率皆以 UAR(%)
呈現 
[Table 2. It presents the 4-class emotion classification results of our proposed deep 
voting fusion neural network and other fusion techniques. The accuracy is measured 
in UAR (%).] 

4-Class 
AVB: 

Average 
INB: 

Individual 
INB 

SVM-Voting
INB 

DNN-Fusion
INB 

DNN-SVM-Fusion 
INB DVFN 
DNN-Voting 

Class 1 15.15 12.24 15.15 15.15 15.15 24.24 

Class 2 72.15 77.43 84.81 89.87 87.34 87.34 

Class 3 44.93 46.41 55.07 55.07 57.97 56.52 

Class 4 37.14 40.87 40.00 38.57 47.14 44.29 

UAR 42.34 44.31 48.75 49.67 51.90 53.10 

4.1.1 閾值分析 (Threshold Analysis) 
本研究中，我們還列出不同閾值下的準確率，而閾值的調整範圍為 0.001 到 0.01，並使

用 Leave One person Out Cross Validation (LOOCV) 的方式進行，結果如圖 3 所示。當閾

值設為 0.002 時，對於 4 類情緒預測的準確率最佳。總體來看我們發現當閾值越小(例如

≦0.003)準確率看起來較高，因此若使將融合層權重中較多的值調整為 0 則效果會較好。 

 

圖 3. 不同閾值τ下的四類情緒辨識結果。準確率皆以 UAR(%)表示 
[Figure 3. The 4-class motion classification performance measured in UAR (%) as 
a function of threshold (τ) value]   
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4.2 音檔與fMRI融合結果 (Multimodal Fusion Results) 
表 3 為音檔與 fMRI 融合並情緒辨識的全部結果。首先可以看到當僅利用音檔取出的

GMMF 特徵經過 SVM 對四類情緒分類(INB GMMFV-SVM)便可有不錯的結果(53.83 %)，
且第一類的準確率高達 63.63%；相較而言利用 fMRI 資料分類時(INB SVM-Voting)雖準確

率不差(48.75%)，但第一類的分類結果僅有 15.15%，即便在表 2 中不同實驗方法下，第

一類分類最高也僅達 24.24%。由此可知音檔的特徵較易辨識難過的情緒，反觀人腦受難

過情緒刺激下的變化較難辨別，因此希望藉由音檔與 fMRI 融合的方式提升第一類分類

的結果，進而使整體準確率提高。 

當將 CNN 抽取的特徵與音檔 GMMFV 融合時(CNN-GMMFV SVM-Fusion)，準確率

較沒融合時佳，可達 55.25%，尤其對於第一類而言，音檔確實大幅的幫助 fMRI 資料，

使其準確率達 36.63%，且第四類的結果也因此種相互資訊的流通而使 UAR 提升至 50%。

此外當使用 DVFN 此種考量個體差異的模型所擷取出的 fMRI 特徵與 GMMFV 結合時

(DVFN-GMMFV SVM-Fusion)，第一類的預測效果又更加進步至 42.42 %，且總準確率也

較所有結果高，達到 56.07 %。 

表 3. 音檔與 fMRI 資料融合方法的四類情緒辨識結果。準確率皆以 UAR(%)呈現。 
[Table 3. It provides a summary of our recognition results using the fusion of audio 
and fMRI, and the accuracy is measured in UAR (%).] 

4-Class INB GMMFV-SVM INB SVM-Voting
CNN-GMMFV 
SVM-Fusion 

DVFN-GMMFV 
SVM-Fusion 

Class 1 63.63 15.15 36.63 42.42 

Class 2 49.37 84.81 76.08 74.68 

Class 3 60.87 55.07 58.26 57.97 

Class 4 41.43 40.00 50.00 49.22 

UAR 53.83 48.75 55.25 56.07 

5. 結論與未來研究 (Conclusion and Future Work) 

存在於人體神經反應的個體差異在情緒認知方面以及其他高認知功能的腦區造成影響，

因此對這方面的研究而言，如何處理個體差異是一項挑戰，需要以更複雜的方式模擬這

項機制。我們提出創新的多人融合投票架構偵測情緒刺激，此一演算法全面的考量個人

特質，透過融合層及其權重矩陣觀察個體對於預測情緒的重要程度，並藉由此深度神經

網路自動化的辨識情緒刺激。利用此架構預測 4 類情緒時，我們的準確率(Unweighted 
average recall, UAR)可達 53.10%，此外我們發現當將權重矩陣中越多的值調整為 0 能提

升準確率。且若再加入聲音資訊，準確率又可提升至 56.07%，且第一類的預測結果大幅

提升 75%。 

未來有許多方向可以繼續延伸，其一為利用時序架構例如遞迴神經網路(recurrent 
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neural network, RNN)或長短期記憶神經網路(long-short term memory neural network, 
LSTM) 模 擬 腦 訊 號 並 預 測 情 緒 (Li, Song, Zhang, Hou & Hu, 2017; Soleymani, 
Asghari-Esfeden, Fu & Pantic, 2016)，這是因為 fMRI 影像具時間資訊，可以一併放入這

些專門編碼時間訊息的神經網路中以獲得更有效的特徵。其二，我們正努力延伸此概念

在研究腦區與特定情緒的關聯性，期望能夠找出受情緒影響的腦區，並觀察較容易辨識

情緒的受試者與不易辨識的受試者間的腦區特徵與差別。 
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