
SEC : contexte émotionnel phrastique intégré pour la
reconnaissance émotionnelle efficiente dans la conversation

Barbara Gendron1, 2 Gaël Guibon1

(1) LORIA, Université de Lorraine, CNRS
(2) Université du Luxembourg
prénom.nom@loria.fr

RÉSUMÉ
L’essor des modèles d’apprentissage profond a apporté une contribution significative à la reconnais-
sance des émotions dans les conversations (ERC). Cependant, cette tâche reste un défi important en
raison de la pluralité et de la subjectivité des émotions humaines. Les travaux antérieurs sur l’ERC
fournissent des modèles prédictifs utilisant principalement des représentations de la conversation
basées sur des graphes. Dans ce travail, nous proposons une façon de modéliser le contexte conver-
sationnel que nous incorporons à une stratégie d’apprentissage de métrique, avec un processus en
deux étapes. Cela permet d’effectuer l’ERC dans un scénario de classification flexible et d’obtenir un
modèle léger et efficace. En utilisant l’apprentissage de métrique à travers une architecture de réseau
siamois, nous obtenons un score de macroF1 de 57,71% pour la classification des émotions dans les
conversations sur le jeu de données DailyDialog, ce qui surpasse les travaux connexes. Ce résultat
état-de-l’art est prometteur en ce qui concerne l’utilisation de l’apprentissage de métrique pour la
reconnaissance des émotions, mais est perfectible au regard du microF1 obtenu.

ABSTRACT
Context-Aware Metric Learning for Efficient Emotion Recognition in Conversation

The advent of deep learning models has made a considerable contribution to the achievement of
Emotion Recognition in Conversation (ERC). However, this task still remains an important challenge
due to the plurality and subjectivity of human emotions. Previous work on ERC provides predictive
models using mostly graph-based conversation representations. In this work, we propose a way to
model the conversational context that we incorporate into a metric learning training strategy, with a
two-step process. This allows to perform ERC in a flexible classification scenario and to end up with
a lightweight yet efficient model. Using metric-learning through a Siamese Network architecture, we
achieve 57.71% in macroF1 score for emotion classification in conversation on DailyDialog dataset,
which outperforms the related work. This state-of-the-art result is promising regarding the use of
metric-learning for emotion recognition, yet perfectible compared to the microF1 score obtained.
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1 Introduction

La communication médiée par ordinateur (CMO) est en constante évolution et de nouveaux moyens de
communication apparaissent régulièrement. Avec l’avènement des agents conversationnels, il devient
nécessaire de détecter les émotions au sein d’une conversation. Bien que plusieurs modalités soient
désormais prises en compte dans le processus de communication, la modalité textuelle reste essentielle
pour une communication quotidienne rapide et facile, par le biais d’outils comme les applications de
messagerie ou les médias sociaux. La modalité textuelle est toutefois ambiguë, car elle ne préserve
pas le contexte extra-linguistique présent par exemple dans les conversations dyadiques. L’une des
principales ambiguïtés est l’état émotionnel de l’orateur, souvent mal interprété par les humains à
travers des messages courts et non polis. Cela motive la reconnaissance d’émotions en conversation
(Emotion Recognition in Conversation, ERC) qui vise non seulement à l’identification des émotions
dans les messages, mais aussi à la prise en compte du contexte conversationnel pour reconnaître
les émotions. L’ERC s’est révélée être un défi, notamment en ce qui concerne la représentation du
contexte (Ghosal et al., 2021). Récemment, les modèles multimodaux et les approches basées sur les
graphes se sont multipliés. Ils représentent souvent le contexte conversationnel à travers un profil des
locuteurs, ce qui est performant mais moins efficace, en plus de dépendre des étiquettes émotionnelles.
Les approches existantes sont principalement supervisées et confrontées à un fort déséquilibre des
étiquettes en raison de la rareté de certaines émotions.

Dans cet article, nous adressons ces deux défis en incorporant le contexte conversationnel dans un
scénario d’apprentissage de métrique (que l’on désignera par metric learning), tout en contrôlant le
déséquilibre des données de plusieurs façons. Dans notre cas, afin de rendre notre modèle utilisable
pour d’autres émotions que les 6 émotions primaires (Ekman et al., 1969), nous n’utilisons pas l’ap-
prentissage contrastif supervisé (Khosla et al., 2020) dans notre méthode. L’apprentissage de métrique
permet justement de s’abstraire d’une dépendance aux définitions strictes des émotions, ce qui se
révèle indispensable pour des émotions fines. Pour cela, nous mettons à jour le modèle en utilisant
à la fois les prédictions d’étiquettes isolées (fonction de perte d’entropie croisée), et l’attribution
d’étiquettes contextuelles relatives (fonction de perte contrastive). Ce processus en deux étapes est
assez simple pour des énoncés isolés. Cependant, à notre connaissance, la représentation contextuelle
par apprentissage contrastif pour l’ERC n’a pas encore été utilisée. Ceci représente notre principale
contribution puisque nous présentons un modèle qui peut atteindre des performances compétitives
par rapport à l’état-de-l’art tout en étant utilisable avec de nouvelles étiquettes d’émotions. Ainsi,
notre modèle peut être appliqué et adapté dans de multiples contextes nécessitant la reconnaissance
d’émotions à différents niveaux de granularité.

Notre principale contribution réside dans le développement d’une stratégie de metric learning pour la
reconnaissance d’émotions en utilisant le contexte conversationnel. Le modèle présenté exploite des
plongements lexicaux à l’échelle de la phrase et déploie de l’attention à l’aide d’un Transformer (Vas-
wani et al., 2017; Devlin et al., 2019) pour obtenir une représentation contextuelle de chaque tour
de parole (que nous désignerons également par "énoncés" dans ce qui suit). Nous utilisons ici des
réseaux siamois (Koch et al., 2015) mais l’approche peut être adaptée à n’importe quel modèle de
metric learning. Nous démontrons en outre que notre approche est plus performante que certains des
derniers grands modèles de langage (Large Language Models, LLMs) tels que les versions allégées
de Falcon (Penedo et al., 2023) ou LLaMA 2 (Touvron et al., 2023). En outre, notre méthode est
efficace dans le sens où elle implique des modèles légers, adaptables et rapidement entraînables, qui
donnent des scores état-de-l’art sur DailyDialog en macroF1 avec 57.71% et des résultats satisfaisants
en microF1 avec 57.75%.
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Dans les sections suivantes, nous passons d’abord en revue les travaux relatifs à l’ERC (Section 2).
Nous présentons ensuite notre méthodologie (Section 3) et décrivons le dispositif expérimental que
nous utilisons (Section 4). Nous évaluons ensuite nos modèles par rapport à une référence sans
contexte conversationnel et aux modèles état-de-l’art pour l’ERC dans la section 5. Enfin, nous
exposons nos principales conclusions ainsi que des perspectives pour les travaux futurs dans la
section 6. Nous mettrons à disposition notre code et nos modèles sur GitHub et HuggingFace models.

2 État de l’art

ERC. Bien que la plupart des travaux en ERC tirent parti de la multimodalité (Song et al., 2022; Li
et al., 2022; Hu et al., 2022), certains modèles ont été développés pour l’ERC sur des conversations tex-
tuelles uniquement, que ce soit des données multimodales limités au texte tels que IEMOCAP (Busso
et al., 2008) ou MELD (Poria et al., 2019), ou sur des données uniquement textuelles comme dans
DailyDialog (Li et al., 2017). L’apprentissage profond permet des progrès significatifs en ERC sur le
texte, en commençant par l’utilisation de réseaux récurrents (RNN) (Rumelhart et al., 1985; Jordan,
1986) par Poria et al. (2017). D’autres travaux utilisant des structures récurrentes ont suivi, comme
DialogueRNN (Majumder et al., 2019; Ghosal et al., 2020). Ce modèle tire parti du mécanisme
d’attention (Bahdanau et al., 2014) implémenté dans le Transformer (Vaswani et al., 2017). Les
méthodes basées sur les graphes sont également efficaces comme le montre (Ghosal et al., 2019), non
seulement en tant que telles, mais aussi en incluant des connaissances externes (Lee & Choi, 2021).

Les travaux existants en ERC s’appuient principalement sur l’évaluation de leur modèle en microF1
en excluant l’étiquette neutre (pas d’émotion), souvent majoritaire. Cependant, des travaux récents
se passent de cette évaluation pour se concentrer uniquement sur la macroF1 (Pereira et al., 2023),
tandis que d’autres ont considéré le coefficient de corrélation de Matthews comme une métrique
adaptée à cette tâche (Guibon et al., 2021). Dans ce travail, nous nous concentrons sur DailyDialog,
qui consiste en des conversations générées artificiellement par l’Homme sur les préoccupations de
la vie quotidienne, avec un étiquetage des émotions au niveau du tour de parole. Liang et al. (2022)
proposent un modèle basé sur un réseau neuronal de graphes (Graph Neural Network, GNN) et un
champ aléatoire conditionnel (Conditional Random Field, CRF) qui atteint 64,01% en microF1.

Bien qu’il soit connu pour ne pas fournir les meilleures performances par rapport aux approches
d’apprentissage frugal (Dumoulin et al., 2021), le metric learning permet une meilleure générali-
sation grâce à un entraînement plus robuste (Finn et al., 2017; Antoniou et al., 2019), ce qui est
particulièrement adapté à la détection d’émotions humaines complexes et variées (Plutchik, 2001).

Metric learning. Hospedales et al. (2022) expliquent que le méta-apprentissage consiste en un
méta-optimiseur qui décrit les mises à jour du méta-apprenant, une méta-représentation qui stocke les
connaissances acquises et un méta-objectif orienté vers la tâche souhaitée. Cette configuration basée
sur l’optimisation fournit des algorithmes complets souvent basés sur des scénarios épisodiques (Ravi
& Larochelle, 2016; Finn et al., 2017; Mishra et al., 2017) qui reflètent l’idée d’"apprendre à
apprendre". Mais cela implique des calculs de gradient au second ordre, ce qui est coûteux. Des
solutions palliatives comme la différenciation implicite (Lorraine et al., 2020) impliquent toujours
un compromis entre performance et coût mémoire (Hospedales et al., 2022). C’est pourquoi des
variantes sont apparues, telles que le metric learning, dont le méta-objectif est l’apprentissage de
la méta-représentation elle-même. Par exemple, les réseaux siamois (Koch et al., 2015) tirent parti
du partage des paramètres entre des sous-réseaux identiques pour apprendre une distance entre les
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données. Les réseaux de relations (Relation Networks, Sung et al. (2018)) considèrent également une
métrique de distance, s’écartant de l’approche euclidienne. Les réseaux de correspondance (Matching
Networks, Vinyals et al. (2016)) exploitent des exemples d’apprentissage pour identifier les plus
proches voisins pondérés. Les réseaux prototypiques (Prototypical Networks, Snell et al. (2017))
calculent les représentations moyennes des classes et les comparent avec la similarité cosinus. Son
adaptation pour l’ERC en apprentissage frugal a commencé à partir de Guibon et al. (2021).

Dans ce travail, nous utilisons un réseau siamois. Ce modèle à l’architecture simple est facilement
contrôlable et évolutif, mais on pourrait tout à fait adapter l’approche à des structures plus complexes.
Les réseaux siamois ont été utilisés en TAL pour la détection d’intentions dans le texte (Ren &
Xue, 2020), en vision par ordinateur pour la reconnaissance faciale (Hayale et al., 2023) et dans
l’apprentissage de représentations complexes (Jin et al., 2021).

3 Méthodologie

Nous utilisons le metric learning pour l’apprentissage relatif des émotions, ce qui permet d’extraire
des méta-informations des données. Notre réseau siamois comporte trois sous-réseaux identiques,
dont les sorties sont comparées à l’aide de la fonction de coût par triplet (Schultz & Joachims, 2003),
dénommée ci-après triplet loss. Initialement appliquée aux problèmes de vision par ordinateur (Che-
chik et al., 2010; Schroff et al., 2015), la triplet loss est définie sur un triplet d’échantillons de données
(a, p, n) de sorte que si a et p appartiennent à la même classe et n à une classe différente, alors :

L(a, p, n) = max {d(a, p)− d(a, n) + marge, 0}

où le paramètre marge est un nombre strictement positif.

En considérant la triplet loss, plusieurs stratégies s’offrent à nous : récupérer les triplets les plus
difficiles, lorsque le positif est loin de l’ancre, tandis que l’ancre est proche du négatif ; ou encore
ignorer les triplets les plus faciles, c’est-à-dire lorsque le positif est plus proche de l’ancre. Compte
tenu de la taille limitée de nos données, nous abordons la stratégie globale en considérant chaque
triplet. Bien que la triplet loss puisse être utilisée dans plusieurs stratégies, nous n’abordons la
stratégie globale qu’en considérant chaque triplet dans nos données, en raison de leur taille limitée.

Représentations isolées. L’objectif de nos expériences étant de caractériser la contribution du contexte
conversationnel à la prédiction des émotions dans le cadre d’un apprentissage contrastif, nous avons
développé, dans un premier temps, un modèle sur des énoncés isolés. Il s’agit formellement de prédire
l’émotion des énoncés indépendamment de leur contexte. Pour ce faire, nous considérons d’abord une
projection pour chaque mot de l’énoncé vers sa représentation FastText associée (Bojanowski et al.,
2017). À partir de ces plongements lexicaux, les triplets (a, p, n) susmentionnés sont échantillonnés
aléatoirement et donnés en entrée au réseau siamois, dont le sous-réseau s’améliore dans la prédiction
des émotions au fur et à mesure de la rétro-propagation de la triplet loss.

Représentations contextuelles. Dans le cas contextuel, nous construisons des représentations d’énon-
cés contextuels à partir d’un encodage de type BERT (Devlin et al., 2019). Les plongements lexicaux
utilisés sont à l’échelle de la phrase et non du mot car ils fournissent des représentations d’énoncés
plus légères. Une fois que le dialogue est représenté avec la série de plongements pré-entraînés qui lui
est associée, ces sorties sont concaténées pour former une représentation du dialogue, et les informa-
tions contextuelles sont prises en compte en déployant l’attention sur elles. Concrètement, une couche
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d’encodeur de Transformer est appliquée aux plongements gelés concaténés. Cette représentation
contextuelle du dialogue est ensuite divisée au niveau des marqueurs [SEP] pour aboutir à des
représentations contextuelles au niveau de l’énoncé, sur lesquelles on prédit l’émotion. Afin d’adapter
les représentations contextuelles des énoncés à l’objectif de prédiction des émotions, nous ajoutons un
classificateur d’émotions pré-entraîné sur les données d’entraînement de DailyDialog, qui participe
également à la rétro-propagation. En parallèle, les représentations contextuelles sont optimisées selon
l’objectif lié à la triplet loss. Ceci est illustré en figure 1.

Ce scénario permet l’apprentissage des émotions individuelles et relatives, de telle sorte que chaque
phase d’apprentissage renforce l’autre. Grâce à ce cadre de méta-apprentissage, des méta-informations
sur les émotions sont extraites, et nous pouvons nous attendre à ce que ce modèle soit capable de
réaliser une classification pertinente sur de nouvelles étiquettes en apprentissage frugal.

FIGURE 1 – Trois principales étapes de l’entraînement pour la prédiction d’émotions en contexte. Les
fonctions de coût sont toutes deux rétro-propagées afin d’améliorer progressivement l’encodeur.

4 Protocole expérimental

Données. Toutes les expériences ont été menées sur DailyDialog (Li et al., 2017) qui fournit 13
118 dialogues sur la vie quotidienne avec un étiquetage des émotions au niveau de l’énoncé. Ce jeu
de données est relativement petit, ce qui permet de manipuler les entrées facilement et d’exécuter
rapidement des tests. Il existe six étiquettes émotionnelles (colère, dégoût, peur, joie, tristesse et
surprise) et une étiquette neutre. Pour la prédiction des émotions, l’évaluation est effectuée uniquement
sur les étiquettes émotionnelles conformément aux travaux antérieurs (Ghosal et al., 2021; Zhong
et al., 2019). Nous utilisons les sous-ensembles originaux (entraînement, validation et test) de (Li
et al., 2017). Les principales caractéristiques de DailyDialog sont données table 1.

Langue Type Max Msg/Conv Moy Msg/Conv Labels Labels* Nb. Conv
Anglais Artificiel 35 8 7 6 13 118

TABLE 1 – Statistiques de DailyDialog (Li et al., 2017). Labels* exclut l’étiquette neutre.

Spécificités du modèle. Pour le modèle avec énoncés isolés, nous considérons deux types de sous-
réseaux : les couches linéaires simples et les couches récurrentes à mémoire court et long terme (Long
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Short-Term Memory, LSTM, Hochreiter & Schmidhuber (1997)). Dans le cas contextuel, le sous-
réseau est un encodeur de Transformer. Nous avons utilisé trois modèles de Transformers pré-entraînés
au niveau de la phrase disponibles dans la bibliothèque Python sentence transformers 1 :
MPNet (Song et al., 2020), MiniLM (Wang et al., 2020) et RoBERTa (Liu et al., 2019).

Spécificités de l’entraînement. Que ce soit pour le modèle avec énoncés isolés ou pour le modèle
contextuel, la prédiction de l’émotion est au niveau de l’énoncé. Les triplets sont donc toujours
des triplets d’énoncés. Cela occasionne un problème d’équilibre des classes comme le montre la
distribution des émotions de DailyDialog figure 3. Ainsi, le rééquilibrage des classes induit par
l’échantillonnage des triplets selon une distribution uniforme n’atténue pas suffisamment les biais
pendant l’apprentissage et empêche la fonction de coût de converger. Nous avons mis en œuvre un
échantillonneur pondéré par l’inverse des fréquences des étiquettes afin de tenir compte de la rareté
de certaines étiquettes telles que fear (peur) ou disgust (dégoût).

Évaluation quantitative. Nous considérons à la fois la performance et la pertinence de l’entraînement
afin que bénéficier des capacités de généralisation du méta-apprentissage. Ainsi, nous avons choisi, en
plus des mesures de performance habituelles, une métrique très exigeante : le coefficient de corrélation
de Matthews (MCC) (Cramér, 1946). Il mesure la corrélation de Pearson (Pearson, 1895) entre classe
prédite et classe réelle. Le MCC est défini dans (Matthews, 1975) comme suit :

MCC =
TP/N − S × P√
PS(1− S)(1− P )

(1)

Comparaison avec les LLMs. Afin de mettre en perspective les résultats de nos modèles isolés et
contextuels, nous comparons nos modèles avec des LLMs état-de-l’art, à savoir LlaMA 2 (Touvron
et al., 2023) et Falcon (Penedo et al., 2023). Les deux sont considérés dans leur version adaptée aux
instructions (instruction fine-tuning) et évalués en génération sur un seul essai (zero-shot). Nous
avons développé une requête (cf. fig. 2, prompt en anglais) demandant une prédiction sur le dernier
énoncé de chaque dialogue du jeu de test de DailyDialog. Les requêtes sont conçues de sorte à ce que
le modèle ne génère qu’une seule étiquette. La requête est la même pour chaque modèle du même
type (LlaMA ou Falcon). Il est difficile de trouver une bonne requête pour Falcon car le modèle
génère happiness (joie) sur l’ensemble des données, à l’exception d’un dialogue.

(a) Requête utilisée pour Llama2 (b) Requête utilisée pour Falcon

FIGURE 2 – Requêtes pour Llama2 et Falcon

1. https://www.sbert.net/
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5 Résultats

Nom du modèle macroF1* microF1* MCC

Modèles état-de-l’art en ERC
CNN+cLSTM (Poria et al., 2017) – 50.24 –
KET (Zhong et al., 2019) – 53.37 –
COSMIC (Ghosal et al., 2020) 51.05 58.48 –
RoBERTa (Ghosal et al., 2020) 48.20 55.16 –
Rpe-RGAT (Ishiwatari et al., 2020) – 54.31 –
Glove-DRNN (Ghosal et al., 2021) 41.80 55.95 –
roBERTa-DRNN (Ghosal et al., 2021) 49.65 57.32 –
CNN (Ghosal et al., 2021) 36.87 50.32 –
DAG-ERC (Shen et al., 2021) – 59.33 –
TODKAT (Zhu et al., 2021) 52.56 58.47 –
SKAIG (Li et al., 2021) 51.95 59.75 –
Sentic GAT (Tu et al., 2022) – 54.45 –
CauAIN (Zhao et al., 2022) – 58.21 –
DialogueRole (Ong et al., 2022) – 60.95 –
S+PAGE (Liang et al., 2022) – 64.07 –
DualGAT (Zhang et al., 2023) – 61.84 –
CD-ERC (Pereira et al., 2023) 51.23 – –

LLMs
Llama2-7b (Touvron et al., 2023) 09.70 24.92 0.08
Llama2-13b (Touvron et al., 2023) 22.26 43.37 0.15
Falcon-7b (Penedo et al., 2023) 07.54 42.75 0.01

Notre approche
SentEmoContext 57.71 57.75 0.49

TABLE 2 – Résultats en ERC sur DailyDialog, en utilisant le jeu de test de l’article d’origine. DRNN
réfère à DialogueRNN. L’astérisque (*) indique l’exclusion de l’étiquette neutre.

Travaux connexes. Le tableau 2 donne les résultats en ERC sur DailyDialog. On observe une lente
progression depuis 2017 où Poria et al. (2017) propose d’évaluer en microF1 en excluant la classe
neutre (majoritaire). Ce modèle est une première référence pour cette tâche, obtenant 50,24% en
microF1. En revanche, le modèle état-de-l’art actuel atteint maintenant 64,07% en microF1 (Liang
et al., 2022), ce qui représente une amélioration d’environ 14 points en 6 ans. Comme le montre la
table 2, la communauté a suivi ce schéma d’évaluation. Cependant, nous pensons qu’il est important
de prendre également en compte le macroF1, à l’exclusion de la classe majoritaire, car il montre la
performance globale sur toutes les émotions. Certains travaux l’ont proposé à partir de 2020 (Ghosal
et al., 2020), conduisant à un gain de 2,5 points en 3 ans. Cela renforce l’affirmation selon laquelle
l’ERC est une tâche difficile.

Notre modèle. SentEmoContext obtient 57,75% en microF1, un résultat décent mais quelque peu
modeste comparé aux travaux connexes. La table 2 donne la performance moyenne de notre modèle sur
10 exécutions. Notre modèle est état-de-l’art en macroF1 avec 57,71%, surpassant CD-ERC (Pereira
et al., 2023) de 6,48 points, ce qui est considérable étant donné qu’ils ne se sont concentrés que sur
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cette métrique, et TODKAT (Zhu et al., 2021) de 5,15 points. Nous évaluons également notre modèle
en MCC multi-classe (Baldi et al., 2000) pour assurer sa pertinence, sans qu’elle soit comparable aux
travaux connexes car ils ne donnent pas cette métrique. Il fournit ici un bon indicateur de la qualité de
la classification, en minimisant l’effet des données hautement déséquilibrées des conversations. Étant
donné que le MCC varie de -1 à 1, et que 0 indique le caractère aléatoire, un MCC de 0,49 indique
que notre approche est à la fois équilibrée et précise en termes de prédictions.

Notre modèle est très performant car nous n’avons besoin que de 20 minutes par époque et nous
l’entraînons en utilisant seulement 5 époques. Ceci dénote des approches existantes qui utilisent
plusieurs flux par locuteur (Pereira et al., 2023), la modélisation graphique pour la représentation du
contexte et des connaissances (Zhong et al., 2019; Li et al., 2021), ou d’autres représentations lourdes
dans leur modèle (Liang et al., 2022). Notre modèle est stable avec un écart-type de seulement 0,01
en moyenne pour chaque métrique, ce qui renforce la qualité de cette approche efficace.

Comparaison avec les classifieurs d’émotions au niveau de l’énoncé. La table 3 montre les
résultats de la classification directe des émotions sur les énoncés. Pour cette tâche, nous n’avons pris
en compte que les 6 étiquettes d’émotion, en excluant complètement l’étiquette neutre. Ainsi, nous
voulons déterminer la différence entre notre approche et la prédiction d’émotions isolées. Cela sert
également d’étude d’ablation pour notre modèle SentEmoContext puisque cette étape fait partie de
son entraînement. En table 3, nous voyons que notre modèle exploite le contexte conversationnel et le
metric learning pour augmenter toutes les métriques. Notamment, la différence en termes de macroF1
montre l’importance de la triplet loss dans notre modèle. En effet, les classifieurs d’émotions sont
entraînés en utilisant des lots équilibrés sur la distribution du jeu de données d’entraînement et une
fonction de perte d’entropie croisée pondérée. Les résultats montrent que cela n’est pas suffisant pour
traiter des données extrêmement déséquilibrées telles que des conversations.

Nom du modèle macroF1 microF1 MCC

Classifieur d’émotions pré-entrainé sur les tours de parole
all-MiniLM-L6-v2 20.22 33.11 0.40
all-mpnet-base-v2 14.43 32.90 0.37

Notre approche
SentEmoContext 57.71 57.75 0.49

TABLE 3 – Comparaison avec un classifieur d’émotions agissant au niveau du tour de parole.

LLMs. Les résultats des LLMs sur un seul essai sont donnés en table 2. Ceux-ci servent d’indication
sur la performance de tels modèles (allégés) en ERC. Même si ces modèles génératifs ne sont pas
conçus pour cette tâche spécifique, ils réussissent toujours à surpasser les classifieurs d’émotions
d’énoncés de la table 3, ce qui peut être considéré comme une manifestation des capacités émergentes
des LLMs – emerging abilities (Srivastava et al., 2022).

Facteur du déséquilibre des classes. Alors que la table 1 montre les caractéristiques du jeu de
données, elle omet la principale caractéristique des étiquettes d’émotions : un fort déséquilibre. En
ERC, les principales difficultés sont la définition des étiquettes, du contexte mais aussi le déséquilibre
qui limite l’apprentissage des émotions en contexte. La figure 3 montre la distribution des étiquettes
dans DailyDialog, sans l’étiquette neutre. Étant donné que cette dernière est l’étiquette majoritaire
et qu’elle est exclue des métriques d’évaluation par l’ensemble de la communauté ERC, le fait que
même dans les étiquettes d’émotion les données soient aussi déséquilibrées s’avère être un défi et
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FIGURE 3 – Distributions des étiquettes émotionnelles dans les sous-ensembles de DailyDialog.

doit être abordé. Nous nous appuyons sur Guibon et al. (2023) pour traiter le déséquilibre en deux
phases : tout d’abord, nous équilibrons les lots en fonction de la fréquence des étiquettes dans le jeu
d’apprentissage. Ensuite, nous pondérons la fonction de perte d’entropie croisée du classificateur
d’émotions en tenant compte du déséquilibre restant dans chaque lot. Ce travail traite également le
déséquilibre en considérant des triplets, car nous éliminons alors le facteur de déséquilibre tout en
utilisant les états cachés qui proviennent d’une représentation équilibrée. Nous pensons que cela
explique en partie l’efficacité et l’efficience de notre modèle.

6 Discussion

Limitations des LLMs. La première limitation rencontrée avec les LLMs est la nécessité de GPUs à
haute mémoire pour les tester. Ceci explique pourquoi en table 2 nous considérons seulement leurs
versions légères. Alors que Llama2 7b et 13b ont donné des réponses dans un bon format, avec une
seule étiquette, Falcon ne s’est pas comporté comme nous le souhaitions. Pour pallier ce problème,
nous considérons la première émotion mentionnée dans la sortie. Il est également important de noter
que nous n’avons pas voulu utiliser ChatGPT d’OpenAI car nous n’avons pas un contrôle clair sur la
version du modèle, la taille et l’approche utilisée derrière l’API, mais aussi parce que nous voulions
utiliser des systèmes open source pour pouvoir diffuser nos modèles à la communauté.

La fenêtre contextuelle constitue une autre limitation. En ERC, la taille du contexte est essentielle,
mais avec les LLMs, l’ajout d’exemples dans la requête pour effectuer un apprentissage frugal
prendrait beaucoup de place dans le contexte global, la requête faisant partie du contexte. Ceci
explique notre décision de ne considérer que l’apprentissage en un seul essai pour les LLMs, même
s’il conviendrait de considérer également l’apprentissage frugal sur cette tâche spécifique.

Taille et efficacité du modèle. Notre modèle est efficace. Il donne des résultats état-de-l’art en
macroF1 et de bons résultats en microF1, alors qu’il s’entraîne relativement vite et ne nécessite pas
beaucoup d’époques pour converger. Nous pensons que cette efficacité, ainsi que la mémoire limitée
nécessaire à l’apprentissage, est due à la rétro-propagation en deux étapes et au fait que nous utilisons
des représentations intégrées à l’énoncé avec des Transformers au niveau de la phrase. Ainsi, notre
modèle peut traiter efficacement de longs contextes conversationnels avec un coût limité en mémoire.
En outre, la table 4 montre la différence entre les modèles que nous avons utilisés, en termes de taille,
de paramètres et de nombre de couches. Notre modèle est relativement petit si l’on considère les
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Transformers LLMs Notre approche

Modèle MiniLM MPNet Llama2-7b Llama2-13b Falcon-7b SentEmoContext
Tokens 1bn+ 1bn+ 2T 2T 1.5T 4M
Taille 80 MB 420 MB 13 GB 25 GB 15 GB 604,8 MB
Paramètres 22M 110M 7B 13B 7B 157M

TABLE 4 – Aperçu de la taille des modèles. Les modèles LLaMA sont deux versions de LLaMA 2.
MiniLM et MPNet sont les mêmes que ceux présentés en table 3.

avancées récentes et les travaux connexes en ERC, mais aussi par rapport aux LLMs.

Représentation relative des étiquettes. Notre approche apprend deux fois à partir des données,
d’abord en utilisant un cadre supervisé, puis en tenant compte des distances relatives entre les
représentations, en mettant à jour par la triplet loss. Cela permet d’utiliser notre modèle pour différents
jeux de données de conversations avec différentes étiquettes. La seule exigence pour étendre la portée
de ce modèle serait de considérer une autre stratégie d’échantillonnage des triplets en ignorant les
étiquettes, telle que la stratégie batch-hard (Do et al., 2019).

7 Conclusion

Dans cet article, nous présentons notre modèle SentEmoContext issu d’une approche combinant la
représentation au niveau de l’énoncé, le metric learning et les réseaux siamois à l’aide de la triplet
loss. Ce modèle représente efficacement le contexte conversationnel, atteint un score état-de-l’art en
macroF1 de 57.71%, et un microF1 satisfaisant de 57.75% en ERC sur DailyDialog. Nous proposons
également d’utiliser le coefficient de corrélation de Matthew afin de mieux évaluer cette tâche.

Avec SentEmoContext , nous utilisons l’apprentissage contrastif avec un échantillonage pour limiter
le déséquilibre des classes. Nous utilisons Sentence BERT pour minimiser la mémoire nécessaire tout
en représentant l’ensemble du contexte conversationnel. Cela conduit à un apprentissage plus robuste
et plus efficace qui ne nécessite pas beaucoup d’époques pour obtenir des résultats satisfaisants.
Nous montrons également que les LLMs open source de taille modeste sont en retard en ERC, car
cette tâche nécessite d’incorporer beaucoup de contexte dans la requête et n’est pas spécifiquement
pertinente pour les modèles génératifs.

Dans nos travaux futurs, nous envisageons d’appliquer cette approche à des données conversation-
nelles proposant des étiquettes légèrement différentes, car notre modèle apprend les émotions de
manière relative. Nous prévoyons donc de l’adapter à un cadre davantage lié au méta-apprentissage.
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