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RESUME
Cet article présente une série d’expériences sur la tiche de réponse a des questions a choix multiples
de DEFT2024. En s’appuyant sur le corpus FrenchMedMCQA, nous avons mis en ceuvre plusieurs
approches, incluant des techniques de Récupération augmenté de modele de langue pré entrainé
(REALM).

ABSTRACT

This article presents a series of experiments on the DEFT2024 multiple-choice question answe-
ring task. Based on the FrenchMedMCQA corpus, we implemented several approaches, including
Retrieval-Augmented Language Model Pre-Training (REALM) techniques.
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1 Introduction

Afin de confronter différentes méthodes sur des thématiques diverses, la campagne d’évaluation
francophone DEfi Fouille de Textes (DEFT) est organisée chaque année.

Cette édition 2024 est la continuité de celle de I’année précédente, qui consistait a répondre automati-
quement a des questionnaires a choix multiples dans le domaine pharmaceutique.

L’ objectif est d’explorer d’autres méthodes et de les comparer a celles de 2023.

Dans cet article, nous allons continuer dans le méme esprit que 1’édition de I’année précédente, en lui
implémentant la Récupération augmenté de modele de langue pré entrainé, ou Retrieval-Augmented
Language Model Pre-Training (REALM).

2 Corpus

Le corpus FrenchMedMCQA (Labrak et al., 2022) répertorie un total de 3105 questions a choix
multiples sur le domaine de la pharmacie. Chaque question est représentée par un identifiant et 5
réponses possibles. Les données sont en francais et sont réparties en 3 ensembles : 70% de questions
pour I’entrainement, 10% pour la validation et 20% pour le test. En plus de ces fichiers, 1’utilisation
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FIGURE 1 — Illustration de la répartition du nombre de bonnes réponses par fichiers. Les différentes
parties des camemberts représentent la répartition du nombre de réponses. Si on prend I’exemple du
camembert du test, dans 51,6% des cas il n’y a qu’une seule réponse uniquement, dans 22,7% des
cas, il y a 3 réponses uniquement.

de deux autres sources de données est autorisée : NACHOS (Labrak et al., 2022) et Wikipedia '.

Ces graphiques illustrent que les jeux de données possedent globalement plus de réponses uniques
que de réponses a plusieurs choix. Par exemples les réponses a 5 choix corrects sont tres rares (moins
de 2% du corpus). On observe aussi que les proportions entre les différents nombres de réponses sont
relativement respectées entre les différents jeux de données, sauf pour le jeu d’entralnement (train),
ce qui pourrait biaiser le modele et expliquer de moindres performances globales sur le jeu de test.

Nous pouvons observer que les questions ou 5 réponses sont possibles sont les moins récurrentes.

3 Présentation de la tache

La tache principale de cette édition de DEFT est d’identifier I’ensemble des réponses correctes d’une
question donnée parmi cinq réponses possibles de maniere automatique.

1. https://fr.wikipedia.org/wiki/Wikip%C3% A9dia: Accueil_principal

41


https://fr.wikipedia.org/wiki/Wikip%C3%A9dia:Accueil_principal

Pour réaliser cette tache, nous devrons proposer des systemes de moins de 3 milliards de parametres.

A cela s’ajoute I’évaluation des systemes. Nous utiliserons les métriques Exact Match Ratio (EMR),
correspondant au taux de réponses parfaitement justes, et Hammering Score, le taux de réponses
justes parmi 1’ensemble des réponses de références.

La tache annexe est identique a la tache principale, sans la limite de taille pour les systeémes. Nous
n’étudierons cependant pas ce cas ici.

4 Systémes

4.1 Architecture générale

Nous avons choisi de mettre en ceuvre une Récupération augmenté de modele de langue pré entrainé
(REALM), en prolongeant les projets du DEFT 2023. La REALM permet d’améliorer considéra-
blement la qualité des réponses générées par les modeles de langage en intégrant des informations
pertinentes récupérées a partir de grandes bases de données. Cela permet non seulement d’enrichir le
contenu généré, mais aussi d’accroitre la précision et la pertinence des informations fournies.

En outre, la mise en ceuvre de la REALM s’aligne parfaitement avec nos objectifs de recherche, qui
visent a explorer des approches pour I’amélioration de la génération de texte automatisée.

Le Récupération augmenté de modele de langue pré entrainé (REALM) (Lewis et al., 2020), combine
des modeles de récupération d’information et des modeles de génération de langage pour produire
des réponses de meilleure qualité. Cette approche résout les limitations des modeles de génération de
langage seuls en leur fournissant un acces a des informations pertinentes pour une tache spécifique.

Les modeles de récupération d’information utilisent diverses techniques pour identifier les documents
pertinents. La recherche par mots-clés récupere les documents en fonction des termes spécifiés dans
la requéte, tandis que la recherche sémantique, basée sur des modeles comme Word2Vec (Mikolov
et al., 2013) ou BERT (Devlin et al., 2018), identifie les documents en fonction de leur similitude
sémantique avec la requéte. Les méthodes d’apprentissage supervis€, ou des modeles sont entrainés
a classer les documents en fonction de leur pertinence par rapport a la requéte, sont également
courantes. Ici, nous prenons 3 documents de NACHOS.

Dans le cadre du REALM, ces deux composants travaillent ensemble de maniere synergique. Les
documents récupérés fournissent un contexte que les modeles de génération de langage utilisent pour
produire des réponses plus précises et informatives. Cette synergie permet d’améliorer la qualité des
résultats générés en exploitant les informations pertinentes des documents récupérés.

L’un des avantages majeurs du REALM est sa capacité a fournir des réponses contextuellement
riches. Cela est particulicrement bénéfique pour les taches de question-réponse, la génération de
textes longs et la vérification des faits, ou des informations supplémentaires peuvent grandement
améliorer la qualité des réponses.
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FIGURE 2 — Schéma de I’architecture générale

Le module de classification est composé d’une couche linéaire feedforward et d’une couche de
projection pour formater a une sortie binaire.

4.2 Implémentation d’'un REALM

Nous avons appliqué un Récupération augmenté de modele de langue pré entrainé (REALM) en
utilisant une combinaison de techniques de récupération d’information basées sur TF-IDF et de
classification de séquence avec un modele de type Transformer.

Nous avons utilisé les 100 000 premieres phrases du corpus Nachos et extrait les 3 phrases les plus
similaires a la question. Pour palier au probleme de la taille maximale de I’entrée de nos modeles
nous la tronquons si elle dépasse la limite.

Le TF-IDF (Term Frequency - Inverse Document Frequency) est utilisé pour représenter les
documents et les requétes en tant que vecteurs de caractéristiques. Cette méthode permet de pondérer
I’importance des mots dans les documents en fonction de leur fréquence d’apparition dans 1’ensemble
des documents. La similarité cosinus est employée pour mesurer la similarité entre les vecteurs de la
requéte et les documents, permettant ainsi de classer les documents par pertinence par rapport a la
requéte.

BERT (Bidirectional Encoder Representations from Transformers) ou ses variantes, comme RoBERTa
(Liu et al., 2019), sont utilisés pour répondre aux questions en contexte. Ces modeles sont pré-
entrainés sur de grandes quantités de données textuelles et sont particuliecrement efficaces pour les
taches de questions réponses. Une pipeline de classification de séquences est utilisée pour répondre
aux questions, en y ajoutant le contexte des phrases les plus pertinentes récupérées par la phase de
TF-IDF.

Les performances du modele sans I'utilisation de la REALM sont nettement inférieures. Nos tests ont
montré que, sans la REALM, les performances sur notre jeu de développement étaient environ 5 fois
moins bonnes. Cela démontre I’importance cruciale de cette méthode pour obtenir des résultats de
haute qualité.

43



4.3 ReFT - Representation Fine-Tuning

Dans I’optique d’utiliser le moins de ressources possibles, notre premicre approche se base sur
I’affinage de représentations (ReFT) (Wu et al., 2024) qui au lieu de modifier les poids initiaux du
modele modifie des matrices additionnelles de dimensions nettement inférieures. ReFT se montre
étre plus économe en terme de parametres par rapport a LoRA (Hu et al., 2021) de I’ordre de 15
a 65 fois moins de parametres (Wu et al., 2024). Nous utilisons ici DrBERT (Labrak et al., 2022)
comme modele de base car c’est un modele qui est pré-entrainé sur des corpus de données médicales
en francais. ReFT permet d’affiner le modele en modifiant uniquement 18 444 parametres au lieu des
110 millions de parametres du modele de base ce qui permet d’affiner en 3 minutes le modele avec le
corpus donné sur une machine personnelle 2.

44 ExBERT

Notre deuxieme approche utilise I’architecture de mixture d’experts (Shazeer et al., 2017) qui s’est
démarquée notamment avec Mixtral 8x7b (Jiang et al., 2024). Cette architecture permet durant
I’inférence de charger en mémoire et d’exécuter qu’une partie des parametres du modele grace a un
routeur sélectionnant 1I’expert le plus adapté a traiter un jeton. Plus récemment s’est vu démocratiser
la création de modeles basés sur une architecture mixture d’experts réutilisant des modeles déja
entrainés pour créer les divers experts et n’entrainant que le routeur a bien sélectionner les experts
durant I’'inférence (Sukhbaatar et al., 2024). Nous utilisons cette technique pour créer notre modele a
partir de DrBERT (Labrak et al., 2023) ainsi que CamemBERT-bio (Touchent et al., 2023).

5 Résultats

Systeme Hamming | EMR
REFT 37,38 1,60
REFT-REALM 39,09 5.13
ExBERT - 1 expert | 38,33 0,64
ExBERT 42,20 1,48

TABLE 1 — Résultats Corpus de validation

Systtme | Hamming | EMR
REFT 30,77 4,40
ExBERT | 45,85 2,73

TABLE 2 — Résultats obtenus

2. GPU NVIDIA RTX 4070ti
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Systeme Hamming | EMR
multilabel-classification | 33,27 12,22
nli 33,67 14,15
instruction-seq2seq 35,96 13,67

TABLE 3 — Résultats par I’équipe ALMAnaCH pour DEFT 2023

En comparant aux résultats de I’équipe ALMAnaCH ? de DEFT 2023, nous réussissons 4 obtenir
de meilleurs scores sur la métrique de Hamming avec la méthode ExXBERT. Nous ne parvenons par
contre pas a approcher les résultats de I’année derniere sur la métrique d’Exact Match Ratio, en
obtenant au mieux 4,4% avec REFT.

Notre méthode EXBERT montre un meilleur score de Hamming mais une moins bonne performance
en Exact Match Ratio. Le modele arrive donc a prédire une grande quantité de paires question réponse
mais n’arrive pas a prédire I’entiereté des réponses a une question. En contr6lant la sortie du modele,
nous nous sommes rendus compte que la sortie était erronée et prédisait 1’entiereté des réponses a
une question donnée, expliquant ainsi le score de Hamming élevé. Une explication a cela peut €tre
un trop faible nombre d’itérations d’affinage, qui est ici de trois itérations, ou bien un probleme
d’implémentation de nos méthodes.

6 Conclusion

Bien que nous n’ayons pu montrer les qualités de ces approches, nous pensons qu’elles méritent
d’étre tout de méme explorées de maniere plus approfondie, notamment la mixture d’expert a partir de
modeles pré-existants. Celle-ci souleve plusieurs questions dont celle de la combinaison de modeles
aux langues distinctes permettant ou non le transfert des connaissances, par exemple, d’un modele
francais spécialisé dans le domaine médical a un modele japonais spécialisé dans un autre domaine.
Cela permettrait, en somme, de réutiliser au mieux les modeles pré-entrainés déja existants.
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