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摘要

語音增強（Speech Enhancement, SE）系
統不僅能夠提升語音的聽覺品質，還可以
與自動語音辨識系統（Automatic Speech
Recognition, ASR）相結合，從而增強
ASR 在噪聲環境下的強健性。然而，單
通道 SE 可能會產生對 ASR 辨識不利的
偽影，進而導致 ASR 的識別錯誤。最近
的研究表明，通過引入新的 SE 損失函數
NAaLoss，對模型進行微調，能夠有效減
少模型產生偽影的效果。然而，該方法
仍然存在潛在的錯誤假設。因此，在本
研究中，我們通過深入分析該方法並進
行大量實驗和案例分析，尋找其內部的
潛在問題。為此，我們提出了改進後的
新損失函數 AaWLoss。經過修正和優化，
AaWLoss 成功解決了 NAaLoss 在相同設
置下可能喪失抑制噪聲條件偽影功能的缺
點。此外，AaWLoss 在抑制乾淨條件下的
偽影能力達到了巅峰水平，甚至使經過增
強的乾淨語音具備了有利於 ASR 辨識的
資訊。

Abstract
The Speech Enhancement (SE) system not
only enhances the perceptual quality of
speech but also make the ASR perfor-
mance robust in noisy enviornments when
integrating with ASR systems. However,
single-channel SE may generate detrimen-
tal artifacts to ASR recognition, leading
to recognition errors. Recent research in-
dicates that by introducing the novel SE
loss function NAaLoss and fine-tuning the
model, the generation of artifacts can be
effectively reduced. Nonetheless, this ap-
proach still needs to be revised in its un-
derlying assumptions. Therefore, we exten-
sively analyze this method in this study
and conduct numerous experiments and
case studies to identify the inconsisten-
cies. To address this, we propose an im-
proved loss function, AaWLoss. AaWLoss
successfully resolves the potential loss of

noise-condition artifact suppression inher-
ent in NAaLoss under the same settings
through modifications and optimizations.
Furthermore, AaWLoss achieves peak per-
formance in suppressing artifacts under
clean conditions, even adding information
beneficial for ASR recognition to the en-
hanced clean speech.

關鍵字：單通道語音增強、強健性自動語音
辨識、偽影處理

Keywords: single-channel speech en-
hancement, noise-robust speech Recognition,
processing artifacts

1 緒論

近年來，隨著類神經網路技術的進步，語音
增強（Speech Enhancement, SE）方法已經
取得了顯著的發展。這些方法通過學習並建
模乾淨語音與噪聲語音之間的複雜關係，極
大地提升了在聽覺指標上的表現。然而，這
些 SE 方法不僅僅局限於提升音訊的聽覺感
知，另一個同樣重要的應用領域是與自動語音
辨識（Automatic Speech Recognition, ASR）
系統的結合。這種結合能夠賦予前端的 SE
方法在面對噪聲、混響等聲學干擾時更強大
的強健性 (Robustness)。雖然一些基於波束
形成 (Beamforming) (Heymann et al., 2016;
Erdogan et al., 2016; Boeddeker et al., 2018)
等多通道技術的語音增強方法已經在這方面取
得了成功 (Barker et al., 2015, 2018)，然而，
由於這些方法需要使用麥克風陣列，因此如何
開發一種能夠在單通道環境下有效賦予 ASR
強健性的 SE 方法仍然是一個值得深入討論和
研究的重要議題。
儘管許多研究已經證明單通道的語音增
強對減少噪音對語音訊號的影響非常有幫
助，但同時也存在可能產生多餘的偽影（ar-
tifacts）和失真的風險 (Menne et al., 2019;
Chen et al., 2018; Fujimoto and Kawai, 2019;
Iwamoto et al., 2022)。這些問題在後續的
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ASR 系統的特徵抽取階段可能導致一些錯誤。
舉例來說，語音增強可能會改變原始語音的
時間結構或持續時間特性，進而造成 ASR 在
辨識過程中出現詞語或音素的錯位，從而影響
ASR 系統的整體性能。
由於偽影的產生取決於所使用的 SE 模型
以及輸入訊號的特性，因此要找到一個一致
的定義來描述偽影是相當困難的。有一項致
力於解決這個問題的研究採用了正交投影的
誤差分解方法 (Iwamoto et al., 2022; Vincent
et al., 2006)。該方法通過將訊號投影到語音
與噪聲的正交子空間中，以分析訊號的組成，
進而獲得偽影的成分。然而，這種方法所基於
的假設有時可能不太精確，因為使用正交投影
的前提是噪聲與乾淨語音之間必須是互相獨
立的。而這種前提在存在談話性噪聲（Babble
Noise）等具有語音特徵的噪聲干擾時可能不成
立。另一方面，SE 產生偽影的原因可能來自
於 SE 與 ASR 訓練目標之間的差異。儘管聯
合訓練 (Chen et al., 2018; Menne et al., 2019;
Hu et al., 2023) 與資料擴增技術 (Fujimoto
and Kawai, 2019; Tan and Wang, 2020) 已被
用來解決這個問題，但並非所有情況下都能對
ASR 系統進行修改。因此，對於基於 SE 的
強健 ASR 系統而言，是否具備減少影響辨識
結果的偽影的能力，顯得格外關鍵。

通常，SE 的訓練目標函數旨在最小化估計
乾淨語音與目標乾淨語音之間的差距 (Braun
and Tashev, 2020; Xu et al., 2014)。儘管這樣
的目標函數長期以來被廣泛用來有效提升目
標乾淨語音的聽覺指標，但它並未充分考慮到
偽影的存在。值得注意的是，即便聽覺指標的
改善可以帶來正面效益，相關研究 (Hu et al.,
2023) 也已經指出，聽覺指標與 ASR 的性能
並不總是有著絕對的相關性。換句話說，在
串聯 ASR 的 SE 系統中，如何定制一個考慮
到偽影的目標函數，以使 SE 的訓練目標更
加符合 ASR 任務的需求，是一個值得探討的
議題。我們近期的一項研究 (Ho et al., 2023)
提出了一個具有偽影概念的 SE 目標函數，
稱為 NAaLoss。該研究在實驗中顯示，使用
NAaLoss 來訓練 SE 模型後，在串聯 ASR 後
表現得更加出色。然而，該項研究並未深入分
析其所提出的三個目標函數元件，且其所依據
的假設仍然存在一些與實際不符之處，導致最
終訓練出的模型實際上未能同時達到所有元件
的目標。

本研究深入的探討目標函數 NAaLoss。透
過消融實驗，我們分析了不同目標函數元件
對模型的實際影響，以及可能導致結果的原
因。在實驗分析的基礎上，我們確認了原始

的 NAaLoss 確實存在假設上的潛在問題。我
們排除了其中的錯誤假設，並加入了對兩種偽
影情況的加權估算，從而提出了一個經過優化
的目標函數，稱為 AaWLoss。在最終的實驗
中，我們證實 AaWLoss 相對於 NAaLoss 更
能有效地實現去除乾淨語音條件下的偽影。此
外，AaWLoss 所需要的訓練迭代次數，相較
於 NAaLoss 更加符合模型微調的使用情境。

2 NAaLoss 簡介
NAaLoss 在針對 SE 與 ASR 串聯的情況下為
偽影提出了四項定義，1) 偽影會降低 ASR 的
詞語錯誤率 (Word Error Rate, WER) 表現；
2) 偽影無法反應在聽覺或可理解性的指標上；
3) 偽影是由 SE 模型所產生，且會隨著 SE 模
型的替換而也所變化；4)偽影是對原始 SE輸
入的某種訊號失真，並透過公式來表達上述所
定義的偽影。
噪聲語音 x ∈ RT 可以由 x = y+ z 所組成，
其中 y ∈ RT 為目標乾淨語音，z ∈ RT 為干
擾的噪音。我們將 f(.) 設為 SE 模型，θ 為偽
影。NAaLoss 根基於以下三個假設：

1. f(y) = θc + x；SE 模型在輸入為乾淨語
y 時，輸出包含乾淨條件偽影 θc 與乾淨
語音 y。

2. f(x) = θm + z̃ + x；在理想情況下，SE
模型在輸入為噪聲 x 時，輸出噪聲條件
偽影 θm、殘餘噪音 z̃、以及乾淨語音 y。

3. f(z) = z̃；將噪音輸入進 SE 模型後的結
果為殘餘噪音。

根據以上三個假設，我們可以推算出乾淨條件
偽影與噪聲條件偽影的估計公式分別為 θc =
f(y)− y 與 θm = f(x)− f(z)− y。

NAaLoss以 SE經常用的目標函數，計算估
計的乾淨語音與目標乾淨語音的差距作為首個
元件 Lestim = dist(f(x), y)；消除偽影的目標
函數元件 Ldeatf =

∑
i dist(θi, 0), i ∈ c,m 將乾

淨條件偽影與噪聲條件偽影進行加總。再根據
假設 3. 估計未知噪音的方法，作為另一個目
標函數元件 Lignor = dist(f(z), 0)。總體來說，
NAaLoss 如下列式子所示：

LNAa = (1− α− β)Lestim + αLdeatf + βLignor

其中，α 與 β 為權衡三個元件的超參數，在
NAaLoss 原始的設定中為 α = β = 0.1。

3 從 NAaLoss 到 AaWLoss
3.1 NAaLoss 的消融實驗
為了分析 NAaLoss 的實際效用，我們對
NAaLoss 的三個元件進行消融實驗。
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3.1.1 實驗設置

消融實驗在 NAaLoss 所使用的基準數據
集 VoiceBank-DEMAND (Valentini-Botinhao
et al., 2016) 上進行，數據集的相關資訊
在 4.1詳細說明。在模型選擇上，我們延續
了 NAaLoss 所使用的 MANNER-small (Park
et al., 2022) ，作為 SE 模型的架構。訓練的
方式參照了 NAaLoss 的實驗結果，以微調預
訓練模型參數的方式進行。同樣地，我們使
用了兩種 ASR 系統來對乾淨語音 y 和噪聲
語音 x 進行辨識。CCT-AM 是一個使用乾淨
語音進行訓練的聲學模型（Acoustic Model,
AM），而 MCT-AM 則是使用受到噪音干擾
的噪聲語音進行訓練的 AM。這意味著相對於
CCT-AM，MCT-AM 更具有強健性。

3.1.2 實驗基準線

消融實驗的實驗基準線 (Baselines) 如表 1.
所示。表中的第一列表示將乾淨語音和噪聲
語音直接輸入 ASR 系統中，第二列則表示
使用 MANNER 作為前端的 ASR 系統，第
三列和第四列則分別表示在 MANNER 前端
的基礎上使用 NAaLoss 進行微調。CCT-AM
和 MCT-AM 欄位中的數值表示詞語錯誤率
（Word Error Rate, WER），可用於評估 ASR
的辨識能力；PESQ（Perceptual Evaluation of
Speech Quality）欄位則用來評估與語音的聽
覺品質。
我們在重現實驗過程中觀察到，在約 20 次
訓練迭代後，模型已經達到一定的擬合程度。
為了更有效地進行消融實驗，我們將訓練迭代
次數從 NAaLoss 原先使用的 350 次調整為 20
次，同時保持其他實驗設定不變。這樣的調整
允許我們在較短的時間內獲得有意義的結果，
同時仍然能夠評估模型性能的變化。

3.1.3 結果分析

表 2. 包含了各個元件分別運行與個別消除的
實驗結果。在參與的元件欄位中，被標記的元
件的權重為 1，這與 NAaLoss 文獻中使用的
加權損失方式有所不同。
我們的發現是，作為常用的 SE 損失函數，

Lestim 可以有效地提升噪聲環境下的 ASR 性
能。然而，Ldeatf 和 Lignor 在單獨作為損失函
數運行時並未帶來明顯的改善效果。同時，在
消除 Lestim 的情況下，模型無法改善 WER。
這是因為在這三個元件中，只有 Lestim 能夠
針對噪聲語音與乾淨語音之間的誤差進行最小
化，因此 Lestim 對於噪聲的強健性能提升具
有最直接的幫助，因此它是不可或缺的元件。
另一方面，Ldeatf 在與 Lestim 共同作用下，
將乾淨語音引入模型，如預期地減少了乾淨語

圖 1. 不同條件偽影的差異。乾淨條件偽影 (藍) 通
常遠少於噪聲條件偽影 (綠)

音條件偽影 θc，同時對噪聲的強健性能也帶
來了一定的提升。

3.2 改進方法

3.2.1 NAaLoss 的潛在問題
Lignor 單獨運作時，在消融實驗中，使用具有
強健性的 MCT-AM 進行辨識，其輸入噪聲時
WER 的退步幅度相比其他元件單獨運行時更
大。我們認為這是由於 Lignor 的假設具有某些
不夠貼切實際情形的地方。
正如在第 2 章節中所提到的，Lignor 的假設
是當 SE 模型輸入為噪音時，理想情況下應該
去除掉噪音並不輸出任何內容。然而，在實際
情況中，不論是基於映射 (Mapping-based)或
遮罩 (Masking-based)SE模型，模型所採取的
方法並不是從輸入中減去噪音，而是通過映射
或遮罩的方式來強調語音訊號。這意味著，即
使在噪音輸入至 SE 模型時，模型仍然會從噪
音中提取出類似於語音的訊號。由於我們所使
用的 MANNER 無法獲得輸入類型的相關資
訊，因此要求模型在特定情況下停止提取任何
可能是語音的資訊，如同 Lignor 所要求的，是
相當牽強的，可能會混淆模型訓練時的目標。
我們的實驗也確認並證實，無論我們如何訓練
SE 模型，都無法在保持 ASR 的強健性能的
同時，使其在輸入噪音情況下產生接近無聲音
的輸出 f(z)。
此外，另一個可以改進的是對噪聲條件偽影

θm 的估算方式。NAaLoss 的假設將噪聲條件
偽影 θm 視為與殘餘噪音 z̃ 不相交的兩種訊
號。我們認為，偽影應該同時考量到殘餘噪音
z̃ 對 ASR 可能帶來的危害，提升去偽影對於
ASR 的有利之處。
在消融實驗過程中，我們還觀察到 Lestim
的數值通常遠高於 Ldeatf 和 Lignor，這暗示
了 (Ho et al., 2023) 設定的權重使得提出的
Ldeatf 和 Lignor 在訓練中的影響並不顯著。因
此，為了更明確地分析 Ldeatf 是否對模型有正
面影響，我們排除了 Lignor，並將 Ldeatf 的權
重分別設置為 1、10、500 進行遞增，結果如
表 3 所示。
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Method The weights in NAaLoss Input CCT-AM MCT-AMLestim Ldeatf Lignor

- - y 5.04 4.86
x 23.76 8.32

MANNER - y 5.28 4.91
x 7.37 6.62

NAaL
350 epochs 0.8 0.1 0.1

y 5.17 4.88
x 6.83 6.41

NAaL
20 epochs

y 5.31 4.99
x 7.07 6.62

表 1. 實驗基準線。所有方法皆使用 MANNER 的 SE 模型架構，並輸入乾淨語音 y 與噪聲語音 x；底線
標記的 WER 表示其超越第二列 MANNER 的結果。

Components used Input CCT-AM MCT-AM PESQLestim Ldeatf Lignor

✓ ✓ ✓ y 5.26 5.17 4.06
x 7.25 6.54 3.06

✓ y 5.41 4.94 4.26
x 7.04 6.57 3.12

✓ y 5.91 5.26 4.29
x 9.76 6.86 2.56

✓ y 5.78 5.68 3.67
x 9.76 8.32 2.64

✓ ✓ y 5.23 5.04 4.13
x 7.26 6.57 3.09

✓ ✓ y 5.41 5.01 4.09
x 7.23 6.59 3.10

✓ ✓ y 5.33 5.12 4.13
x 7.62 6.87 3.01

表 2. 消融實驗。被使用 (✓)的損失函數元件之權重皆設為 1；底線標記的WER表示其超越MANNER
的結果。

Ldeatf weight Input CCT-AM MCT-AM PESQ

1 y 5.23 5.04 4.13
x 7.26 6.57 3.09

10 y 5.14 4.96 4.34
x 7.31 6.55 3.00

500 y 4.93 4.77 4.60
x 34.33 8.98 2.06

表 3. Ldeatf 於不同領導地位的結果。所有結果的
Lestim 權重皆設為 1。底線 標記的 WER 表示其
超越 MANNER；紅色字體標示的WER表示低於
未經處理的噪音。

隨著 Ldeatf 權重的增加，模型在乾淨條件
下降低偽影的效果增強，然而在噪聲條件下的
偽影反而變得更加嚴重。尤其是當 Ldeatf 和
Lestim 之間的尺度差距逼近時，生成的增強語
音就像未經處理的噪聲。對此，我們認為這主
要是由圖 1 所呈現的情況所引起的，θc 往往
遠小於 θm，這使得模型更傾向於減少 θm 以
利優化。這樣的結果證實了 θm 因包含殘餘噪
音 z̃，可能混淆模型訓練目標，導致模型在減
少殘餘噪音以最小化這一損失的同時，擴大了
z̃ 錯誤假設所帶來的不良影響。

3.2.2 偽影感知加權損失函數 AaWLoss
我們認為，為了去除錯誤假設導致模型在訓練
中可能出現的問題，從而提升目標函數的合理
性，刪除 Lignor，並且從 θm 的估算公式中刪
除殘留噪音 z̃ 是必要的。基於這一考量，我
們修正了原本的假設，並提出了一個改進後的
損失函數 AaWLoss：

LAaW = Lestim + αLwdeatf

其中，θc = f(y) − y, θm = f(x) − y，α 是控
制元件權重的超參數。
刪除這個錯誤的假設能夠有效地解決損失
函數導致模型在噪聲條件下難以有效抑制偽
影的問題。同時，這也意味著殘留噪音將被
納入 θm 的估算中。為了使損失函數更符合
SE 模型在噪聲下的實際應用場景，我們基於
Ldeatf，對 θc 和 θm 增加了一種動態的加權方
式，使得：

Lwdeatf = (1− γ)θc+ γθm

其中，γ = ∥f(x)−y∥
∥f(x)−y∥+∥f(y)−y∥。如此一來，損

失函數將會根據當前 SE 模型的輸出，計算 θc
和 θm 在整個輸出中的比例，然後動態調整 θc
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α Input CCT-AM MCT-AM PESQ

1 y 5.36 4.98 4.10
x 7.18 6.60 3.09

10 y 5.09 4.99 4.21
x 7.28 6.52 3.08

500 y 5.04 4.81 4.14
x 7.05 6.73 2.94

表 4. 使用 AWaLoss 的結果。底線 標記的 WER
表示其超越 MANNER；粗體標示的WER表示超
越 NAaLoss 的效能。

和 θm 在損失函數中的權重。這樣的調整使得
模型在降低噪聲條件下的偽影為首要目標的同
時，也能減少乾淨條件下的偽影生成。

4 實驗

4.1 實驗設置

為了比較 AaWLoss 的效果，我們在廣泛使用
的開源數據集 VoiceBank-DEMAND 上進行
了一系列實驗。該數據集的訓練集包括了 28
位語者錄製的共 11,572 個語句，並且使用了
DEMAND 資料集中的 10 種不同類型噪音，
以 0、5、10 和 15 dB 的信噪比（Signal-to-
Noise Ratio, SNR）進行混合。測試集則包括
了兩位語者錄製的共 824 個語句，並且分別
在 2.5、7.5、12.5 和 17.5 dB 的信噪比下混合
噪音。此外，我們從訓練集中選取約 200 個
語句作為驗證集，所有語音資料的採樣率均為
16 kHz。

4.2 實驗結果

為了對比 AaWLoss 的效能，我們使用了在表
3. 中所設定的 α 值，並對訓練模型進行了 20
次迭代的微調。實驗結果如表 4. 所示。我們
可以觀察到，AaWLoss 確實如預期般解決了
NAaLoss 中因錯誤假設而導致的噪聲條件性
能下降的問題。
隨著 α 值的增加，模型在乾淨條件下的偽
影明顯得到改善，不僅在 CCT-AM 上達到
了與直接輸入乾淨語音相當的性能，甚至在
MCT-AM 上還展現出超越乾淨語音的辨識能
力。在微調 20次迭代的條件下，AaWLoss抑
制噪聲條件偽影的表現，也能使 CCT-AM 在
不具備強健性的前提下超越 NAaLoss 並接近
使用原始損失函數微調的改善幅度。這表明
AaWLoss 能夠在保持原有損失函數在噪聲強
健性上的優勢，同時為模型在乾淨條件下的去
偽影甚至增強辨識能力方面提供額外的優勢。
為了更深入了解 AaWLoss 對模型的實際效
果，我們選擇了某些特定實驗案例，對實驗

結果進行進一步的分析。在圖 2. 中，我們
展示了 AaWLoss 和 NAaLoss 在相同案例上
產生的乾淨條件偽影 θc 的波形圖和聲譜圖。
從圖 2a. 中，我們可以觀察到，透過使用
AaWLoss 進行微調後的 SE 模型，幾乎不會
產生乾淨條件下的偽影。此外，從圖 2b. 中
我們也可以看出，AaWLoss 所產生的微弱偽
影相對於 NAaLoss 而言更加與語音發聲的資
訊無關。這些結果表明 AaWLoss 在減少乾淨
偽影方面的功能遠超過 NAaLoss，這對於提
升模型的實際應用價值具有重要意義。
圖 3. 中的聲譜圖分別展示了使用

AaWLoss 微調後的增強語音 fAaWL(x) 和噪
聲條件偽影 θm。圖中的方框標示了輕擦音
/f/ 的發聲範圍。根據 (Chen) 的研究，輕擦
音 (Voiceless fricatives) /f/通常在共振峰（For-
mants）方面不太明顯，且在 3000 至 4000Hz
之間會有高頻湍流（High Frequency Turbu-
lence）。然而，在 α = 1 和 α = 10 的情況下，
我們可以觀察到發音受到了輕微的破壞，原
本應該存在的發音部分被誤認為噪音，並修飾
成類似濁爆破音 /b/ 的靜默期（Stop Gap），
以至於 ASR 辨識錯誤。相反地，當 α = 500
時，我們可以看到模型保留了應有的聲音資
訊。這種現象可能是由於 Lwdeatf 在整個損
失函數中所佔的影響力較小，使得 Lestim 所
提供的去噪能力導致了聲音中重要資訊的消
失。然而，當 Lwdeatf 的影響力增強時，模型
更能保留這些關鍵的音訊資訊，這有助於在將
增強語音與 CCT-AM 進行串接時，減少受到
偽影的干擾，提高整體辨識效果。
另外一個值得注意的觀察是 PESQ和WER
之間的關聯性。對於不具強健性的 CCT-AM
來說，我們可以觀察到具有最佳辨識結果的
SE 模型在 PESQ 表現方面卻相對較差。這進
一步驗證了許多研究的結果，認為 PESQ 與
ASR 的辨識表現之間並沒有絕對的關聯性。

5 結論

本研究延續先前 NAaLoss 的研究概念，並進
一步進行消融實驗，深入探討其實際效能。
透過這些實驗，我們發現了 NAaLoss 中存在
一些不全的假設，並提出了一個更加合理且
符合實際應用情境的新型損失函數，稱之為
AaWLoss。我們的實驗結果清楚顯示，相對
於 NAaLoss，AaWLoss 在僅需小於原來迭代
次數 1

15 的情況下，就能夠在去除乾淨條件偽
影方面超越甚至接近完美的效果，同時還具有
對噪聲偽影的抑制能力。透過案例分析，我們
也證實了 AaWLoss 解決了傳統 SE 損失函數
可能導致 ASR 辨識錯誤的問題，並使得語音
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(a) NAaLoss(藍色訊號) 與 AaWLoss(綠色訊號) 產生的乾淨條件偽影 θc 波形圖

(b) NAaLoss(左) 與 AaWLoss(右) 產生的乾淨條件偽影 θc 聲譜圖

圖 2. 比較 NAaLoss 與 AaWLoss 產生之乾淨條件偽影 θc。(a) 為波形圖；(b) 為聲譜圖。

增強在保護 ASR 辨識特徵的同時取得更好的
聽覺指標。
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