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摘摘摘要要要

案件要素识别指将案件描述中重要事实描述自动抽取出来，并根据领域专家设计的要
素体系进行分类，是智慧司法领域的重要研究内容。基于传统神经网络的文本编码难
以提取深层次特征，基于阈值的多标签分类难以捕获标签间依赖关系，因此本文提
出了基于预训练语言模型的多标签文本分类模型。该模型采用以Layer-attentive策略
进行特征融合的语言模型作为编码器，使用基于LSTM的序列生成模型作为解码器。
在“CAIL2019”数据集上进行实验，该方法比基于循环神经网络的算法在F1值上最高
可提升7.6%，在相同超参数设置下比基础语言模型（BERT）提升约3.2%。

关关关键键键词词词：：： 案件要素识别 ；多标签文本分类 ；智慧司法 ；语言模型

A Method for Case Factor Recognition Based on Pre-trained
Language Models

Haishun Liu1 Lei Wang2 Yanguang Chen1 Shuchen Zhang1

Yuanyuan Sun1† Hongfei Lin1

1School of Computer Science and Technology，Dalian University of Technology
2The Third Procuratorial Department，People’s Procuratorate of Liaoning Province

dahai@mail.dlut.edu.cn, 18804002266@163.com

{cygariel, camael}@mail.dlut.edu.cn, syuan@dlut.edu.cn, hflin@dlut.edu.cn

Abstract

Case factor recognition is an important research content in the domain of legal intel-
ligence. The purpose of this task is to automatically extract the important fact de-
scriptions from the legal case descriptions and classify them based on the factor system
designed by the domain experts. Text encoding based on traditional neural networks
is difficult to extract deep-level features, and threshold based multi-label classification
is difficult to capture the dependencies between labels. So that a multi-label text clas-
sification model based on pre-trained language models is proposed. The encoder is
the language model fine-tuned with the strategy of Layer-attentive, and the decoder is
LSTM based sequence generation model. Experimented on the CAIL2019 dataset, the
method can improve the F1 score by up to 7.6% over the traditional neural network
algorithm based on Recurrent Neural Network, and about 3.2% over the basic language
model under the same hyperparameter settings.
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1 引引引言言言

2018年，司法部印发《“十三五”全国司法行政信息化发展规划》，明确提出我国到2020年
全面建成智能高效的司法行政信息化体系3.0版，将大数据、人工智能、云计算、物联网等技术
与司法工作进行实际融合，实现公共法律服务的便捷普惠化，实现政务管理水平的高效透明。
随着我国司法行政信息化的不断推进，智慧司法研究领域兴起并日趋火热。智慧司法包括法律
阅读理解、案件要素识别、相似案例匹配和司法判决预测等任务，旨在赋予机器理解法律文本
的能力，促进司法智能的发展。其中，案件要素识别的具体研究内容为，给定裁判文书中的相
关段落，针对文书中每个句子进行判断，识别其中的关键案情要素。案件要素抽取的结果不仅
可以为要素式裁判提供技术支持，还可以应用到案情摘要、可解释性的类案推送以及相关知识
推荐等司法领域的实际业务需求中。

前人在司法智能领域的研究工作主要集中在司法判决预测 (Luo et al., 2017; Zhong et al.,
2018; Hu et al., 2018)、相似案例匹配和命名实体识别测 (Wang, 2018; Xie, 2018)等方面，直
接针对案件要素识别的研究还相对较少，但它们在技术上具有共通性。与通用领域的自然语言
处理（NLP）任务 (Kim, 2014; Bahdanau et al., 2014; Yang et al., 2016)类似，当前研究者们
在智慧司法领域采用的方法多是基于神经网络的结构。具体地，网络底层使用预训练的词向量
进行词嵌入，中层采用卷积神经网络（Convolutional Neural Networks, CNN）或者循环神经网
络（Recurrent Neural Network, RNN）提取特征，上层应用分类器进行分类或应用条件随机场
（Conditional Random Field，CRF）进行序列标注。这种结构存在一定的缺点，一是使用的
静态词向量无法处理不同语境下的一词多义问题(Peters et al., 2018)，二是有监督方法的本质致
使模型性能受限于标注数据集的大小。

不同于一般的多分类问题，案件要素识别是多标签分类问题，即一个样本可能同时属
于0到N个类别。经统计分析，不计算负例，每个样本平均包含2.7个标签，最多可达7个。而且
多个类别之间往往具有关联性，如Figure 1所示，在离婚类案件中，若一个样本属于“限制行为
能力抚养子女”类，那么该样本有较大概率同时属于“婚后有子女”类，在借贷类案件中，“有借
贷证明”多和“有书面还款协议”一起出现。解决多标签分类问题的主流方法是将其处理为多个二
分类问题(Boutell et al., 2004)，通过设定阈值判断样本是否属于每个类。这种方法明显忽略了
标签之间的相关性，性能有限。

针对上述问题，本文专门就案件要素识别任务进行了研究，提出了基于预训练语言模型的
案件要素多标签分类方法。预训练语言模型支持上下文有关的词嵌入，可以从庞大的无标注数
据中学习丰富的语法、语义等特征表示，捕获更长距离的依赖。BERT(Devlin et al., 2019)是预
训练语言模型的一个基础模型，于公布之初横扫了11项NLP任务。结合Yang (2018)的工作，本
文将BERT系列语言模型作为案件要素识别整体模型的编码器，且提出了Layer-attentive的多层
特征的融合策略，将长短期记忆网络（Long Short-Term Memory，LSTM）作为解码器，并对
比了与基于阈值算法的多标签分类的性能差异。最后，在公开的CAIL2019“要素识别”数据集上
验证了模型的性能。

Figure 1: 案件要素识别实例
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2 相相相关关关工工工作作作

智慧司法研究由来已久。早在上世纪五、六十年代，研究者就开始通过数学统计的方法对
司法案件进行定量分析(Kort, 1957; Ulmer, 1963)，随后在八、九十年代，研究者们探索了基于
规则的专家系统(Shapira, 1990; Hassett, 1993)。随着机器学习技术的发展，司法判决预测作为
智慧司法研究的主要任务而备受关注，基于支持向量机（Support Vector Machine, SVM）的预
测模型被提出来，预测对象包括罪名、案件类别和裁判日期等(Aletras et al., 2016; Sulea et al.,
2017)。近年来，由于司法数据的公开和深度学习的发展，我国在司法判决预测方面出现了许
多瞩目的工作。Luo (2017)通过BiGUR（双向门控神经单元）建模判决书文档及法条信息以进
行罪名预测，CAIL2018(Xiao et al., 2018)提出了第一个用于司法判决预测的大规模中文法律数
据集，Zhong (2018)以CNN和LSTM为基础构建了同时预测罪名、法条和刑期的多任务学习模
型，Hu (2018)通过引入司法属性研究了少数罪名的预测问题。案件要素识别是司法智能领域的
新兴任务，现阶段主要被当做文本分类问题进行处理，在技术上与司法判决预测最接近。

作为案件要素识别核心技术的文本分类，近几年，主流方法逐步从词向量加神经网络向
语言模型转变。2013年开始，Word2Vec(Mikolov et al., 2013)以网络结构简单、易于理解、
使用方便等特征成为最流行的词向量训练工具之一。随后，Kim (2014)结合词向量提出了多
维度并行的单层卷积神经网络，模型表现优于传统机器学习方法和早期神经网络方法。紧接
着，RNN也被引入文本领域，其变体LSTM(Hochreiter and Schmidhuber , 1997)以能捕获长
距离信息依赖、善于编码序列信息而得到大量应用，Yang (2018)提出了基于LSTM序列生成
模型的多标签文本分类算法。而后注意力机制被广泛研究(Bahdanau et al., 2014; Yang et al.,
2016)，Lin (2017)提出Self-attentive，通过二维矩阵对序列信息进行加权。2018年，谷歌的研
究人员提出了基于自注意力机制对Transformer框架(Vaswani et al., 2017)，并以Transformer为
核心组件开发出了性能强大的语言模型BERT。

BERT的预训练及微调方法被不断进行改进 (Yang et al., 2019; Cui et al., 2019; Liu et al.,
2019)。Qiao (2019)提出的BERT(MUL-Int)将每一层的[CLS]位置的编码进行加权求和，进而计
算索引问题和答案文档之间的相似度。Sun (2019)基于BERT设计了更多的实验，不仅验证了每
一层输出对分类结果的影响，还提出以简单平均的方式融合前四层或后四层输出。本文基于以
上提到的文本分类模型进行了案件要素识别的相关实验和分析，对比了不同语言模型的性能差
异，在Lin (2017)、Qiao (2019)和Sun (2019)等人工作的基础上提出了Layer-attentive特征融合
策略。就多标签文本分类而言，本文使用LSTM序列生成模型，并对比了与阈值算法的性能差
异。

Figure 2: 基于预训练语言模型的案件要素识别模型
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3 方方方法法法

本文将案件要素识别任务形式化描述为一个多标签分类任务，给定裁判文书中的一个句子
序列X = {x1, x2, ..., xm} ，预测与X相对应的案件要素类别集合Ỹ ⊆ Y。其中m是序列X的长
度，xi表示序列中的第i个词。Y = {y1, y2, ..., yn} 为要素标签集合，n为要素类别总数，因为一
个样本可能同时归属于多个要素类别，所以Ỹ是Y的子集。
本文所构建模型的结构如Figure 2所示，整体主要包括编码器（Encoder）和解码器

（Decoder），中间通过注意力机制（Attention）操作进行交互。编码器部分以BERT为
主体，将BERT最后三层的输出以Layer-attentive的方式进行加权融合得到输出H，对H =
[h1, h2, ..., hm]和S = [s1, s2, ..., sm]进行Attention操作得到D = [d0, d1, ..., dn]，将D通过基
于LSTM的解码器得到标签预测集合Ỹ。

3.1 BERT预预预训训训练练练语语语言言言模模模型型型

下面以BERT(Devlin et al., 2019)为例介绍BERT系列的预训练语言模型。BERT预训练语
言模型的全称是基于Transformer的双向编码表示（Bidirectional Encoder Representations from
Transformers, BERT）。其采用Transformer网络(Vaswani et al., 2017)作为模型基本结构，在
大规模无监督语料上通过掩蔽语言模型和句对预测两个任务进行预训练（Pre-training），得
到预训练的BERT模型。再以预训练模型为基础，在下游相关NLP任务上进行模型微调（Fine-
tuning）。BERT模型的结构主要由三部分构成：输入层、编码层和任务层，其中输入层和编
码层是通用的结构，对任何任务都适用。

BERT的输入层将每个词的词嵌入、位置嵌入和段嵌入相加得到每个词的输入表
示[E1, E2, ..., Em]。与原始Transformer不同的是，BERT模型的位置嵌入是可学习的参数，
最大支持长度为512个位置。
对于编码层，base版本包含12层编码层，large版本包含24层编码层，每一层的输入都是基

于上一层的输出，可抽象表示为：

Hi = Transformer(Hi−1), 0 < i < l (1)

其中，Hi ∈ Rm×d ，m为序列长度，d为隐层维度。
在本任务中，任务层被Attention交互层和解码器替代。

3.2 基基基于于于预预预训训训练练练模模模型型型的的的编编编码码码器器器

一个神经网络的不同层可以捕获不同的语法和语义信息。因为BERT包含了l（12或24）个
编码层，研究表明(Qiao et al., 2019; Sun et al., 2019)，选择BERT后3至4个编码层的输出进行
特征融合，可以增强语言模型的特征表示。本文提出了Layer-attentive，以层次级别加权的方
式对后三个编码层的输出进行融合，公式如下：

Ai = softmax(W2tanh(W1H
T
i )) (2)

H = SeLu(A−1H−1 +A−2H−2 +A−3H−3) (3)

其中，W1 ∈ Rd×d，W2 ∈ Rd×d，是两个权重矩阵，可以将向量的表示聚焦于不同层的不
同元素。SeLU(Klambauer et al., 2017)是非线性激活函数。本文将以上特征融合方法命名
为3Lattv。
为了证明以上方法的有效性，本文还设计了其他的特征融合方法。一是采用concat的方式

对后三层的输出进行线性拼接：

H ′ = SeLU(Wc(H−1 ⊕H−2 ⊕H−3) + bc) (4)

其中Wc ∈ Rd×3d，⊕表示线性拼接。该方法被命名为3Lconcat。二是在上述两种方法中改后三
层为后四层，相应的方法被命名为4Lattv和4Lconcat。

3.3 注注注意意意力力力交交交互互互

当模型预测不同的标签时，并非所有文本词都作出相同的贡献。Attention通过关注文本序
列的不同部分并聚集那些信息丰富的词的隐层表示来产生上下文向量。特别地，注意力在时间
步t上将权重αti分配给第i个单词，如下所示：

eti = vTa tanh(Wast + Uahi + ba) (5)
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αti =
exp(eti)∑m
j=1 exp(etj)

(6)

其中，Wa，Ua，va是权重参数，ba是偏置项，st是解码器在时间步t的当前隐藏状态。在时间
步t传递到解码器的最终上下文向量dt的计算如下：

dt =
m∑
i=1

αtihi (7)

其中dt的物理意义是预测第t个标签时的解码器的输入。

3.4 基基基于于于LSTM的的的解解解码码码器器器

本文使用LSTM(Hochreiter and Schmidhuber , 1997)作为多标签分类的解码器，解码器在
时间步t的隐藏状态st的计算公式如下：

st = LSTM(st−1, yt−1, ct−1) (8)

其中，yt−1是时间步t-1在标签空间Y上的概率分布，其计算如下：

ot = Woσ(Wdst + Udct + bd) (9)

yt = softmax(ot + It) (10)

其中Wo，Wd，Ud是权重系数，It ∈ RY是用于防止解码器预测重复标签的掩码向量，即Figure
2中mask部分，σ是非线性激活函数。如果标签yi在第t-1时间步被预测出来，则It = −∞，否
则It = 0。
最后，使用交叉熵损失函数进行训练：

J(θ) = − 1

Nn

N∑
i=1

n∑
j=1

(yij logpij + (1− yij)log(1− pij)) (11)

其中N为样本个数，n为标签个数，y为实际标签，p为预测标签。

4 实实实验验验

4.1 数数数据据据集集集介介介绍绍绍

本文实验使用CAIL2019“要素识别”赛道提供的数据集0，该数据集来自“中国裁判文书
网”公开的法律文书，由专家进行标注。数据的每一条由一个句子及其对应的要素标签组成，句
子是从一篇裁判文书中的部分段落提取出来的，实例如Figure 1所示。本文将其按3:1:1的比例
划分训练集、开发集和测试集，在测试集上评价模型性能。数据集涉及三类民事案件：劳动争
议（Labor）、离婚纠纷（Divorce）和借贷纠纷（Loan），三类案件的数据各自分开，分别进
行评价。每类案件各有20个要素类别，相应的类别样本数分布如Figure 3所示。可见数据集存
在严重的数据分布不均衡的问题，每个案件的要素类别样本数从101级到103级不等。数据集的
样本数据量统计及在样本的文本特点分析见Tanle 1。另发现平均60%以上的样本没有标签，即
不是案件要素；一个样本最多可有7个标签，此种情况不足0.1%；具有1到3个标签的样本在三
类案件中分别占约30%、25%、37%。

Table 1: 数据集的样本数量统计表

案件 案例数 每案例平均样本数 样本平均长度
样本数

训练集 开发集 测试集 合计

Labor 836 37.95 57.22 19038 6346 6346 31730
Divorce 1269 29.09 48.07 22152 7384 7384 36920

Loan 634 35.73 74.43 13615 4538 4538 22691

4.2 环环环境境境及及及参参参数数数设设设置置置

本文所有实验在如Table 2所示的环境下进行。 对于BERT系列模型，均采用base-

0https://github.com/china-ai-law-challenge/CAIL2019
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Figure 3: 各要素类别的数据量分布统计图

Table 2: 实验环境

环境名称 配置

操作系统 Ubuntu 16.04
CPU Intel(R) Xeon(R) CPU E5-2678 v3 @ 2.50GHz
GPU NVIDIA Tesla K80@11GB

Python 3.7.5
Pytroch 1.3.1
内存 128G

Chinese版本1进行微调，隐层维度d=768，序列长度m=512，编码层层数l=12，批处理
大小batch size=16，训练轮数epoch=3，学习率α=4e-5。对于BiLSTM模型，设置隐层维
度hidden size=256，序列长度m=256，学习率α=1e-3，批处理大小batch size=64，训练轮
数epoch=128，采用Word2Vec预训练的词向量的维度为300。

4.3 结结结果果果及及及分分分析析析

对于模型的表现，使用查准率(Precision, P)、查全率(Recall, R)和F1值作为衡量指标。
具体使用宏平均查准率(Macro Precision, ma-P)、宏平均查全率(Macro Recall, ma-R)、宏
平均F1值(Macro F1, ma-F)、微平均F1值(Micro F1, mi-F)、ma-F和mi-F的均值(Average F1,
Ava)0。

4.3.1 编编编码码码器器器的的的作作作用用用

分别采用不同的编码器模型和解码器LSTM进行组合，在三个案件的数据上均进行实验。
编码器模型列表如下：

BERT1：基础模型(Devlin et al., 2019)。

CNN-thre：Kim (2014)提出的卷积神经网络模型，底层使用预训练的词向量，使用多重
一维卷积和最大池化提取特征。不使用解码器，输出层采用Algorithm 1所述方法。

BiLSTM：双向LSTM(Hochreiter and Schmidhuber , 1997)网络，底层使用预训练的词向
量。

WWM2：基于Whole Word Masking训练样本生成策略训练的BERT(Cui et al., 2019)。

XLNet3：基于Transformer-XL(Dai et al., 2019)训练的最优自回归语言模型(Yang et al.,
2019)。

RoBERTa2：采用多种技巧及更多数据训练的BERT(Liu et al., 2019)。

Table 3展示了在使用解码器LSTM的情况下，不同编码器模型在三类案件数据上
的实验结果。比较CNN-thre、BiLSTM和BERT三个模型，BiLSTM优于CNN-thre，BERT优

1https://github.com/huggingface/transformers
2https://github.com/ymcui/Chinese-BERT-wwm
3https://github.com/ymcui/Chinese-XLNet
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于BiLSTM，但该优势对语言模型而言提升并不特别明显。原因是一方面任务数据量达到万
级，BiLSTM也能充分学习文本特征，另一方面训练BiLSTM所依据的词向量是根据数百万份
裁判文书预训练的，Word2Vec在这里起到了很大的作用。为了详细比较BiLSTM和BERT在
每个类别上的分类能力，Figure 4给出了BERT 和BiLSTM在Loan案件数据上每个要素
类别的F1值。Figure 4表明，BERT对每个类别的分类能力均高于BiLSTM，在后10个类
别，BERT的性能提升比较明显，结合Figure 3可知，Loan数据的后10个类别的样本数较前10个
类别有数量级级别的差距，该结果也表明，以BERT为代表的语言模型处理小样本情况的能力
较强。

纵向比较后四个模型，即四个BERT系列语言模型。BERT作为基础模型，性能较更先进
的语言模型有一定的差距，XLNet和RoBERTa在该任务上具有最好的性能。RoBERTa比CNN-
thre这一baseline模型绝对提升7.6%。另外，ma-F得分远低于mi-F得分，原因是数据分布极不
均衡，每个类别的F1值相差很大，甚至有样本数量极少的类别的得分是0，这对ma-F影响较
大，却对mi-F影响不明显。

Table 3: 不同编码器模型在三类案件数据上的实验结果

模型
Labor Divorce Loan

mi-F ma-F Ava mi-F ma-F Ava mi-F ma-F Ava

CNN-thre 75.03 50.26 62.65 80.05 66.34 73.20 72.08 47.03 59.56
BiLSTM 77.67 52.58 65.13 81.82 68.83 75.33 75.36 49.79 62.58
BERT 80.35 56.06 68.21 84.70 72.06 78.38 78.70 53.81 66.26
WWM 80.54 56.58 68.56 82.80 72.22 77.51 78.60 53.68 66.14
XLNet 81.24 58.48 69.86 85.04 76.61 80.81 79.33 55.77 67.55

RoBERTa 81.29 58.66 69.96 84.21 74.39 79.30 79.82 57.06 68.44

Figure 4: Loan数据上两个模型的类别F1值对比

4.3.2 解解解码码码器器器的的的作作作用用用

BERT-thre：该方法为只使用基于BERT的编码器，不使用Attention交互和解码器，相应
的任务层换为softmax分类器，最后使用阈值设定函数对模型输出的概率值进行取舍，从而预测
类别，标签概率计算公式如下：

p = σ(WpPooler(H) + bp) (12)

其中Wp ∈ Rd×d，σ为sigmoid激活函数，Pooler是BERT对隐层输出进行pooling操作的函
数(Devlin et al., 2019)。p中每个维度的数值对应每个类别的可能概率值，概率值介于[0,1]之
间，仍使用二进制交叉熵损失函数进行训练。
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Algorithm 1 类别阈值选择算法(Threshold selecting, thre)

Input: 在开发集上，样本属于第i类标签的概率pi，样本在第i类的真实标签yi。
Output: 第i类标签的阈值ti。

1: t=arr[100], f=arr[100], s=arr[90], t[0]=0;
2: for j in 100 do 　　
3: t[j] = t[j-1] + 0.01; 　　
4: if p > t[j] then 　　　　
5: 判断当前阈值t[j]下样本类别âi = 1; 　　
6: else　　　　
7: âi = 0; 　　　　
8: 计算当前阈值t[j]下的类别得分f[j] = F(ŷi, yi); 　　
9: j递增1;

10: for k in 90 do 　　
11: 保存每个区间下的得分均值s[k] = (

∑9
l=0 f[k + l])/10; 　　

12: k递增1;

13: 找到使得分最大的阈值区间z = argmax(s[z])，计算该区间的中值ti = t[z + 5];
14: return ti

本文Algorithm 1所示算法为每个类别设定阈值。

由于多标签分类的特殊性，具体的P、R值只能通过两者的宏平均或者微平均来体
现，Tabel 4通过比较模型在三类案件数据上的ma-P、ma-R和ma-F，具体验证解码器对P值
和R值带来的提升。

Table 4: 解码器与阈值算法的实验结果对比

模型
Labor Divorce Loan

ma-P ma-R ma-F ma-P ma-R ma-F ma-P ma-R ma-F

BERT-thre 57.41 53.10 55.47 71.87 72.63 71.95 54.15 51.52 53.14
BERT-LSTM 57.96 53.79 56.06 71.74 72.90 72.06 54.62 52.38 53.81
提升 +0.55 +0.69 +0.59 -0.13 +0.27 +0.11 +0.47 +0.86 +0.67

RoBERTa-thre 60.22 56.19 58.43 75.83 74.62 74.46 57.46 55.30 56.67
RoBERTa-LSTM 69.43 56.46 58.66 75.82 74.50 74.39 57.81 55.74 57.06

提升 +0.21 +0.27 +0.23 -0.01 -0.12 -0.07 +0.35 +0.44 +0.39

在Table 4中，同一案件下编码器较thre策略的主要提升体现在R值（召回率）上，尤其
对Loan案件最为明显，经分析如Loan中两个要素类别“贷款人系金融机构款”和“有借贷证明”之
间的相关性达到了0.729，其他类别也具有明显的相关性。基于LSTM的解码器正因为捕获了这
种相关性，才在预测出来一个标签的情况下能连带着把与之相关的标签也预测出来。但是，
准确率增益差说明这种解码器也存在不足，标签预测过程中会出现一定的错误累积，前一个
标签预测错误可能导致后一个相关的标签预测错误，后续研究工作中将着重在这方面进行改
进。RoBERTa-LSTM相对BERT-thre的提升为3.2%。

4.3.3 Layer-attentive策策策略略略的的的作作作用用用

为验证多层特征融合策略对模型性能的影响，以及对比不同的融合方法，本组对比实验以
原始BERT为基础模型，在此基础上分别使用3Lattv、3Lconcat、4Lattv和4Lconcat的方法进行
实验，五种方法均采用基于LSTM的解码器，不同方法在三类数据上的得分见Table 5。

由Table 5可知，除BERT-4Lconcat方法外，其他多层特征融合方法优于原始BERT的
方法。其次，除Labor案件下三层特征融合外，Layer-attentive的方法均优于concat线性
拼接的方法，最大提升可达到2.1%。分别比较BERT(4Lconcat)和BERT(3Lconcat)，比
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Table 5: Layer-attentive策略的作用

模型
Labor Divorce Loan

mi-F ma-F Ava mi-F ma-F Ava mi-F ma-F Ava

BERT 79.45 54.79 67.12 84.13 72.64 78.39 78.23 45.21 61.72
BERT(4Lconcat) 81.22 53.40 67.31 84.44 71.75 78.10 76.42 49.78 63.10
BERT(4Lattv) 79.08 55.75 67.41 84.29 72.24 78.27 79.03 49.43 64.23

BERT(3Lconcat) 80.50 56.08 68.29 84.37 71.87 78.12 76.50 51.82 64.16
BERT(3Lattv) 80.35 56.06 68.21 84.70 72.06 78.38 78.70 53.81 66.26

较BERT(4Lattv)和BERT(3Lattv)，可发现三层特征融合均优于四层特征融合。最后，对三
类案件的得分进行横向比较，相同模型在三类案件上性能差异明显，主要原因是三类案件的数
据量有一定差距，而且分别具有不同的要素类别体系。

4.3.4 模模模型型型案案案例例例分分分析析析

Figure 5所示为BiLSTM、BERT、WWM、WWM-LSTM四种模型分别对三类案件预测结
果的例子。第一个例子为Labor案件，实际标签有三个，BiLSTM模型预测出0个，BERT只能
预测出其中一个，而WWM可以预测出来两个标签，WWM-LSTM因为能捕获LB3和LB6之间
的依赖关系，可以将三个标签全部预测出来。说明语言模型相对传统神经网络具有更强的学习
能力。WWM因为考虑了中文分词问题，比原始的BERT具有更强的语义解析能力。第二个例
子也展示了WWM更强的性能。第三个例子是Loan案件，原本句子没有标签，BiLSTM却错误
地预测了一个标签，因为句子中含有“债权”关键字，BiLSTM只捕获了这个特征，没有理解语
义信息，而语言模型的强大之处在于不仅能捕获浅层的语法特征，更能学习到深层的语义信
息。

Figure 5: 不同模型的预测结果示例

5 结结结束束束语语语

本文提出了一个基于预训练语言模型的多标签分类模型，该模型可实现面向司法领域的案
件要素识别。该模型主要分为编码器和解码器两大部分，两部分间通过注意力机制进行交互，
其中编码器部分采用基于Layer-attentive特征增强的语言模型，解码器采用LSTM序列生成模
型。实验结果表明，本文提出的案件要素识别模型比基于循环神经网络的模型在F1值上提高
了7.6%，比基础语言模型BERT提升约3.2%。本文采用的基于LSTM的多标签分类策略具有较
大的性能增益，Layer-attentive的微调策略也有一定的性能提升。未来工作将研究要素类别的
含义对要素识别结果的影响。
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