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摘摘摘要要要

目标级情感分类任务是要得到句子中特定评价目标的情感倾向。一个评论句中往往
存在多个目标，多个目标的情感可能一致，也可能不一致。但在已有针对目标级情
感分类的评测数据集中：1）大多数是一个句子一个目标；2）在少数有多个目标的
句子中，多个目标情感倾向分布很不均衡，多个目标情感一致的情形占较大优势。
数据集本身的缺陷限制了模型针对多个目标进行情感分类的提升空间。针对以上问
题，本文构建了一个针对多目标情感分类的中文数据集，人工标注了6339个评价目
标，共2071条数据。该数据集：1）评价目标个数分布平衡；2）情感正负极性分布平
衡；3）多目标情感倾向分布平衡。随后，本文利用多个目标情感分类的主流模型在
该数据集上进行了实验与比较分析。结果表明现有主流模型尚不能对存在多个目标且
目标情感倾向性不一致实例中的目标进行很好的分类，尤其是目标的情感倾向为中性
时。多目标情感分类任务具有一定的难度与挑战性。

关关关键键键词词词：：： 目标级情感分类 ；中文数据集 ；多目标
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Abstract

Target-level sentiment classification task is to get the sentiment tendency of a specific
evaluation target in a sentence. There are often multiple targets in a comment sentence,
and the sentiments of multiple targets may be consistent or inconsistent. However, in
the existing evaluation datasets for target-level sentiment classification: 1) most of
them are one sentence with one target; 2) in a few sentences with multiple targets, the
sentiment distribution of multiple target is very unbanlance, and the situation where
the sentiments of multiple targets are consistent has a great advantage. The defect of
the dataset itself limits the improvement space of the model for sentiment classification
for multiple targets. In response to the above problems, this paper constructs a Chinese
dataset for multi-target sentiment classification, manually annotated 6339 targets, a
total of 2071 items. The data set: 1) the distribution of the number of evaluation
targets is balanced; 2) the distribution of positive and negative sentiments is balanced;
3) the distribution of multi-target sentimental tendency is balanced. Subsequently,
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this article uses multiple mainstream models of target-level sentiment classification to
conduct experiments and comparative analysis on this dataset. Experimental results
show that the existing mainstream models are still unable to well classify the targets
in instances where there are multiple targets and the target’s sentiment is inconsistent,
especially when the target’s sentiment is neutral. The task of multi-target sentiment
classification is difficult and challenging.

Keywords: Target-level Sentiment Classification , Chinese Dataset , Multi-target

1 引引引言言言

社交网络、电子商务和网络新闻的发展迅速，每时每刻都有大量的评论和观点涌现。这些
观点和评论文本中包含着非常重要的信息，比如通过分析某个商品的用户评论可以帮助潜在用
户选择商品，也可以帮助企业改良商品等，因此情感分析成为自然语言处理领域中最活跃的
研究问题之一。方面级别情感分析（Aspect-Level Sentiment Analysis）是一种细粒度的情感分
析任务，关注文本针对某一实体、实体的某个部分或属性的情感倾向。目标情感分类（Aspect
Term Polarity）是方面级别情感分析的核心子任务之一，目的是分析评论中的目标（Aspect
Term）的情感倾向，这个目标是实体的一部分或者是实体的属性，且该目标必须明确出现在
句子内。比如（见图1）：“大堂小了点儿，房间挺干净，价钱不错。”这句话中的目标词有“大
堂”、“房间”和“价钱”，根据上下文“小了点”、“挺干净”及“不错”可以确定他们的情感倾向分别
为负向、正向和正向。当前方面级别的情感分类的研究主要基于深度神经网络，采用端到端的
方式进行情感倾向的预测或分类如(Dong et al., 2014; Vo and Zhang, 2015)。而循环神经网络因
其在处理序列方面的优势得到了研究者更多的青睐，如(Tang et al., 2015; Ruder et al., 2016)等
人的研究。除此之外，注意力机制(Cho et al., 2014)也常常被用来融合方面词与上下文的信
息，(Wang et al., 2016a; Ma et al., 2017; Peng et al., 2017; 曾锋；曾碧卿；韩旭丽；张敏；
商齐, 2019) 等利用方面词与句子进行交互以得到更好的表示。近年来，也出现了基于预训练
语言模型BERT(Devlin et al., 2018)的方面级情感分类研究(Song et al., 2019; 杜成玉；刘鹏远,
2019)。

以上各类模型与方法通常会在同一个目标情感数据集上进行试验及横向比较，目前使用最
广泛的目标情感分类数据集是SemEval-2014 task4(Pontiki et al., 2014)和Twitter(Jiang et al.,
2011)，均为英文数据集。我们对这两个数据集中的评价目标和对应的情感倾向进行统计并发
现：1）Twitter数据集及SemEval-2014 task4数据集中中含有一个以内评价目标的句子比例很高
（分别为100%及73.6%）；2）SemEval-2014 task4数据集中，评价目标情感倾向不一致的句子
占比仅有8.6%。而在实际应用中，一个句子包含一个以上目标词且评价倾向性不同的情况比较
常见。但是，由于评测数据集中的多目标实例较少，情感不一致的实例更少，这种分布对现有
模型在多目标句子上的目标情感分类评价造成一定困难，也限制了模型针对多个目标句子进行
目标情感分类的提升空间。

为解决以上问题，本文构建了一个针对多目标情感分类的中文数据集0，人工标注了6339个
评价目标，共2071条数据。该数据集：1）评价目标个数分布相对平衡；2）情感正负极分布相
对平衡；3）多目标情感倾向分布相对平衡。随后，本文利用多个目标情感分类的主流模型在
该数据集上进行了实验，比较了各个模型针对多目标情感分类的表现，并进行了详细分析与讨
论。

2 数数数据据据集集集构构构建建建

2.1 数数数据据据准准准备备备

本文选取了谭松波收集整理的酒店评论语料料1作为原始语。该语料规模为10000篇，内

c©2020 中国计算语言学大会
根据《Creative Commons Attribution 4.0 International License》许可出版
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0https://github.com/NLPBLCU/Chinese-Multi-Target-Sentiment-Classification-Dataset
1https://languageresources.github.io/
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Figure 1: XML格式目标情感分类示例

容为携程网的评论。我们将原始语料进行去重并以此为待标注对象，共得到7767篇评论，其
中5323篇是正向评论，2444篇是负向评论。

2.2 标标标注注注对对对象象象

依照目标情感分类任务研究的惯例，我们舍弃目标评价倾向为冲突的句子，仅标注为正
向、负向与中性的评价句。

在语料选择方面，选取含有2个或以上目标的句子为标注对象，并且尽量控制标注数据在三
种情况下的分布同时基本平衡：1）句中目标数量；2）目标情感正负倾向极性；3）句中目标情
感相同或不同。

具体标注时，将每个评论中的目标词抽离出来，分别标注每一个目标词在其中的情感倾
向，然后得到该句子的标注结果如：“大堂”：负向；“房间”：正向；“价钱”：正向。

2.3 标标标注注注流流流程程程、、、数数数据据据格格格式式式与与与标标标注注注规规规范范范

由三名语言学及应用语言学专业的硕士生担任标注员进行标注，先进行一轮试标注，并进
行讨论，在此基础上总结出标注规范。然后依据标注规范，由两名标注员独立地进行标注，对
于标注不一致的情况由第三位标注员进行仲裁。

试试试标标标注注注。。。我们从待标注对象中随机抽取100条，按照标注程序进行试标注。三名标注员在
标注了所有100条语料后，就标注不一致的数据进行讨论，总结并形成了标注规范2。

数数数据据据格格格式式式。。。数据用XML格式存储，如图1所示。其中：< aspectTerms >是目标及其情感
倾向的标签，< term >表示目标，< polarity >表示情感倾向，< from >和< to >表示目标词
开始位置和结束位置。

标标标注注注规规规范范范

（1）目标词：目标词是明确出现在句子中的被评价对象的具体属性，本节构建的是酒店领
域的数据集，因此被评价对象是“酒店”，目标词可能是“装修风格”、“服务态度”等。只标注具
有多个目标词的句子。

（2）情感倾向：包含正向、负向、中性三种情况。正向评价是评价者对某个目标词持积极
的、满意的态度。负向评价是评价者对某个目标词持消极的、不满的态度。中性评价是评价者
对某个目标词持中立的、客观的态度。

（3）标注单位：参照现有的英文目标情感分类数据集，本节以单个句子为单位进行标注。

（4）标注边界：只标注目标词，目标词前的形容词性修饰成分及数量短语等不在标注范围
内。

（5）目标词包含名词型和动词型两种。

（6）目标词若出现多次，只标注离评价词最近的目标词。

2.4 标标标注注注结结结果果果

我们仅标注目标词为2的实例与目标词大于等于3的实例，最终标注了2071条数据，
共6339个目标，平均每个句子3.06个目标。标注好的数据集基本情况如表1，2所示。句中目
标词情感极性一致与不一致句子，目标词为正向情感与负向情感三者比例分别平衡。数据集整
体标注一致率为78.1%。

2详细规范与示例将随数据集及代码一并发布。
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目标词数量或情感倾向 数量 占比%

句子中目标词数量：2 954 46.1
句子中目标词数量：≥3 1157 55.9

句子目标词情感极性一致 1009 48.7
句子目标词情感极性不一致 1062 51.3

Table 1: 目标词数量或情感倾向分布

正向情感 负向情感 中性情感 总计

目标词数量 3001 2827 511 6339
目标词比例 47.3% 44.6% 8.1% 100%

Table 2: 所有目标词的情感倾向分布

3 模模模型型型与与与实实实验验验

3.1 模模模型型型

为探索和分析目标情感分类的主流方法在本文构建数据集上的表现，我们选择了5个具有代
表性且已开源的主流神经网络模型，其中包括2个基于BERT的目标情感分类模型。我们还实现
了1个基于BERT的基线模型BERT-SPC。

IAN(Ma et al., 2017):将上下文词与目标词通过LSTM层得到隐藏层状态序列，接着利用池
化函数得到目标词的初始向量表示，该向量与上下文隐藏层状态通过注意力层得到上下文词注
意力权重分布，接着计算加权后的上下文表示，将它最终的上下文向量。然后用类似的方法得
到目标词表示，再与上下文表示拼接。

RAM(Peng et al., 2017)：首先通过双向LSTM层得到句子的隐藏层状态序列，接着利用位
置信息构建位置加权记忆矩阵，然后构建多个注意力层，每一层的结果都是基于上一层的结果
重新进行计算，以此来捕捉记忆矩阵中有用的信息。

ATAE-LSTM (Wang et al., 2016b)：对句子和给定的方面词用LSTM进行编码后，采用注
意力机制对隐藏层输出进行处理，将得到的注意力向量与方面词向量拼接得到关于方面词的情
感极性表达。

AEN-BERT(Song et al., 2019)：运用标签平滑化的方法来解决中性类别方面词情感模糊的
问题，并运用了多个不同注意力机制对上下文和方面词进行建模。

BERT-HAN(杜成玉；刘鹏远, 2019)：建立于BERT上的基于螺旋注意力机制的神经网络模
型。首先利用目标词构建句子，接着采用句子对的输入方式利用BERT预训练词向量，然后利
用螺旋上下文注意力层和螺旋目标词注意力层通过多次叠加注意力层来更好地表示上下文和目
标词。

BERT-SPC：使用预先训练好的BERT来生成序列的词向量，BERT有单个句子和句子对
两种输入方式。本文采用句子对的输入方式，将目标词与上下文组成句子对进行输入，输入方
式为“[CLS]+ target+[SEP]+context+[SEP]”，然后将得到向量送入softmax分类器。

3.2 实实实验验验

3.2.1 数数数据据据集集集与与与评评评价价价指指指标标标

数据集采用本文建立的多目标情感分类中文数据集，其中含有多个评价目标的句子
共6339条。按照3:1的比例分别将两个数据集划分成训练集和测试集，具体划分见表3。评价
指标采用分类准确率，即模型正确分类的样本数与模型总样本数之比。

数据集 正向目标数
量/占比(%)

负面目标数
量/占比(%)

中性目标数
量/占比(%)

总计

训练集 2250/47.3 2120/44.5 383/8.1 4753
测试集 751/47.2 707/44.6 128/8.1 1586

Table 3: 多目标情感分类中文数据集详细信息
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模型 词向量维度 隐状态维度 学习率 batch size

IAN 300 300 1e-3 16
RAM 300 300 1e-3 16
ATAE-LSTM 300 300 1e-3 16
AEN-BERT 768 N/A 2.00e-05 16
BERT-HAN 768 300 2.00e-05 16
BERT-SPC 768 N/A 2.00e-05 16

Table 4: 模型参数设置

IAN RAM ATAE-
lSTM

AEN-
BERT

BERT-
HAN

BERT-
SPC

准确率(%) 74.1 82.7 79.3 75.1 81.5 86.2

Table 5: 模型的准确率

3.2.2 参参参数数数设设设置置置

表4是各模型实验时的参数设置情况。其中，IAN、RAM采用Stanford大学发布的GloVe词
向量3来作为预训练词向量；BERT-SPC、AEN-BERT、BERT-HAN采用BERT BASE4进行预
训练。

3.2.3 实实实验验验结结结果果果

实验结果如表5所示。在6个模型中，基线模型BERT-SPC表现最好，IAN表现最差。仅将
目标词与实例一起输入并进行训练的BERT-SPC模型，就已经能够学到很好的目标词情感倾向
信息。而其他两种进行目标词与句子进行不同注意力权重计算的模型：AEN-BERT与BERT-
HAN的表现反而不如BERT-SPC。值得注意的是，两个非BERT模型RAM与ATAE-LSTM的表
现分别比两个基于BERT的模型BERT-HAN与AEN-BERT要好，其可能的原因，我们将在后续
分析中进一步尝试探究。

4 讨讨讨论论论

4.1 目目目标标标不不不同同同情情情感感感倾倾倾向向向对对对模模模型型型分分分类类类性性性能能能的的的影影影响响响

我们将所有模型对目标分别为正、负及中性三种情感倾向分类时的性能进行对比，结果如
表6所示。其中正向及中性情感倾向最优模型为BERT-SPC，负向为BERT-HAN。所有模型在
目标情感倾向不同时性能从好到坏的排序均为：目标为正向情感倾向>目标为负向情感倾向>目
标为中性情感倾向。当目标情感为中性时，各个模型的表现均不尽人意。这一点很大程度上与
数据集中目标情感倾向的分布有关（分布见本文第2小节中的表2）。

图1是将数据集中三种情感倾向目标的分布作为待比较的分布基准，考察所有模型性能提升
绝对值的柱状图。可以看出，所有模型在目标为正/负向情感倾向时，性能较分布基准均有所
提升，且提升幅度较大。目标为中性情感时，三种基于BERT的模型，不但性能较分布基准均
有所提升且幅度较大（BERT-SPC提升幅度最大），这说明基于BERT的模型能在数据分布不
均衡的条件下，学到一定的中性倾向的信息；而对其他三种非BERT模型，性能均低于分布基
准，说明这几个模型所学到的目标中性情感倾向信息较少，甚至基本学不到（对IAN模型）。

基于BERT的模型能够比非BERT模型更好地融合中性情感目标数据的信息，我们推测可
能会在一定程度上影响其在目标为正/负向情感时的性能，这可能是造成AEN-BERT与BERT-
BERT在总体性能上没有RAM模型好的原因之一。

4.2 目目目标标标数数数对对对应应应模模模型型型分分分类类类性性性能能能的的的影影影响响响

为考察各模型在不同目标个数情况下的性能，根据数据集中每句含有的目标个数，分两类
对各模型性能进行统计：1）含两个目标；2）含有三个目标及以上。

3https://nlp.stanford.edu/projects/glove/
4https://github.com/google-research/bert
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模型 正向情感倾向 负向情感倾向 中性情感倾向

IAN 82.3 78.9 0.0
RAM 89.1 89.7 6.2
ATAE-LSTM 85.1 87.0 3.1
AEN-BERT 80.2 79.9 22.7
BERT-HAN 82.7 92.1 27.7
BERT-SPC 91.3 89.3 39.1

Table 6: 模型在不同情感倾向上的分类性能（准确率%）

Figure 2: 各个模型分别在目标为三种情感倾向时性能较分布基准提升绝对值的柱状图（准确
率%）

此外，我们还在本文第二节介绍的待标注对象语料中，按照本文建设多目标情感分类数据
集基本类似的过程，额外标注了仅含有单个评价目标的例句共1046条，其情感倾向性分布与本
文建立的多目标情感分类数据集基本一致。类似的，按照3:1的比例划分成训练集和测试集，分
别为784条和262条。在这个单目标数据集上，所有模型重新进行了实验，参数设置与之前多目
标实验相同（见表4）。

将各模型在单目标数据集及多目标数据集上的实验结果合并列于表7。其中，目标词数量
为1，代表单目标数据集，其余两行代表在多目标数据集上的结果。

我们发现，虽然直觉上多目标数据相对于单目标数据更加难以分类，但在单目标数据集上
的模型的性能并非均比在多目标数据集上的性能更高。同时，目标词数量分别在1,2及大于等
于3时，模型的分类性能并没有较大的差距。

我们统计了在多目标数据集中，同一个条目多个目标情感一致与不一致时各个模型分类性
能的表现，如表8所示。可以看出，在多个目标情感一致时，各个模型的性能均非常优异（大
于90%），AEN-BERT的表现最好，其次是BERT-SPC。各个模型在多目标情感倾向不一致
时，BERT-SPC的表现最好，能够达到80%，AEN-BERT表现最差，还不到60%。所有模型的
性能比情感倾向一致时的性能均有大幅度的下降，降幅最大的是AEN-BERT，接近40%，降幅
最小的是BERT-SPC，也达到了14.4%。

目标词数
量

IAN RAM ATAE-
lSTM

AEN-
BERT

BERT-
HAN

BERT-
SPC

1 81.1 83.7 80.5 75.3 82.1 89.3
2 75.7 83.7 80.9 79.0 81.6 87.6
≥3 73.4 82.7 79.6 73.84 81.7 85.6

Table 7: 不同目标数时模型的分类性能（准确率%）
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多目标情
感

IAN RAM ATAE-
lSTM

AEN-
BERT

BERT-
HAN

BERT-
SPC

一致 92.8 90.4 90.7 98.1 92.0 94.4
不一致 60.2 73.6 70.8 58.4 69.4 80.0

下降幅度 -32.6 -16.8 -19.9 -39.7 -22.6 -14.4

Table 8: 模型在多目标情感倾向一致和不一致数据上的分类性能（准确率%）

4.3 模模模型型型分分分类类类结结结果果果的的的相相相关关关性性性

图3是6个模型在本数据集上的分类结果相关性热力图，它反映的是各个模型在数据集上的
预测结果的相关性。如果两个模型预测结果的相关性比较高，则一个模型预测正确时，另一个
模型预测也较大可能是正确的；一个模型预测错误时，另一个模型也较大可能是预测错误的。

从图3可知，6个模型的分类结果相关性都比较高，基本都在80%以上，其中ATAE-
LSTM与RAM的相关性及BERT-HAN与RAM的相关性相对较高，超过了85%。

Figure 3: 模型分类结果的相关性

我们还统计了BERT-SPC模型预测错误（共219个）但其他模型能够预测正确的目标个数及
比例（即与BERT-SPC模型预测错误目标个数之比），列在表9中。可见，虽然模型分类结果相
关性比较高，但对BERT-SPC模型错误预测的目标，其他模型也有一定正确预测的可能，但是
有部分目标（219-133=86个）所有模型均无法正确预测。

4.4 目目目标标标分分分类类类难难难度度度

数据集中目标的情感倾向可能被1或多个模型正确预测，也可能无法被任何模型正确预测。
可从正确预测目标情感倾向模型个数的角度来考察目标情感倾向的预测难度。我们将各个模
型对测试集中所有1586个目标实例的预测结果进行了逐个统计，对每一个目标进行模型预测
正确计数，即每有一个模型对其预测正确，则该目标模型预测正确个数加一。所有目标分成
从0到6共7类。在此基础上，我们进一步将所有目标分为易、中、难三个等级，结果列在表10：

易易易：模型预测正确个数为5及6的目标；
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IAN RAM ATAE-
lSTM

AEN-
BERT

BERT-
HAN

总计

个数 61 89 84 78 86 133
比例% 27.6 40.6 38.4 35.6 39.3 60.7

Table 9: BERT-SPC模型预测错误但其他模型能够预测正确的目标个数及比例（与BERT-
SPC模型预测错误目标个数之比）。其中总计是针对BERT-SPC模型预测错误而其他模型预测
正确并去重后的目标总和及相应比例。

模型计数 0 1 2 3 4 5 6

目标个数 86 50 73 105 153 236 883
所占比例% 5.4 3.1 4.6 6.6 9.6 14.9 55.7

难度等级 难 中 易

目标个数 136 331 1179
所占比例% 8.6 20.9 70.5

Table 10: 目标情感倾向预测难度等级分布

中中中：模型预测正确个数为2,3,4的目标；
难难难：模型预测正确个数为0,1的目标。
由表10可知，有86个目标，所有模型均没有预测正确，有883个目标所有模型均预测正确。

难度等级为“难”、“中”及“易”的目标，分别占所有目标的8.6%，20.9%及70.5%。

Figure 4: 目标“一致”、“不一致”，“中性”、“中性不一致”时的难度分布

在目标难度等级的基础上，我们考虑了以下四种典型情况：
1）一一一致致致：处在有情感倾向一致目标的句中的目标；
2）不不不一一一致致致：处在有情感倾向不一致目标的句中的目标；
3）中中中性性性：中性情感目标；
4）中中中性性性不不不一一一致致致：中性情感目标，且处在有情感倾向不一致目标的句中。
我们绘制了这四种典型情况下难度分布柱状图，见图4。由图4可知，当目标在“一

致”时，90%的目标在等级“易”中，即容易分类，“不一致”时，仅有50%左右的目标容易分
类。当目标为“中性”时，超过70%的目标在等级“难”中，即难以分类，而当目标为“中性不一
致”时，有约85%的目标难以分类。这四种典型情况，目标分类难度从难到易依次为：“中性不
一致”，“中性”，“不一致”，“一致” 。

4.5 实实实例例例分分分析析析

为对模型难以分类的实例有一定感性认识，我们对全部模型均预测错误的目标例句进行
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了仔细观察，并列举了部分在表11。表11中，其中，第一列为样例，红色字体为目标，红色字
体后括号内的数字为该目标的情感倾向，1/-1/0分别表示正向/负向/中性；黑体词为本句要预
测情感倾向的目标词。第二列为要预测情感倾向的目标，第三列为该目标类型，“一致”/“不一
致”与4.4小节中考虑的前两种典型情况相同。第四列为要判断的目标词的真实情感倾向。最后
一列是6个模型分别对目标词情感倾向的预测结果。

我们发现目标词以外的情感倾向会对目标词的情感倾向抽取造成干扰。如在句子“其实格林
豪泰...还挺好，接着就是前台了，那叫什么态度啊？”中，目标词为“前台”，其情感极性很明显
为负向。但是所有的模型都把他分到了正向，这可能是因为，在这个句子中短语“还挺好”离目
标词更近，且情感倾向为正，但这是对目标词“大门”的描述，因此对模型的分类造成了干扰。
在中性目标词的情感倾向分类上，由于目标词没有明显情感倾向，则其余目标词的情感倾向造
成的干扰将会更加明显。此外，中性目标词的情感倾向含糊不清，程度较弱，不太容易判断他
的情感倾向是否是中性。例如在句子“第二次入住了...冰镇饮料喝。”中，尽管目标词“冰镇饮
料”的情感倾向为中性，但是句子中修饰目标词的“免费”很多情境下是表达正向的情感。在数据
规模上，由于中性目标数量远远低于正向与负向目标数，故也使得模型对于中性目标的情感分
类泛化能力较弱。

样例 目标 类型 情感 模型预测

其实格林豪泰给我的印象一直挺好的，（那
是因为之前住的是上海的格林豪泰），所以
就想换换环境，订了三天的房，首先一进大门
（1），感觉还挺好，接着就是前前前台台台了，那叫什
么服务态度（-1）呀？

前台 不一致 -1 1 1 1 1 1 1

但是在房间安排（-1）方面觉得有点欠妥，我
订了两间高级房，一样的价格，但不一样的房
型，一件5的漱洗间（-1）非常小，而且没有阳阳阳
台台台，另一间的漱洗间却是这间的两倍，而且有
阳台。

阳台 不一致 1 -1 -1 -1 -1 -1 -1

酒店早餐（-1）不是很丰富，房间设施（1）尚
可，标准房无矿矿矿泉泉泉水水水送。

矿 泉
水

不一致 0 1 -1 1 1 -1 -1

第二次入住了，酒店有免费接机的服务（0），
坐到车上后还有免费的冰冰冰镇镇镇饮饮饮料料料喝。

冰 镇
饮料

一致 0 1 1 1 1 1 1

Table 11: 全部模型均错误预测的部分实例。其中，第一列为样例，红色字体为目标，红色字
体后括号内的数字为该目标的情感倾向，1/-1/0分别表示正向/负向/中性；黑体词为本句要预
测情感倾向的目标词。第二列为要预测情感倾向的目标，第三列为该目标类型，“一致”/“不一
致”与4.4小节中考虑的前两种典型情况相同。第四列为要判断的目标词的真实情感倾向。最后
一列是6个模型分别对目标词情感倾向的预测结果。

5 相相相关关关工工工作作作

传统的基于方面词的情感分析方法包括基于规则的方法(Ding et al., 2008)和基于统计的方
法(Jiang et al., 2011; Zhao et al., 2010)。这些方法侧重于将一组分类线索转化为特征向量，
但这既需要费力的特征工程工作，也需要大量的额外语言资源。循环神经网络较早应用到方面
级别情感分类领域(Tang et al., 2015; Ruder et al., 2016)。单纯基于RNN 的模型无法很好地捕
捉到句子中与方面词与情感极性词或短语之间的关联，研究人员引入注意力机制来解决这个问
题。Wang et al. (2016a)对句子和给定的方面词用LSTM进行编码后，采用注意力机制对隐藏层
输出进行处理，得到关于方面词的情感极性表达。Tang et al. (2016)基于输入句子的词向量构
成的外部记忆进行注意力学习，模型的每一层基于上一层输出的结果重新计算注意力分布，最
终得到关于给定方面词的情感极性表达。Ma et al. (2017)不仅计算句子隐藏层输出的注意力分
布，还计算方面词的注意力分布。Huang and Carley (2018)以联合的方式建模方面词和句子，

5因为是用户撰写的评论，因此存在一些用户自行输入的错误，为保证数据的真实性，本文未进行任何更正。
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明确捕捉方面词和上下文句子之间的交互。Li et al. (2018)将位置嵌入作为输入的一部分，并
用层次注意力机制来融合目标和上下文词的信息。卷积神经网络能够并行计算，在运算速度上
有一定优势，于是也有学者基于参数化卷积神经网络(Huang and Carley, 2018)和基于门控卷积
神经网络(Xue and Li, 2018)的相关研究。BERT提出后，一些研究在它基础上对上下文进行编
码，并结合注意力机制，来更好地解决方面级别情感分类任务。Song et al. (2019)在BERT表示
的基础上，采用多个不同注意力机制对上下文和方面词进行建模。类似的工作还有(Zhao et al.,
2020)。杜成玉；刘鹏远 (2019)利用螺旋注意力机制，反复增强BERT编码后的方面词与句子的
表示。

现有的方面级别情感分类任务的数据集主要有：SemEval-2014 task 4 Aspect Based Sen-
timent Analysis(Pontiki et al., 2014)、SemEval-2015 task 12 Aspect Based Sentiment Analy-
sis(Pontiki et al., 2015)、SemEval-2016 task 5 Aspect Based Sentiment Analysis(Pontiki et al.,
2016)和Twitter(Jiang et al., 2011)。

SemEval-2014 task4数据集包含两个领域，分别为laptop和restaurant。Laptop数据集摘自
笔记本电脑的用户评论，包含3048个英语句子；Restaurant数据集来自于Ganu et al. (2009)标
注的餐厅评论，由3044个英语句子组成。两个领域的数据集都以句子为单位人工标注了
句子中的方面词及其情感倾向和位置，其中情感倾向包含正向、负向、中性，除此之
外，Restaurant数据集还标注了方面词的类别的情感倾向。SemEval-2015 task 12数据集采
用的原始语料与SemEval-2014 task4数据集相同，但它是以一条评论为单位进行标注的，两
个领域的数据集都标注了方面词的类别及其情感倾向，但与SemEval-2014 task4数据集不同的
是，它是实体和属性对，其中实体和属性属于提前规定好的实体和属性集合；Restaurant数据
集还标注了观点目标词及其情感倾向及位置，它与SemEval-2014 task4数据集中的方面词的概
念相同。SemEval-2016 task 5数据集的标注内容与SemEval-2015 task 12数据集相同，增加了
其他语种的数据集，比如中文、法语、阿拉伯语等。Twitter数据集是使用关键字通过twitter
API收集的开放域数据集，关键字包含名人、公司和产品的名称等，然后以tweet为标注单位，
人工标注了tweet中出现的关键字及其情感倾向，这是目前为止人工标注的最大的针对方面情感
分类任务的Twitter数据集。

6 结结结论论论

本文针对现有数据集的问题构建了一个针对多目标情感分类的中文数据集，该数据集评价
目标个数、情感正负极性及多目标情感倾向均分布平衡。我们还实现了多个目标情感分类的主
流模型并在该数据集上进行了实验与比较分析。结果表明：1）目标个数对各模型在数据集上的
分类结果影响不大；2）在同一句中多个目标情感倾向是否一致对模型的影响较大；3）情感倾
向为中性的实例较难进行预测，一方面是由于中性目标实例较少，另一方面是因为中性情感倾
向的强度一般较低。多目标情感分类的模型应考虑如何对目标情感倾向性不一致，尤其是目标
情感倾向性不一致且同时目标的情感倾向有中性情感的情况下，进行有针对性的改进。
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