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摘摘摘要要要

作为宏观篇章分析中的基础任务，篇章结构识别任务的目的是识别相邻篇章单元之间
的结构，并层次化构建篇章结构树。已有的工作只考虑局部的结构和语义信息或只考
虑全局信息。因此，本文提出了一种融合全局和局部信息的指针网络模型，该模型在
考虑全局的语义信息同时，又考虑局部段落间的语义关系密切程度，从而有效地提高
宏观篇章结构识别的能力。在汉语宏观篇章树库（MCDTB）的实验结果表明，本文
所提出的模型性能优于目前性能最好的模型。
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Abstract

As the fundamental task in macro discourse analysis, the discourse structure recogni-
tion task aims to identify the structure between adjacent discourse units and build a
discourse structure tree hierarchically. Existing work only considers local structural
and semantic information or only global information. Therefore, this paper proposes a
pointer network model that integrates global and local information. It can effectively
improve the ability of macro text structure recognition by considering the global seman-
tic information and the closeness of the semantic relationship between paragraphs. The
experimental results in the Chinese macro discourse treebank show that the proposed
model outperforms the state-of-the-art model.
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当前，自然语言处理的研究内容已经从词汇理解、句法分析等浅层语义分析领域延伸到深
层语义理解的篇章分析领域。篇章分析是自然语言处理领域的重点和难点，其主要任务是从整
体上分析一篇文章的逻辑结构和篇章单元之间的语义关系，进而从更深的层次挖掘自然语言
文本的语义和结构信息。篇章分析有助于理解篇章的中心思想和主要内容，可以提升自然语
言处理相关应用的性能，例如问答系统(Liakata et al., 2013)和自动文摘(Cohan and Goharian,
2015)等。
篇章分析的研究分析可分为微观和宏观两个层面。微观层面研究的是句子和句子、句群和

句群之间的结构和关系；宏观层面研究的是段落和段落、章节和章节之间的结构和关系。当前
篇章分析主要集中在微观层面，而宏观层面的研究较少。Chu et al. (2020)提出了一个宏观篇章
结构表示体系，其中，以段落为基本篇章单元（Elementary Discourse Units,EDUs），相邻两
个段落以篇章关系连接在一起，并构成更大的篇章单元（Discourse Units,DUs）,这些篇章单元
层层向上，最终将一篇文章构成一棵完整的篇章结构树。
宏观汉语篇章树库（Macro Chinese Discourse Treebank,MCDTB）(Jiang et al., 2018b)对

宏观篇章结构进行了标注。本文以MCDTB中的一篇文章（chtb 0282）来说明宏观篇章结构，
如例1所示。其中，p1介绍了推行公务员制度交流会的情况, p2补充了会议时间以及参会人
员；p3讲述了李鹏总理肯定了推行公务员制度的成效, p4讲述了李鹏总理提出推行公务员制度
要依法办事；p5补充其他参会人员。p2补充了p1描述的交流会的相关信息，因此p1与p2构成补
充关系，p2和p4分别阐述了交流会的内容，因此构成了并列关系，其形成的篇章单元对上文
（p1和p2构成的篇章单元）进行解说，形成解说关系，p5是对全文的补充，即对p1到p4的信息
进行补充。

p1:国务院总理李鹏今天在中南海紫光阁会见中国推行公务员制度经验交流会

全体代表时指出，推行公务员制度是中国政治体制改革的一项重要内容，是干
部人事制度的重大改革，是建立社会主义市场经济体制的客观需要，要有领导、
有步骤地加快推行步伐。
p2:这次推行公务员制度经验交流会是昨天开始召开的，各省、自治区、直辖

市人事厅局长、国务院各部委、直属机构人事部门的负责人共一百二十多人出
席了会议。
p3:李鹏肯定了一年来国家公务员制度推行工作取得的成效。他说，我们要认

真总结和推广这些好的经验，建立起激励竞争和勤政廉政机制，建立一支以为
人民服务为宗旨、密切联系群众、精干高效、廉洁奉公、忠于职守的国家公务
员队伍，增强政府机关的生机和活力。
p4:李鹏提出，推行公务员制度，要按照《国家公务员暂行条例》依法办事，

不能有随意性。要把这项工作作为政治体制改革的一件大事来抓，结合改革、
精简机构来推行公务员制度；要形成公务员的新陈代谢机制，使青年人才不断
地进入到公务员队伍当中。
p5:国务委员李贵鲜、罗干参加了会见。（完）

例1.李鹏强调要加快推行公务员制度
p1-p5构成的篇章结构树如图1所示。图中，叶子节点（p1-p5）为段落，即宏观篇章结构中

的基本篇章单元（EDUs）；相邻叶子节点通过篇章关系联系起来，通过连接后构成的节点是
篇章单元（DUs），表示两个基本篇章单元之间的关系；箭头指向的是核心，即重要的篇章单
元。具体而言，篇章单元之间通过篇章关系相连接，最终形成一棵完整的篇章结构树。本文研
究的主要内容就是识别相邻篇章单元之间的结构，并层次化构建篇章结构树。
在MCDTB语料库上，已有的篇章结构识别的研究(Jiang et al., 2018a; Zhou et al., 2019)

都只考虑相邻两个篇章单元的语义关系，如果相邻两个篇章单元语义关系很接近，那么这两个
篇章单元就会大概率以某种关系连接起来，形成一个更大的篇章单元，进而层次化的构建篇章
结构树。但是这些研究都只考虑局部的上下文信息，而没有将整个文章的语义信息（全局信
息）有效的运用到篇章结构识别任务中。
在RST-DT(Carlson et al., 2007)的篇章结构识别任务中,Lin et al. (2019)提到每次考虑相邻

两个篇章单元容易受到局部信息的影响，而错误的相邻篇章结构判断会将错误的信息传播到上
层，从而影响上层结构的识别。而Van (1980)的宏观篇章结构理论也指出宏观结构是更高层次
的结构，表现为篇章整体的语义连贯，每一层的宏观结构都是由下层结构支撑起来的。篇章的
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图 1. 宏观篇章结构树（chtb 0282）

宏观语义信息（即全局信息）往往能体现篇章的展开结构，可用于检验一个篇章是否连贯。因
此本文认为在考虑局部信息的同时，全局信息也应该被考虑用来辅助篇章结构的识别。

基于以往的研究都只考虑局部的上下文信息，且受到宏观篇章结构理论的启发，本文提出
一种融合全局和局部信息的指针网络模型，用于自顶向下的识别篇章结构，并构建篇章结构
树。在该模型中，本文采用交互注意力机制捕获相邻两个段落之间的语义联系，即局部信息；
指针网络的编码层用来捕获整个篇章的语义，即全局信息；而指针网络的解码层用来融合全局
和局部信息，为两个段落之间的语义分配一个概率，概率越大，表明这两个段落之间的语义联
系越弱，则需要进行篇章单元的切分。对切分形成的两个篇章单元，根据深度优先原则，递归
地进行切分，从而自顶向下的构建完整的篇章结构树。在MCDTB上的实验结果表明，本文的
模型优于目前性能最好的模型。

2 相相相关关关工工工作作作

在已有的研究工作中，无论中文还是英文都更注重微观篇章结构的分析，而对于宏观
篇章结构的分析还处于起步阶段。涉及到宏观篇章结构的语料库主要有英文修辞结构篇章
树库（RST Discourse Treebank,RST-DT）(Carlson et al., 2007)和中文的宏观汉语篇章树库
（MCDTB）(Jiang et al., 2018b)。现将两个语料和相关模型介绍如下：

修辞结构篇章树库（RST-DT）以修辞结构理论（RST）为理论依据，标注了385篇《华
尔街日报》文章。在该语料库的研究中，Hernault et al. (2010)提出了基于SVM的篇章分析
器HILDA,该模型以贪婪的方式自底向上构建篇章结构树；Joty et al. (2013)等利用动态CRF模
型分别构建了句子级别和篇章级别的分析器；Ji and Eisenstein (2014)参考深度学习的做法，
采用线性变换将表面特征转换成隐空间通过移进规约进行篇章解析；Lin et al. (2019)采用指针
网络，构建了一个句子级的篇章解析器，但上述研究都是在微观层面。在宏观层面，Sporleder
and Lascarides (2004)对RST-DT修正和裁剪后采用最大熵模型进行了宏观篇章结构识别。

宏观汉语篇章树库（MCDTB）遵循RST修辞结构理论，对720篇文章进行了宏观篇章信息
的标注，包括篇章结构、主次和语义关系等。在MCDTB上进行篇章结构识别，构建完整篇章
结构树的研究不多。Jiang et al. (2018a)采用序列标注的思想，提出一个基于条件随机场的模
型（LD-CM）。该模型对结构和主次进行联合学习，从而自底向上的构建篇章结构树；Zhou
et al. (2019)提出了一个基于神经网络的模型（MVM）。该模型从多个角度匹配两个篇章单
元之间的语义，从而识别篇章结构，并采用移进规约的方法构建篇章结构树。然而LD-CM是
基于传统机器学习的方法，用到了较多的手工特征，考虑相邻两个篇章单元的语义联系；同
样MVM也只考虑相邻两个篇章单元的语义联系。这两种方法都只考虑了局部的上下文信息，
没有有效运用全局信息辅助篇章结构的识别。

3 PNGL模模模型型型

本文提出了一种融合全局和局部信息的指针网络模型（Pointer Network on Global and
Local information）的模型自顶向下的识别汉语宏观篇章结构，其架构如图2所示。该架构包
括三个部分:1)段落编码层（Paragraph Encoder Layer,PEL）,用来捕获段落的语义表示；2)段
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落交互层（Paragraph Interactive Layer,PIL）,用来捕获相邻两个段落的语义联系，即局部信
息；3)指针网络（Pointer Network），指针网络的编码层用来捕获整个篇章的语义表示，即全
局信息，解码层融合局部和全局信息,用来识别篇章结构并自顶向下的构建篇章结构树。

对于一篇文章表示为P = {p1, p2, · · · , pm},其中pi是段落词语序列，m是文章的段落数。
将pi通过段落编码层（PEL），得到段落编码为R = {r1, r2, · · · , rm}。将相邻两个段落的编码
通过段落交互层（PIL），得到表示相邻两个段落语义联系的表示H = {h1, h2, · · · , hm−1},hi表
示段落pi和pi+1之间的语义联系的紧密程度，即得到了局部信息。同时将ri平均池化之后通过指
针网络编码层，编码层是双向GRU，最后一个时间步输出作为整个篇章的语义表示，即全局信
息（例如e5表示整个篇章的语义）。

指针网络解码层是单向GRU，本文根据深度优先的原则，使用栈来生成篇章结构树。
在第t步，栈顶的篇章单元DU(l,r)出栈。解码层的输入为篇章单元DU(l,r)的语义表示er，即编
码层第r步的输出；解码层的输出为dt,dt和局部信息H进行交互，通过计算注意力来融合全
局信息和局部信息，从而为每一个hi分配一个概率，其中l ≤ i ≤ r − 1。概率越大，则表
示段落pi和pi+1之间的语义联系越松散，则应该在pi和pi+1之间进行切分，形成新的篇章单
元DU(l,i)和DU(i+1,r)。切分后段落数大于2的篇章单元入栈，递归地对栈顶篇章单元进行切分，
直至栈空。根据切分得到的所有篇章单元构建篇章结构树。

bigru bigru bigru bigru bigru gru gru

h1

e1 e2 e3 e4 e5 d1 d2

p1

PIL PIL PIL PIL

GRU GRU GRU GRU GRU

h2 h3 h4
e1 e2 e3 e4 e5

GRU GRU

DU(1,5)

e5

d1

DU(1,4)

第一步解码得到两
个文本跨度(1,4)和
(5,5)，文本跨度段
落数大于2的入栈。

e4

d2

第二步解码得到两
个文本跨度(1,2)和
(3,4)，文本跨度段
落数都不大于2，
此时栈空，解码结
束。

解码结束之后，得到文本
跨度为(1,5),(1,4),(1,2),(3,4)
根据得到的文本跨度，相
邻两个篇章单元以关系连
接，层次构成篇章结构树，
如图1所示。

PEL

p2 p3 p4 p5

r1 r2 r3 r4 r5

PEL PEL PEL PEL

global information

local information

DU(1,5) DU(1,4)

mean pooling

图 2. PNGL模型框架图

3.1 段段段落落落编编编码码码层层层

段落编码层（PEL）用来对段落进行编码，获得段落的语义信息。目前大多数的工作大
多采用LSTM(Hochreiter and Schmidhuber, 1997)对输入序列进行编码。LSTM虽然具备一定
长序列建模能力，但是在处理宏观篇章单元的时候，仍稍显不足。因为宏观篇章单元的最小
颗粒度是段落，包含更多的词语，随着词数的增加使得篇章单元内出现更复杂的词间依赖，
而LSTM按照时序来处理文本，当相距很远的词语存在依赖关系时，LSTM很难捕获到这种关
系。最近，通过注意力机制直接对输入序列进行编码(Vaswani et al., 2017; Xu et al., 2019)可取
得不错的效果，其计算公式如式（1）所示。

Attention (Q,K, V ) = softmax

(
QKT

√
dk

)
V (1)
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在其编码的过程中，序列中的每一个词语都与序列中的其他词语进行匹配计算，因而更
容易捕获长距离词语之间的依赖关系，本质上注意力机制是对输入序列进行加权求和，因而
比LSTM保留了更多的原始输入的信息。而多头注意力机制允许模型可以在不同的表示子空间
中学习到相关的信息，可以使得模型更好的捕获长远距离依赖关系。因此在PNGL模型中，本
文采用多头注意力机制进行段落层编码。如式（2）所示。

MultiHAtt (Q,K, V ) = Concat (head1, · · · , headh)WO

headi = Attention
(
QWQ

i ,KW
K
i , V W

V
i

) (2)

参数矩阵WQ
i ∈Rdm×dk ,WK

i ∈Rdm×dk ,W V
i ∈Rdm×dv ,WO ∈Rhdv×dm。段落编码层输入词语序

列p = {x1, x2, · · · , xl}，l是段落中词语的个数，每一个词语xi ∈ Re使用其对应的词向量表示。
得到段落编码结果ri ∈ Rm×dm，如式（3）所示，其中WQ

S ,W
K
S ,W

V
S ∈ Rdm是共享的转换矩

阵，从而在编码时将段落映射到相同的特征空间。

ri = MultiHAttt(pWQ
S , pW

K
S , pW

V
S ) (3)

3.2 段段段落落落交交交互互互层层层

段落交互层（PIL）用来捕获相邻两个段落之间的语义联系（局部信息）。一些研究人员
通过注意力机制直接对序列之间的交互建模，并且提出了一些交互注意力机制。例如，Guo et
al. (2018)提出一种模拟双向阅读的交互注意力机制，他从人类阅读的角度出发，发现人类在判
断两个序列之间的关系时往往需要来回阅读这两个序列，尤其是考虑两个序列中联系比较紧密
的词之间的语义联系。受交互注意力机制工作的影响，Xu et al. (2019)采用式（1）对序列之间
的交互进行建模，并在篇章关系识别任务中取得了不错的效果，因此本文利用多头交互注意力
机制获得段落之间交互的语义联系。

对于两个段落p1 = {x1, x2, · · · , xm}和p2 = {x1, x2, · · · , xn}，使用式（3）得到段落编
码r1和r2,然后使用式（4）对段落之间的交互进行建模。

I1 = MultiHAtt
(
r2W

Q
i1 , r1W

K
i1 , r1W

V
i1

)
I2 = MultiHAtt

(
r1W

Q
i2 , r2W

K
i2 , r2W

V
i2

) (4)

式（4）首先通过转换矩阵WQ
i1 ,W

K
i1 ,W

V
i1 ∈ Rdm×di和WQ

i2 ,W
K
i2 ,W

V
i2 ∈ Rdm×di对输入序列做

了映射。在多头注意力交互层，通过交换两个序列的query值，每个序列的词语都根据与另
一个序列中所有词语的联系进行了重新编码，从而得到段落p1和p2彼此相关的向量表示I1 ∈
Rm×di和I2 ∈ Rn×di。最后通过平均池化操作获得包含彼此信息的段落表示C1, C2 ∈ Rdi。在包
含彼此信息的段落表示C1，C2上，通过非线性变换进一步捕获段落之间的交互信息，将变换得
到的向量h1表示段落p1和p2之间语义联系的紧密程度,如式（5）所示,其中,Wh ∈ Rdm×3di是参数
矩阵。

h1 = tanh(Wh[C1, C2, C1 − C2]) (5)

3.3 指指指针针针网网网络络络

序列到序列的模型(Sutskever et al., 2014)提供了输入序列和输出序列长度可以不同的
灵活性,但是由于该模型仍然需要固定输出词汇表的大小，而输出词表的大小取决于输入序
列的长度，从而限制了需要指向输入序列某个位置的问题的适用性。而指针网络(Vinyals
et al., 2015)通过使用注意力作为一个指向机制解决了这个问题。具体说来，对于输入序
列X = {x1, x2, · · · , xn}，首先经过编码层得到输出Y = {y1, y2, · · · , yn}。在解码层的每一个时
间步t，输出的状态dt会和序列Y进行交互，计算注意力，然后通过softmax层获得关于输入序列
的概率分布。因此，在PNGL模型中，本文运用指针网络获得关于文章相邻两个段落之间的语
义联系（H）的概率分布，进而确定文章的切分位置。
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3.3.1 编编编码码码层层层

Chung et al. (2014)的研究表明，GRU(Cho et al., 2014)和LSTM在很多任务上的性能不
分伯仲，但是GRU拥有更少的参数，容易收敛，因此在编码层本文使用两层的双向GRU进
行编码。以chtb 0282为例，本文将文章P = {p1, p2, p3, p4, p5}通过段落编码层，得到段落编
码R = {r1, r2, r3, r4, r5},然后采用平均池化操作输入到双向GRU中。双向GRU的输出为E =

{e1, e2, e3, e4, e5},其中ei = [efi ; ebi ]。e
f
i和e

b
i分别是正向和反向的输出。此时ei综合了前面i-1个段

落的语义信息，即获得全局信息。而该全局信息隐含了篇章单元之间的结构信息和语义联系，
对于最终篇章结构树的构建起着不可忽视的作用。

3.3.2 解解解码码码层层层

在解码层采用的也是一个两层的GRU。以chtb 0282为例，本文将编码层的输出E =
{e1, e2, e3, e4, e5}作为Decoder层的输入。在第t步解码时，篇章单元DU(l,r)出栈，解码层会综
合当前篇章的全局信息er和t步之前生成的结构语义信息生成当前状态dt。dt和段落交互层的输
出H = {hl, hl+1, · · · , hr−1}进行交互，融合全局和局部信息，通过一个softmax层得到关于H的
概率分布。如式（6）所，其中σ(., .)是融合全局和局部信息的函数，具体为点积运算；αt为关
于H的概率分布。

st,i = σ(dt, hi), i = l · · · r − 1

αt = softmax(st) =
exp(st,i)∑r−1
i=l exp(st,i)

(6)

如果通过softmax层后hi被分配的概率值越大，表明段落pi和pi+1之间的语义联系越松散，
因此更应该切分开，从而将整个篇章分为两个篇章单元DU(l,i)和DU(i+1,r)。根据深度优先的原
则，每一步解码，段落数量大于2的篇章单元将继续入栈，递归地对篇章单元进行切分，直至栈
空，过程如图3所示。

DU(1,5)

1 2 3 4 5

DU(1,5)

DU(1,4) DU(5,5)

1 2 3 4 5

DU(1,5)

DU(1,4) DU(5,5)

DU(1,2) DU(3,4)

1 2 3 4 5

t=1 t=2 篇章结构树

图 3. 解码过程

3.4 损损损失失失函函函数数数

在PNGL模型中，损失函数本文采用负对数似然函数进行计算，如式（7）所示。y<t是在
解码层第t步之前已经产生的篇章单元，T是入栈的篇章单元数。为了防止过拟合，本文在指针
网络的编码和解码层进行了dropout操作。

L(θs) = −
batch∑
i=1

T∑
t=1

logPθs(yt|y<t, X) (7)
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4 实实实验验验

4.1 实实实验验验设设设置置置

本文在宏观汉语篇章树库（MCDTB）上对模型结构识别的性能进行了评估。MCDTB定
义了三大类十五小类篇章关系，并标注了摘要，段落中心句、篇章结构等宏观篇章信
息。MCDTB总计有720篇新闻报道的文章，每篇文章的段落数从2到22不等，其段落分布如
表1所示。

段落 2 3 4 5 6 7 8 9 10 11 12 > 12

数量 29 122 159 144 91 58 37 33 15 13 14 15

表1.段落分布

本文使用Jiang et al. (2018a)遵循段落分布划分好的数据集进行试验，其中训练集576篇，
测试集144篇。为了与Zhou et al. (2019)的实验设置一致，本文将所有的非二叉树都转换为右
二叉树。另外，本文遵循Morey et al. (2017)对RST-DT上篇章结构分析模型的评价标准，同样
采用内部节点正确率（等价于micro-F1）来衡量模型性能。本文将词向量维度设置为300，采
用Word2Vec(Mikolov et al., 2013)进行预训练。在段落编码层和段落交互层转换矩阵映射的维
度dm和di都被设置为512;段落编码层多头注意力机制中头数h设置为8，其中dk = dv = dm/h =
64;训练过程中batch大小设置为32，dropout率设置为0.5。

4.2 实实实验验验结结结果果果

本文将文中提出的模型PNGL和基准系统进行了对比，基准系统分为两种：1）只考虑局部
信息2）只考虑全局信息，基准系统介绍如下：

LD-CM：性能最好的传统模型(Jiang et al., 2018a)，只考虑局部信息。该模型采用条件
随机场，运用较多的手工特征，考虑相邻两个篇章单元能够合并，贪婪的自底向上识别篇章结
构，从而构建篇章结构树。

MVM:性能最好的神经网络模型(Zhou et al., 2019)，只考虑局部信息。该模型从词、局部
上下文以及话题这三个角度出发，提出了词对相似度机制来衡量相邻两个篇章单元的语义。并
采用移进规约的方法每次考虑相邻两个篇章单元能否合并，从左到右识别篇章结构，从而构建
篇章结构树。

PN:本文复现了在RST-DT上表现优异的结构识别模型PN(Lin et al., 2019)，只考虑全局
信息。该模型是一个指针网络，在编码层使用双向GRU对整个文章进行编码，解码层使用单
向GRU进行解码，自顶向下的识别篇章结构，构建篇章结构树。

模型 内部节点正确率（%）

LD-CM 54.71

MVM 56.11

PN 56.25

PNGL 58.42

表2.模型在MCDTB上的性能比较

实验结果如表2所示。PNGL模型比仅考虑局部信息的LD-CM模型性能提升了3.71，比仅考
虑局部信息的MVM模型（目前在MCDTB上最好的结构识别的模型）性能提升了2.31，比仅考
虑全局信息的PN模型性能提升了2.17。宏观篇章结构理论(Van, 1980)指出，文章会有一个总摄
全篇的主题，并层层分解，由下层命题展开。这说明段落或篇章单元之间的关系并非很松散，
都是在对主题进行分层面的展开叙述。

而LD-CM和MVM都是考虑相邻两个篇章单元联系的紧密程度，但是这两个篇章单元是围
绕共同的主题展开的，如果仅仅考虑两个篇章单元之间的联系，模型往往会偏向于将这两个篇
章单元合并成更大的篇章单元。而PN模型通过考虑整个篇章单元的语义信息，将篇章单元切分
成两个较小的篇章单元。PN模型会对所有可能形成的两个较小篇章单元语义联系的紧密程度进
行排序，取语义联系最松散的两个较小篇章单元作为切分结果。但是每个篇章单元往往包含较
复杂的段落语义信息，仅仅考虑全局信息，模型很难对两个较小篇章单元之间的语义联系的紧
密程度进行正确的排序。
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本文的模型PNGL通过改进段落的语义编码，在指针网络编码层学习到更好的全局信息的
同时，又考虑相邻两个段落之间语义联系的紧密程度，从而在性能上有所提升，这说明综合考
虑全局和局部信息对于识别篇章结构并构建篇章结构树非常有效。

5 实实实验验验分分分析析析

5.1 全全全局局局和和和局局局部部部信信信息息息的的的影影影响响响

以往的研究表明(Lin et al., 2019)，采用基于转移的方法进行结构识别，往往对于底层的识
别能力比较好，而上层的识别能力比较差。主要原因是每一步的识别都只考虑局部信息，这会
将错误传播到后续步骤，导致上层的结构的识别能力较差。

为了研究局部信息和全局信息分别对底层和顶层结构识别的影响，本文在PNGL模型的基
础之上去掉段落交互层，即只考虑全局信息，得到模型PNGL(-local)。本文对只考虑局部信息
最好的模型MVM以及只考虑全局信息最好的模型PNGL(-local)在最底下两层内部节点正确率和
最顶上三层内部节点正确率0进行了统计分析，如表3所示。

模型 最底下两层节部结点正确率% 最顶上三层内部节点正确率%

MVM 46.95 60.28

PNGL(-local) 42.68 65.35

表3.局部和全局信息分别对底层和顶层结构识别的影响

由表3的实验结果可知，相比于只考虑全局信息的模型，MVM在最底下两层节点正确率更
高，这说明考虑局部信息的对于底层结构识别有帮助。PNGL（-local）在最上三层的节点正确
率要高于MVM，说明相比于考虑局部信息的模型，只考虑全局信息对上层结构识别有帮助。
因此本文认为在全局信息的基础上加入局部信息可以增强模型对于底层节点的识别能力。

为了研究在全局信息的基础之上融合局部信息对于结构识别的影响，本文在模型PN的基础
之上，加入段落交互层，综合考虑全局和局部信息，得到模型PN(+local)；而PN和PNGL（-
local）都是只考虑全局信息的指针网络模型，它们的区别在于PN采用双向GRU对段落进行编
码，而PNGL（-local）采用多头注意力机制对段落进行编码。本文统计了内部结点正确率以及
最底下两层内部结点正确率，如表4所示。

模型 内部节点正确率（%） 最底下两层内部节点正确率（%）

PN 56.25 46.65

PN(+local) 56.87 47.26

PNGL(-local) 56.57 42.68

PNGL 58.42 48.48

表4.加入局部信息后模型识别性能比较

表4实验结果表明，在加入局部信息之后PNGL和PN（+local）的最底下两层内部节点
正确率分别提高了1.01和5.8。PNGL相较于PN（+local），性能有更多的提升，其原因在
于PN（+local）是直接使用双向GRU对段落进行编码，而PNGL是使用多头注意力机制对
段落进行编码，由于多头注意力机制相较于双向GRU更容易捕获长距离单词之间的依赖关系，
能保留更多原始的信息，对段落的编码更有效。那么相邻两个段落的编码输入到段落交互层进
行交互，段落交互层就能更好的捕获段落之间的语义联系。通过捕获到更好的局部信息，模
型PNGL增强了对底层结构的识别能力，从而从整体上提高了模型的性能。

5.2 模模模型型型对对对长长长短短短文文文识识识别别别性性性能能能比比比较较较

为了比较模型对于长文和短文的识别能力，本文分别统计了长文和短文内部节点正确率，
如表5所示。从表中数据可知，模型对短文结构的识别性能较好，而长文结构的识别性能较差。
主要原因在于无论采用什么方法构建篇章结构树，都会产生级联错误，而对长文来说，则更加
明显。但和只考虑局部信息的模型以及只考虑全局信息的模型相比，本文的模型PNGL综合考
虑全局和局部信息，在短文和长文的结构识别的性能都有提升。

0由于最顶层的根节点所表示的结构总是固定，因此本文考虑最顶上三层和最底下两层内部结点正确率来表示模
型对于顶层和底层结构识别的性能好坏。
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模型
内部节点正确率%
≤ 6 > 6

LD-CM 65.24 42.23
MVM 65.81 44.59

PN 66.38 44.26
PNGL 68.95 46.62

表5.模型对长短文结构识别性能比较

5.3 不不不同同同模模模型型型结结结构构构识识识别别别的的的比比比较较较

图4从左到右展示了只考虑局部信息、只考虑全局信息以及考虑全局和局部信息的模型
对chtb 0756（文章内容及标准结构树见附录A）的预测结果。MVM应用栈和队列，采用移进
规约的方法，考虑栈顶的篇章单元和队首的段落能否合并成一个更大的篇章单元，如果可以合
并则采取规约操作，否则采取移进操作。由于MVM只考虑局部信息，在从左到右进行结构识
别的时候，未能识别出来相邻两个段落之间是否要合并成一个大的篇章单元，因此采用了一系
列的移进操作，当队列中为空之后，又采取一系列的规约操作，最终形成如图所示的结构树。

PNGL（-local） 采 用 栈 数 据 结 构 ， 通 过 自 顶 向 下 的 方 法 递 归
确 定 文 章 的 切 分 位 置 ， 从 而 形 成 结 构 树 。PNGL(-local)首 先 会
对DU(1,1)和DU(2,5)、DU(1,2)和DU(3,5)、DU(1,3)和DU(4,5)、DU(1,4)和DU(5,5)这 四 个 语 义 联
系的紧密程度进行排序，确定DU(1,4)和DU(5,5)之间的语义联系最松散，然后递归地对DU(1,4)进
行以上过程，确定DU(1,2)和DU(3,4)之间的语义联系最松散，最终形成如图所示的结构树。但由
于篇章单元中往往有多个段落，包含的语义信息比较复杂，如果只考虑全局信息，会使得模型
很难对相邻篇章单元之间的紧密程度进行正确排序。而本文的模型PNGL通过加入相邻两个段
落之间的语义联系（局部信息），考虑到了篇章单元边界的信息，从而提升了模型结构识别的
能力。

1 2 3 4 5

DU(1,2)

DU(1,4)

DU(3,4)

DU(1,5)

1 2 3 4 5

DU(2,3)

DU(1,3)

DU(4,5)

DU(1,5)

1 2 3 4 5

DU(3,5)

DU(4,5)

DU(2,5)

DU(1,5)

MVM PNGL(-local) PNGL

图 4. 不同模型构建的文章chtb 0756的篇章结构树

6 总总总结结结

本文针对宏观汉语篇章结构识别任务，提出了一种融合全局和局部信息的指针网络模
型PNGL用于自顶向下的识别篇章结构，构建篇章结构树。其中，段落编码层采用多头注意力
机制，可以有效地捕获词语之间的长距离依赖；段落交互层通过多头注意力交互机制捕获段
落和段落之间的语义联系，即局部信息；指针网络的编码层用来捕获全局信息，解码层会融
合全局和局部信息进行解码，自顶向下的识别篇章结构，构建篇章结构树。在MCDTB实验结
果表明，本文的模型PNGL比传统机器学习的方法LD-CM性能提高了3.71%，比目前最好的模
型MVM性能提高了2.31%，证明了融合全局和局部信息在篇章结构识别任务中的有效性。由于
模型识别短文的性能比较好，因此在下一步工作中将融入话题分割的思想，尝试将长文划分成
短文本，从而提高长文的结构识别的性能。
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A chtb 0756文文文章章章内内内容容容及及及标标标准准准结结结构构构树树树

p1:由于当天公布的一份报告表明美国消费者对经济前景具有信心，纽约股市２９日全面走高。

道－琼斯３０种工业股票平均价格指数上升９４．２３点，收于９３２０．９８点，增幅达
百分之一。
p2:道－琼斯指数在过去８个交易日里连续上升。到目前为止，该指数已比今年初上涨了百分之

十七点九，比１１月２３日创造的最高记录９３７４．２７点也只有５３点之遥。
p3与此同时，标准普尔５００种股票指数和以技术股为主的纳斯达克指数２９日均创下了最高

纪录。标准普尔指数上升了６．３２点，收于１２４１．８１点。纳斯达克指数则上升了１．
４７点，收于２１８１．７７点。此外，纽约证券交易所和美国证券交易所指数以及以小公司
为主的罗斯２０００股票指数都告上升。
p4:在当日的交易中，上涨股票以零售业为主。而前几个交易日紧俏的因特网股则因获利回吐而

下跌。
p5:当天，纽约证交所的上升股与下跌股之比为７比５，成交额从前一交易日的５．２６亿股微

升到５．８２亿股。（完）

纽约股市全面上涨（chtb 0756）

p1 p2 p3 p4 p5

并列并列

解说

解说

宏观篇章结构树（chtb 0756）CC
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