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Forewords 

The 31st Conference on Computational Linguistics and Speech Processing (ROCLING 2019) 

was held at San Shia Campus of National Taipei University (NTPU), New Taipei City, 

Taiwan, during October 3-5, 2019. ROCLING, which is sponsored by the Association for 

Computational Linguistics and Chinese Language Processing (ACLCLP), is the leading and 

most comprehensive conference on computational linguistics and speech processing in Taiwan, 

bringing together researchers, scientists and industry participants from fields of computational 

linguistics, information understanding, and speech processing, to present their work and 

discuss recent trends in the field. This special issue presents the extended and reviewed 

versions of five papers meticulously selected from ROCLING 2019, including two natural 

language processing papers and three speech processing papers. 

The first paper from the National Taiwan University of Science and Technology presents 

a feature-granularity training strategy for Chinese spoken question answering. By using 

multiple granularities including word, character, and syllable, the robustness of the spoken 

question answering model can be improved. The second paper from the National Taiwan 

University of Science and Technology (the same research group as the first paper) proposes an 

enhanced BERT-based extractive summarization framework (EBSUM), which takes the 

sentence position information into account. It is trained by the reinforcement learning strategy 

and includes maximal marginal relevance (MMR) criterion to improve the performance of 

summarization. This paper is awarded as one of the two best papers of ROCLING 2019. The 

third paper from the National Taipei University of Technology discusses voice conversion 

with speech denoising and bandwidth expansion capacities for Amyotrophic lateral sclerosis 

(ALS) patients. The experimental results showed that the proposed models can restore the 

noisy and narrowband speech, respectively, which is promising to reconstruct high-quality 

personalized VOCAs for ALS patients. This paper is awarded as one of the two best papers of 

ROCLING 2019. The fourth paper from National Sun Yat-sen University studies and 

implements a real-time Chinese speech synthesis system by a sequence-to-sequence 

conversion model with several different vocoders, including Griffin-Lim, World-Vocoder, and 

WaveGlow. When using GPU, it can achieve good voice quality and processing speed. The 

last paper from National Central University discusses the chatlog disentanglement based on 

similarity evaluation via the Reply prediction task. By changing the way of data preparation, 

they can achieve better performance through DA-LSTM (Dual Attention LSTM) and 

BERT-based models in the Reply prediction task.  

The Guest Editors of this special issue would like to thank all of the authors and 

reviewers for contributing their knowledge and experience at the ROCLING 2019. We hope 

this special issue can help inspire new directions for natural language processing and spoken 
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language research. 
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基於特徵粒度之訓練策略於中文口語問答系統之應用  

A Feature-granularity Training Strategy for  

Chinese Spoken Question Answering 

羅上堡、陳冠宇 

Shang-Bao Luo and Kuan-Yu Chen 

摘要 

在口語問答系統(Spoken Question Answering, SQA)中，一個簡單且直覺的作法，

是先將一段音訊透過自動語音辨識(Automatic Speech Recognition, ASR)轉換成

一連串的辨識文字結果，再輸入給現有各式基於文字的問答系統模型來完成任

務需求。然而，這樣的做法通常會遭遇自動語音辨識錯誤(Recognition Errors)

的影響，導致問答系統模型的效果不如預期。為了解決此一問題，本論文提出

一種基於輸入特徵粒度的訓練策略，其目標是改善自動語音辨識錯誤所造成的

效能損失，而且不需要額外模型的需求即可完成。我們將本論文所提出之訓練

策略運用於中文口語機器閱讀理解(Machine Reading Comprehension, MRC)任

務之中，驗證此一方法對於自動語音辨識錯誤的影響與改善。 

Abstract 

In spoken question answering, a segment of audio is usually converted into a 

textual representation through an automatic speech recognition (ASR) system, and 

then input to a text-based question answering model to generate the answer. 

However, based on the ASR transcriptions, which usually contain lots of 

recognition errors, text-based question answering system may produce imperfect 

results. In order to mitigate the performance gap, in this study, a 

featured-granularity training strategy is proposed. Accordingly, we evaluate the 

proposed training strategy on spoken Chinese machine reading comprehension task, 

                                                       
 國立臺灣科技大學資訊工程系 

Department of Computer Science & Information Engineering, National Taiwan University of Science  

and Technology 

E-mail: {M10615012, kychen}@mail.ntust.edu.tw 
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which not only demonstrates the capability and ability of the proposed strategy, but 

several valuable observations can be drawn from the experimental results. 

關鍵詞：口語問答系統，語音辨識，特徵粒度，訓練策略。 
Keywords: Spoken Question Answering, Speech Recognition, 
Featured-granularity, Training Strategy 

1. 緒論 (Introduction) 

機器閱讀理解是一個自然語言處理(Natural Language Processing, NLP)領域中相當重要的

任務，其目標是希望讓機器像人類一樣進行文本閱讀，並根據對該文本之理解，進而回

答相關之問題。讓電腦幫助人類在大量文本中找到想要的答案，可以減輕資訊獲取的成

本、加速資訊處理的速度以及提升資訊的利用率。進一步地，如果電腦能具備相當高水

準的閱讀理解能力，許多應用將會有更進一步的發展，例如問答系統(Question Answering, 

QA)、對話系統(Dialogue System)以及搜尋引擎(Search Engine)等。因此機器閱讀理解不

論在學術界或產業界都有著極高的研究價值。 

近年來問答系統已有大量研究與發展，問答系統主要又分為多種形式：基於圖像的

問答系統、基於文字的問答系統以及口語問答系統等等。目前基於圖像的問答系統主要

的形式為場景理解(Scene Understanding)，其目標是給定一張圖像，讓系統進行物件檢索

(Scene Object Retrieval)或場景分割(Scene Segmentation)等任務，已有許多經典的模型 

(Kingma & Dhariwal, 2018; Karras, Laine & Aila, 2019; Wang, Shen, Guo, Cheng & Borji, 

2018)被提出並驗證於 LSUN 數據集(Construction of a Large-scale Image Dataset using 

Deep Learning with Humans in the Loop) (Yu et al., 2015)。基於文字的問答系統，除了傳

統完形填空(Cloze Style)與文本段(Text Span)預測外，許多研究紛紛提出各式選擇題

(Multiple Choices)和簡答題(Short Answer Questions)的問答模型。完型填空是去掉文本中

的某個詞語，讓系統進行填空，但答案往往是單一的字詞，並不需要對於整段文本進行

理解，因此這類型的回答形式較難以應用於實際生活中。為了彌補完型填空的不足，2016

年時大規模的文本段類型數據集 SQuAD (The Stanford Question Answering Dataset) 

(Rajpurkar, Zhang, Lopyrev & Liang, 2016)應運而生，此一數據集包含十萬多個問題答案

組，文本皆為維基百科的文章。為了簡化問題，現今的文本段預測多半是在給定文本與

問題後，機器需由文本中找出一個連續片段作為答案輸出，也就是問題的答案指定為文

本中的一個片段。除此之外，此類問題漸漸地從單輪(Single-turn)問答的形式至多輪

(Multi-turn) 問 答 的 方 向 發 展 ， 就 形 成 了 對 話 式 的 問 答 系 統 (Conversational Question 

Answering) ， 其 中 最 具 代 表 性 的 就 是 CoQA (A Conversational Question Answering 

Challenge) (Reddy, Chen & Manning, 2019)與 QuAC (Question Answering in Context) (Choi 

et al., 2018)數據集。另外，選擇題型式的問答系統則是給予機器文章、問題以及多個選

項 ， 機 器 須 從 這 些 選 項 中 選 擇 一 個 做 為 答 案 輸 出 ， RACE (Large-scale ReAding 

Comprehension Dataset From Examinations) (Lai, Xie, Liu, Tang & Hovy, 2017)是選擇題式

問答系統極具代表性的數據集，它是從國中與高中的考題上進行蒐集而成的大型數據集。
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綜觀問答系統的發展，基於文本的問答模型，在各種題型上，都有愈來愈強健的模型陸

續在近年被提出(Tang, Cai & Zhuo, 2019; Wang, Yu, Jiang & Chang, 2018; Zhang et al., 

2019; Ran, Li, Hu & Zhou, 2019)，但是口語問答系統的研究則是較少被探討的領域。 

在口語問答系統中，一個簡單且合理的作法是將口述內容(Spoken Content)透過自動

語音辨識轉寫成文本後，輸入給基於文字的各式問答系統模型(Shiang, Lee & Lee, 2014)，

完成口語問答系統的任務要求。然而，透過自動語音辨識轉寫而得的文本，通常會伴隨

著自動語音辨識錯誤，產生諸如斷詞錯誤、辨識正確率低或關鍵字不存在辨識系統辭典

當中等問題，因此這種作法合理且省時省力，但往往發現其效能不如預期。雖然後續有

研究提出以次字單元(Subword Unit) (Szöke, 2010; Heerden, Karakos, Narasimhan, Davel & 

Schwartz, 2017)或是領域調適(Domain Adaptation) (Lee, Chen, Lee, 2019)等各式技術，但

其成效亦相當有限。有鑑於口語問答系統對於未來的重要，本論文針對中文口語問答系

統，提出一套基於資料不同粒度單元(Granularity Unit)的訓練策略，簡單地利用辨識出來

的文字從粗到細的數據粒度特徵，訓練一套基於現有的文字問答系統，就可以有效地提

升口語問答系統之成效。因此，我們並不需要大費周章地從頭建立一套複雜的口語問答

模型，就可以有效地提升含有錯誤辨識文字的問答任務之成效。 

2. 相關方法 (Related Methods) 

傳統基於文字的問答系統裡，QACNN (Query-based Attention CNN) (Liu, Wu, Lee, 2017)

與 Co-Matching (Zhang et al., 2019)為選擇題形式的經典模型，QANet (Yu et al., 2018)則

為文本段預測的經典模型。QACNN 是應用於英文選擇題的問答模型，此模型共包含三

個主要部分：相似映射層(Similarity Mapping Layer)、QACNN 層與預測層。在相似映射

層中，將輸入文字透過詞向量(Mikolov, Chen, Corrado & Dean, 2013; Pennington, Socher & 

Manning, 2014; Bengio, Ducharme, Vincent & Jauvin, 2003; Bojanowski, Grave, Joulin & 

Mikilov, 2017)表示後，透過餘弦相似度計算每個文章與問題或選項之間的相似度取得相

對應的矩陣ܲܳ與ܲܥ來表示位置關聯(Location Relationship)的資訊： 

    ௡ܲܳ ൌ ൛ݏ݋ܥ൫ ௡ܲ
௜, ܳ௝൯ൟ

௜ୀଵ,௝ୀଵ

ூ,௃
                                                                        (1) 

其中݊為文章共有幾個句子、ܫ與ܬ則是分別代表文章與問題每句的長度。接著，經由

QACNN 層透過兩階段的注意力機制(Attention Mechanism)將位置相關資訊視為一種圖形

(Pattern)去產生字級(Word-level)到句級(Sentence-level)的特徵ݎ୫來表示第 m 個選項對於

文章與問題的資訊： 

    ௠ݎ ൌ ܰܥܣܳ ௅ܰ௔௬௘௥ሺܲܳ,   ௠ሻܥܲ                                                                   (2) 

最後透過預測層來蒐集每組選項的資訊ݎ୫來預測最有可能是答案的選項。QACNN 的特

色是將文章、問題與選項透過文字相似度的方式，將此任務變成一種類似於圖形學習

(Pattern Learning)的方式來呈現。因此，QACNN 層中，利用多個核大小(Kernel Size)來取

得不同尺度的特徵，最後利用這些特徵來進行答案的預測。QACNN 模型示意圖如圖 1
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所示。 

 

圖 1. QACNN 模型示意圖 
[Fiqure 1. Illustration of QACNN Model.] 

除了 QACNN 外，Co-Matching 同樣為英文選擇題的經典模型，其模型示意圖如圖 2

所示。此模型利用匹配特徵(Match Feature)來產生文章、問題與選項的字級特徵。匹配特

徵通常會有兩種輸入，分別以ܣ與ܤ來表示，並且透過各自所定義的注意力機制算法來產

生̅ܣ之後來進行後續的運算需求，如式(3)所示。 

 
圖 2. Co-Matching 模型示意圖 

[Fiqure 2. Illustration of Co-Matching Model.] 

透過匹配特徵提取相關(Correlation)資訊݄ܿݐܽܯ஺஻重新表達ܣ與ܤ的特徵關係，如式(4)

所示。Co-Matching 將文章中的句子 ௡ܲ、問題ܳ與選項ܥ௠，來產生ܴ௡௠特徵以供後續模型

需求使用，如式(5)所示，並且其中݊與 ݉分別為文章第幾個句子以及第幾個選項。 

  ܣ̅ ൌ ,ܣሺ݊݋݅ݐ݊݁ݐݐܣ  ሻܤ                                                                           (3) 

  ஺஻݄ܿݐܽܯ ൌ ܷܮܴ݁ ൬ܹ ൤̅ܣ ⊖ ܤ
ܣ̅ ⊗ ܤ

൨ ൅ ܾ	൰                                                      (4) 
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  ܴ௡௠ ൌ 	 ൤ ݄ܿݐܽܯ
௉೙ொ

௉೙஼೘݄ܿݐܽܯ
൨                                                                              (5) 

接著透過雙向循環神經網路(Recurrent Neural Network, RNN)來彙整每個字級特徵ܴ௡௠來

產生句級特徵݄௡௠௦ ： 

݄௡௠௦ ൌ  ሺܴ௡௠ሻሻܴܰܰ݅ܤሺ݈݃݊݅݋݋ܲݔܽܯ                                                             (6) 

將文本每個句子的句級特徵݄௡௠௦ 串接起來後，重新表達為ܪ௠௦ ： 

  ௠௦ܪ ൌ ሾ݄ଵ௠
௦ ; ݄ଶ௠

௦ ; … ; ݄ே௠
௦ ሿ	                                                                      (7) 

再 經 由 階 級 式 彙 集 (Hierarchical Aggregation) 對 於 每 個 句 級 的 結 構 整 合 成 文 檔 級

(Document-level)的特徵݄௠௧ ，並用此特徵來預測最有可能是答案的選項： 

  ݄௠௧ ൌ ௠௦ܪሺܴܰܰ݅ܤሺ݈݃݊݅݋݋ܲݔܽܯ ሻሻ                                                              (8) 

 
                       圖 3. QANet 模型示意圖 

                [Fiqure 3. Illustration of QANet Model.] 

相較於 QACNN 與 Co-Matching，QANET 是預測文本段的問答模型，此模型包含五

個主要部分：嵌入層(Embedding Layer)、嵌入編碼層(Embedding Encoder Layer)、語境查

詢注意力層(Context-query Attention Layer)、模型編碼層(Model Encoder Layer)與輸出層

(Output Layer) 。 目 前 大 多 數 的 機 器 閱 讀 理 解 模 型 主 要 皆 以 注 意 力 機 制 (Attention 

Mechanism)與循環神經網路為主要架構，但 QANET 整體的網路設計皆捨棄循環神經網

路，僅使用卷積神經網路 (Convolutional Neural Networks, CNN)和自我注意力機制

(Self-attention Mechanism) (Vaswani et al., 2017)來建構，由於 QANET 並未使用循環神經

網路，因此它可以採用平行化的訓練方式，使得訓練速度與推論(Reasoning)速度更快。

更明確地，QANET 採用卷積神經網路獲取文本的局部結構，而自我注意力機制可以學
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習全文中單詞與單詞之間的關係，由於沒有時間上的遞迴關係，可以把模型建的更深，

也讓訓練速度提升 3-13 倍、推論速度提升 4-9 倍。QANET 所使用的編碼器都是基於一

定規格來建構，如圖 3 所示，並對每一層卷積層的數量進行修改，而且每一層之間皆使

用層正規化(Layer Normalization) (Ba, Kiros & Hinton, 2016)與殘差網路(Residual Network) 

(He, Zhang, Ren & Sun, 2016)來穩定訓練過程。除此之外，QANET 共享文章、問題與模

型編碼器之間的部分權重，以達到更加泛化之效果。 

近期 BERT(Bidirectional Encoder Representation from Transformers) (Devling, Chang, 

Lee & Toutanova, 2018)的問世以及後續 XLNet (Yang et al., 2019)對於 BERT 的改進，讓

各項自然語言處理任務創下最新紀錄。BERT 透過多層雙向轉換編碼器來訓練兩個無監

督的預測任務，分別為遮掩式語言模型(Masked Language Model)以及下一句預測(Next 

Sentence Prediction)，不僅讓模型成為高強健性的表徵學習法，並且此一模型僅需藉由簡

易的微調(Fine-tune)機制，即可在各式自然語言處理的任務上取得相當亮眼的效果(Zhang 

et al., 2019; Ran et al., 2019)。XLNet 則是基於 BERT 的缺點進行改進，提出一種泛化自

回歸的訓練方法(Generalized Autoregressive Pretraining Method)，針對 BERT 對於遮掩位

置與其他的依賴關係進行突破，藉此達到刷新 BERT 紀錄的模型。 

3. 基於特徵粒度之訓練策略 (A Feature-granularity Training Strategy) 

3.1 語音辨識與口語問答系統 (ASR and Spoken Question Answering) 

自動語音辨識往往由於環境噪音、說話者口音或新興的詞彙不存在於辭典中而無法被辨

識等因素，導致語音辨識錯誤的發生，當辨識錯誤發生時，後續又會造成諸如斷詞錯誤、

語意不清或是關鍵字錯誤等問題。這些問題又都將影響後續各式基於文本的問答模型，

造成任務成效不彰的狀況。更明確地，我們以一個實際的口語問答系統資料為例，如圖

4 所示。在以詞(Word)為單位的狀況下，選項跟文章是發生完全不匹配(Mismatch)的情況。

值得注意的是，因為選項沒有前後文資訊，而且通常都是簡短的關鍵字所組成，因此對

於語音辨識而言，很難利用語言模型等技術讓輸出的結果變得更好，也因此在這個例子

中，辨識出『廢』與『剛才』這兩個在單字詞語言模型(Unigram)中機率相對較高的單詞。

若我們將辨識的結果以字符(Character)呈現，則選項與文章會匹配到『廢』這個字符，『剛 

才』與文章中所辨識出的『鋼 材』同樣是完全不匹配的狀況，並且明顯地，這些字符在

語意上幾乎是不相關的。最後，儘管辨識結果在詞與字符的表現上相當不理想，但若我

們進一步地將辨識結果以音節(Syllable)呈現，反而可以出現完全匹配的情況！也就是說

理想情況上，以詞為單位的表示時，是可以明確且清楚的表達語意的資訊，在以字或音

節為單位的表示時，語意是較不清楚的；但是在語音辨識結果裡，雖然以詞為單位看似

有較明確的語意資訊，但往往受到語音辨識錯誤的影響，可能獲得的是錯誤的字詞資訊，

而當我們將辨識的結果轉換成字符或音節的表示時，雖然語意資訊較為薄弱，甚至是沒

有語意資訊的，卻似乎可以克服一些語音辨識所造成的錯誤問題。有鑑於此，本論文提

出一種同時使用不同特徵粒度(即詞、字與音符)的訓練策略，以達到改善自動語音辨識
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錯誤所造成的效能減損，讓原本問答模型達到更具強健性的效果。 

 

              圖 4. 自動語音辨識文本與特徵差異之示意圖 
[Fiqure 4. Schematic diagram of automatic speech recognition text and   
feature differences.] 

3.2 基於數據粒度之訓練策略 (A Data Granularity Training Strategy) 

為了改善自動語音辨識錯誤在口語問答系統中的影響，本研究提出一套利用訓練資料中

不同粒度的特徵之訓練策略。更明確地，我們將利用自動語音辨識系統輸出的文本ܶ，

進一步地轉換成三種表示法，分別是以詞為單位 ௐܶ ൌ ሼݓଵ, ⋯,ଶݓ ேሽ、以字符為單位ݓ,

஼ܶ ൌ ሼܿଵ, ܿଶ,⋯ , ܿெሽ和以音節為單位 ௌܶ ൌ ሼݏଵ, ⋯,ଶݏ , 分別代表文本ܶ被表ܮ與ܯ、௅ሽ，其中ܰݏ

示成詞、字符與音節時的長度，並且通常ܰ ൒ ܯ ൌ 如圖，ܮ 5 所示。在選擇題形式的口

語問答中，文本ܶ則包含文章ܶ௉、問題ܶொ與選項ܶ஼，因此我們可以進一步的將文章以詞、

字符以及音節分別表示為 ௐܶ
௉、 ஼ܶ

௉與 ௌܶ
௉；同樣的，問題與選項也可以分別表示為 ௐܶ

ொ、 ஼ܶ
ொ、

ௌܶ
ொ與 ௐܶ

஼、 ஼ܶ
஼、 ௌܶ

஼。接著，本論文提出的訓練策略是輪流使用不同粒度的資料來進行同

一個問答模型的參數更新與訓練，如圖 6 所示。 

 

圖 5. 數據粒度示意圖 
[Fiqure 5. Illustration of Data Granularity.] 
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   圖 6. 先詞再字符後音節（W-C-S）之訓練策略於選擇題問答模型示意圖 

[Fiqure 6. Schematic Diagram of the Training Strategy of the Pre-character and    
Post-character Syllable (W-C-S) in the Multiple Choice Question Answering 
Model.] 

更明確地，以圖 6 為例，我們欲訓練一個選擇題形式的口語問答系統，因此我們首

先將所有訓練資料（包含文章、問題與選項）轉換成以詞為單位ሼ ௐܶ
௉ , ௐܶ

ொ, ௐܶ
஼ ሽ、以字符為

單位ሼ ஼ܶ
௉, ஼ܶ

ொ, ஼ܶ
஼ሽ和以音節為單位ሼ ௌܶ

௉, ௌܶ
ொ, ௌܶ

஼ሽ的表示法。接著，這個問答模型將首先以詞

為單位的資料（即ሼ ௐܶ
௉ , ௐܶ

ொ, ௐܶ
஼ ሽ）進行訓練，再以字符為單位的數據（即ሼ ஼ܶ

௉, ஼ܶ
ொ, ஼ܶ

஼ሽ）來

給予模型進行訓練；最後依照同樣步驟，將以音節為單位的表示法（即ሼ ௌܶ
௉, ௌܶ

ொ, ௌܶ
஼ሽ）給

予問答模型進行學習。換句話說，我們提出依照先詞再字符後音節（即 W-C-S）的順序，

循環地訓練同一組問答模型的參數，直到模型收斂為止。必須注意的是，在訓練不同粒

度的資料時，是對整個數據集進行模型更新後，再換下一個粒度的資料進行學習，而不

是一筆訓練資料以三種不同的表示法分別學一次後，才換下一筆資料。因此，在使用此

一訓練策略時，詞、字符與音節的向量表示法維度應設為相同，以利於模型共享參數進

行學習。 

總結來說，本論文提出的模型訓練策略是期望藉由學習不同粒度的表示法，例如有

清楚的語意資訊的詞層次表示法或是有較多匹配的單元但語意資訊薄弱（甚至沒有）的

字符或音節粒度，來模擬受到語音辨識錯誤影響的口語問答系統，以達到改善自動語音

辨識錯誤所造成的效能損失，讓口語問答模型達到更具強健性的效果。 
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4. 實驗設定與結果 (Experimental Settings and Results) 

4.1 實驗設定 (Experimental Settings) 

4.1.1 詞向量訓練 (Word Embeddings Training) 

本論文進行口語問答模型實驗時，將首先透過詞向量技術來表達辨識出來的每個詞、字

符與音節，並且皆採用批踢踢實業坊(PTT)以及中央新聞社(CNA1)文本作為訓練語料，維

度大小皆為 300 維，並將詞頻小於 5 的詞彙捨去。在訓練詞與字符向量時，是利用快文

(Fasttext)向量模型來進行訓練，由於快文向量本身演算法的優勢，可以在訓練詞向量時，

也可取得字符向量表達。音節向量訓練則是採用全局向量模型(GloVe)來進行訓練。 

4.1.2 自動語音辨識系統 (Automatic Speech Recognition System) 

在自動語音辨識系統上，我們基於 Kaldi (Povey et al., 2011)工具包，聲學模型是基於神

經網路的 TDNN-F (Povey et al., 2018)系統，透過 Lattice-free MMI (Povey et al., 2016)和

sMBR (Vesely, Ghoshal, Burget & Povey, 2013)技術來進行模型訓練。我們的聲學模型訓

練語料是採用 NER-Trs-Vol1~3 與 MATBN (Wang, Chen, Kuo & Cheng, 2005)。語言模型

為三連語言模型(Trigram Language Model)並以 Kneser-Ney 平滑化技術來解決稀疏數據

的問題。最後此自動語音辨識系統的字符錯誤率(Character Error Rate)為 7.79%。 

4.1.3 口語選擇題的問答模型 (Spoken Multiple Choices Question Answering 
Model) 

我們使用 2018 年科技大擂台-與 AI 對話(Formosa Grand Challenge – Talk to AI2)的比賽

資料來進行實驗。該比賽是專屬於中文口語選擇題的問答任務，其中每個題目都會包含

文章、問題與選項之音檔，回答則是哪個選項是正確答案。關於此比賽資料所涉及的領

域非常的廣泛，包含科學、新聞或文言文等等，我們選用其中 8 場比賽資料來進行實驗，

訓練集、發展集與兩種測試集之統計資訊如表 1 所示。發展集是包含雜訊干擾後的音訊，

測試集則分為兩種，第一種測試集是有文言文內容的音訊，第二種則是決賽的題目以中

高階華語文測驗為主。關於每個音檔的資訊，其文章、問題與選項平均分別為 22,538、

2,230 與 5,904 個幀(Frame)；在正確文本(Manual Transcriptions)上，每組題目平均分別為

235.3、16.7 與 4.1 個字元。此實驗採用正確率做為評估指標。在 QACNN 中，隱藏層大

小設定分別為 32、64 與 128，卷積層的核大小也分成[1,2,3]、[1,3,5]、[1,3,7]與[1,4,7]來

進行實驗。在 Co-matching 上，隱藏層大小則設定為 64 與 128。以上兩種模型丟失率

(Dropout Ratio)皆為 0.2，並都採用 Adam 優化器(Kingma & Ba, 2014)且學習率為 0.001、

批次(Batch)大小分別為 32 與 4，總期次數分別為 13 與 80。對於文章、問題與每個選項

                                                       
1 CNA: http://www.cna.com.tw/ 
2 Formosa Grand Challenge - Talk to AI: https://fgc.stpi.narl.org.tw/activity/techai2018 
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的長度限制分別為 600、40 與 40 個字元。實驗皆以 python 3.7.2 與 PyTorch 0.4.1(Paszke 

et al., 2017)套件實現。 

表 1. 2018 科技大擂台數據集 
[Table 1. 2018 Formosa Grand Challenge – Talk to AI Dataset.] 

訓練集 Training Set 發展集 Development Set 測試集 Test Set 

7,050 1,000 1,500 1,000 

表 2. 台達電閱讀理解資料集 
[Table 2. Delta Reading Comprehension Dataset.] 

訓練集 Training Set 測試集 Test Set 

文本數 問題數 文本數 問題數 

5,014 26,936 1,000 3,524 

4.1.4 文本段的問答模型 (Answer-span Prediction Question Answering Model) 

除了選擇題式的問答系統外，本論文亦進行以文本段形式的問答模型實驗，以進一步地

驗證本論文提出之方法在不同形式的問答系統中，皆有其效用。我們使用台達電閱讀理

解數據集(Delta Reading Comprehension Dataset, DRCD) (Shao, Liu, Lai, Tseng & Tsai, 

2018)進行中文文本段問答模型之實驗，其訓練集與測試集之統計資訊如表 2 所示。其中

每個題目都是由一段文章與問題所組成，其答案為此文章的一小段落作為答案。我們採

用 F1 與 EM 分數作為評估指標。在 QANet 中，隱藏層大小設定為 96，並且批次大小與

總訓練次數分別為 10 與 20，其餘皆參照原論文之訓練方式來進行學習。對於文章、問

題的長度限制分別為 800 與 50 個字。 

4.1.5 訓練策略於問答系統 (Training Strategy for Question Answering) 

本論文對於訓練策略進行實驗時，基礎系統(Baseline System)是以下訓練代號：W(詞)、

C(字符)與 S(音節)來呈現，分別代表輸入詞向量、字符向量或音節向量來訓練模型。除

了基礎系統的設定外，驗證本論文提出的方法共有四種訓練策略方式，分別為 W-C、

W-S、C-S 與 W-C-S 訓練代號來呈現，分別代表進行訓練時，會依照其所指定的訓練順

序來給予模型進行學習；像是 C-S 則是代表在訓練策略中，會讓模型先訓練於字符向量

後再給予音節向量來進行學習。順帶一提的是，本論文提出的訓練策略，是應用不同的

數據粒度的資料呈現來訓練模型，以達到更好的模型效能，並不是專注於如何讓不同的

數據特徵同時輸入給網路，因此在實際預測時，可以透過不同數據粒度的詞向量來輸入

給模型，並於實驗結果中呈現並探討。 
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4.2 實驗結果 (Experimental Results) 

4.2.1 口語選擇題的實驗結果 (Experimental Results of Spoken MCQA) 

此實驗結果中，我們先呈現 QACNN 以及 Co-Matching 在於中文口語選擇題的問答任務

之結果，此組實驗也是本實驗的基礎系統，實驗結果如表 3 與表 4 所示。由於我們訓練

每個詞、字符以及音節向量時，其維度皆相同，故此問答模型可以丟入不同的詞向量來

進行預測。我們這邊是以成對的方式來進行數據呈現；例如 C 就是訓練與預測模型時皆

只使用字符向量來進行評估。有鑑於在每個不同的參數設定並沒有很明顯的模型效能差

異，故採用每個系統平均精確度的方式來呈現實驗結果。可以發現在於兩種模型在驗證

與測試集 1 上，都呈現 S > C > W 的狀況。我們認為這是當有自動語音辨識錯誤產生的

時候，導致單用詞向量會有語意不清的情況；當透過字符向量來訓練模型，雖也有語意

不清的狀況，但是相較於詞向量會有機會找出重要的字符，而不是僅依靠詞來進行判斷。

單訓練在音節向量時，其實驗結果皆較詞向量與字符向量佳，可能的原因為對於 QACNN

來說，不需要太過專注於詞向量的表徵上，而是看每個詞與詞之間的相似程度來進行學

習，因此利用音節這種一對多的關係來給表示相似程度或許是有助益的；反過來說，

Co-Matching 是對輸入的文字進行編碼器後，再取得匹配特徵進行所需之流程，在實驗

上，在驗證集與測試集 2 中並無明顯效益，而測試集 1 是含有噪音的干擾問題，所以當

採用音節特徵給予模型學習時，會有比較好的結果。在正確轉寫文本的實驗結果上，相

較於自動語音辨識的結果有相當顯著的提升，並且在不同粒度的詞向量的差距反而變小。

在中高階華語文難度的測試集，因為需要明確語意來回答問題，故在相較於使用字符與

音節向量上，詞向量有比較好的預測效果。 

表 3. 各模型於中文口語選擇題的問答任務基礎系統之自動語音辨識實驗結果
[Table 3. Experimental Results of the Baseline System in Chinese Spoken Question 
Answering Task with ASR Transcription.] 

 
Validation Test 1 Test 2 

W C S W C S W C S 

QACNN 56.67 63.59 64.78 68.68 70.73 74.02 39.07 39.45 39.53 

Co-Matching 54.00 64.02 65.05 58.56 72.32 74.86 38.14 39.62 39.20 

表 4. 各模型於中文口語選擇題的問答任務基礎系統之正確文本實驗結果 
[Table 4. Experimental Results of the Baseline System in Chinese Spoken Question 
Answering Task with Manual Transcription.] 

 
Validation Test 1 Test 2 

W C S W C S W C S 

QACNN 64.76 70.42 70.54 80.14 82.58 82.26 41.67 42.25 42.53 

Co-Matching 59.88 73.26 72.90 62.56 71.83 73.22 39.17 42.01 40.64 
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接下來，我們呈現本論文提供之訓練策略於各式模型的效果，如表 5 至 7 所示。有

別於表 3 與表 4 的表示法，W 至 W-C-S 是指各種不同的訓練策略時，所使用的詞向量順

序；在於表格中 QACNN[W/C/S]，則是 QACNN 在這訓練策略下，我們使用[W/C/S]的[詞

/字符/音節]向量作為輸入時，其模型預測的準確度。其中粗體代表的是對應於訓練決策

時，有所使用的向量表示；粗體加底線的數據則是由於訓練策略有利用多個向量表示來

進行訓練，並透過這種標記方式來呈現，這些都屬於相對有所使用的向量。我們發現藉

由這種訓練策略，相較於單用單一向量訓練 W、C 與 S 的狀況，當利用多個向量進行訓

練時，是有助於模型進行預測時的效果。在驗證集、測試集 1 與 2 之中，分別達到

1.28%~2.07%、0.52%~2.35%與 0.38%~1.84%之效能改進。上述的實驗結果中，可以發現

QACNN 與 Co-Matching 兩個模型，在於不同的向量輸入上，並沒有很嚴重的不匹配情

況。就像是只訓練於詞向量的問答模型，對於以字符與音節向量作為預測資料的輸入，

也能有一定之效能。從另外一個角度來觀察，可以發現在大部分的數據中，不管是採用

何種訓練策略下，採用音節向量進行輸入時，通常會取得最好的結果，我們認為這是因

為在自動語音辨識錯誤的文本上，音節對於 QACNN 與 Co-Matching 來說，是比較有利

於預測的。反之在正確文本上，則是採用字符向量或音節向量時，會得到大部分最好的

結果。 

表 5. 各模型於中文口語選擇題的問答任務驗證集之自動語音辨識實驗結果 
[Table 5. Experimental Results of the Baseline System in Chinese Spoken Question 
Answering Validation Task with ASR Transcription.] 

 
Validation 

W C S W-C W-S C-S W-C-S 

QACNN [W] 56.67 55.97 56.38 56.69 56.97 56.47 56.72 

QACNN [C] 62.56 63.59 63.49 63.45 63.78 63.61 63.94 

QACNN [S] 64.19 64.98 64.78 65.99 65.91 66.07 66.26 

Co-Matching [W] 54.00 44.95 39.66 55.31 55.16 44.00 55.48 

Co-Matching [C] 59.84 64.02 57.66 64.19 61.80 64.72 65.11 

Co-Matching [S] 59.51 61.43 65.05 61.37 66.23 66.60 66.44 
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表 6. 各模型於中文口語選擇題的問答任務測試集 1 之自動語音辨識實驗結果 
[Table 6. Experimental Results of the Baseline System in Chinese Spoken Question 
Answering Test 1 Task with ASR Transcription.] 

 
Test 1 

W C S W-C W-S C-S W-C-S 

QACNN [W] 68.68 68.28 67.57 69.33 68.57 68.16 69.07 

QACNN [C] 68.58 70.73 71.16 71.22 71.30 71.39 71.30 

QACNN [S] 72.19 73.36 74.02 74.05 74.33 74.09 74.54 

Co-Matching [W] 58.56 49.97 42.97 62.02 60.48 50.15 62.38 

Co-Matching [C] 63.35 72.32 61.24 73.38 65.31 73.36 73.21 

Co-Matching [S] 66.43 68.65 74.86 66.92 74.88 75.26 74.98 

表 7. 各模型於中文口語選擇題的問答任務測試集 2 之自動語音辨識實驗結果 
[Table 7. Experimental Results of the Baseline System in Chinese Spoken Question 
Answering Test 2 Task with ASR Transcription.] 

 
Test 2 

W C S W-C W-S C-S W-C-S 

QACNN [W] 39.07 40.19 39.35 40.24 40.31 39.35 39.65 

QACNN [C] 38.97 39.45 39.10 39.59 40.16 39.43 40.01 

QACNN [S] 38.09 39.18 39.53 40.08 39.08 39.48 39.58 

Co-Matching [W] 38.14 36.46 32.52 38.79 38.18 36.59 39.09 

Co-Matching [C] 38.43 39.62 35.50 40.64 38.07 39.89 40.97 

Co-Matching [S] 36.37 36.68 39.20 36.94 38.71 39.73 39.76 

4.2.2 文本段的實驗結果 (Experimental Results of Answer-span Question 
Answering) 

我們呈現 QANet 在 DRCD 資料集之成效，並包含各式訓練策略與不同詞向量輸入之 F1

與 EM 評估結果，實驗結果如表 8 與表 9 所示。同樣地，W、C、S 中粗體部分，即為文

本段問答模型的基礎系統，並其餘表格設定皆與表五至表七相關描述相同。可以發現在

沒學習過的向量表示上，有別於選擇題形式的結果，會有嚴重的不匹配問題產生，但在

W-C 與 W-S 上，卻發現了不同的情況：在 W-C 的訓練策略上，是符合未匹配的情況；

在 W-S 的訓練策略上，其效能比其他訓練策略都低之外，卻可以在輸入字符向量時，有

一定之效能。因此，QANet 在本論文所提出的訓練策略中，最適合之組合為透過 W-C

的訓練策略來訓練，並採用字符向量作為輸入，可得到最好之效果。值得注意的是，DRCD

的資料都以正確文本來進行實驗，理應不包含自動語音辨識錯誤的問題，所以本論文實
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驗於這組測試上，是為了證明本訓練策略在於非自動語音辨識錯誤的文本下，也可以讓

模型得到一定程度之改善。 

表 8. QANet 於 DRCD 問答任務測試集之 F1 實驗結果 
[Table 8. F1 Experimental Results of the QANet Model in DRCD Test Task.] 

 
DRCD 

W C S W-C W-S C-S W-C-S 

QANet [W] 78.04 24.31 12.76 79.02 75.27 30.11 76.37 

QANet [C] 57.99 81.61 10.63 83.40 65.33 80.77 82.23 

QANet [S] 11.56 22.81 76.52 25.58 69.20 74.78 74.00 

表 9. QANet 於 DRCD 問答任務測試集之 EM 實驗結果 
[Table 9. EM Experimental Results of the QANet Model in DRCD Test Task.] 

 
DRCD 

W C S W-C W-S C-S W-C-S 

QANet [W] 64.21 10.12 2.31 64.89 60.60 13.16 60.13 

QANet [C] 35.79 69.83 1.89 74.40 43.36 68.97 70.30 

QANet [S] 1.06 3.82 59.18 5.80 48.80 57.79 55.43 

5. 結論 (Conclusions) 

本論文提出一種簡單的訓練策略，透過數據粒度的概念，來有效改善自動語音辨識錯誤

所導致的效能問題，並透過實驗證明，不需額外模型的支援下，僅利用輸入不同向量的

方式讓模型達至更好的結果。我們所提出之方法，相較於基礎系統，在口語選擇題的實

驗結果，分別在 QACNN 與 Co-Matching 上，得到 2%至 4%的進步；在 QANet 於中文數

據集文本段的實驗結果，F1 與 EM 分別得到 1.79%與 4.57%的進步。未來會透過將詞向

量再細分為二元、三元等方式來進行延伸擴充或是將此訓練策略應用於英文數據集上來

驗證成效，並且將會與 BERT 與 XLNET 等基於語言模型的神經網路系統進行相結合。 
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EBSUM: 基於 BERT 的強健性抽取式摘要法 

EBSUM: An Enhanced BERT-based  

Extractive Summarization Framework 

吳政育、陳冠宇 

Zheng-Yu Wu and Kuan-Yu Chen 

摘要 

目 前 大 部 分 自 動 摘 要 方 法 ， 分 為 抽 取 式 摘 要 (Extractive) 與 重 寫 式 摘 要

(Abstractive)，重寫式摘要雖然能夠改寫文章形成摘要，但這並不是一種有效

的方式，困難點在於語意不通順、重複字等。抽取式摘要則是從文章中抽取句

子 形 成 摘 要 ， 能 夠 避 免 掉 語 意 不 通 順 ， 重 複 字 的 缺 點 。 目 前 基 於

BERT(Bidirectional Encoder Representation from Transformers)的抽取式摘要法，

多半是利用 BERT 取得句子表示法後，再微調模型進行摘要句子之選取。在本

文中，我們提出一套新穎的基於 BERT 之強健性抽取式摘要法(Enhanced 

BERT-based Extractive Summarization Framework, EBSUM)，它不僅考慮了句子

的位置資訊、利用強化學習增強摘要模型與評估標準的關聯性，更直接的將最

大邊緣相關性(Maximal Marginal Relevance, MMR)概念融入摘要模型之中，以

避免冗餘資訊的選取。在實驗中，EBSUM 在公認的摘要資料集 CNN/DailyMail

中，獲得相當優良的任務成效，與經典的各式基於類神經網路的摘要模型相比，

EBSUM 同樣可以獲得最佳的摘要結果。 

Abstract 

Automatic summarization methods can be categorized into two major streams: the 

extractive summarization and the abstractive summarization. Although abstractive 

summarization is to generate a short paragraph for expressing the original 

document, but most of the generated summaries are hard to read. On the contrary, 

extractive summarization task is to extract sentences from the given document to 
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construct a summary. Recently, BERT (Bidirectional encoder representation from 

transformers), which has been introduced to several NLP-related tasks and 

achieved remarkable results, is a pre-trained language representation method. In the 

context of extractive summarization, BERT is usually be used to obtain 

representations for sentences and documents, and then a simple model is employed 

to select potential summary sentences based on the inferred representations. In this 

paper, an enhanced BERT-based extractive summarization framework (EBSUM) is 

proposed. The major innovations are: first, EBSUM takes the sentence position 

information into account; second, in order to maximize the ROUGE score, the 

model is trained by the reinforcement learning strategy; third, to avoid the 

redundancy information, the maximal marginal relevance (MMR) criterion is 

incorporated with the proposed EBSUM model. In the experiments, EBSUM can 

outperforms several state-of-the-art models on the CNN/DailyMail corpus. 

關鍵詞：自動摘要，抽取式，BERT，強化學習，最大邊緣相關性 
Keywords: Auto-summarization, Extractive, BERT, Reinforcement Learning, 
MMR 

1. 緒論 (Introduction) 

隨著網際網路的普及，傳統的電子佈告欄系統與新興的社群媒體、數位討論平台日益蓬

勃，大量的文字資訊充斥在網路媒體上。有趣的是，雖然存在大量可利用的文字資料，

但同時卻存在資訊氾濫的問題。資料檢索(Information Retrieval)的任務是依據使用者輸入

的查詢(Query)，對所有文章進行排序，從大量的資訊中擷取使用者需要的文章(Nogueira 

& Cho, 2019; Wu, Yen, & Chen, 2019; Yang, Zhang, & Lin, 2019)。雖然資訊檢索已能篩選

出使用者最可能需要的文章，但文章數量仍然相當龐大、內容繁雜且冗餘，使用者需要

耗費多餘的時間處理不必要的資訊，以便得知各篇文章的有意義的部分。為了進一步地

幫助使用者處理大量的資料(Pak & Paroubek, 2010)，自動文件摘要技術(F. Liu, Flanigan, 

Thomson, Sadeh, & Smith, 2018; Rambaut, Drummond, Xie, Baele, & Suchard, 2018)成了一

個重要的研究議題，他不僅可以快速地整理出每一篇文章的重點資訊，讓使用者篩選自

己所需要的資訊，在行動裝置的普及的世代中，如何再低頻寬下將資訊整理，在有限的

顯示面積下，呈現給使用者更多的資訊，也成了自動摘要一個很好的應用場景(Billawala, 

Mehdad, Radev, Stent, & Thadani, 2018; Leiva, 2018)。除此之外，電子媒體的發展，為了

商業行銷、剖析民論輿情或是調查社會意向等，促使自然語言處理與分析成為重要的研

究領域。其中，摘要的抽取與分析，扮演著很重要的角色。因此，文件摘要不僅常被用

於傳統的新聞大綱任務中(Maskey & Hirschberg, 2003; Maybury & Merlino Jr, 2005)，亦被

應用於輿情分析的任務中(Fan & Gordon, 2014; Imran, Castillo, Diaz, & Vieweg, 2015; 

Stieglitz & Dang-Xuan, 2013)。輿情系統必須對文章進行情緒分析判斷其為正面或反面意

見(Fan & Gordon, 2014; He, Wu, Yan, Akula, & Shen, 2015)，也需讓使用者更快速瞭解其
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所想知道的正反意見文章的內容，所以自動文件摘要就成為輿情系統中重要的一部分。 

摘要的概念為使用較少的文字表達出文章中重要的中心意義，讓人們可以快速的篩

選自己所需要的資訊，減少吸收資訊的時間，但卻能了解到原始文章的內容，因此文件

自動摘要能有效解決資訊氾濫的問題。文件摘要最開始是由人工方式來進行文章摘要的

作業，雖然這樣的人工摘要品質高，但遇到大量且更新快速的應用，例如：線上新聞網

站、線上論壇、電子郵件…等等，必須耗費大量金錢以及時間，若自動摘要能夠有效套

用至上述各個應用，可為企業以及使用者提供更快速的閱讀體驗。然而，在現階段的應

用上，最常見且堪用的自動摘要方法是領導摘要(Lead)(See, Liu, & Manning, 2017)，領導

摘要是以句子作為基本單位來建構的，也就是將文章前幾句的句子蒐集並形成一個摘要。

雖然此類利用規則所建立之摘要有一定的效果、且易於實現，但其缺點是只能產生堪用

的摘要，並且只有像是新聞文章，通常以破題的方式在前幾句概述本篇新聞的重點資訊，

而適合用領導摘要法產生摘要。除了在文章中選取句子產生摘要的抽取式摘要法

(Extractive Summarization)外，重寫式摘要(Abstractive Summarization)也是目前主流的研

究方向。重寫式摘要需要電腦先對文章進行閱讀與理解，接著以生成的方式重寫出文章

的摘要。因此，重寫式摘要似乎可以產生較自然的摘要內容，但也可能因為產生不通順

的語句，而降低閱讀的流暢性(F. Liu et al., 2018; L. Liu et al., 2018; Nallapati, Zhou, dos 

Santos Gulcehre, & Xiang, 2016; See et al., 2017)；抽取式摘要是由文章中選取完整的句子

作為摘要，因此摘要的可讀性通常是較佳的，也因此，抽取式摘要法仍然是許多學者研

究的議題(Nallapati, Zhai, & Zhou, 2017; Narayan, Cohen & Lapate, 2018; Wong, Wu, & Li, 

2008)。 

近年來，由於 BERT 模型(Devlin, Chang, Lee, & Toutanova, 2018)的提出，許多自然

語言處理的任務皆取得了突破性的進展。在抽取式摘要的研究中，BERTSUM(Y. Liu, 

2019)使用 BERT 取得每個句子的表示法，然後利用後續的分類器，為每一個句子評分，

作為是否選取句子的依據。此外，為了減少摘要的冗餘，BERTSUM 採用規則式的三連

詞過濾法(Trigram Block)，捨棄與已選摘要存在重複三連詞的候選句子，藉此減少摘要

中冗餘的資訊。雖然 BERTSUM 已在抽取式摘要任務中取得相當優良的任務成效，但我

們認為，BERTSUM 缺乏考量句子在文章中的位置資訊；此外，BERTSUM 是針對每一

個句子以計算交叉熵(Cross Entropy)進行訓練，目的為最大化與正確摘要句子的似然值

(Likelihood)，但交叉熵優化方式不需要對句子進行排名，且與摘要的評分方法 ROUGE

之間不存在對應的關係；還有，BERTSUM 僅使用簡單的三連詞過濾方法，減少冗餘資

訊的選取。有鑑於此，本論文提出一套基於 BERT 的強健性摘要方法 EBSUM(Enhanced 

BERT-based Extractive Summarization Framework)，他不僅考量了句子在文章中的位置資

訊，利用強化學習(Narayan et al., 2018)的方式讓摘要模型與評估方式的關係更為緊密，

也進一步地讓摘要模型本身具備減少冗餘資訊選取的能力。 
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2. 預訓練之詞向量表示法 (Pretained Word Embedding) 

分布式向量表示法又稱詞向量(Word Embeddings)，是在自然語言處理中被廣泛使用的方

法，其目的是將每一個單詞以一個低維空間的分布式向量表示之。早期經典的方法有連

續詞袋模型(Continuous Bag-of-words, CBOW)、跳字模型(Skip-gram) (Mikolov, Chen, 

Corrado, & Dean, 2013)以及全局向量 (Global Vectors, GloVe) (Pennington, Socher, & 

Manning, 2014)。在這些經典的模型中，每一個字詞在不同的上下文中是以相同的詞向量

表示之，但許多字詞在不同的上下文中有著不同的含意，例如“蘋果”一詞，依照其上

下文，可能代表著手機品牌或者是一種水果。因此，為了讓每一個詞的表示法更加強健，

2018 年 Peter 首先提出 ELMo(Peters et al., 2018)架構，利用雙向長短期記憶模型(BiLSTM)

考慮上下文的資訊，為每一個位置的詞輸出相對應的詞向量，也就是在不同位置的同一

個詞，將有著不同的低維度向量表示法。接著，由於長短期記憶模型(Long Short-term 

Memory, LSTM)在模型參數更新時，無法以平行運算的方式加速計算，並且在一些任務

上已被證明 Transformer(Vaswani et al., 2017)架構的優點與效能，因此 OpenAI 基於

Transformer 架構，提出 GPT(Generative Pre-training) (Radford, Narasimhan, Salimans, & 

Sutskever, 2018)模型，用於學習每一個詞的詞向量表示法。隨後，基於 GPT，谷哥又再

提 出 BERT(Bidirectional Encoder Representations from Transformers) (Devlin et al., 

2018)。 

相較於 GPT，BERT 在模型架構上進行些許變動，首先利用 Transformer 中的 Encoder 

取代 GPT 中的 Transformer Decoder，並採用雙向（Bidirectional）語言模型方式進行預訓

練，且訓練資料比 GPT 更大。此外，BERT 屬於多任務學習，在模型訓練時分為兩個步

驟，第一步驟是預訓練遮罩語言模型(Masked Language Model)，即隨機遮罩訓練資料中

百分之十五的單字量，並用[MASK]代替，讓模型利用[MASK]的上下文資訊預測 [MASK]

原本的正確單詞： 

            今天天氣真ሾܭܵܣܯሿ，適合去ሾܭܵܣܯሿ野餐                                                (1) 

為了防止模型無法收斂，在實作過程中，80%的訓練時間是使用[MASK]遮罩單詞，

另外 10%的訓練時間則使用一個隨機的詞當作遮罩，以及 10%的訓練時間給定正確的詞。

第二步驟，為了使 BERT 考慮到句子等級關係，因此除了遮罩語言模型，加入句子關聯

性的分類任務(Next Sentence Prediction)，即給予兩個句子，判斷第二句是否為第一句的

後續句子。更明確地，訓練 BERT 模型時的輸入如圖 1 所示，[CLS]表示句子的開頭，而

圖 1. BERT 架構圖。 
[Fiqure 1. Illustration of BERT Model.] 
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[SEP]表示分句，且在預訓練中每個位置的字詞由三種向量表示法相加而成，分別是位置

向量(Position Embedding)、詞向量(Token Embedding)以及段落向量(Segment Embedding)。

位置向量是用來表示這個字詞是位於輸入序列中的哪一個位置；段落向量則用於表示單

詞是位於上句 E_A 或者下句 E_B；最後，BERT 的輸入為此三種向量相加形成，而[CLS]

可以視為是整體的表示法，並且被用於句子關聯性的分類任務之中。 

3. 基於BERT的抽取式摘要方法 (BERT-Based Extractive Summarization 
Method) 

 
圖 2. 基於 BERT 的基準抽取式摘要法(BERTSUM(Y. Liu, 2019))架構圖。

[Fiqure 2. Illustration of BERTSUM Model.] 

3.1 BERTSUM 

由於 BERT 幾乎在所有類型的自然語言處理任務皆得到了相當大幅的效能提升，包括問

答系統(Question Answering) (Qu et al., 2019; Yang, Xie et al., 2019)、資訊檢索(Wu et al., 

2019; Yang, Zhang et al., 2019)以及對話系統(Dialog System)。在自動摘要(Gu & Hu, 2019; 

Lebanoff et al., 2019; Y. Liu, 2019; Zhang et al., 2019; Zheng & Lapata, 2019b)的研究中，

BERT 也已被用於抽取式摘要的任務之中。BERTSUM (Y. Liu, 2019)將一篇給定的文章ܦ

視為一連串句子的集合： 

          ܦ ൌ ሾݐ݊݁ݏଵ, ⋯,ଶݐ݊݁ݏ ,  ௡ሿݐ݊݁ݏ                                                                     (2) 

其中，ݐ݊݁ݏ௜表示在ܦ中第݅個句子。在輸入的階段，BERTSUM 在每一個句子的開頭加入

[CLS]，並且在句子結尾加入[SEP]；另外，與 BERT 原論文相同，每一個句子皆有一個

段落向量；最後，每一個字的向量表示法即是將位置向量、詞向量以及段落向量相加而
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成。BERTSUM 的特點是將第݅個[CLS]標籤在 BERT 中最後一層的輸出，當作ݐ݊݁ݏ௜的表

示法ܴ௜。在訓練抽取式摘要器時，BERTSUM 將每一個句子ݐ݊݁ݏ௜由 BERT 所求得的表示

法ܴ௜經過分類器輸出分數，判斷是否為正確的摘要句子。若為正確的摘要句子，其值應

為 1；反之，不是摘要句子的分數應為 0 : 

          ൜
෤௜ݕ ൌ ݕݎܽ݉݉ݑݏ	݊݅	ݐ݋݊	௜ݐ݊݁ݏ	݂݅				0
෤௜ݕ ൌ ݕݎܽ݉݉ݑݏ	݊݅	௜ݐ݊݁ݏ	݂݅								1

                                                          (3) 

BERTSUM 提出的三種分類器，包括簡單分類器(Simple Classifier)、Transformer 以及遞

迴神經網路(Recurrent Neural Network, RNN) (Hochreiter & Schmidhuber, 1997)，並且利用

二分類交叉熵(Binary Cross Entropy)計算預測誤差，並依此為整個 BERTSUM 模型進行

參數的訓練與調整。BERTSUM 的模型架構如圖 2 所示。值得注意的是，在測試階段(Test 

Stage)，為了增加摘要內容的多樣性、避免選取出冗餘的句子，BEETSUM 使用三連詞過

濾方法(Carbonell & Goldstein, 1998)，以減少摘要的冗餘，當給定已選摘要句子集 ምܵ以及

BERTSUM 所預測出的候選摘要句子c，若c與 ምܵ存在任一三字元組，則忽略c，使得摘要

中每一個句子不相互重疊。 

3.2 PACSUM (Zheng & Lapata, 2019a) 

BERTSUM 在抽取式摘要任務中取得相當優良的任務成效，但是監督式學習方式必須依

賴大量的標記訓練集，不易應用於現實應用中(Cheng & Lapata, 2016; Gehrmann, Deng, & 

Rush, 2018; Nallapati et al., 2017; Nallapati et al., 2016; Narayan et al., 2018; Paulus, Xiong, 

& Socher, 2017; See et al., 2017)，因此無監督學習仍然是許多任務的研究方向(Erkan & 

Radev, 2004; Hirao, Yoshida, Nishino, Yasuda, & Nagata, 2013; Li, Wang, Lam, Ren, & Bing, 

2017; Lin & Hovy, 2002; Marc, 1998; Mihalcea & Tarau, 2004; Parveen, Ramsl, & Strube, 

2015; Radev, Jing & Budzikowska, 2000; Wan, 2008; Wan & Yang, 2008; Yin & Pei, 2015)。

大部分無監督式學習的抽取式摘要任務採用基於圖(Graph-based)的排序演算法，用以計

算句子在文章中的顯著性(Salience)。更明確地，當將給定文章ܦ ൌ ሾݐ݊݁ݏଵ, ⋯,ଶݐ݊݁ݏ , ，௡ሿݐ݊݁ݏ

可將每個句子ݐ݊݁ݏ௜表示為圖中的節點(node)，而任二個節點൫ݐ݊݁ݏ௜, ，௝൯間有邊݁௜௝相連ݐ݊݁ݏ

並且以相似度分數(similarity)作為邊݁௜௝的權重。接著，再以各式圖論的演算法，如 Pagerank 

(Brin & Page, 1998)，計算每一句子的中心性(centrality) :  

            centralityሺݐ݊݁ݏ௜ሻ ൌ ∑ ݁௜௝௝∈ሼଵ,…,௜ିଵ,௜ାଵ,…,௡ሽ                                                   (4) 

此一中心性分數就被用來做為該句子是否為摘要句子的分數。 

PACSUM 認為 Pagerank 並無考慮到圖的方向性(Undirected)，因此 PACSUM 透過相

對位置來計算中心性，希望越早出現的句子越重要。基於這個想法，PACSUM 計算ݐ݊݁ݏ௜中

心性分數的方式為： 

              centralityሺݐ݊݁ݏ௜ሻ ൌ ଵߣ ∑ ݁௜௝௝ழ୧ ൅ ଶߣ ∑ ݁௜௝௝வ୧                                             (5) 

其中，ߣଵ以及ߣଶ分別為前向(Forward-looking)以及後向(Backward-looking)的權重，且
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ଵߣ ൅ ଶߣ ൌ 1，在實驗中 PACSUM 發現ߣଵ ൏ 0能夠有最佳的效果，這表明了若句子與前面

的句子相似的話，會使中心性分數降低。除了分數計算的方式改變外，PACSUM 使用

BERT 做 為 句 子 的 編 碼 器 ， 並 以 句 子 層 級 的 分 佈 假 設 (Sentence-level distributional 

hypothesis) (Harris, 1954; Polajnar, Rimell, & Clark, 2015)進行 BERT 參數的微調： 

    ௦௘௡௧೔షభݒ൫ߪ݃݋݈
ᇱ ௦௘௡௧೔൯ݒ் ൅ ௦௘௡௧೔శభݒ൫ߪ݃݋݈

ᇱ  ௦௘௡௧೔൯ݒ்  

              ൅ॱ௦௘௡௧೔~௉ሺ௦ሻൣ݈ߪ݃݋൫െݒ௦௘௡௧೔
ᇱ  			௦௘௡௧೔൯൧ݒ்                                         (6) 

其中ݒ௦௘௡௧ᇱ 以及ݒ௦௘௡௧為兩個不同的 BERT，ߪ為激活函數 sigmoid，ܲሺݏሻ為均勻分佈的句子

空間。模型訓練完成後，可用於產生句子的向量表示法。 

4. EBSUM：基於BERT的強健性抽取式摘要方法 (Enhanced BERT-based 
Extractive Summarization Framework, EBSUM) 

 

圖 3. 基於 BERT 的強健性抽取式摘要法(EBSUM)架構圖。 
[Fiqure 3. Illustration of EBSUM Model.] 

雖然 BERTSUM 已在抽取式摘要任務中取得相當優良的任務成效，但我們認為，

BERTSUM 缺乏考量句子在文章中的位置資訊；此外，BERTSUM 是針對每一個句子以

計算交叉熵(Cross Entropy)進行訓練，目的為最大化與正確摘要句子的似然(Likelihood)，
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但交叉熵優化方式不需要對句子進行排名，且與摘要的評分方法 ROUGE 之間不存在對

應的關係；還有，BERTSUM 使用三連詞過濾方法，減少冗餘資訊的選取。有鑑於此，

本論文提出一套基於 BERT 的進階版摘要方法 EBSUM(Enhanced BERT-based Extractive 

Summarization Framework)，他不僅考量了句子在文章中的位置資訊，利用強化學習的方

式讓摘要模型與評估方式的關係更為緊密，也進一步地讓摘要模型本身具備減少冗餘資

訊選取的能力。 

我們所提出之 EBSUM 摘要模型架構如圖 3 所示。首先，在輸入的階段，EBSUM

將文章ܦ視為一連串句子的集合ܦ ൌ ሾݐ݊݁ݏଵ, ⋯,ଶݐ݊݁ݏ , 中第݅個句ܦ௜表示文章ݐ݊݁ݏ，௡ሿݐ݊݁ݏ

子，並且在每一個句子的開頭加入[CLS]、句子結尾加入[SEP]。 

4.1 句子位置向量 (Sentence Position Embedding) 

許多研究指出人們在撰寫文章時，會習慣在文章前半部講述重點，尤其新聞文章更是常

見，因此有許多自動摘要模型，會將句子在文章中的位置資訊作為一項特徵。為了將此

一特徵納入運用，EBSUM 提出三種考慮句子位置資訊的特徵：CLS 向量、ALL 向量以

及 SEP 向量，如圖 4 所示。CLS 向量是在每一句ݐ݊݁ݏ௜的開頭符號[CLS]位置上，加上對

應該句的位置向量ܧ௜，其中݅為句子ݐ݊݁ݏ௜在文章的位置，而除了[CLS]以外的字詞，通通

加上一個相同的特徵ܧ௭௘௥௢；ALL 向量則是將每一個句子ݐ݊݁ݏ௜中的每一個字詞都加入代表

這一個句子的位置向量ܧ௜；與 CLS 向量相反，SEP 向量是在每一句ݐ݊݁ݏ௜的結尾符號 [SEP]

位置上，加上對應該句的位置向量ܧ௜，其中݅為句子ݐ݊݁ݏ௜在文章的位置，而除了[SEP]以

外的字詞，通通加上一個相同的特徵ܧ௭௘௥௢。 

圖 4. 三種句子位置向量，分別為 SEP 向量、CLS 向量、ALL 向量。 
[Fiqure 4. SEP Embeddings、CLS Embeddings and ALL Embeddings.] 

4.2 強化學習(Reinforcement Learning) 

在抽取式摘要任務中，許多模型利用神經網路對文章中的每一個句子進行各式特徵抽取，

藉由這些特徵，預測每個句子被選為摘要句的分數，並使用交叉熵(Cross Entropy)計算當

前模型的預測結果與正確答案的差異，再進行模型參數的更新。這樣的做法是希望正確
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的摘要句子可以獲得較高的預測似然值(Likelihood)，但以優化每一個句子的交叉熵值為

目標，會忽略句子與句子之間的排名關係，並且這樣的訓練方式並無法直接與摘要的分

數相對應。所以，有研究指出，使用交叉熵作為優化的目標容易產生過長的摘要或者選

取到冗餘的句子(Narayan et al., 2018)。有鑑於此，本研究透過強化學習(Sutton & Barto, 

2018)中的策略學習(Policy Learning) (Williams, 1992)，希望讓模型的訓練目標與摘要分數

（即 ROUGE）有更明確的對應關係。在強化學習中，對於給定的一篇文章ܦ，我們可以

隨機的抽取一組句子ܵ形成摘要，並以 ROUGE-1 與 ROUGE-2 的 F1 分數總和做為這組

句子對應的獎勵值ݎሺܵሻ。因此，強化學習的目標函式為最小化預期負面獎勵值(Negative 

Expected Reward)： 

            ሺΘሻܮ ൌ െॱௌ~௉ሺ∙|஽,஀ሻሾݎሺܵሻሿ                                                                      (7) 

其中Θ是抽取式摘要模型參數。當使用強化學習於抽取式摘要的任務上時，實作上我們

在其交叉熵損失上與ݎሺܵሻ相乘，其目標是讓模型懂得區別哪些句子容易出現在高獎勵值

的組合中，哪些句子則通常會讓獎勵值變低，因此達到抽取式摘要模型懂得如何抽取適

當的句子組成摘要。 

4.3 最大邊緣相關性向量 (Maximal Marginal Relevance, MMR) 

為了使抽取式摘要模型可以自動地考量冗餘資訊的問題，我們發想於資訊檢索領域中的

最大邊緣相關性(Maximal Marginal Relevance, MMR)準則，提出最大邊緣相關性向量，使

得 EBSUM 在每個世代(iteration)都可以選擇出新穎且富有資訊的句子做為摘要。更明確

地，當給定摘要文章ܦ ൌ ሾݐ݊݁ݏଵ, ⋯,ଶݐ݊݁ݏ , ௡ሿ以及已選取的摘要集S෰，對於文章中已出ݐ݊݁ݏ

現在S෰內的字詞，我們給予一個最大邊緣相關性向量ܧௌ；反之，文章中未在S෰中出現的字

詞，以一個最大邊緣相關性向量ܧே表示之，其初始值為隨機向量，並交由 BERT 訓練學

習，如圖 5 所示。為了讓 EBSUM 確實了解最大邊緣相關性向量的意義，在訓練時，我

們將訓練資料中的每一篇文章隨機的挑選 0~3 句正確摘要句子放入集合S෰中，模型參數的

更新目標則是正確地選取剩餘的正確摘要句子。 

圖 5. 最大邊緣相關性向量。 
[Fiqure 5. Maximal Marginal Relevance.] 
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4.4 微調抽取式摘要任務之模型 (Fine-tuned Extractive Summarization 
Model) 

為了讓 EBSUM 考量句子在文章中的位置資訊以及具備抵抗冗餘資訊的能力，因此除了

位置向量、詞向量以及段落向量外，我們額外引入了句子位置向量以及最大邊緣相關性

向量，所以在 EBSUM 中，每一個字的向量表示法即是將這些向量相加而成。接著，藉

由 BERT，我們可以得到每一個句子的向量表示法，即第݅個[CLS]標籤在 BERT 中最後

一層的輸出，當作ݐ݊݁ݏ௜的表示法ܴ௜。在獲得每一個句子的表示法後，我們將這些向量輸

入由多層 Transformer 堆疊而成的摘要任務(Summarization Layer)層(Ba, Kiros, & Hinton, 

2016; Vaswani et al., 2017)，最終輸出每個句子被選擇為摘要的機率。值得一提的是，由

於最大邊緣相關性向量的加入，EBSUM 是遞迴式的每次選取該次預測分數最大的句子

加入已選摘要集S෰中，直到句子數（或預先設定的摘要比例或字數）達到預先設定的數量

後，整個過程即停止。 

5. 實驗結果與討論 (Experiment and Discussion) 

我們使用 CNN/DailyMail (Hermann et al., 2015; See et al., 2017)資料集進行摘要模型的效

能評估，含新聞文章和其摘要文章，平均字數以及句數如表 2，其中訓練集、驗證集和

測試集分別有 287,227、13,368 以及 11,490 篇文章。我們使用 PyTorch、OpenNMT(Klein, 

Kim, Deng, Senellart, & Rush, 2017)以及 bert-base-uncased 版本的 BERT 實現本研究所提

出之 EBSUM。為了進行比較，我們亦重現了強健的基準系統 BERTSUM。值得一提的

是，在 BERTSUM 的前處理中，會將少於 5 個字詞的句子進行移除，可能是因為 BERTSUM

認為少於 5 個字的句子資訊量不足，但為了與其他基準系統進行比較，我們亦實作將少

於 5 個字詞的句子進行保留，其餘設定不變之 BERTSUM 與領導摘要法(LEAD)，實驗結

果如表 1 所示。這組實驗呈現了本研究所實現的 BERTSUM 與原論文的結果非常接近，

也因此當我們將僅含有 5 個字以下的句子保留的實驗結果，可公平地與其他方法互相比

較。 

表 1. LEAD 與 BERTSUM 在 CNN/DailyMail 資料集上的實驗結果。 
[Table 1. Experimental Results of the LEAD and BERTSUM in CNN/DailyMail] 

  ROUGE-1 ROUGE-2 ROUGE-L 

移除 5 個字以

下的句子 

LEAD 
(Y. Liu, 2019) 

40.42 17.62 36.67 

LEAD 40.42 17.62 36.66 

BERTSUM 
(Y. Liu, 2019) 

43.25 20.24 39.63 

BERTSUM 43.15 20.16 39.56 

保留 5 個字以

下的句子 

LEAD 40.32 17.56 36.58 

BERTSUM 43.25 20.20 39.61 
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表 2. CNN/DailyMail 資料集的統計數據，分別以單詞與句數計算平均文章以及 
摘要長度。 
[Table 2. Avg words and sentences of Documents and Summary in CNN/DailyMail] 

  文章平均 摘要平均 

 總文章數 字數 句數 字數 句數 

CNN+DM 11490 691.9 28.0 54.6 3.9 

在第二組實驗中，我們對近年著名的摘要研究進行比較。首先，指針生成網路(Pointer 

Generator Network, PGN) (See et al., 2017)是相當知名的重寫式摘要法，但其結果甚至較

抽取式的領導摘要法(LEAD)更差，這是許多重寫式摘要系統的缺點，即容易生成語意不

通或不流暢的摘要，導致評估結果不佳。REFRESH (Narayan et al., 2018)提出一個使用加

強式學習的抽取式摘要模型，其任務成效表現優於指針生成網路(PGN)以及領導摘要法

(LEAD)。由於 BERT 的提出，許多自然語言處理的相關問題皆獲得大幅度的進步，在抽

取式摘要的研究中，BERTSUM 是基於 BERT 而提出的經典方法，由實驗結果可知，他

可較領導摘要、指針生成網路以及 REFRESH 有更佳的 ROUGE 分數。雖然 BERTSUM

已取得大幅度的進展，但他沒有考量了句子在文章中的位置資訊、摘要模型與摘要評估

方式的關係並不密切，而且須要倚賴額外的三連詞過濾法以避免冗餘資訊的選取。為了

解決這些問題，我們提出了一套新穎的基於 BERT 的強健性抽取式摘要法 EBSUM，實

驗結果顯示，EBSUM 確實相較於領導摘要、指針生成網路、REFRESH 以及 BERTSUM

有更佳的 ROUGE 分數。 

表 3. 各式經典的摘要模型於 CNN/DailyMail 資料集上的實驗結果。 
[Table 3. Experimental Results of the Classic Models in CNN/DailyMail] 

 ROUGE-1 ROUGE-2 ROUGE-L 

LEAD 40.32 17.56 36.58 

PGN 
(See, Liu, & Manning, 2017) 

39.53 17.28 37.98 

REFRESH 
(Narayan, Cohen, & Lapata, 2018) 

41.00 18.80 37.70 

BERTSUM  
(Y. Liu, 2019) 

43.25 20.24 39.63 

EBSUM 43.42 20.40 39.78 
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表 4. 探究本研究所提出的各個改進元件之實驗結果。 
[Table 4. Experimental Results of Improved Components in CNN/DailyMail] 

 ROUGE-1 ROUGE-2 ROUGE-L 

BERTSUM-Trigram Block 42.56 19.96 39.01 

BERTSUM-Trigram Block+CLS 42.64 20.05 39.11 

BERTSUM-Trigram Block+SEP 42.68 20.08 39.14 

BERTSUM-Trigram Block+ALL 42.25 19.72 38.67 

BERTSUM-Trigram Block+SEP+RL 42.71 20.14 39.18 

EBSUM 43.42 20.40 39.78 

EBSUM+Trigram Block 43.28 20.16 39.61 

最後，我們逐一的探究本研究所提出的各個改進元件。首先，為了驗證句子位置向

量 對 模 型 的 影 響 ， 我 們 在 不 使 用 三 連 詞 過 濾 法 的 BERTSUM 中 ， 表 示

為”BERTSUM-Trigram Block”，分別加入 CLS 向量、SEP 向量以及 ALL 向量，實驗結

果如表 4 所示，分別表示為”BERTSUM-Trigram Block+CLS”、”BERTSUM-Trigram 

Block+SEP”與”BERTSUM-Trigram Block+ALL”。由實驗結果可知，將句子位置特徵加入

所有字詞當中的表現最差（即 ALL 向量），這可能是因為將句子位置資訊加入所有字詞

向量中，使得字詞向量表示法過於含糊，因此若僅將句子位置資訊加入[CLS]或[SEP]中，

較不會影響字詞本身的向量表示法，且可以確實的將句子的位置資訊融入摘要的選取之

中。接著，我們探究強化學習對摘要模型的影響，實驗結果如表 4 中”BERTSUM-Trigram 

Block+SEP+RL”所示。結果顯示，加入強化學習，確實可以有效地考量摘要的評估結果

於模型之中，因此相較於”BERTSUM-Trigram Block+SEP”，可獲得一定的成效提升。最

後，當我們於”BERTSUM-Trigram Block+SEP”的設定中再加入最大邊緣相關性向量，即

成為本研究所提出之基於 BERT 的強健性抽取式摘要法(EBSUM)，由於融合了句子的位

置資訊、強化學習以及最大邊緣相關性準則，因此 EBSUM 可以獲得最佳的摘要成效。

當我們進一步地將 EBSUM 再與三連詞過濾法相結合時(即”EBSUM+Trigram Block”)，摘

要的成績是下降的，這是因為最大邊緣相關性準則已自動地會將冗餘的資訊屏除，若再

通過規則式的三連詞過濾法，可能會過度的將一些值得選取得句子摒棄，而造成任務成

效降低的結果。 

6. 結論 (Conclusions) 

在本文中，我們提出了一套新穎的基於 BERT 之強健性抽取式摘要法 EBSUM，不僅考

量了句子的位置資訊、利用強化學習增強摘要模型與評估標準的關聯性，更直接地將最

大邊緣相關性概念融入摘要模型之中，因此在公開的評測資料集 CNN/DailyMail 中，

EBSUM 可以獲得最佳的摘要任務成效。未來，我們將持續改進 EBSUM 的模型架構，

使其可以更簡單、更有效，也希望驗證此一模型可以在不同語言的資料集中，展現摘要

的成效。此外，我們也將把 EBSUM 應用於其他任務之中，諸如資訊檢索與機器翻譯等。 
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適合漸凍人使用之語音轉換系統初步研究 

Deep Neural-Network Bandwidth Extension and 

Denoising Voice Conversion System for ALS Patients 

黃百弘、廖元甫、鄧廣豐、Matúš Pleva、Daniel Hládek 

Bai-Hong Huang, Yuan-Fu Liao, Guang-Feng Deng,  

Matúš Pleva and Daniel Hládek 

摘要 

漸凍人症（肌萎縮性脊隨側索硬化症，Amyotrophic lateral sclerosis， ALS）

為一種神經退化性疾病，這種疾病目前還沒有治癒的方法，並會讓漸凍人慢慢

失去說話能力，最終導致無法利用語音與人溝通，而失去自我認同。因此，我

們需要為漸凍人建立適合其使用之語音溝通輔具（voice output communication 

aids, VOCAs），尤其是讓其能具有個人化的合成語音，即病友發病前的聲音，

以保持自我。但大部分在 ALS 後期，已經不能講話的病友，都沒有事先妥善

保存好個人的錄音，最多只能找出有少量大約 20 分鐘的低品質語音，例如經

過失真壓縮（MP3）、只保留低頻寬（8 kHz），或是具有強烈背景雜訊干擾

等等，以致無法建構出適合 ALS 病友使用的個人化語音合成系統。針對以上

困難，本論文嘗試使用通用語音合成系統搭配語音轉換演算法，並在前級加上

語 音 雜 訊 消 除 （ speech denoising ） ， 後 級 輔 以 超 展 頻 模 組 （ speech 

super-resolution）。以能容忍有背景雜訊的錄音，並能將低頻寬的合成語音加
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上高頻成分（16 kHz）。以盡量能從低品質語音，重建出接近 ALS 病友原音

的 高 品 質 合 成 聲 音 。 其 中 ， speech denoising 使 用 WaveNet ， speech 

super-resolution 則利用 U-Net 架構。並先以 20 小時的高品質（棚內錄音）教

育電台語料庫，模擬出成對的高雜訊與乾淨語音語句，或是低頻寬與高頻寬語

音，分別訓練 WaveNet 與 U-Net 模型，再用以處理病友的低品質語音錄音音

檔。實驗結果顯示，訓練出來的 WaveNet 與 U-Net 模型，可以相當程度還原

具雜訊或是低頻寬的教育電台語音檔。並能用來替 ALS 病友重建出高品質的

個人化合成聲音。 

Abstract 

ALS (Amyotrophic lateral sclerosis) is a neurodegenerative disease. There is no 

cure for this disease, and it will make the ALS patients eventually lose their ability 

to use their own voice to communicate with others. Therefore, a personalized voice 

output communication aids (VOCAs) is essential for ALS patients to improve their 

daily life. However, most of the ALS patients have not properly reserved their 

personal recordings in the early stage of the disease. Usually, only few low-quality 

speech recordings, such as distortion compressed, narrow band (8 kHz), or noisy 

speech, are available for developing their own personalized VOCAs. In order to 

reconstruct high-quality synthetic sounds close to the original sound of ALS 

patients, voice conversion with speech denoising and bandwidth expansion 

capacities were proposed in this paper. Here, a front-end WaveNet- and a backend 

U-Net-based speech enhancement and super-resolution neural networks, 

respectively, were constructed and integrated with the backbone voice conversion 

system. The experimental results showed that the WaveNet and U-Net models can 

restore the noisy and narrowband speech, respectively. Therefore, it is promising to 

be applied to reconstruct high-quality personalized VOCAs for ALS patients. 

關鍵詞：類神經網路、ALS、WaveNet 
Keywords: Neural network, ALS, WaveNet 

1. 緒論 (Introduction) 

漸凍症全名，肌萎縮性脊隨側索硬化症(Amyotrophic lateral sclerosis， ALS)，為一種逐

漸且要命的神經退化性疾病，ALS 患者因中樞神經系統內控制骨骼肌的神經元退化使大

腦逐漸完全喪失控制肌肉運動的能力，病程晚期會影響語言能力、進食、和呼吸系統的

運行，但此疾病並不見得會影響 ALS 患者的思考能力；相反，ALS 患者晚期依然維持完

整的思緒、具有發病前的人格、智力及記憶，所以病友即便影響到聲帶無法發出聲音，

但病友的思緒依然是然全不受影響的，在病友無法自身發出聲音與他人溝通的情況下就

需要用到音溝通輔具（voice output communication aids, VOCAs），目前 VOCAs 常用的
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方法是使用文字轉語音(Text To Speech,TTS)來作為病友語音輸出，病友經過前端裝置輸

入文字再由 TTS 轉換成聲音，即便目前 TTS 已能模擬出非常接近人類的聲音，卻無法還

原出病友在未發病時的聲音特色，滿足病友想用發病前聲音說話的自我認同需求，且病

友家屬也強烈表示希望病友能用具有發病前個性的聲音與他們溝通。 

如果要為病友建立個人的 TTS 需要病友在擁有大量的高品質音檔下才能完成，在一

般的情況下聲音的資料是非常容易取得的，只要將說過的話錄下來便能成為語料，但這

件看似簡單的事情對於晚期的漸凍病友卻不是如此，在病情發展到影響聲帶時，病友將

失去語言能力，或在配帶呼吸器的情況下要正常發音是非常困難的事情，所以只能仰賴

平日錄製的語音，但漸凍病友的病期難以推敲，且每位病友受病情影響的部位無法預測，

所以有預前錄製音檔的病友相當稀少，即便有數量也非常少。 

在病友先前自行錄製中我們發現，病友家屬將以手邊最容易取得之錄音系統錄製音

檔，如手機或錄音筆，所以錄音語料面臨兩大問題，第一環境音雜音大無法正確分析語

音特徵，在實驗中有一位病友家屬提供我們的音檔為測錄音檔，冷氣的低頻聲與環境回

音發常嚴重甚至已經超過病友的聲音，聲碼器在提取聲音特徵時大受影響，完全無法有

效的提取特徵參數，使得後面的訓練一蹋糊塗，轉換出來的聲音富含嚴重雜音，根本無

法辨識為病友聲音，但病友無法再提供其他錄音檔，只有嚴重雜訊音檔為病友轉換音檔，

第二病友語料取樣頻率不足高頻完全消失，情況是病友家屬有事先幫病友保存語音，病

友提供我們一小時的語音，但經過處理後只剩下 16 分鐘可用音檔，音檔為 AMR 破壞性

壓縮，並且取樣頻率只有 8kHZ，聲音輸出少了高頻聲音顯得不真實，無法完整還原病友

發病前聲音，所以本論文將傳統語音轉換系統前級增加 Speech Denoising (Kuleshov, 

Enam & Ermon, 2017) 與在後級再以 Super-Resolution (Rethage, Pons & Serra, 2018)來改

善，如圖 1 所示。 

 

圖 1. ALS 病友語音轉換系統圖 
[Figure 1. Block diagram of the voice conversion system for ALS patients] 
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本論文將病友語音輸入前級加上 Speech Denoising 確保病友音檔輸入為無雜訊干擾

語音，在轉換後音檔後級加上 Super-Resolution 確保病友轉換音檔輸出為具有高頻的較高

品質音檔，期望經過這套系統不僅能確保病友已剩不多的語音，保持輸入訓練音檔品質，

也確保輸出為病友具有高頻還原語音。 

2. 類神經網路語音轉換系統  (Neural Network-based Voice Conversion 
System) 

本論文提出的 ALS 語音轉換系統如圖 1，輸入語音使用微軟釋出的 Hanhan TTS (Text To 

Speech) (Zen, 2015)，將病友語音經過前級 Speech Denoising 系統之後作為目標語者(病友)

之語音，建立個人語音轉換系統，最後經過後級 Super-Resolution 系統將病友高頻補足。 

2.1 語音轉換模組 (Voice Conversion Module) 

2.1.1 Bi-LSTM語音轉換 (Bi-LSTM-based Voice Conversion) 

Bi-LSTM 語音轉換系統架構，如圖 2，先將 TTS 來源語者經由 Vocoder 取出語者特徵，

在經過 Bi-LSTM 模型進行學習，轉換成病友語音特徵，最後經由 Vocoder 將特徵組合回

來，輸出病友轉換語音。 

 

圖 2. Bi-LSTM 語音轉換系統架構 
[Figure 2.Bi-LSTM-based voice conversion] 

2.1.2 實現方法 (Implementation) 

本論文語音轉換系統使用平行語料架構，系統第一步是要擷取來源與目標語者每一個音

框的特徵參數，再利用 Dynamic Time Warping(DTW) (Salvador & Chan, 2007)進行音框對

齊。在語音轉換的過程中，首先透過 Vocoder 來分析音檔裡面的資訊，分別包含了下列
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三個重要的特徵 Mel-cepstral (Muda, Begam & Elamvazuthi, 2010)、Band Aperiodicity、

Log-F0，其中 Mel-cepstral 是聲音的頻譜，Band  Aperiodicity 是非週期性的特徵用來判

斷聲音是否發聲，最後 Log-F0 決定聲音的音高，這些特徵參數將作為模型的輸入進行訓

練，在訓練之前因為來源語者與目標與者說話的速度不會相同，Dynamic Time Warping

（DTW)解決來源與目標音框長度不同的問題。再以 DTW 的 alignment 結果，計算每一

個來源與目標對應音框，應該收縮（shrinking）、拉長（stretching）、還是保持不變（kept）

如下圖 3 所示。 

 

圖 3. Dynamic Time Warping(DTW)演算法示意圖 
[Figure 3. Schematic diagram of the dynamic time warping (DTW) algorithm] 

接下來將 DTW 對其資料丟入 bi-LSTM 模型中訓練，LSTM 網路是一種特殊的 RNN

結構，可以描述時變的語音訊號，並且把之前的資訊帶到當前的訓練任務中，，LSTM

的結構能夠用來防止長距離依賴問題，也就是可以解決梯度消失的問題，bi-LSTM 是將

LSTM 與 BRNN 結合在一起，這種方法可以在輸入的方向或的長時的上下文信息，效果

優於 LSTM，經過系統訓練後會產生病友的個人語音模型，系統後級會將目標語者之

Mel-cepstral、Band Aperiodicity、Log-F0，重新經過 Vocder 組合，將病友轉換語音輸出，

最後我們就可以達到使用來源語者說任何語句都能轉換成具有病友語音個性的病友專屬

語音轉換系統。 

2.2 語音強化模組 (Speech Enhancement Module) 

在摘要我們提到 ALS 病友後期已經無法在錄音，但病友卻都沒有妥善的保存聲音，在處

理病友音檔時遇到兩大問題，第一環境音雜音大無法正確分析語音特徵，第二病友語料

取樣頻率不足高頻完全消失，在病友已經無法在錄製音檔的情況下，我們希望可以最大

限度使用病友已所剩不多的音檔，所以我們將這兩套系統加入傳統的轉換系統中。 

2.2.1 語音消雜訊 (Speech Denoising) 

語音消雜(Speech Denoising)的問題上，大多數用於語音消雜的技術使用頻譜圖作為前端 

(Kumar & Florencio, 2016; Lu, Tsao, Matsuda & Hori, 2013; Parveen & Green, 2004)。然而，
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這種做法帶來了潛在丟棄的缺點 有價值的信息（階段）和利用通用特徵提取器（頻譜圖

分析）而不是學習給定數據分佈的特定特徵表示，最近，神經網絡已經證明在處理離散

化音頻信號的樣本之間的結構化時間依賴性方面是有效的，有趣的是， 大多數這些生成

模型都是自回歸模型(Mehri et al., 2016; van den Oord et al., 2016)，WaveNet (van den Oord 

et al., 2016)是在自然語音上被廣泛利用得自回歸模型，本論文使用 WaveNet 模型建置

Speech Denoising，目標為最大保留已剩不多的病友語音。 

2.2.1.1 系統架構 (System Architecture) 

圖 4 為 Speech denoising 系統架構圖，將病友雜訊聲音經過系統消雜後，可以輸出較為乾

淨的病友語音，目標為保留病友乾淨語音供後端轉換系統使用。 

 

                   圖 4. Speech denoising 系統架構圖 
 [Figure 4. Schematic diagram of the WaveNet-based speech denoising] 

2.2.1.2 實現方法 (Implementation) 

問題表述如下：mt = st + bt，其中：mt≡混合信號，st≡語音信號，bt≡背景噪聲信號。 

目標是估計給定的 mt，本論文使用 FaNT[18]將雜音添加入乾淨音檔，所以將混雜噪音的

音檔當做 noisy voice，將乾淨的音檔作為 clean voice，系統先經過對齊確定兩個音檔長

度是否一致，再以 clean voice 減去 noisy voice 就可以得到我們事先添加的雜訊，將得到

資料丟入 Wavenet 架構下訓練，WaveNet 能夠合成自然的發聲語音。 這種自回歸模型

的形狀給出先前樣本的一些片段的下一個樣本的概率分佈，本論文的模型的描述在圖 5

中。 

本論文所提出的模型具有 30 個殘餘層如圖 6，每層中的膨脹因子 以 2 為倍數增加

1，2，...，256,512。該模式重複 3 次（3 個堆疊）。 在第一次擴張卷積之前，1 通道輸

入被線性投影到 128 個通道 標準的 3x1 卷積，以符合每個殘留層中的濾波器數量。跳過 

連接是 1x1 卷積，還有 128 個濾波器，在匯總所有後應用 RELU 跳過連接。最後兩個

3x1 卷積層未擴張，包含 2048 和 256 個濾波器，分別由 RELU 分隔。輸出層將要素圖線

性投影到 a 使用 1x1 濾波器的單通道時間信號，該參數化導致感受野 共 6,139 個樣本

（≈384ms），目標字段由 1601 個樣本（≈100ms）組成。 
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                      圖 5. WaveNet 模型架構圖 
             [Figure 5. Block diagram of the WaveNet model] 

 

                    圖 6. 類神經網路殘差層架構圖 
           [Figure 6. Block diagram of the neural residue layers] 

2.2.2 語音展頻 (Super-Resolution) 

超分辨率(Super-Resolution)廣泛被使用來解決許多應用中的低分辨率問題(Park, Park & 

Kang, 2003)，這些技術重建或學習消失的高頻信息以增強成像系統的分辨率。最近，這

些技術已被有效地用於提高分辨率，主要是為了提高生物識別系統的識別性能包括 face 

(Lin, Fookes, Chandran & Sridharan, 2007)和 iris (Shin, Park, Kang & Park, 2009)，但多半是

圖像上的利用，在音頻上一樣可以使用超分辨率(Super-Resolution)來回復消失的高頻音

頻，本論文使用 U-Net (Ronneberger, Fischer & Brox, (2015)架構來完成超分辨率

(Super-Resolution)系統建置，目標為有效的恢復病友高頻的聲音。 
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2.2.2.1 系統架構 (System Architecture) 

本系統將病友轉換語音輸入為 8kHZ 的低頻音檔，經過 Super-Resolution 系統後可以展頻

出 16kHZ 的具有高頻的音檔，圖 7 展頻系統架構圖，目標為系統可以有效的還原出病友

高頻音檔。 

 
                        圖 7. 展頻系統架構圖 

[Figure 7. System architecture of the U-Net-based speech signal bandwidth    
expansion] 

2.2.2.2 實現方法 (Implementation) 

模型架構是 U-Net，使用虛擬的一維子像素卷積 Sub-Pixel Convolutions (Shi et al., 2016)，

圖 8 為 U-Net 架構圖，系統經過左側八個下採樣過程分八組捲積來執行，每組捲積後進

行 maxpool，將音檔進一步縮小為原本的二分之一，通過八次操作將 39998*8 語音計算

成 154*2048，右側的採樣程，使用 8 組反捲積，每次上採樣將語音擴展成 2 倍然後將對

應層的語音進行剪輯與複製，然後 concat 到上捲積結果上，完成上採樣後得到 40000*16，

最後使用 1*1 捲積合將通道數減為 2 來代替捲積層。 

 
                          圖 8. U-net 架構圖 
                  [Figure 8. Block diagram of the U-Net] 
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系統將數據經過採樣剪輯並分批丟入模型中以更新其權重。保存驗證分數最低的模

型儲存為最佳模型，經過每個下取樣波形(Down-sampled waveform)通過八個下取樣塊

(Down-sampling blocks)發送，經由瓶頸層(Bottleneck)連接到八個上取樣塊(Up-sampling 

blocks)，瓶頸層跟下取樣塊之間有殘差連結(Residual connections)，這些殘差連結彼此共

享特徵資訊。上取樣塊使用子像素卷積，沿一個維度重新排序信息以擴展其他維度，最

後由最終一層卷積層將重新排序堆疊後的模塊與殘差加成(Residual addition)加在原始輸

入音檔中產出升頻後得音檔。 

3. 語音轉換實驗 (Voice Conversion Experiments) 

強化病友合成語音實驗中，目的是為了使病友合成語音更接近病友發病前聲音，本文將

比較合成語音經過 Super-Resolution 與 Speech Denoising 系統強化前後是否有效改善語料

高頻不足與雜音干擾等問題，在實驗中會比較上述兩個系統的主觀客觀偏好，來評斷結

果。 

3.1 訓練與測試語料 (Training and Test Corpora) 

本文建立展頻系統與消雜訊系統皆使用教育電台廣播節目播出時所錄製的音檔，我們從

中挑出其中的 7 個節目共 20 小時，並經過人工剪輯成只有人聲的音檔當作 Data 使用，

表 1 為訓練資料統計表，表 2 為測試資料統計表。 

表 1. 訓練資料統計表 
[Table 1.Statistics of training data] 

類型 節目名稱 集數 音檔總時間(minute) 

純人聲 

創設市集 6 155 

國際教育心動線 7 185 

技職最前線 5 105 

青農市集 On Air 20 457 

晨間新聞 10 258 

表 2. 測試資料統計表 
[Table 2. Statistics of test data] 

類型 節目名稱 集數 音檔總時間(minute) 

純人聲 
教官不說教 5 92 

兒童新聞 4 60 
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3.2 實驗設定 I - Speech Denoising消雜訊系統 (Configuration I - Speech 
Denoising Experiments) 

消雜訊系統實驗中，本文先將音檔消完雜訊完後再輸入 ALS 語音合成系統中重新訓練模

型，為滿足大多是環境音條件，本文模擬各種病友在自行錄音時可能會遇到的環境雜訊

如表 3。 

表 3. 雜訊訓練語料 
[Table 3. Statistics of Noise databases] 

雜訊名稱 音檔時數(hr) 

環境有人走動聲響(運動場) 20hr 

環境有他人說話雜訊(餐廳) 20hr 

音檔總時數 40hr 

3.3 實 驗 設 定 II - Super-Resolution 展 頻 系 統  (Configuration II - 
Super-Resolution Experiments) 

展頻系統實驗中，我們將教育電台語料處理成低頻音檔 8kHZ 取樣頻率和高頻音檔 16kHZ

取樣頻率，作為 Data 如圖 9，10。 

 
圖 9. 8 kHz 音檔頻譜圖 

[Figure 9. Spectrogram of the 8 kHz speech signal] 

 

                      圖 10. 16 kHz 音檔頻譜圖 
            [Figure 10. Spectrogram of the16 kHz speech signal] 
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3.4 評估方法 (Performance Benchmark) 

3.4.1 主觀分數評估 (Subjective Evaluation) 

本文系統偏好的評估方式，將測試音檔給 5 位包含病友家屬及母語為中文的人員進行評

分，系統偏好度測試是 2 選 1 的方式，為標準的 A/B/X 測試，系統評分採用平均主觀值

分數(mean opinion score , MOS)進行評估，分為可理解度評分、相似度評分和自然度評分，

評分方式為 1~5 分，分數越高則為越好。 

3.4.2 客觀分數評估 (Objective Evaluation) 

客觀評估方式比較聲音的參數在訓練後與目標值的差異，客觀評估的分數直接對應到轉

換的效果程度好壞評估的內容包含了 Mel-cepstral distortion (MCD): 均方根誤差單位 dB、

BAP: 均方根誤差 單位 dB、F0-RMSE: 均方根誤差 單位 Hz 以及 VUV: %(以百分比表

示)。 

4. 實驗結果 (Experimental Results) 

4.1 Speech Denoising實驗 (Speech Denoising Results) 

由圖 11，12 可發現，病友音檔經過消雜訊系統後，低頻雜音已明顯濾除，音檔 F0 部分

也可以穩定的求出，表 4 為未經消雜與消雜與音合成系統客觀評估表，數據顯示 MCD、

BAP、F0-RMSE、VUV 的錯誤率明顯降低。經過消雜訊系統後合成聲音在 A/B/X 偏好

評估（見圖 13）或 MOS 主觀評估（如表 5）中都優越於無消雜續系統。 

 

                     圖 11. 原始雜訊語音音檔圖 
          [Figure 11. Waveform of the original noisy speech signal] 

 

圖 12. 消雜訊處理後之音檔圖 
[Figure 12. Waveform of the denoised speech signal] 
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表 4. 消雜訊系統客觀評估表 
[Table 4. Objective performance evaluation of the denoising system] 

 未消雜與音合成系統 消雜語音合成系統 

MCD 9.265 dB 6.869 dB 

BAP 0.542 dB 0.208 dB 

F0-RMSE 68.597 Hz 49.443 Hz 

VUV 62.851% 25.935% 

 

圖 13. 消雜訊合成系統 A/B/X 偏好測試圖 
[Figure 13. A / B / X preference test on the original and denoised voice 
conversion system] 

表 5. 消雜訊系統 MOS 主觀評估表 
[Table 5. Subjective evaluation on the original and denoised voice conversion system] 

 未消雜訊合成系統 消雜訊合成系統 

自然度評分 2.0 4.0 

相似度評分 2.1 4.0 

可理解度評分 2.0 4.1 

4.2 Super-Resolution實驗 (Super-Resolution Results) 

經由圖 14，15 比較明顯可以發現，經過展頻系統，系統有相當程度的將病友原先缺少的

高頻音域模擬出來。 
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圖 14. 未經過展頻系統之病友合成語音頻譜圖 
[Figure 14. Spectrogram of synthesized narrow band speech signal] 

 

圖 15. 經由展頻系統補救之病友合成語音 
[Figure 15. Spectrogram of synthesized wideband speech signal] 

經由展頻系統之病友合成語音比未展頻合成語音在可理解度、相似度以及自然度

MOS 主觀評估（見表 6）與 A/B/X 偏好測試中（如圖 16），效果都都明顯高過未展頻之

合成語音。 
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表 6. 展頻音檔 MOS 主觀評估表 
[Table 6. Mean opinion score (MOS) evaluation on the synthesized narrow band and 
expanded wideband speech signals] 

 未展頻音檔 展頻音檔 

自然度評分 3.4 3.6 

相似度評分 3.1 3.8 

可理解度評分 3.3 3.6 

 

圖 16. 展頻音檔 A/B/X 偏好測試圖 
[Figure 16. A / B / X preference test of the synthesized narrow band and wideband 
speech signals] 

5. 結論 (Conclusions) 

在實驗中我們成功將病友語音經過 Super-Resolution 系統與 Speech Denoising 系統的強化，

不管是相似度或可理解度上都有顯著的提升，病友與病友家屬也給予我們正面的評價。 

本論文所提出 Super-Resolution 系統與 Speech Denoising 系統僅解決了兩種病友語問

題，著重於語料品質上得改善，但事實上在聲音需求上不只漸凍病友需要其他重大傷病

病友也有需求，還有許多語音問題需要處理，如:病友還能發聲，但聲音卻不如之前，說

話音調與耐力受到影響，是否可以從病友目前語料與發病前語料中找到改善方法，可以

從現有資料解決病友需求。 
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即時中文語音合成系統 

Real-Time Mandarin Speech Synthesis System 

鄭安傑、陳嘉平 

An-Chieh Cheng and Chia-Ping Chen 

摘要 

本論文研究與實作即時中文語音合成系統。此一系統採用文字序列到梅爾頻譜

序列的轉換模型，再串接一個從梅爾頻譜到合成語音的聲碼器。我們使用

Tacotron2 實作序列到序列轉換模型，配合數種不同的聲碼器，包括 Griffin-Lim，

World-Vocoder，與 WaveGlow。其中以實作可逆編碼解碼函數的 WaveGlow

神經網路聲碼器最為突出，無論在合成速度或語音品質方面，皆令人印象深刻。

我們使用單人 12 小時的標貝語料實作系統。在語音品質方面，使用 WaveGlow 

聲碼器的合成系統語音的 MOS 為 4.08，略低於真實語音的 4.41，而遠勝另兩

種聲碼器（平均 2.93）。在處理速度方面，若使用 GeForce RTX 2080 TI GPU，

使用 WaveGlow 聲碼器的合成系統產生 10 秒 48 kHz 的語音僅需 1.4 秒，故

為即時系統。 

Abstract 

This thesis studies and implements the real time Chinese speech synthesis system. 

This system uses a conversion model of the text sequence to the Mel spectrum 

sequence, and then concatenates a vocoder from the Mel spectrum to the 

synthesized speech. We use Tacotron2 to implement a sequence-to-sequence 

conversion model with several different vocoders, including Griffin-Lim, 

World-Vocoder, and WaveGlow. The WaveGlow neural network vocoder, which 

implements the reversible codec function, is the most prominent, and is impressive 

in terms of synthesis speed or speech quality. We use a single speaker with 12-hour 

corpus implementation system. In terms of voice quality, the MOS of the 

synthesized system voice using the WaveGlow vocoder is 4.08, which is slightly 
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lower than the 4.41 of the real voice, and far better than the other two vocoders 

(average 2.93). In terms of processing speed, if the GeForce RTX 2080 TI GPU is 

used, the synthesis system using the WaveGlow vocoder produces a voice of 10 

seconds and 48 kHz in 1.4 seconds, so it is a real time system. 

關鍵詞：文字轉語音，Tacotron2,WaveGlow 

Keywords: TTS,Tacotron2,WaveGlow 

1. 緒論 (Introduction) 

隨著科技的發展，人機互動的情況也越來越普及，像是 siri 語音助理、智能導航、有聲

讀物等都已環繞在我們生活裡。而其中，語音合成的技術就扮演了一個非常重要的腳色。

語音合成是透過機械、電子的方式產生人造語音的技術，文字轉語音技術也隸屬於語音

合成。而本研究則是致力於開發出一個可合成出更快且更為逼真的文字轉語音合成系統。

實現語音合成的方法有多種，其中包含參數式合成以及拼接式合成。基於參數式的語音

合成系統主要是透過統計學模型，利用學習出來的語音學特徵和其聲學特徵的對應關係

後，預測出相應的參數，接著聲碼器再透過這些參數合成出所期望的音頻。不過這種合

成方式最大缺點乃為無法合出接近人類的自然語音，在技術上尚未有明顯的突破。拼接

式語音合成系統則是透過同樣的方式去預測出這些聲學特徵，然後再到原始語音庫中找

尋近似的音素，最後拼接而成。不過這種合成方法也意味著合成的音質穩定性與語音庫

大小成正比。若要能合成出完善的自然語句，就必須要有齊全的資料庫，且同時為了不

延遲搜尋上的效率，更必須要有個良好的演算法。而上述這些方法，除了皆有著明顯的

人工痕跡之外，在專業領域上的門檻也都極高。幸運地，還有一種神經網路式的合成技

術，可利用神經網路直接學習從文本端到聲學特徵端的對應關係。 

2. 研究方法 (Research Methods) 

2.1 資料集 (Dataset) 

訓練資料選自標貝資料集，是由「標貝科技有限公司」於 2018 年所開放。由一位女性錄

音者錄製而成，全長約略 12 小時，使用 48kHz 16bit 採樣頻率，錄製環境為專業錄音室

及錄音軟體，語料涵蓋各類新聞、小說、科技、娛樂等領域，詳細規格如表 1。 
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表 1. 標貝資料集數據規格 
[Table 1. Biaobei Data Specification] 

數據規格 

數據內容 中文標準女聲語音數據庫 

錄音語料 
綜合語料樣本量:音節音子的數量、類型、音調、音

連以及韻律等進行覆蓋。 

有效時長 約 12 小時 

平均字數 16 字 

語言類型 標準普通話 

發音人 女 : 20-30 歲 

錄音環境 

聲音採集環境為專業錄音室 

1. 錄音室符合專業音庫錄製標準 

2. 錄音環境和設備自始至終保持不變 

3. 錄音環境的信造比不低於 35dB 

錄製工具 專業錄音設備及錄音軟體 

採樣格式 無壓縮 PCM WAV 格式，採樣率為 48kHz、16bit。 

2.2 預測網路 (Predicted Model) 

在前端預測網路部分我們重現了 Google 的 Tacotron2 (Shen et al., 2017)，並針對中文語音

合成系統做了客製化。在架構上面使用的是一個編碼器-解碼器(Encoder-Decoder)的設置，

並加入了位置敏感的注意力機制 (Location sensitive attention) (Chorowski, Bahdanau, 

Serdyuk, Cho & Bengio, 2015)，整體架構如圖 1。而由於我們使用的是中文資料集，故在

文本的內容上先進行了資料的預處理，目的是為了讓神經網路可以學習到我們中文上的

韻律以及抑揚頓挫。由於漢字本身有數萬個相異字，同音異字的情況也不在少數，若以

窮舉的方式來對神經網路做訓練顯然不夠明智。我們處理的方式是使用漢語拼音作為字

元標註，並採用數字一到四來表示我們的聲調。雖然過程中都是以這樣的形式進行訓練，

不過在合成階段時我們可以藉由”pypinyin”的套件直接透過中文輸入合成出所指定的

句子。另外，為了提升中文語音的流暢度，我們也透過”jieba”斷詞系統針對文本的內

容先進行斷詞，我們利用 TrieTree 的結構去生成句子中所有可能成為詞的情況，並使用

動態規劃的方式找出最大機率的路徑。整個前處理的過程可參考表 2。 
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                      圖 1. 預測網路之模型架構 
          [Figure 1. The model architecture of the predicted network] 

 

表 2. 資料前處理 
[Table 2. Data preprocessing] 

原始文本 可想而知，甕中捉鱉顯然比亡羊補牢更可靠更有效。  

經過 jieba 可想而知|，|甕中捉鱉|顯然|比|亡羊補牢|更|可靠|更|有效|。 

經過 pypinyin ke3 xiang3 er2 zhi1|，| weng4 zhong1 zhuo1 bie1 | xian3 ran2 | bi3 | 
wang2 yang2 bu3 lao2 | geng4| ke3 kao4 | geng4| you3 xiao4 |. 

2.3 聲碼器 (Vocoder) 

Tacotron2 (Shen et al., 2017)預設的聲碼器為 WaveNet (van den Oord et al., 2016)，是使用

Auto-regression 的方式生成音頻，即每在預測當前時刻的值時都是根據前一時刻的輸出

結果。模型架構主要是由因果卷積(Causal Convolution)組成，而為了能在時域上獲得更

廣的感知能力，模型中加入了擴大卷積(Dilated Causal Convolution) (Yu & Koltun, 2015)，

如圖 2，當層數疊加，感知能力就以指數性成長。雖然這樣的模型架構能夠重現極為逼

真的人類語音，也在語音合成上達到了很好的效果，但美中不足的卻是其生成速率。根

據我們的評估，得花費數十秒的合成時間才能生成一秒鐘的音頻，若要作為實際應用，

尚有大幅度的調整空間。而為了使系統能夠即時合成，我們根據了 Tacotron2 (Shen et al., 

2017)的前端預測網路，並針對多種不同的聲碼器進行實測、探討。 
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圖 2. Dilated Causal Convolution 

[Figure 2. Dilated Causal Convolution] 

2.3.1 Griffin-Lim 

Griffin-Lim (Griffin & Lim, 1984) 是一種迭代的演算法，音頻質量雖然不如 WaveNet (van 

den Oord et al., 2016)，但在即時系統中仍保有了競爭力，是許多即時語音合成系統比較

的對象。透過迭代的次數來提升合成的音質，我們的實驗中採用了六十次的迭代以確保

其穩定性。比起傳統聲碼器需要基頻和倒譜等參數而言，Griffin-Lim (Griffin & Lim, 1984)

可根據文本預測的線性頻譜圖直接重建時域波形。 

2.3.2 World-Vocoder 

語音是聲音的一種，是由人的發聲器官發出，具有一定語法和意義的聲音。大腦對發音

器官發出運動神經指令，控制發音器官各種肌肉運動從而振動空氣而形成。整體發聲過

程是空氣由肺進入喉部，經過聲帶激勵，進入聲道，最後通過嘴唇輻射形成語音。

World-Vocoder (MORISE, YOKOMORI & OZAWA, 2016) 參照了此發聲原理，分別將三

種聲學特徵:基頻(Fundamental Frequency)、頻譜包絡(Spectral envelope)以及非週期序列

(Aperiodic parameter)對應到了人發聲機理的經典源-濾波器(source-filter)模型，最後並利

用這些參數重建語音，如圖 3、圖 4。而在特徵提取的過程，我們先是透過 DIO 演算法

提取出基頻，然後利用基頻中的 CheapTrick 提取包絡，最後透過 D4C 將得到後的基頻

與包絡計算出非週期信號。不過為了與 Tacotron2 (Shen et al., 2017)訓練做結合，這種高

維度的頻譜包絡以及非週期信號我們必須先將其降維，以緩解神經網路訓練時所帶來的

壓力。而透過 Merlin 工具包可幫助實現維度的轉換。以我們的實驗為例，首先將提取到

的 MFCC 降至 60 維，接著將非週期序列轉變成 Band 非週期信號，此步驟可有效將維度

降至 5 維，基頻部分則保持不變，最後再將上述特徵維度連接起來，輸入 Tacotron2 (Shen 

et al., 2017)模型進而實現神經網路之訓練。 
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圖 3. World-Vocoder 透過 F0、SP、AP 重建語音信號 

[Figure 3. World-Vocoder reconstructs voice signals through F0, SP, AP] 

 
圖 4. 人發聲機理的經典源-濾波器模型 

F0、AP、SP 分別對應到脈衝序列(Pulse train)、非週期序列(White noise) 
以及聲道諧振部分的 h(n)  
[Figure 4. Classic source-filter model F0, AP and SP correspond to pulse train, 
white noise, and h(n) of the Vocal tract resonance part, respectively. 

2.3.3 WaveGlow 

隨著神經網路的發展，目前常使用到的生成模型可有:自回歸模型(Autoregressive model)、

生成對抗網路(GAN)以及基於流的生成模型(Flow-based generative model) (Prenger, Valle 

& Catanzaro, 2018)。儘管自回歸模型在許多實驗上得到了很好的效果，但這種一次生成
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一個樣本的生成方式除了需要龐大的計算資源之外，在可平行性上也受到了限制。相對

而言，生成對抗網路則免除了這種煩惱，主要透過生成器與判別器不斷相互學習的迭代

從而生得與真實樣本接近的分布。但一直以來生成對抗網路也不免會遇到許多問題，像

是生成的多樣性不足以及訓練過程不穩定等等。不過幸運地，基於流的生成模型有效的

解決了這些問題，而這樣的生成方式，也被採用在聲碼器-WaveGlow (Prenger et al., 2018)

中。 

WaveGlow (Prenger et al., 2018)透過分布採樣生成語音，僅需一個網路及一個最大化

似然的損失函數即可生成時域波形，並且在高還原度的情況下亦能即時的合成語音。利

用多個可逆的變換函數組成序列，將一個簡單的分布透過一系列的可逆函數轉換到一個

複雜的分布，並藉此來模擬訓練數據的分布，最後再透過最大似然準則來進行優化。 

我們使用的網路架構比照了(Prenger et al., 2018)中的配置，包含 12 層的對耦映射層、

12 個 1*1 的可逆卷積以及 WN 中設有 8 層的 dilated convolutions，同時根據我們的資料

集調整了超參數。訓練資料為 48kHz 的音頻，我們將 160 維的梅爾頻譜作為輸入以及

FFT_size、hop_size、window_size 都設定了相符的格式以便訓練，如表 3 所示。 

表 3. Biaobei 資料集超參數設定 
[Table 3. Biaobei dataset hyperparameter setting] 

資料集 : Biaobei 

sample_rate(Hz) 

num_mels 

FFT_size 

hop_size 

window_size 

48k 

160 

4096 

600 

2400 

3. 實驗結果 (Experimental Results) 

3.1 音頻質量 (Mean Opinion Score Tests) 

在模型訓練完畢之後，我們從資料集裡面隨機選取了五句與訓練資料不重複的文本進行

評估，受測人員一共十位。受測準則如下:每人聽測五種不同句子，每種句子各包含四個

音檔，分別來自真實數據以及 World-Vocoder (MORISE et al., 2016)、Griffin-Lim (Griffin 

& Lim, 1984)、WaveGlow (Prenger et al., 2018)三種不同聲碼器合成的音檔。在每一句聽

完後，都給予一到五分的主觀分數，總計後再平均計算。而整個過程共包含五種句子以

及二十個不重複的音檔，測試結果如表 4。 
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表 4. Mean Opinion Scores 
[Table 4. Mean Opinion Scores] 

Model Mean Opinion Score(MOS) 

World-Vocoder 

Griffin-Lim 

WaveGlow 

Ground Truth 

2.71 

3.15 

4.08 

4.41 

3.2 推斷速度 Speed of Inference 

一個高質量的音頻至少需要擁有 16kHz 的採樣點。而我們的實驗從前端預測網路到後端

生成語音不僅都符合了標準，甚至都展現了比實時合成還要快的速度。訓練完的模型我

們統一放到了 GeForce RTX 2080 TI GPU 上進行推測。以合成一個十秒且 48kHz 的音頻

來說，我們分別在 World-Vocoder (MORISE et al., 2016) : 6 秒，Griffin-Lim (Griffin & Lim, 

1984) : 1.2 秒，WaveGlow (Prenger et al., 2018) : 1.4 秒的時間內完成了推斷。另外，我們

也整理了 Tacotron2 (Shen et al., 2017)預測網路搭配不同聲碼器在同一台機器上分別所佔

用的資源，雖然 WaveGlow (Prenger et al., 2018) 在推測時間上展現了優異的合成速度，

但由表 5 可看出其所佔據的資源也相當高，說明了我們的模型仍有優化的可能。 

表 5. Tacotron2 結合不同聲碼器所佔用的計算資源 
[Table 5. Tacotron2 combines computing resources used by different vocoders] 

Intel(R) Xeon(R) Gold 5118 CPU 
@ 2.30GHz/64GB/RTX 2080TI 

World-Vocoder Griffin-Lim WaveGlow 

GPU 使用量(GB) 

CPU 使用率(%) 

MEM 使用率(%) 

0.93G 

6.75% 

2.45% 

1.31G 

7.5% 

3.25% 

2.5G 

14.3% 

5% 

4. 結論 (Conclusions) 

我們的研究目前在聲碼器上嘗試了多種可能，包含:World-Vocoder (MORISE et al., 2016)、

Griffin-Lim (Griffin & Lim, 1984) 以及 WaveGlow (Prenger et al., 2018) ，並將這些合成

技術都套用在我們的預測網路上。從我們的研究來看，我們發現儘管 World-Vocoder 及

Griffin-Lim 都已開發一段時間，但在音頻的還原度上仍遠不及近期興起的神經網路式合

成器，且 WaveGlow (Prenger et al., 2018)不僅在音質的還原度亦或是合成的速度上(在

2080TI 上，一秒約莫可生成 350kHz 以上的採樣點)都給予了我們不錯的展示。但就長期

而言，我們的模型還有多種可能的優化方式，像是我們使用的中文資料集規模較小，儘

管經過了斷詞系統的調整，仍有部分語句無法良好的呈現人類的自然語音。日後除了收

集更完整的語料庫之外，在預測網路部分加入情緒辨識作為條件，使得合成的音頻更生

動更有溫度也是我們的任務之一。 
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基於訊息回應配對相似度估計的聊天記錄解構 

Chatlog Disentanglement based on Similarity Evaluation 

Via Reply Message Pairs Prediction Task 

劉至咸、張嘉惠 

ZhiXian Liu and Chia-Hui Chang 

摘要 

一般而言，為建立 Retrieval-based 聊天機器人，我們可以從聊天紀錄中來建立

所需的問答配對（Question-Answer Pair），然而問答配對並非完全連續地呈現

在聊天紀錄中，不同內容的問答配對可能互相穿插，而從互相穿插的訊息中分

離出不同子題的會話任務稱為對話解構（conversation disentanglement）。現有

的對話解構研究大多透過計算兩個訊息的相似度來解決問題，過去研究將問題

定義為判斷兩則 Reddit 訊息是否屬於相同主題的對話，但其所提出的模型對

於未見過訊息的效能很差。實務上我們發現即使是使用者，在沒有上下文的情

況下，要單從兩個給定訊息，判定其是否屬於相同會話是非常困難的。但若我

們的目標是預測兩則訊息是否為回覆關係，則使用者判斷的一致性效能相對的

較高。因此在本篇論文中，我們使用 IRC 與 Reddit 資料集進行實驗，並使用

聊天記錄進行對話解構。利用 Reddit 回覆標記合成的資料集提供大量訓練資

料建立模型，最後透過 BERT 模型在新定義的回覆關係預測上獲得良好的效

能。 

Abstract 

To build a Retrieval-based dialog system, we can exploit conversation log to 

extract question-answer pairs. However, the question-answer pairs are hidden in 

the conversation log, interleaving each other. The conversation task that separates 

different sub-topics from the interspersed messages is called conversation 

disentanglement. In this paper, we examined the task of judging whether two 
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Reddit messages belong to the same topic dialogue and found that the performance 

is worse if training and testing data are splitted by time. In practice, it is also a very 

hard task even for human beings as there are only two messages and no context. 

However, if our goal is to predict whether a message is a reply to the other, the 

problem becomes much easier to judge. By changing the way of data preparation, 

we are able to achieve better performance through DA-LSTM (Dual Attention 

LSTM) and BERT-based models in the newly defined Reply prediction task. 

關鍵詞：對話解構、回覆關係預測、BERT 模型應用 

Keywords: Chatlog Disentanglement, Reply Relation Prediction, BERT Neural 
Model 

1. 緒論 (Introduction) 

企業線上客服系統的需求提升，使得客服系統的人力成本增加，若能夠建立自動對話系

統或聊天機器人（Chatbot）則可以有效降低人力成本。建立自動問答的 QA 系統或聊天

機器人的模型可分為 Retrieval-based 與 Generation-based 兩種，Retrieval-based 的方法需

要有預先定義的問答集，包含問題及對應的答案，適合特定領域的對話系統，因此我們

希望能從對話記錄中抽取出所需要的大量問答配對，建立 Retrieval-based 的客服系統。

從 互 相 穿 插 的 訊 息 中 分 離 出 相 同 主 題 的 會 話 任 務 稱 為 對 話 解 構 （ conversation 

disentanglement）。 

典型會話訊息互相交錯的現象大多發生在多人聊天情境中，以圖 1 為例，表中為真

實世界的 IRC 聊天室片段，其中 Thread 表示使用者正在參與的會話。由於會話訊息互相

交錯，大部份使用者也會在訊息前加入回應的對象，以方便使用者區分不同會話的進行。 

Speaker Message Thread 
Elli Any idea why 'passwd' would ask for a new password four times? T77 

Priscila Elli: A hacked version. T77 
Melda is there a way to get ls -l to print full path in each response? T78 

Arlie Julietta, do whatever you want ... its an ethernet packet T75 
Leota Jeanice: i had to replace most of the the startup scripts with just 

echo boo, the problem seemed to be with the kernel not being 
detected or something 

T71 

Melda so it'll show /home/user/filename.jpg at the end of every single 
line? 

T78 

Elli Priscila, yeah that could be a possbility except I just recompiled it 
from sources, thinking just that 

T77 

Elli And still the same behavious T77 
Priscila Elli: Hmmm. Weird indeed .. T77 
Julietta Arlie, well, i can't, to actually inject valid packets i would need to 

modify the sockets state 
T75 

Jeanice Leota: strange... and what errors did you get when you tried to 
compile? 

T71 

Priscila Melda: ls -l /home/user/* T78 

圖 1. 真實世界聊天室的片段 
[Figure 1. Conversation log in real-word chat room] 



 

 

                 基於訊息回應配對相似度估計的聊天記錄解構                65 

圖 2 為客戶（Client）與客服人員（Staff）兩人之間的實際對話紀錄，其中 Topic 表

示 訊 息 的 內 容 分 類 ， 相 同 TopicID 的 訊 息 （ Messages ） 為 內 容 一 致 的 會 話 子 題

（conversation），因此理想的問答配對應由相同 TopicID 的訊息所組成，如訊息 ID (2,8)、

(4,6)與(5,9)的配對，不過我們更關注於客服人員如何回應客戶的描述配對(1,2)、(3,4)、(3,5)

等，從圖中我們可以觀察到即使在兩人的對話中，也有不同問答子題同時進行著。 

ID Author Messages TopicID 

1 Client can't connect to nas, any suggestions? T1 
2 Staff Do you know what the IP of the NAS was? T2 
3 Client The device was setup by an admin who is no longer here. 

I renamed the machine and to setup a new IP and 
restarted. now it's not responding. 

T1 

4 Staff Can you make sure the NAS is powered on? T3 
5 Staff What is the model of the NAS? T4 
6 Client yes it was. T3 
7 Client but he did it incorrectly in my opinion. T1 
8 Client he didn't set a static IP he set it for DHCP and made a 

reservation for it on the DHCP server. 
T2 

9 Client ts-ec880u-rp T4 
         圖 2. 客戶與客服人員實際問答紀錄 

            [Figure 2. Conversation log between client and staff] 

現有的研究在處理對話解構問題時，使用的方法大多是將新進訊息與現有會話中的

訊息逐一計算相似度，此相似度表示訊息屬於相同會話的可能性，最後利用計算的結果

決定新進訊息是否開啟新的主題（會話），或是屬於現有的會話。Jiang 等於 IJCNLP2018

提出的連體分層卷積神經網路模型 SHCNN（Siamese Hierarchical Convolutional Neural 

Network）(Jiang, Chen, Chen & Wang, 2018)來進行相似度的計算，實驗結果顯示模型具

有相當高的效能。但 Jiang 等人的研究在進行訓練資料與測試資料的分割時，採用隨機

抽取訊息配對的方法，使得測試資料配對中的訊息，與訓練資料配對中的訊息重疊。因

此他們所使用的實驗設計無法評估模型對於未來（未見過）訊息的效能表現，在後續的

實驗中我們也證實 SHCNN 在預測未來訊息的效果非常差，因此無法運用於實務中。 

為了瞭解「預測兩個訊息是否屬於相同會話」的難度，我們從測試資料中隨機選取

數個樣本進行人工標記。在標記的過程中我們發現許多對話即使人類也無法有效分辨其

是否來自同樣對話。其原因出在訊息配對中無上下文資訊，以致於難以猜測訊息所正在

討論的主題。且人類在交談時較寫文章更為隨性，而使得這項任務更為困難。我們發現

比起判斷兩個訊息是否來自相同會話，人們更擅長於判斷某個訊息是否正在回覆另一個

訊息，這樣的「訊息回覆關係預測」在本文中稱為回覆預測任務，而「預測訊息是否屬

於相同會話」在本文中稱為相同會話任務。 

我們發現在回覆預測的任務中，人可以借助語意在沒有上下文的情況下判斷訊息的

回覆關係。同時由於回覆預測任務與相同會話任務具有相同的輸入與輸出形式，使得回

覆預測任務可以運用在現有的對話解構演算法中。實務上，各種模型在回覆任務中也普
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遍有較好的表現，顯示出深度學習模型能夠處理這樣的問題。綜合來說，本文透過問題

的重新定義，改善 SHCNN 對於未知對話解構任務的效能，並比較包括 BERT 等的數種

類神網路架構。實驗結果顯示在相同會話任務與回覆預測任務中，我們觀察到 BERT 效

能均優於其他模型的表現。 

2. 相關研究 (Related Work) 

現有的對話解構研究中，最常見的解決方法為建立模型來計算兩個訊息的相似度，用來

判定一個新進的訊息是屬於已有的會話或是即將開始新的會話。然而訊息相似度的計算

相當依賴訊息的表示方式，若我們能夠找出夠好的訊息表示方式，則能夠提升模型的效

能，因此我們將分別探討對話解構與訊息表示兩個議題。 

過去已有許多對話解構的研究，Allan 等人(Allan, 2002)以主題檢測和追蹤方式來決

定新進的訊息屬於現有的會話或開啟新會話。根據 Shen 等人的研究(Shen, Yang, Sun & 

Chen, 2006)，訊息在相同的會話中，通常具有較高的相似度。Wang 等人(Wang & Oard, 

2009)發現相同會話中的訊息通常具有類似的上下文，並以此來提高訊息相似度計算的效

能。但由於相近的訊息會有部分重疊的上下文，這樣的作法會影響相似度計算，進而使

的效果變差。Elsner 等人(Elsner & Charniak, 2008) (Elsner & Charniak, 2010) (Elsner & 

Charniak, 2011)則是透過語言特徵（linguistic features）來計算訊息的相似度。其中，上

述的這些研究都採用詞袋（bag-of-words）的表示方式，而無法捕捉詞與詞間的關係。 

Mehri 等人(Mehri & Carenini, 2017)採用隨機森林方式建立不同的分類器，並引入循

環神經網路（RNN）與外部資料訓練「預測下個語句」的分類器（Next Utterance 

Classification） (Lowe, Pow, Serban & Pineau, 2015)。其中 in-thread 分類器會以 Same thread

分類器、Reply 分類器與 RNN 的輸出結果做為輸入，將訊息分類到所屬的會話中，不過

此方法效能並不理想。 

Jiang 等人(Jiang et al., 2018)採用連體分層卷積神經網路（SHCNN）進行訊息相似度

的計算。其架構中包含兩個分層的卷積神經網路（CNN），分別捕捉訊息的低階與高階

特徵，並串聯低階特徵與高階特徵作為訊息的表示（representation）向量。經過計算訊

息表示向量的絕對值差值後，使用全連接層輸出兩個訊息屬於相同會話的機率。其實驗

結果在 IRC 與 Reddit 資料有相當好的表現。但此模型對於未曾出現於訓練資料的訊息效

能不佳，在實務上無法應用，因此我們需要其他更好的句表示（sentence representation）。 

Devlin 等人(Devlin, Chang, Lee & Toutanova, 2018)提出了一種基於 Transformer 結構

的深度學習模型 BERT（Bidirectional Encoder Representations from Transformers）。BERT

以 Masked 語言模型任務與接續／下句預測（next sentence prediction）任務進行預訓練，

並將預訓練後的參數作為下游任務（downstream task）的初始值進行微調（Fine-Tuning）。

這樣的方法在許多自然語言處理任務上獲得成功。 
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3. 問題定義與資料結構 (Problem Definition and Datasets) 

此論文中所使用的資料集有三個，分別為 IRC、Reddit 與 QNAP 客服對話紀錄。其中 IRC

與 Reddit 為公開的資料集。IRC 資料集是由 Elsner 等人(Elsner & Charniak, 2008)所建立

的人工標記資料。共約 6 小時的對話紀錄。每個標記者需要為每個訊息標記其所屬的會

話，其中在相同會話裡的訊息所討論的內容是一致的，表示這些參與者正互相關注他們

的對話中。Reddit 資料集是由 Reddit 文章中的評論組合而成的合成資料集，為 Jiang 等

人(Jiang et al., 2018)所提出的想法，將每條評論視為聊天訊息，並將同一則文章內的所有

評論視為在相同會話裡的訊息。客服對話資料集為 QNAP 客服中心實際聊天紀錄，我們

將不同討論內容內容視為相異的會話。 

3.1 Reddit資料集與訊息配對的產生 (Message Pair Generation for Reddit   
Dataset) 

我們參照 Jiang 等人(Jiang et al., 2018)所提出方法來構建 Reddit 資料集。根據 Aoki 等人

(Aoki et al., 2006)的研究，小團體的社交對話中平均同時進行的會話為 1.79 個，而 Reddit

活躍的文章數與之相比可能多達數百篇。因此在合成 Reddit 資料集時，我們移除一些文

章，使得任意時間內同時進行的會話數更貼近人實際交談的情況。此外，我們也刪減評

論較多的文章，因為當越多的評論出現在文章中時，這些評論越容易偏離文章主題，我

們希望在相同文章內的評論內容是一致的。 

在相同會話任務中，我們需要從資料集中列舉訊息配對，但若列舉對話中所有可能

的訊息配對，會導致產生的配對數量過於龐大，也會使得相異會話的訊息對數量遠多與

相同會話的訊息對。因此我們只列舉時間間格 T 內的訊息配對。換句話說，對於任一訊

息對（݉௜, ௝݉），݉௜ 與 ௝݉所發表的時間ݐ௜ 與 ݐ௝，其時間差หݐ௜ െ ௝หݐ ൏ T。在此研究中我

們將 T 設為一小時，與 Jiang 等人的實驗設置相同。 

在回覆預測任務的準備資料中，我們對於 Reddit 中的每條評論都各自挑選五個評論

作為配對，而五個評論中僅有一個為真實的回覆對象，其餘其他四個訊息從時間間隔 T

內的訊息中隨機挑選，這四個訊息有可能為來自相同主題或不同主題的評論。 

3.2 訓練、驗證與測試資料的分割 (Training and Testing Data Splitting) 

在分割訓練資料、驗證資料以及測試資料時，Jiang 等人(Jiang et al., 2018)選擇從所有的

聊天訊息對中，以隨機選取的方式，分割訓練資料、驗證資料與測試資料。但以隨機選

取的方式切割資料存在著問題，如圖 3 所示，訊息在經過配對後同一訊息可能會出現在

許多配對中，這意味著以隨機選取的方式進行資料分割時，測試資料有可能出現在訓練

及驗證資料中。換言之，隨機選取方式分割出的測試資料，僅能驗證模型是否能對已知

的訊息進行預測。相反的若依照訊息的發表時間分割測試資料（如圖 4 所示），則測試

資料中的訊息對於訓練過的模型而言為未來的訊息。 
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在實驗中我們會對隨機選取以及依照發表時間兩種分割方式進行分析。在兩種分割

方式中，皆以 80%作為訓練資料、10%作為驗證資料、10%作為測試資料的比例進行分

割。在使用隨機選取分割方式的實驗中，僅以一半的訓練資料進行訓練（40%總資料量），

以降低訊息重複出現在訓練資料及測試資料的影響。 

 
      圖 3. 隨機選取的方式分割訓練與測試資料 

            [Figure 3. Training and Testing Splitting in Random] 

 

      圖 4. 以發表時間的方式分割訓練與測試資料 
           [Figure 4. Training and Testing Data Splitting by Time] 

在相同會話任務中，我們使用 IRC 與 Reddit 作為訓練及測試資料，表 1 呈現經過處

理的資料數據。其中 Reddit 的資料為合成資料，因此有較多的合成資料，而 Reddit 的三

個子討論版分別反映出不同的熱門程度。在回覆預測任務中，會話數量如表 2 所示，反

映出 Reddit 三個子討論版間的原始資料比例。 
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表 1. 相同會話任務中的四個資料集分析 
     [Table 1. Datasets for Same Conversation Prediction Task] 

資料集 
Reddit 

IRC 
gadgets iPhone politic 

會話數 468 529 6,197 159 

訊息數 11,071 10,261 148,942 1,865 

發言者數 6,387 4,506 28,365 183 

平均同時進行的會話數 5.28 8.73 13.95 2.75 

總配對數 487,695 507,226 4,492,361 79,682 

相同會話配對數 118,889 111,145 1,226,863 5,390 

表 2. 回覆預測任務中的三個資料集分析 
          [Table 2. Datesets for Reply Message Pair Prediction Task] 

資料集 
Reddit 

gadgets iPhone politic 

會話數 174 1,524 27,361 

訊息數 6,007 35,286 800,619 

發言者數 3,953 11,355 72,787 

總配對數 19,169 103,179 2,423,900 

真實回覆關係配對數 3,835 20,636 484,780 

4. 模型架構 (Models) 

在相同會話任務中，我們將接受兩個訊息݉ଵ與݉ଶ作為輸入，並預測訊息݉ଵ與݉ଶ來自相

同會話的機率ܲሺ݁݉ܽݏ|݉ଵ,݉ଶሻ，其中訊息݉為一文字符號序列。在回覆預測任務中，以

訊息݉ଵ與݉ଶ作為輸入並輸出訊息݉ଶ是訊息݉ଵ的回覆的機率ܲሺ݉ଶ	ݕ݈݌݁ݎ	݉ଵ|݉ଵ,݉ଶሻ，與

相同會話任務同為二元分類問題，具有相同的輸入與輸出形式。因此所有的訓練例子可

被表示為集合൛൫݉௜, ௝݉, ൯ൟ，其中yݕ ∈ ሼ0,1ሽ為對應的標記，表示為݉௜與 ௝݉是否來自相同會

話或݉௜是否為 ௝݉的回覆對象。 

對於任意的輸入訊息݉可被表示為文字符號序列݉ ൌ ,ଵݓ〉 ,ଶݓ … ௡〉，而所有的文字ݓ,

符號將經過預訓練好的詞嵌入，轉換成固定維度݀的向量（ݓ ∈ Թௗ）。若訊息中的詞不

存在於預訓練好的詞彙中，則該詞將以未知詞符號（UNK）取代。 

我們使用雙向 LSTM 做為訊息的編碼器，利用隱藏層，將輸入訊息݉編碼成一個݄維

的向量ݖ，表示為ݖ ൌ BiLSTM（݉），而這個向量ݖ將被作為句子嵌入（sentence embedding）。

注意配對中兩個不同訊息被編碼時，所用的編碼器是相同的，意即編碼兩個訊息的編碼
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器權重共用（shared weight）。 

輸入的訊息݉ଵ與݉ଶ分別被編碼成ݖଵ與ݖଶ後，採用二層全連接層作為最後的輸出

層，計算方式如下： 

  ܲሺ݁݉ܽݏ|݉ଵ,݉ଶሻ ൌ ,ଵݖሺELUሺሾߪ ଶሿ்ݖ ଴ܹ ൅ ܾ଴ሻ ଵܹ ൅ ܾଵሻ              (1) 

其中 ଴ܹ ∈ Թଶ௛ൈ௛， ଵܹ ∈ Թ௛ൈଵ，以上模型的設計如圖 3 中藍色線條所示。 

 

       圖 5. 應用注意力機制的 BiLSTM 架構圖 
          [Figure 5. BiLSTM Model with dual attention mechanism] 

Dual Attention LSTM:為更好的捕捉配對中兩個訊息的關係，我們加入互相關注的

注意力機制。讓訊息݉ଵ的 BiLSTM 輸出向量表示為݁௜
ଵ，其中݅ ൌ ，為訊息長度ܮ，ܮ…1

並給予另一個由݉ଶ編碼成ݖଶ的句子嵌入，用來計算݉ଵ的注意力權重ߙ௜
ଵ及其表示向量ݑଵ，

計算方法如下： 

  ௜ߙ
ଵ ൌ ଶ்݁௜ݖ௜ሺݔܽ݉ݐ݂݋ݏ

ଵሻ                                                (2) 

ଵݑ  ൌ ∑ ௜ߙ
ଵ
௝݁
ଵ௡

௜ୀଵ                                                      (3) 

並且使用相同的方法計算ݑଶ，其中ݑ將作為ݖ的額外訊息使用。注意力機制的計算如圖 3

綠色部分所示。此應用注意力專注的 BiLSTM 結構將作為我們所使用的第一個傳統深度

學習模型，在實驗中將以 Dual-Attention LSTM (簡稱 DALSTM)表達。 

CNN+LSTM: 我們將在前述的循環神經網路模型基礎上，但不使用注意力專注的情

況下，加入單層卷積神經網路（CNN）作為我們所使用的第二個傳統深度學習模型，加

入的卷積層會在輸入被送到循環神經網路前，先行對輸入進行編碼。首先，輸入的訊息݉ଵ

透過詞嵌入轉換將被表示為矩陣ܯଵ ∈ Թௗൈ௅（݀為詞嵌入維度，ܮ為訊息長度）。我們使

用݄௖個大小為݀ ൈ ݇ 的 kernel，因此卷積層將會輸出݄௖ ൈ 大小的ܮ feature map，輸出的

feature map 會套用 Gated Linear Unit （GLU） (Dauphin, Fan, Auli & Grangier, 2016)作為

非線性轉換單元（Activation function）並加上 Layer Normalization。最後݄௖ ൈ 的ܮ feature 
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map 可被分為ܮ個維度為݄௖的向量，作為循環神經網路的輸入。同樣的，訊息݉ଶ也將套

用相同編碼方式，並共用權重。此 CNN 的編碼器如圖 6 所示，此模型在實驗中將以

CNN+LSTM 表示。 

 

              圖 6. CNN 編碼器架構圖 
                   [Figure 6. CNN Decoder Structure] 

BERT Model: 最後由於 Devlin 等人(Devlin et al., 2018)所提出的 BERT 模型在許多

的下游任務獲得成功，因此我們使用已完成預訓練的 BERT 模型，在相同會話任務及回

覆預測任務上進行 Fine-Tune。在輸入的部分，訊息݉ଵ與݉ଶ被放入相同輸入，並在當中

插入適當的符號（token）。在輸出的部分，分類符號位置上的輸出將被用於最後的預測，

此輸出向量ݖ透過全連接層輸出最終的機率分數，計算方式如下列式子所示，其中

଴ܹ ∈ Թ௛ൈ௛， ଵܹ ∈ Թ௛ൈଵ： 

  ܲሺ݁݉ܽݏ|݉ଵ,݉ଶሻ ൌ ்ݖሺELUሺߪ ଴ܹ ൅ ܾ଴ሻ ଵܹ ൅ ܾଵሻ                   (4) 

我們使用交叉熵（cross-entropy）作為目標函式，並套用權重為λ的 L2 正規化，其中ߠ為

參數集合，計算方式如下： 

  ∑ ሾݕ ∙ log ܲ ൅ ሺ1 െ ሻݕ ∙ logሺ1 െ ܲሻሿ൫௠೔,௠ೕ,௬൯∈ௌ ൅ λ‖ߠ‖ଶ              (5) 

5. 實驗與分析 (Experiments and Analysis) 

在本章節中，我們將進行傳統深度學習模型與 BERT 模型效能的比較與分析。由於此研

究中的實驗皆為二元分類，因此我們使用對相同會話（或真實回覆）的 F1-Measure 以及

準確率（Accuracy）來進行評估。我們將相同會話配對及真實回覆配對的資料視為正向

（Positive）資料，相異會話及非真實回覆資料視為負向（Negative）資料。 
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我們採用 Tensorflow (Google, 2015)做為模型建立的工具。在傳統深度學習模型部份，

我們使用 GloVe (Pennington, Socher & Manning, 2014)模型，於 Common Crawl[]資料集上

訓練大小寫區別的英文詞嵌入向量，維度݀ ൌ 300，共 220 萬個單詞。雙向 LSTM 的 hidden 

size h 為 128，CNN 中所使用的 kernel 數量為݄௖ ൌ 128個，其中 kernel 大小݇ ൌ 5。傳統

深度學習模型的所使用的批次量為 256、最大 epoch 為 40、初始學習率2 ∙ 10ିସ。在 BERT

模型部份則使用大小寫區分的 BERT base 模型，12 層的 Transformer、hidden size 為 768、

Multi-Head 數量為 12。文字最大長度ܮ設定為 128，並截短超過此長度的文字；在 BERT

模型的輸入為兩訊息合計長度 128，並截短超出最大長度的部分；BERT 模型所使用的批

次量為 32、最大 epoch 為 6、初始學習率為2 ∙ 10ିହ。在所有的模型中所使用的最佳化器

皆為 Adam、β1 = 0.9、β2 = 0.999，L2 權重衰減 0.01，並套用線性衰減於學習率，且

在學習率前 30%迭代中（training step）使用 warmup，Dropout 設定為 0.1。在訓練的過

程成中，相同會話配對與非相同會話配對（回覆關係配對與非回覆關係配對）的資料數

量為 1:1。 

在相同任務的訓練與測試資料分割方式中，我們將分別使用隨機選取分割與依照發

表時間分割兩種方式進行評估；在回覆預測任務的訓練與測試資料分割方式中，我們只

使用依照發表時間分割的方式進行評估，讓評估結果能更有效貼近實際應的情況。在兩

種任務中，我們個別比較傳統深度學模型與 BERT base 模型，包含由 Jiang 等人所提出

以 CNN 為基礎的 SHCNN 模型(Jiang et al., 2018)、應用注意力機制的雙向 LSTM 以及基

於 CNN 與雙向 LSTM 的 CNN+LSTM 模型。 

5.1 相同會話任務 (Same Conversation Task) 

表 3 為在相同會話任務中，模型在隨機選取分割與依照發表時間分割兩種方式的效能表

現。隨機選取分割的測試資料，能夠評估模型對已知訊息的分類結果。若測試資料是依

照訊息發表時間進行分割，則測試資料中訊息對訓練資料而言為未來訊息，這樣的評估

方式較為合模型在現實世界中應用的情況。表 3 的下半部呈現所有的模型在預測未來的

訊息時，效能皆大幅下降，顯示所有模型都無法預測未知的訊息。 

為能更了解為何模型在進行相同會話預測表現很差的原因，以及人在處理相同任務

時的表現，我們隨機從 Reddit 的測試資料中隨機挑選 500 個配對，並由 4 個人標記這份

資料。結果如表 4 左側所示，我們發現人在執行相同會話任務時，表現不如預期。 

標記資料的過程中我們瞭解到標記者在標記時，必須猜測配對中訊息正在討論的主

題，然後判斷兩者討論的主題是否相同，而且在缺乏上下文的情況中，人們難以判斷這

些訊息所討論的內容，因此我們猜測過去研究中，相同會話任務中模型效能表現不佳的

原因，也可能來自於此。 
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表 3. 相同會話任務實驗結果(隨機分割 vs 時間分割) 
[Table 3. Performance Evaluation for Same conversation Task (Splitting by Time or 
Randomly)] 

資料集 
Reddit 

IRC 
gadgets iPhone politic 

評估方式 F1 Accuracy F1 Accuracy F1 Accuracy F1 Accuracy 

隨

機

選

取 

SHCNN 0.779 0.887 0.608 0.816 0.639 0.770 0.805 0.967 

DALSTM 0.809 0.900 0.618 0.804 0.638 0.775 0.346 0.854 

CNN+LSTM 0.981 0.990 0.956 0.980 0.945 0.969 0.319 0.801 

BERT base 0.988 0.994 0.994 0.994 0.996 0.970 0.888 0.985 

時

間

分

割 

SHCNN 0.253 0.709 0.318 0.553 0.411 0.553 0.039 0.939 

DALSTM 0.308 0.710 0.417 0.500 0.441 0.616 0.089 0.854 

CNN+LSTM 0.289 0.645 0.364 0.516 0.309 0.601 0.098 0.630 

BERT base 0.522 0.508 0.298 0.534 0.423 0.667 0.223 0.898 

表 4. 四個人分別對相同會話任務與回覆預測任務的標記效能 
        [Table 4. Human Label Performance on Two Tasks] 

 相同會話任務 回覆預測任務 

評估方式 F1 Accuracy F1 Accuracy 

標記者 1 0.105 0.728 0.548 0.860 

標記者 2 0.352 0.763 0.800 0.930 

標記者 3 0.263 0.732 0.590 0.875 

標記者 4 0.638 0.796 0.703 0.865 

5.2 回覆預測任務 (Reply Prediction Task) 

當一個訊息為另一個訊息的回覆對象時，此兩訊息必然屬於相同會話，因此這樣的分類

器仍然可以做為下游的對話解構任務。人工標記結果如表 4 右側所示，人們在預測下文

是否正在回覆上文的訊息時，能夠更準確的進行預測。 

在回覆預測任務的實驗中，只採用依照訊息發表時間分割訓練與測試資料的方法進

行評估。表 5 為模型在相同會話任務與回覆預測任務中的效能表現，可以從中觀察到模

型在回覆任務中的效能大多比相同會話好，且隨著訓練資料越多，其效能表現越高。 
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表 5. 相同會話任務與回覆預測任務中的模型效能表現 
   [Table 5. Same Conversation vs Reply Prediction] 

資料集 
Reddit 

gadgets iPhone politic 

評估方式 F1 Accuracy F1 Accuracy F1 Accuracy 

相

同

會

話 

SHCNN 0.253 0.709 0.318 0.553 0.411 0.553 

DALSTM 0.308 0.710 0.417 0.500 0.441 0.616 

CNN+LSTM 0.289 0.645 0.364 0.516 0.309 0.601 

BERT base 0.522 0.508 0.298 0.534 0.423 0.667 

回

覆

預

測 

SHCNN 0.249 0.789 0.336 0.716 0.498 0.726 

DALSTM 0.343 0.690 0.455 0.690 0.594 0.792 

CNN+LSTM 0.260 0.646 0.413 0.688 0.561 0.782 

BERT base 0.631 0.854 0.639 0.863 0.706 0.887 

5.3 切除實驗 (Ablation Test) 

為了瞭解模型中局部的設計對效能影響，因此我們對 CNN+LSTM 與 LSTM 兩種模型進

行了簡單的切除實驗分析。我們將以模型表現較好的環境進行分析。 

由表 6 可以觀察到 CNN+LSTM 模型在 CNN 層使用 Gated Linear Unit 會比使用 ELU

會有更好的效能。而在 CNN 輸出套用了 Layer Normalization 的模型也有更好的效能。其

中值得注意的是注意力機制在這個模型中對效能毫無幫助。 

表 6. CNN+LSTM 模型切除實驗結果 
              [Table 6. Ablation Test on CNN+LSTM] 

Reddit – gadgets （相同會話任務） 

評估方式 F1 Accuracy

CNN+LSTM 0.981 0.990 

CNN+LSTM ELU 0.960 0.980 

CNN+LSTM no norm 0.958 0.979 

CNN+LSTM with attention 0.906 0.951 
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表 7. DALSTM 模型切除實驗結果 
               [Table 7. Ablation Test on DALSTM] 

Reddit – politic （回覆預測任務） 

評估方式 F1 Accuracy

DALSTM 0.594 0.792 

LSTM no attention 0.577 0.775 

由表 7 可以得知應用了注意力機制的 LSTM 模型有更好的效能，但是對這樣的注意力專

注設計僅能提升少許的效能。 

5.4 客服人員聊天紀錄 (QNAP Conversation Log) 

由於此研究中最初的動機源自於對客服聊天紀錄的對話解構任務，因此我們將在企業所

提供的聊天紀錄中套用前述的實驗方法。 

在資料準備的部分，由於缺乏大量訓練資料，只能尋求啟發式的方法進行資料標記。

考量到兩人對話情境下，對話大多以一對一情況呈現，我們假設任一訊息的下個訊息即

為回覆，並以此假設進行自動標記，標記數量如表八所示。由於這樣的假設與我們的實

驗目的互相矛盾，我們可以得知這樣的自動標記必然有許多錯誤的資料，因此我們需要

標記少量的資料來評估自動標記的品質。我們隨機抽取 60 則聊天紀錄進行人工標記後作

為測試資料，標記數量如表 8 所示。透過測試資料的評估，我們觀察到在實際的兩人文

字交談情境下僅有 0.801 準確率，換言之，在僅有兩人的文字交談環境中，還是有約有

兩成的訊息是以交錯的方式呈現。 

表 8. 聊天紀錄訓練資料與測試資料 
               [Table 8. QNAP Training & Testing Data] 

資料集 

QNAP Chat Log 

Heuristic Labeling

Training Data 

Human Annotated

Testing Data 

會話數 1,937 60 

訊息數 53,548 1,425 

配對數 257,306 6,779 

透過前一章的實驗經驗，我們在客服紀錄上進行回覆預測任務的訓練，以自動標記

的資料作為訓練資料，並使用人工標記資料作為測試資料，實驗結果如表 9 中顯示，模

型表現不如預期。 

實驗的結果顯示在訓練資料品質不佳或訓練資料過少的情況下，模型無法學習到訊

息間回覆的關係，且訊息在配對的過程有可能會放大錯誤標記的比例，所以在處理這樣

的問題時，我們仍然需要人力對資料進行標記來產生足夠的訓練資料。 
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表 9. 模型於於人工標記測試資料上的結果 
[Table 9. Model Performance on QNAP Human Annotated Test Data] 

模型 CNN+LSTM DALSTM BERT Heuristic Labeling 

評估

方式 
F1 Accuracy F1 Accuracy F1 Accuracy F1 Accuracy 

效能 0.308 0.636 0.367 0.600 0.363 0.733 0.681 0.848 

6. 結論 (Conclusion) 

本論文提出使用回覆預測分類器取代對話解構中原有的相同會話分類器方法，使模型可

以透過理解語意的方式進行對話解構的工作。相較於需要上下文支持來理解訊息內容主

題的相同會話任務，回覆預測分類器可以僅透過訊息配對中的語意資訊進行分類，提高

對話解構在實務上應用的可能性。 

在回覆預測任務中，使用完成預訓練的 BERT 模型進行 Fine-Tuning 可以獲得良好

的效能表現，即使在訓練資料較少的情況下，也能有不錯的效能。從聊天紀錄的實驗中

可以得知，使用 BERT 進行 Fine-Tuning 時，下游任務所使用的標記需要有良好的標記品

質，因此足夠的人工標記作為訓練資料仍然是必要的。 
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Structure for Parsing Mandarin -- Its Frame and General Applications--    US$ 9 US$ 19 US$15 _____ _____ 
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no.92-02  V-N 複合名詞討論篇 

& 92-03  V-R 複合動詞討論篇  12 21 17 _____ _____ 

3. no.93-01  新聞語料庫字頻統計表 8 13 11 _____ _____ 

4. no.93-02  新聞語料庫詞頻統計表 18 30 24 _____ _____ 

5. no.93-03  新聞常用動詞詞頻與分類  10 15 13 _____ _____ 

6. no.93-05  中文詞類分析                      10 15 13 _____ _____ 

7. no.93-06  現代漢語中的法相詞                 5 10 8 _____ _____ 

8. no.94-01  中文書面語頻率詞典（新聞語料詞頻統計） 18 30 24 _____ _____ 

9. no.94-02  古漢語字頻表 11 16 14 _____ _____ 

10. no.95-01  注音檢索現代漢語字頻表 8 13 10 _____ _____ 

11. no.95-02/98-04  中央研究院平衡語料庫的內容與說明 3 8 6 _____ _____ 

12. no.95-03  訊息為本的格位語法與其剖析方法 3 8 6 _____ _____ 

13. no.96-01 「搜」文解字－中文詞界研究與資訊用分詞標準 8 13 11 _____ _____ 

14. no.97-01  古漢語詞頻表 (甲) 19 31 25 _____ _____ 

15. no.97-02  論語詞頻表 9 14 12 _____ _____ 

16. no.98-01  詞頻詞典 18 30 26 _____ _____ 

17. no.98-02  Accumulated Word Frequency in CKIP Corpus 15 25 21 _____ _____ 

18. no.98-03  自然語言處理及計算語言學相關術語中英對譯表 4 9 7 _____ _____ 

19. no.02-01  現代漢語口語對話語料庫標註系統說明 8 13 11 _____ _____ 

20. 
Computational Linguistics & Chinese Languages Processing (One year) 

(Back issues of IJCLCLP: US$ 20 per copy) --- 100 100 _____ _____ 

21. Readings in Chinese Language Processing  25 25 21 _____ _____ 

    TOTAL _____ _____ 
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中華民國計算語言學學會 
相關出版品價格表及訂購單 

編號 書目 會  員 非會員 冊數 金額 

1. 
no.92-01, no. 92-04 (合訂本)  ICG 中的論旨角色 與  

A conceptual Structure for Parsing Mandarin--its 
Frame and General Applications-- NT$ 80 NT$ 100 _____ _____ 

2. 
 

no.92-02, no. 92-03 (合訂本)   
        V-N 複合名詞討論篇 與V-R 複合動詞討論篇 120 150 _____ _____ 

3. no.93-01  新聞語料庫字頻統計表              120 130 _____ _____ 

4. no.93-02  新聞語料庫詞頻統計表 360 400 _____ _____ 

5. no.93-03  新聞常用動詞詞頻與分類  180 200 _____ _____ 

6. no.93-05  中文詞類分析                      185 205 _____ _____ 

7. no.93-06  現代漢語中的法相詞                 40 50 _____ _____ 

8. no.94-01  中文書面語頻率詞典（新聞語料詞頻統計） 380 450 _____ _____ 

9. no.94-02  古漢語字頻表  180 200 _____ _____ 

10. no.95-01  注音檢索現代漢語字頻表 75 85 _____ _____ 

11. no.95-02/98-04  中央研究院平衡語料庫的內容與說明 75 85 _____ _____ 

12. no.95-03  訊息為本的格位語法與其剖析方法 75 80 _____ _____ 

13. no.96-01 「搜」文解字－中文詞界研究與資訊用分詞標準 110 120 _____ _____ 

14. no.97-01  古漢語詞頻表 (甲) 400 450 _____ _____ 

15. no.97-02  論語詞頻表 90 100 _____ _____ 

16 no.98-01  詞頻詞典 395 440 _____ _____ 

17. no.98-02  Accumulated Word Frequency in CKIP Corpus 340 380 _____ _____ 

18. no.98-03 自然語言處理及計算語言學相關術語中英對譯表 90 100 _____ _____ 

19. no.02-01 現代漢語口語對話語料庫標註系統說明 75 85 _____ _____ 

20 論文集 COLING 2002 紙本 100 200 _____ _____ 

21. 論文集 COLING 2002 光碟片 300 400 _____ _____ 

22. 論文集 COLING 2002 Workshop 光碟片 300 400 _____ _____ 

23. 論文集 ISCSLP 2002 光碟片 300 400 _____ _____ 

24. 
交談系統暨語境分析研討會講義 

（中華民國計算語言學學會1997第四季學術活動） 130 150 _____ _____ 

25. 
中文計算語言學期刊 (一年四期)  年份：______ 
（過期期刊每本售價500元） --- 2,500 _____ _____ 

26. Readings of Chinese Language Processing 675 675 _____ _____ 

27. 剖析策略與機器翻譯 1990 150 165 _____ _____ 

   合  計 _____ _____ 

※  此價格表僅限國內 (台灣地區) 使用 
劃撥帳戶：中華民國計算語言學學會 劃撥帳號：19166251    
聯絡電話：(02) 2788-3799 轉1502              
聯絡人： 黃琪 小姐、何婉如 小姐 E-mail:aclclp@hp.iis.sinica.edu.tw 
訂購者：                            收據抬頭：                                 
地 址：                                                                       
電 話：                               E-mail:                                 
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