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RESUME Cet article s'intéresse a la classification d’opinions detés communautaires par ap-
prentissage supervisé, en vue de les utiliser pour un sgstentfecommandation. Nous com-
parons différents prétraitements, représentations dtriggies d'apprentissage sur des données
réelles parlant de films et présentant diverses partictéar{textes trés courts en anglais, conte-
nant beaucoup de codes type sms, d'abréviations, de falaiebayraphe, etc.). Nous étudions
en détails les résultats de différents classifieurs ainsiltapport des prétraitements sur ce type
de données. Pour finir, nous évaluons les résultats du meitlassifieur a I'aide d’un moteur
de recommandation de type filtrage collaboratif.

ABSTRACTThis paper is about opinion classification of posts from aaawetworks by super-
vised machine learning, in order to use them in a recommesggiem. We compare different
pre-processings, representations and machine learnintston real data about movies hav-
ing specificities (very short texts in English, containintpof sms-like codes, abbreviations,
misspelling...). We study in detail the results of diffexdassifiers and the contribution of the
pre-processings on this kind of data. Finally, we evalub&eliest classifier with a recommender
system based on collaborative filtering.
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langue, recommandation automatique, filtrage collabdyatld-start.
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1. Introduction

Les systémes de recommandation automatique sont develiinstar des mo-
teurs de recherche, un outil incontournable pour tout siédd YWcalisé sur un certain
type d’articles disponibles dans un catalogue riche, geeadicles soient des objets,
des produits culturels (livres, films, morceaux de musigte,), des éléments d'in-
formation (news) ou encore simplement des pages (liensrtextes). L'objectif de
ces systémes est de sélectionner, dans leur cataloguetiddssa(ou items) les plus
susceptibles d'intéresser un utilisateur particuliergdtvara Rao et Talwar (2008)
ont répertorié un vaste ensemble de systemes de recomriagmnpladr différents do-
maines applicatifs, dans des contextes académiques atiigdsl Le travail présenté
ici vise a faciliter la mise en place d’un systéme de ce typs [@service VOD Yideo
On Demandl du portail Orange. Différentes approches peuvent étresres ceuvre
pour cela, mais toutes ont la particularité de requérir ummum de données de dé-
part sur lesquelles les algorithmes vont pouvoir s'appu®erces données ne sont
pas toujours disponibles, ou pas en assez grande quantigytsquand le service de
recommandation vient d’étre mis en place.

Parallélement, les données présentes sur I'Internet semede s’enrichir depuis
I'apparition du Web 2.0, grace au contenu produit par ldisateurs User Generated
Conten}. Ces données, majoritairement textuelles, sont encésepeu utilisées en
recommandation. Pourtant le contenu généré par les teiisaicontient énormément
de commentaires subjectifs sur des articles de catalogaiesudes sortes. Le site
communautaire Flixstérest un exemple de site participatif ou se retrouvent chaque
jour des dizaines de millions de fans de cinéma pour partieges impressions et
sentiments sur des films. Le site Twileontient également des avis, uniquement sous
forme de commentaires textuels, sur des sujets beaucospratiés. Beaucoup de
forums également présentent ce type d’'informations. Laléode données d'opinions
(Pang et Lee, 2008) est un domaine qui s’est beaucoup dféet@s derniéres années
dans le but d’extraire des informations utiles de ce gentextes.

Nous avons donc d’'un c6té des systémes de recommandatipeupgnt manquer
de données, et d’'un autre des textes riches d’informationgncore exploitées. Notre
objectif dans ce travail est d'utiliser la fouille d’opime pour alimenter un systéeme
de recommandation. C’'est une idée simple et naturelle, efiaia donné lieu a encore
trés peu de publications, sans doute parce que les deux esraiévent de commu-
nautés de recherche différentes et que les expérimergaiqaises par chacun d'eux
sont longues a mener. Les seuls travaux répertoriés sujeieesgploitent un moteur
de recommandation thématique, dans lequel les articlescmmander sont décrits
par un ensemble d’attributs. Prendre comme attributs lés deotextes qui parlent de
ces articles est alors effectivement une solution posdiliéés les moteurs de recom-
mandation les plus efficaces procédent plutdt par filtradtaratif, une méthode
qui se fonde non pas sur des attributs mais sur des notdmiatis par des utilisateurs

1. www.flixster.com
2. http ://twitter.com/
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a des articles. Enchainer un systeme d’affectation de patdsuille d’opinions et un
systeme de recommandation par filtrage collaboratif suddagées réelles est notre
principale contribution dans cet article.

Il est organisé de la maniére suivante : tout d’abord nousduisons le domaine
de la recommandation et les différentes approches posgiloler la mener a bien.
Nous présentons aussi la mesure classique employée pdueéizaqualité d’'un sys-
teme de recommandation, ainsi que le moteur utilisé pouerpériences. Celui-ci
est capable de s’appuyer aussi bien sur des attributs quesurotes, ce qui nous
donnera I'occasion de pouvoir comparer les différentehotis. Cette partie se clot
avec le schéma de la chaine de traitements mise en ceuvreataasperiences. La
partie suivante dresse un bref panorama de la classificatitimmatique de textes se-
lon I'opinion gu'ils expriment, en détaillant tous les ckgossibles que nous avons
pris en compte. Puis, nous exposons les conditions de n@&sierpes, en détaillant
les particularités du corpus qui a servi a les mener. Lessenécupérés sont trés spé-
cifiques. lls sont en général trés courts (une dizaine de)reobts style dans lequel
ils sont rédigés se rapproche de celui utilisé dans les feromdans les systémes
de messagerie instantanée. Différents traitements é$ oatiramment utilisés dans la
littérature sont testés et évalués sur ces données pantesilINos expériences visent a
identifier quels sont les prétraitements pertinents potype de textes et leur impact
sur le classifieur. Enfin, la derniére partie est celle ou Idél@ue de nos classifieurs ap-
pris est mis a contribution pour alimenter un systéeme demecandation par filtrage
collaboratif. Nous montrons que les résultats qu’il foup@rmettent de produire des
recommandations de trés bonne qualité, meilleures quesagplii se contentent d’attri-
buts pourtant riches et variés. Cette partie montre égailequee I'apport de données
extérieures pour la mise en route d’un moteur de recommiamdagt tout & fait perti-
nent.

2. Les systémes de recommandation

Le but des systemes de recommandation est de prédire k&fénire un utilisa-
teur et un article, en se fondant sur un ensemble d'infopnatidéja acquises sur cet
utilisateur et sur d’autres, ainsi que sur cet article eti&uitres. Nous présentons tout
d’'abord les différentes approches possibles du domaiamt aévoquer les travaux
ayant déja essayé d’exploiter des textes pour faire de tarreandation.

2.1. Les différents systémes de recommandation

Il existe plusieurs familles de systémes de recommandélageswara Rao et
Talwar, 2008), en fonction de la maniére dont la recommaoidaist effectuée et de
la nature des données :

— le filtrage basé sur le contenyou filtrage thématique, s’appuie sur le contenu
des articles par le biais de descripteurs, pour les compamerprofil utilisateur lui-
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méme constitué des mémes descripteurs (Pazzani et BR80g). Lors de I'arrivée
d’'un nouvel article, le systéme compare sa représentatemla profil de I'utilisateur,

afin de prédire I'opinion gu’il aura de lui. Un article est oeemandé en fonction de
sa proximité avec le profil de I'utilisateur;

— le filtrage collaboratif s'appuie sur les appréciations données par un ensemble
d'utilisateurs sur un ensemble d'articles. Ces apprémiatitraduites en valeurs nu-
mériques, peuvent étre des notes, des comptes d'achattuéffiedes nombres de
visites, etc. On distingue deux grandes approches de &lcatiaboratif. Lapproche
se référant aux utilisateurs (Resnigkal., 1994) consiste & comparer les utilisateurs
entre eux et a retrouver ceux ayant des goQts en commun, fes dioan utilisateur
étant ensuite prédites selon son voisinage. L'approchéfémnt aux articles (Sarwar
et al, 2001) consiste a rapprocher les articles appréciés panédeses personnes et
a prédire les notes des utilisateurs en fonction des astleleplus proches de ceux
gu'ils ont déja notés;

— le filtrage hybride exploite aussi bien les évaluations numériques que les des-
cripteurs de contenu. Les systémes hybrides peuvent égalefaire appel a des
sources d’informations complémentaires telles que desékmdémographiques ou
sociales (Pazzani, 1999). Différentes méthodes d’hybod@euvent étre envisagées
afin de combiner les sources ou les modéles. On peut par exappliquer sépa-
rément le filtrage collaboratif et d’autres techniques deafijle pour générer des re-
commandations candidates, et combiner ces ensemblesafemamndations par pon-
dération, cascade, bascule, etc. afin de produire les reaadations finales pour les
utilisateurs (Burke, 2007). La pondération consiste a doerlles prédictions obte-
nues par des sources de données différentes ou des modtdesnts et d'utiliser
un systéme de vote pour la prédiction finale des recommamdati’ hybridation par
bascule ne se propose pas de combiner différents résultaisttmes de recomman-
dation, mais d’en sélectionner un dynamiguement, au modelat recommandation,
selon un critére donné. Le mode d’hybridation en cascadarestode strictement
hiérarchique ou chaque recommandeur en aval ne fait quearli recommandation
obtenue par le recommandeur précédent.

Les différents types de filtrage ont leurs forces et leutddases et il est nécessaire
pour le concepteur du systeme de choisir la stratégie lagrlaptée a son domaine
applicatif et a ses données. L'avantage du filtrage basé&soritenu est que chaque
utilisateur est absolument indépendant des autres. Aingitilisateur pourra recevoir
des recommandations méme s'il est le seul inscrit, pour p&Liaif décrit son profil
en donnant un ensemble de thémes qui I'intéressent. Enaleeacette technique de
filtrage est soumise a un effet « entonnoir », car le profil évalaturellement par
restrictions progressives des themes recherchés. Aglishteur ne recoit que les
recommandations relatives aux thémes déja présents dapsafd, une fois celui-ci
devenu stable. Par conséquent, il risque de ne pas décdewmiouveaux domaines
potentiellement intéressants pour lui.

A l'opposé, tous les utilisateurs d’un systéme reposantesfiltrage collaboratif
peuvent tirer profit des évaluations des autres, sans questénse dispose pour au-
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tant d'une représentation du contenu des articles. Chagénéficie en quelque sorte
de l'avis des autres, et ceci d’autant plus que les golts panagés. Grace a son
indépendance vis-a-vis de la représentation des donrettsstechnique peut s’appli-
quer dans les contextes ou le contenu est soit indisporsbiedifficile & analyser.
Elle peut ainsi s'utiliser pour tous les types de donnéestetémage, audio et vidéo.
De plus, l'utilisateur est susceptible grace a elle de dédodivers domaines inté-
ressants, car le filtrage collaboratif n’est pas soumisféet'& entonnoir». Un autre
avantage du filtrage collaboratif est que les jugements truvaes utilisateurs in-
tégrent non seulement la dimension thématique mais aumsirds facteurs relatifs a
la qualité des articles tels que la diversité, la nouveda@equation au public visé,
etc. Le filtrage collaboratif est ainsi le type de filtrage llesfréquemment utilisé.

Mais ce type de filtrage est aussi plus contraignant que hkadit basé sur le
contenu car il implique plus fortement les utilisateursj daivent attribuer des
notes aux articles. De plus, le bon fonctionnement d’un ystésne et sa perfor-
mance reposent sur une grande quantité d'information. Liksateurs doivent éva-
luer suffisamment d’articles pour dépasser le problémeé&inarrage a froid Schein
et al, 2002). En effet, les préférences d'un utilisateur doivéra déja suffisamment
riches pour pouvoir se comparer aux autres. Les utilisaivent par ailleurs étre en
suffisamment grand nombre pour atteindre une certaine neatigeie au-dela de la-
quelle les calculs de prédiction deviennent pertinents.dvaluations doivent concer-
ner des ensembles d’articles et d'utilisateurs qui se n@eot, afin de permettre au
systéme de comparer les préférences. Par exemple, on nggsetdnclure que deux
personnes sont proches si elles n'ont qu’une seule évafuati commun.

Dans (Meyer, 2011), l'auteur compare les performances de&ses de recom-
mandation fondés sur des sources de données collabor#tigestiques et hybrides
pour différentes situations : cas d’un systéme déja montharge, cas d'un systeme
débutant avec des profils utilisateurs peu renseignésndliabque les systéemes col-
laboratifs semblent indépassables en termes de perfoasdosque les utilisateurs
ont des profils longs, mais sont moins compétitifs si les |srofés utilisateurs sont
peu renseignés. Des stratégies d’hybridation de difféeeméthodes ou de différentes
sources (par I'apport de sources de données complémerparexemple) sont per-
tinentes pour le probléeme du démarrage a froid. Lapprochpgsée dans cet article
s'inscrit dans cette optique en démontrant que des donegteetles provenant du
Web 2.0 peuvent permettre d'éviter le passage forcé augilttmsé sur le contenu
lors d’'un démarrage a froid et ainsi réduire la baisse deopmidnce qui en découle.

2.2. Description du moteur et indicateur d’évaluation utilisé

Le systéme de recommandation utilisé dans le cadre de nésienpes a été dé-
veloppé a France Telecom (Candillier al, 2008). Il permet de faire a la fois du
filtrage collaboratif par une approche se référant auxlagiet du filtrage théma-
tique. Dans tous les cas, il s’appuie sur une matrice dergiegentre articles. Les
modéles de recommandation de ce type sont actuellementioéprocurent le maxi-
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mum d’avantages en termes de couverture fonctionnelle g@akté prédictive, mais
aussi de tenue de charge, de transparence et de réactixithangements de pro-
fils (Koren, 2010). lIs sont dans le domaine industriel tnéengageux par rapport aux
modeles & factorisation de matrice et aux modéles d'appsaige.

Dans le cas du filtrage collaboratif fondé sur les articlasnhtrice de distances
entre articles est construite a I'aide de la fonction delsirté de Pearson dont nous
rappelons la formule :

Z{uesimsj}(riufﬁ) X (rju—Tj5)

Pear(i,j) = — —
’ \/E{uesmsj}(”u*”)z E{uesmsj}(ﬁ'u*ﬁ)z

(1]

ou S; (respectivemens;) est 'ensemble des notes obtenues par l'artidleespec-
tivementy), r;, (respectivement;,) la note donnée par l'utilisateur sur I'article

i (respectivemenj), et7; (respectivemernit;) la moyenne des notes obtenues par
(respectivement).

Dans le cas du filtrage thématique, c’est la distance de ithqoaa été préférée :

oy — [{SinS;}
Jace(i, j) = 505 [2]
ou S; (respectivemens;) est 'ensemble des descripteurs de l'articlgespective-
mentj).

Une fois la matrice de similarité articlesarticles construite, les recommandations
sont établies a 'aide des notes connues des utilisateessnates constituant leurs
profils. La fonction de prédiction de la note de I'artiglg@our I'utilisateuru est la
suivante suivante :

2 jesyy Sm(6:0) X (rug —75) (3]

(j€Su} sim/(4,5)

ou S, est I'ensemble des notes connues données par I'utilisatairla fonction
sim(i, 7) est soit égale #ear(i, j) soit égale &acc(i, 7) suivant le type de filtrage
considéré. Le prédicteur tient ainsi compte des moyenresates déja attribuées par
les autres utilisateurs aux différents articles.

La RMSE Root Mean Squared Errpest la mesure utilisée afin de vérifier la qua-
lité d'un systeme de recommandation. Elle mesure I'erraite fntre la note prédite
et la vraie note donnée par l'utilisateur. Elle se calculéadagon suivante :

RMSE =

(4]

ol X; représente la note réelle & la note prédite par le recommandeur.

La RMSE étant une mesure d’erreur, on attend d’elle qu'@lela plus basse
possible. Afin d’avoir une idée de ce que représente une RMSEmmmmandation
automatique, précisons que pour gagner le million de dotarconcours Netflix, il
fallait obtenir une RMSE de 0,85 (le moteur utilisé sur le sivait alors une RMSE
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d’environ 0,95). Atteindre cette performance a demandsguretrois années de travail
aux équipes de recherche et a entrainé la construction tkmss trés complexes
et trés gourmands en puissance de calcul (et donc ineXgkétalans un contexte
industriel). Il est évident que nous n’espérons pas nousiraea ces performances
mais leur connaissance permettra tout de méme de situeésatats.

2.3. Exploiter des textes d’opinions en recommandation

La problématique de notre travail est d’exploiter des teptarteurs d’opinions afin
d’alimenter un systéme de recommandation. A notre coraaiss tous les systémes
de recommandation existants fondés sur des textes nousésis’appuient sur des
méthodes liées au filtrage thématique (Pazzani et Billst87R Or, la bréve revue
que nous venons de faire de ces systémes suggére immédiaene approches
possibles : on peut soit extraire des textes des descriggeutesquels s’appuiera un
filtrage thématique, soit traduire en une évaluation nuguéri’opinion qu'ils véhi-
culent, afin de mettre en ceuvre un filtrage collaboratif. Neaw@ns également que
les systemes exploitant le filtrage collaboratif sont bitrs performants que ceux
exploitant le filtrage thématique. Nous nous concentreduome dans cet article sur
la deuxiéme approche, qui nécessite d’enchainer une taltassification d’opi-
nions avec une tache de filtrage collaboratif. Cette idéé &équée précédemment
(Caneet al, 2006 ; Dziczkowski et Wegrzyn-Wolska, 2007) mais jamassée expli-
citement. Nous sommes donc, & notre connaissance, lesgusetnmener de telles
expériences de bout en bout. Concernant I'unique tacheadsifitation d’opinions,
I'originalité de nos travaux porte sur les données étudiBdes sont en effet par-
ticulieres, étant rédigées dans un style trés proche dwulisc@lectronique médié
(Panckhurst, 2006) (appelé également Cyberlangue). Bn lesl textes contiennent
une quantité non négligeable d’erreurs orthographigypsgraphiques ou gramma-
ticales, des abréviations, des néographies, des dideséddictroniques, etc.

La démarche suivie pour ces expérimentations se décompaseed deux étapes
(voir figure[d). Une premiere étape, la construction des desrd’'usage, consiste a
transformer des données textuelles en notes. Cela comggpone tache de classifi-
cation d'opinions. Les données textuelles utilisées smuntes reliées a un auteur et a
un article, en I'occurrence ici un film. Le résultat obtenusentie de cette premiéere
étape est une matrice d’'usage contenant des tripletsatgilisfilm-note. Ces données
permettent, dans un second temps, d’établir des recomriansla I'aide d’'une mé-
thode de filtrage collaboratif s’appuyant sur les distarer@se articles. Les triplets
sont en effet utilisés afin de construire une matrice de aiitél films x films conte-
nant des mesures de distance entre chaque article. Desoaotesuite prédites pour
chaque couple (utilisateur, film) pour lequel la note n'es pncore renseignée.

La section suivante présente un état de I'art de la classificd opinions, qui sera
la premiéere tache a accomplir avec nos données.
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Construction des
données d’usage

Acquisition des Exploitation des

données données
Crawl Transformation
en vecteur
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Prétraitements 1

(nettoyage) Classification
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Notes
Recommandations Filtrage . Conlstructio_n Qe Ia
collaboratif matrice de similarité

Recommandation

Figure 1. Chaine de traitements

3. Laclassification de textes d’opinions

Nous introduisons d’'abord les différents éléments quiriiémnent dans une tache
de classification de textes d’'opinions par apprentissag@reatique, puis nous dé-
taillons les choix effectués pour ces différents élémeatsdotre contexte.

3.1. Introduction au domaine

Rappelons tout d’abord que la fouille d’opinions se compis@lusieurs taches
(Pang et Lee, 2008) : I'extraction d’opinions, le résumépihimns et la classification
d’opinions :

— I'extraction d’opinions consiste a identifier dans un emrpes textes porteurs
d’opinions, ou encore a localiser les passages porteupsrddms dans un texte. Plus
précisément, on se préoccupe ici de classer les textes @attes de textes selon
gu’ils sont objectifs ou subjectifs ;

—le résumé d’opinions consiste a rendre l'information dapient et facilement
accessible en mettant en avant les opinions exprimées eibles de ces opinions
présentes dans un texte. Ce résumé peut étre textuel @rdes phrases ou expres-
sions contenant les opinions), chiffré (pourcentage,)ngt@phique (histogramme)
ou encore imagé (thermomeétre, étoiles, pouce levé ou bajssé
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— la classification d'opinions a pour objectif d’attribuarauétiquette a un texte
selon 'opinion gu’il exprime.

Puisque nous avons besoin d’'associer des notes a des texiesious intéressons
ici uniguement a la classification d’opinions. Deux grangset de méthodes sont
utilisés pour cette tache. Il y a tout d’abord les approcHa®plinguistiquesqui
consistent a répertorier le vocabulaire porteur d’opisjguuis a établir des regles de
classification selon la présence ou I'absence des motstappat a ce vocabulaire.

Il existe également les approches mettant en ceuvre des sgiils du domaine de
I'apprentissage automatiqulous avons déja dans un travail précédent comparé ces
deux approches (Poiriet al, 2009) ; nous nous intéressons ici uniquement a celles
de la deuxiéme famille, qui sur nos données se sont avéréesneat plus efficaces.
Les méthodes utilisées dans ce cadre sont issues de ldictdgsi dite supervisée (ou
apprentissage supervisé), ou un classifieur est apprigda kbexemples de données
(ici de textes) dont on connait déja la classe (ici la note.inots des textes sont alors
généralement considérés comme des données indépendaddes/alentes les unes
aux autres, leur sémantique n’étant pas explicitemerd pricompte. On peut donner
une définition un peu plus formelle du probléme de la clasgibo supervisée.

Définition : soit X un ensemble de donnéés, un ensemble d’'étiquettes (ou
classes) e un ensemble des représentations des donnéesd Soit — D, une
fonction connue qui associe a chagque donnée X une représentatiod(z) € D
etS C D x Y un ensemble de données étiquei@ks), y). La classification super-
visée consiste a construire en s’appuyant sur I'enserfihla classifieur c’est-a-dire
une fonction d&b — Y qui permette de prédire la classe de toute nouvelle donnée
x € X, représentée pad(z) € D.

D’aprés cette définition, quatre éléments distincts ehrrijeu dans la classifica-
tion supervisée :

— la représentation des données (I'ensenibe

— les étiquettes ou classes de prédiction (I'enserfihle

—les exemples de données étiquetées, qui constituent pecdiapprentissage
('ensembleS);

— le classifieur ou prédicteur.

De plus, des prétraitements peuvent étre appliqués suplaséés avant la tache
de classification dans le but d’améliorer ses performarnpesce soit en termes de
résultats ou de temps de calcul. lls sont en général inté&tmés la définition de la
représentation des données.

3.2. Les différents choix possibles étudiés
Nous détaillons maintenant chacun des éléments identdigs ld section précé-

dente, enretardantlégérement celui de la représentasoahnées, dontla définition
dépend beaucoup des autres.
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3.2.1. Le corpus d’apprentissage

La classification supervisée nécessite des exemples (dsmtiguetées) afin de
construire le « corpus d’apprentissage ». Ce corpus ayaimhpact direct sur 'ap-
prentissage des régles, et par conséquent sur la classificktest nécessaire que
les exemples soient représentatifs de 'ensemble des den@étte hypothése est gé-
néralement difficile a vérifier. En classification d’opingmu plus généralement en
classification de textes, les corpus étudiés sont asseeimgstcar I'étiquetage des
exemples est souvent effectué a la main. Ceci entraine unét®ié et ne permet
donc pas I'obtention d’un gros corpus d’apprentissage e@éant, les données pré-
sentes sur les sites Web 2.0, qui peuvent étre étiquetétsspailisateurs, permettent
aujourd’hui de traiter des corpus beaucoup plus conséguent

3.2.2. Les classes de prédiction

Concernant le choix des classes, il est généralement ingausié corpus d’ap-
prentissage. La classification est binaire lorsque le nerdbrclassed’| est égal a 2.
Il peut naturellement étre supérieur, mais 'augmentadiomombre de classes aug-
mente par conséquent le taux d’erreurs. En classificatiopiions, le nombre de
classes de prédiction choisi est généralement de 2 (aimie@pas) ou 3 (aime, avis
neutre, n'aime pas) (Sekt al., 2007 ; Sekiet al, 2008 ; Ouniset al, 2006 ; Macdo-
naldet al,, 2007 ; Ouniset al., 2008 ; Grouiret al.,, 2007).

3.2.3. Les prétraitements

Les prétraitements les plus couramment utilisés ont dejectfs. Dans un pre-
mier temps, ils servent a réduire la taille du vocabulaitggag conséquent de I'es-
pace de représentation. Dans un deuxiéme temps, les f@éteaits peuvent permettre
d’améliorer les performances du systeme de prédiction giesoms. On fait généra-
lement en sorte que le premier objectif, la réduction depbes de représentation,
n'empiéte pas sur les performances de la classificatiofavése que la réduction de
I'espace peut également étre une maniére d’améliorer lésrpgnces, notamment
en regroupant certaines variables du vocabulaire pour @aigentuer leur influence.
C’est par exemple 'objectif principal de la lemmatisatigui consiste & remplacer
chaque mot du texte par sa forme canonique conventiontethar(e). La suppression
de certains mots ou caractéres ne véhiculant pas ou pewmliafion peut égale-
ment permettre d’atteindre les deux objectifs. Il n'est rae que la ponctuation, les
chiffres, les symboles ou encore les articles indéfinisratités du corpus. On peut
également utiliser des antidictionnairesgop-listen anglais). Ces antidictionnaires
sont des lexiques contenant des mots non nécessaires ptaohta étudiée, parce
gu'ils ne sont généralement pas porteurs de sémantiquegatitére de classifica-
tion. On peut également réduire les dimensions par le baiséthodes statistiques
comme TF-IDF? ou encore LSAl(atent Semantic Analy3is

D’autres prétraitements, comme l'étiquetage des mots quar datégorie gram-
maticale, sont utilisés afin d’apporter de I'informatiorpplémentaire. Ce type de
prétraitements enrichit la représentation au lieu de |gkifi@r.
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3.2.4. La représentation

Un document textuel est généralement représenté sousne fdite « sac de
mots ». Cette représentation suppose de sélectionneré&tasris de vocabulaire re-
présentant les dimensions d’'un espace vectoriel, et désepter chaque document
par un vecteur dans cet espace. Ceci implique deux choigip&nx :

—un document est tout d’abord une séquence de caractergseiaere étape
consiste donc a segmenter cette séquence afin d’obtenirseméie d'éléments qui
constitueront le vocabulaire de la représentation. D8fiés choix sont possibles sui-
vant le délimiteur choisi. Les mots sont les éléments delwaedre les plus utilisées
en classification d’opinions mais d’autres choix exist@m.peut par exemple limiter
la taille des éléments a un nombrele caractéres, on obtiendra alors des n-grammes
de lettres. Des n-grammes de mots peuvent aussi étre eale&si, afin de préserver
un peu de sémantique. Par exemple, dans la phrase « je n’asneefilm », le bi-
grammes « aime pas » est trés informatif. Mais les bigramraeaats donnent lieu
a des espaces de trop grandes dimensions et sont rarentiegsgn classification
d’opinions;

— une fois le vocabulaire (et donc I'espace vectoriel) si&lené, représenter un
document par un vecteur dans cet espace peut se faire deadiveaniéeres. Les re-
présentations les plus courantes sont :

- la représentation binaire (Crestahal., 2007 ; Nigam et Hurst, 2006 ; Pang
et Lee, 2004) est la moins codteuse en temps de calcul. Etiertente d’enregistrer,
pour un document, quels éléments du vocabulaire sont pgedgexteur égale a 1) ou
absents (valeur égale a 0),

- lareprésentation fréquentielle (Plargigal., 2008 ; Pangt al., 2002) est une
extension de la représentation binaire qui prend en coreptembre d'occurrences
des éléments du vocabulaire dans chaque document. Un &txtere représenté par
un vecteur dont chaque composante correspond au nombrésd®ifan de ces élé-
ments est présent dans le texte,

- la représentation fréquentielle normalisée est une septétion qui norma-
lise les vecteurs de représentation des textes par leundomglLes nombres d'oc-
currences obtenus avec la représentation fréquentiaiiedsmc remplacés par des
mesures de proportion des éléments du vocabulaire dansedagument,

- la représentation TF-IDF (Généreux et Santini, 2007 ; Ar2007), enfin,
qui établit un compromis entre la fréquence d’'un élément dcakulaire dans le
document considéré et sa présence dans tous les autresetdsuin corpus.

3.2.5. Le classifieur

Beaucoup de méthodes de classification supervisée exetéeucoup d’entre
elles ont été testées pour la classification d’opinions. @t piter les arbres de déci-
sion, les réseaux de neurones, la régression logisticgiegdes de décision ainsi que
des méthodes combinant différents classifieurs comme Eémgs de votes ou les
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algorithmes de Boosting. Toutefois, les méthodes les plesamtes dans la littérature,
et qui semblent également étre les plus performantes staxes, sont les machines a
vecteurs supports (Pang et Lee, 2004 ; Kagtexl,, 2010 ; Wilsonet al,, 2004 ; Nigam
et Hurst, 2006 ; Généreux et Santini, 2007 ; Trinh, 2007 ; @rest al,, 2007 ; Plan-
tié et al., 2008) et les classifieurs bayésiens naifs (NB) (Plagtted., 2008 ; Maurel
etal, 2007 ; Pang et Lee, 2004 ; Yu et Hatzivassiloglou, 2003).dd¢ s deux tech-
nigues que nous emploierons dans nos expériences. Lesmaaéhvecteurs supports,
appelés encore séparateurs a vaste marge (SVM), sont desielas binaires. Pour
les adapter au contexte d’une classification multicladasiqurs stratégies sont appli-
cables. Nous avons adopté ici le principewducontre-tougjui consiste a apprendre
un modéle a l'aide de la premiére classe face a toutes lessapiris de la deuxieme
classe face a toutes les autres, ainsi de suite, et a fusisn@odéles obtenus. Les
NB peuvent, eux, directement opérer des classificationsrsuombre quelconque de
classes.

4. Les données d’'apprentissage et leurs particularités
4.1. Particularités des données

Les données utilisées pour nos expérimentations sonitestdu site communau-
taireFlixster. Ce site, fréquenté par des millions d’internautes, esiéd@ak amateurs
de cinéma. Il permet & ses utilisateurs de créer et d'alienelgs pages personnelles
(blogs) ou ils peuvent partager leurs opinions via des bditeéactions, des com-
mentaires, des forums, des listes de favoris, etc. Lesaiti#urs peuvent également
se déclarer « amis » avec d’autres utilisateurs et se coaistinsi un réseau social
virtuel. lls ont également la possibilité de commenter ataker chaque film indépen-
damment, et ceci une fois seulement par film. Ainsi, chaglisaieur actif présent sur
le site est relié a un certain nombre de films, chaque cougilséteur, film) corres-
pondant a au plus un unique commentaire. Ce sont ces cominesrgai constituent
la partie textuelle de notre corpus. lls sont généralemsst@és a une note postée
par I'utilisateur lors de sa rédaction. Cette note, congpeistre 0,5 et 5, est censée
résumer I'opinion portée sur le film en question. Nous posvdanc logiquement
considérer que ces commentaires, tout du moins la grand®itéaj’entre eux, sont
des textes subjectifs porteurs d’une opinion sur un filmrbaque utilisateur consi-
déré nous avons systématiquement collecté, en plus des@ataines, les notes qui y
sont associées.

La répartition de ces notes sur le site est trés inégale. filesateurs ont tendance
a rédiger beaucoup plus de commentaires positifs que de eataires négatifs. La
figure[2 présente la répartition des classes d'un ensembbemenentaires pris au
hasard. Afin de ne pas introduire de biais dans la compardisemésultats des dif-
férentes expérimentations, nous avons fait le choix dldmer la représentation des
notes dans les corpus. Sinon, le classifieur consistant igickgstématiquement la
classe majoritaire aurait de bons résultats, ce que nousulaitons pas. Pour cela,
nous avons réparti les dix notes possibles dans cing clésse$) puis nous avons
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équilibré ces cing classes en sélectionnant au hasard ubraatéfini de commen-
taires pour chaque classe. Nous avons donc extrait deuxsdrp premier, dédié a
la tAche d’'apprentissage, contient 175 000 commentaitesdetuxieme, réservé aux
tests, en contient 50 000. Une validation croisée n’est pagssaire sur ces données,
parce que les ensembles d’apprentissage et de test soiltadatgement suffisante.

3%

2%

Figure 2. Répartition des commentaires selon la note attribuée artéur

4.2. Particularités des textes communautaires

Les textes étudiés présentent certaines caractéristiguidss différencient gran-
dement des critiques écrites par des professionnels, sbéueliées en classification
d’'opinions. lls sont en général extrémement courts avec @& mn moyenne par
commentaire. La figuriel 3, faite a partir du corpus d’appssafje, nous montre que
les commentaires peuvent avoir des tailles assez varjatlast de 1 & 10 000 mots,
mais que les commentaires longs sont tres rares. La qudetitémmentaires conte-
nant plus de 100 mots est inférieure a 3 %. Elle nous montried®gat que la trés
grande majorité des textes (90 % d’entre eux) contiennemistae 30 mots, et que
la moitié (50 % d’entre eux) en contiennent moins de 6. Lessrmgonsidérés pour
mesurer la taille des commentaires sont les chaines det@@s@lphanumériques.
Les séparateurs sont le caractére espace ainsi que toufasnletuations, y compris
I'apostrophe.

Mise a part la variabilité de taille, la variabilité des styld’écriture est également
une particularité de ces textes communautaires. Il y a désstbdien écrits et facile-
ment compréhensibles pour un étre humain, comme on peuirldas le tablealll 1



32 TAL.Volume 51 —n° 3/2010

08 |- / -

07 -

05 |- g

% des commentaires

041 /: 8
03 /,/ |
/

//
021 // 4

0,1 L L L
10° 10
Taille du commentaire

Figure 3. Nombre de mots par commentaire

mais le style employé est souvent plus proche du langagejoeatiu langage écrit

et parfois difficilement déchiffrable. La grammaire s'éeate la norme en vigueur et

les fautes d’orthographe, volontaires ou non, peuventwempliquer la lecture. On
peut également noter I'utilisation récurrente d’'onomatey d’'abréviations, d'étire-

ments de mots et d’écritures de type SMS. Le tabléau 2 peEsgmiques exemples

assez représentatifs de commentaires que I'on peut troiaverle corpus.

| Note |

Commentaire |

1

3

5

Don't let the looks fool you, this is not Sin City. It's not aveemotely

in the same league as Sin City. It is literally laughablespezially the
dialogue...

Not a very impressive movie.. the acting out of Cena wasygeibd, but
the dialogue left MUCH to be desired..

t feels like the big explosive climatic conclusion of a FP8edgame. And
that's a good thing.

It had a couple of pretty funny moments, but didn't think itsasnything
special.

This film was really funny and nearly had me in tears

Tableau 1.Exemples de commentaires bien écrits
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| Note | Commentaire |
0,5 | PLEASE!!!
0,5 | EWWWWWWWWWWWWWWWWWW T
1 Sux !

1 Z7777777...is it over yet?

2 I m@ke itr@1n

2 IT WUZ TOUCHIN..IT JUSS AINT TOUCH ME
2,5 | Not 100% what | expected
3,5 | Very funny. Typical and quite predictable story but pretitatious. | had
some good laughs. )
4 LOL funny... steve martin jean reno rule =) so as beyongest the

ending.... bad
5 hhhhheeeelllllillooooootom cruise is in it
5 i love this film its soo funny

Tableau 2. Exemples de commentaires spécifiques aux réseaux sociaux

5. Mise en ceuvre de la classification d'opinions

Comme évoqué en sectibnB.2, la tache de classification\sagerrentraine diffé-
rents choix qui concernent les classes de prédiction, tsgitements, la représenta-
tion et le classifieur. Les délimiteurs choisis pour la cargton du vocabulaire sont
I'espace et toutes les ponctuations, y compris I'apos&oph ponctuation fait ainsi
également partie du vocabulaire car elle semble jouer untrés important dans les
textes communautaires, ne serait-ce que par sa présensdedaxsmileys ». Pour
les autres choix, nous avons sélectionné les méthodeaigsqgulierement utilisées
dans le domaine.

5.1. Choix effectués

Les solutions évaluées dans nos expériences sont les asvan
— prétraitements :

- minimaux : ils consistent uniquement & mettre tous lesataras en minus-
cules et a supprimer les éléments du vocabulaire les ma@gaéints, c'est-a-dire ceux
ayant un nombre d’'occurrences inférieur a trois dans totdpus d’apprentissage,

- stop-list (ou antidictionnaire) : nous en avons testé plusieurs et mmus
sommes apergus que plus elles contenaient de mots, moirgsldtats de classifica-
tion étaient bons. Nous présenterons donc ici les résutatsernant la liste la plus
courte. Elle contient 319 mots et est disponible sur le[yeb

3. http ://armandbrahaj.blog.al/2009/04/14/list-of-ksty stop-words/
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- linguistiques : ils consistent en une correction orthphrque et en une lem-
matisation faites a I'aide d’un analyseur syntaxique (Geirde Neeft al,, 2002) ;

— représentations :

- fréquentielle,
- fréquentielle normalisée,
- TF-IDF;

— classifieurs :

- SVM (Support Vector Machife nous avons utilisé 'outilsV Mlig". ||
s’agit d’'une implémentation des machines a vecteurs stppler Vapnik (Vapnik,
1995). Les algorithmes d’optimisation utilisés sont dicdians Joachims (2002) et
Joachims (1999),

- SNB (Selective Naive Bayks nous avons utilisé I'outil Khiop qui est
un classifieur naif bayésien avec sélection de variablesli@®005 ; Boullé, 2006 ;
Boullé, 2007). Dans une premiére phase de préparation desds, les variables
explicatives sont évaluées individuellement au moyenelmgthode de discrétisation
optimale dans le cas numérique, et de groupement de valptirsab dans le cas
catégoriel. Dans la phase de modélisation, un modéle dsifetasion est construit,
en moyennant efficacement un grand nombre de modéles fomdéssssélections de
variables,

- NB (Naive Bayegclassique : nous avons également utilisé Khiops sans
mode de sélection des variables.

Les expérimentations ont été réalisées comme suit : noussawat d'abord éva-
lué chaque classifieur sur une classification binaire, @gpiétraitements minimaux
et avec toutes les représentations sélectionnées. Nons amsuite conserve le clas-
sifieur donnant le meilleur résultat sur notre corpus depagt nous I'avons évalué
avec les autres prétraitements. Afin de comparer toutesxfefrinentations, nous
calculons leF,.,. qui est I'évaluation la plus couramment utilisée en classiion
d’opinions. Pour finir nous avons conservé le meilleur me@élnous avons effectué
les classifications sur trois classes et sur cing classesiora que la segmenta-
tion des textes en trigrammes de lettres a été réalisée giaréma la segmentation
en mots, pour les différentes représentations vectaosieltées ci-dessus et les diffé-
rents types de classifieurs. Les performances de clasificamt été, dans tous les
cas, inférieures a celles obtenues avec une segmentatidexdes en mots. Nous ne
présentons donc pas, dans cet article, les résultats camtees expérimentations.

4. Outil téléchargeable en freeware sur http ://svmlightjams.org/
5. Outil téléchargable en shareware sur http ://persoanicitelecom.fr/boulle/

e
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5.2. Evaluation des classifieurs

Les trois classifieurs sélectionnés ont tous été évaluédeserois représentations
envisagées : la fréquentielle, la fréquentielle normaliséle TF-IDF. Les prétraite-
ments minimaux ont été appliqués aux corpus afin de réduientere de dimensions
de I'espace de représentation. Les attributs composargatewr sont donc tous les
mots du corpus d'apprentissage mis en minuscules moinsaggacaissant moins de
trois fois dans le corpus d’apprentissage. La minuscudisgtermet de diviser par
2,5 la taille du vocabulaire (on passe de 151 490 a 58 474 matguppression des
mots trés peu fréquents permet une nouvelle réduction ddladu vocabulaire d'un
facteur 3, le nombre de mots restants étant de 19 255 (nouas &¢oifié que cette ré-
duction n'avait pas d’'impact sur les performances de diaation). Les résultats des
différentes classifications sont présentés dans le taBle8ur nos données, c'est la
méthode SVM associée a la représentation fréquentielldaruie le meilleur résultat.

- Représentations Fréquentielle | Fréq. normalisée | TF-IDF
Classifieurs
SVM 0,741 0,724 0,726
SNB 0,726 0,729 0,728
NB 0,695 0,708 0,708

Tableau 3. F,.,-. obtenu pour chaque représentation avec les trois classifigans
le cas d’une classification binaire

Le classifieur bayésien naif, lui, semble plus efficace qulaest associé a la sé-
lection de variables. Il est d'ailleurs intéressant d’éudes variables jugées les plus
informatives. Leur nombre varie de 635 a 741 selon la reptéaten choisie mais
les mieux classées sont les mémes dans tous les cas. Laifdqbedsente les qua-
rante variables les plus informatives par ordre décrotsdandegré d’information. La
plus informative est le point d’exclamation, suivi par letmdove », puis « loved » et
ainsi de suite. On remarque que certaines variables setr@f#iori ne pas contenir
une grande information sémantique (« is », « was », « thise), etais ces résultats
montrent que, statistiquement, elles sont discrimingptes la tache visée. Cela est
notamment d aux styles des auteurs qui varient selon fapiémise dans le texte.
Par exemple, les commentaires négatifs sont plus courtegpesitifs et I'emploi du
passé y est plus présent. L'analyse de cette liste donnefdemations intéressantes
sur le contenu des commentaires et on peut notamment eirexiea renseignements
sur I'impact que pourraient avoir certains prétraitementsramment utilisés dans le
domaine.

On remarque notamment que les caractéres de ponctuaticinésoreprésentes, le
point d’exclamation étant méme en téte de liste. Il sembkeén effet un indicateur
fort des commentaires positifs. Lorsqu’il apparait une ftans un commentaire, ily a
52 % de chance que ce commentaire soit positif, et lorsqopibaait plus de trois fois,
ce score passe a 67 %. Concernantle point, 66 % des comnaesrgaiten contiennent
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! best sucked lame
love but excellent| horrible
loved movie was okay
not stupid alright too
ok t waste luv
boring worst awsome | nothing
awesome . didn fantastic
great crap terrible is
amazing | brilliant ’ this
bad hilarious| wasn no

Tableau 4. Variables les plus informatives trouvées par la méthode SNB

deux ou plus sont des commentaires négatifs. Enfin, 74 % demeataires conte-

nant un point d’'interrogation sont des commentaires nfg&n peut déduire de ces
chiffres que la suppression de la ponctuation n’est pas étngitement recommandé
pour ce type de textes. L'intérét de descripteurs caratitguies de la ponctuation (en
général représentés sous la forme du nombre d’'occurreecdifférentes caractéres
de ponctuation!, ?, etc.) a été montré par (Davatial, 2010) pour la classification

de sentiments sur des données provenant de Twitter.

Le cas de la négation est souvent discuté dans la littératiga prise en compte
est une des plus grosses problématiques de la classificditiginions (Pang et
Lee, 2008). Les négations jouent en effet un grand r6le daxgression d’'une opi-
nion mais, en observant leur répartition dans les classastde corpus, on s'apercoit
gu’elles n'ont pas nécessairement besoin de faire I'objet trtaitement spécifique.
Par exemple, lorsque le mot « not » apparait dans un texiagit,sdans 82 % des cas,
d’un commentaire négatif. A titre de comparaison, ce ohiéfst de 86 % pour le mot
«bad ». Les commentaires contenantles mots « no », ou « dido’encore « wasn'’t »
sont également des commentaires plus souvent négatifogqitigg: 77 % pour « no »,
80 % pour « didn’t» et 83 % pour « wasn't». On peut donc en dédyuie, dans ce
type de textes, un traitement particulier pour la négatiestrpas forcément néces-
saire car les négations ont un comportement proche des mpolasité négative. On
trouvera une discussion plus compléte sur le traitemerd dégation dans ces textes
dans notre travail précédent (Poirietr al, 2009). Différentes maniéres de prendre
en compte la négation (s'appuyant sur des lexiques dédigsihtyexplorées et leur
impact sur la classification d’opinions évalué. Mais en sifasation d’opinions par
apprentissage supervise, il est plus difficile d’appliquetraitement spécifique de la
négation.

On remarque également la présence de mots ayant la méme, iguoance soit di a
leur conjugaison ou a des fautes d’orthographe, volorgawanvolontaires. C'est par
exemple le cas avec les mots « love », «loved », « luv » ou « an@esp« awsome » ou
«great», « gr8 », ou encore « was », « is », « been », etc. Legpda®de ce type sont
nombreux. L'union de ces différents mots en un seul pouaitorter a la fois une



De la classification d’opinions a la recommandation 37

réduction de I'espace de représentation, et peut-étremgait un gain d’information
pour la classification.

5.3. Evaluation des prétraitements
Limpact des prétraitements a été testé a I'aide des SVM strbés représenta-

tions. Les résultats obtenus, ainsi qu'un rappel des @sytécédents avec les SVM,
sont présentés dans le tabléau 5.

B Representations Fréquentielle | Fréq. normalisée | TF-IDF
Prétraitements
Minimaux 0,741 0,724 0,726
Antidictionnaire 0,720 0,700 0,703
Linguistiques 0,738 0,722 0,724

Tableau 5. F.... obtenus pour tous les prétraitements et toutes les reptaens
avec le classifieur SVM

5.3.1. Antidictionnaire 6top-lis)

Le meilleur résultat obtenu avec un antidictionnaire est nouvelle fois dd a la
représentation fréquentielle qui a #j.,-. de 0,720 contre 0,700 pour la représen-
tation fréquentielle normalisée et 0,703 pour la reprégent TF-IDF. Ce meilleur
Feore €St toutefois inférieur a celui obtenu sans la suppresssmibts de I'antidic-
tionnaire. On peut supposer que cette baisse de perforneahdee a la suppression
de certains mots informatifs. En effet, cent mots préseans dlantidictionnaire font
partie des variables informatives extraites lors de I'éatibn des classifieurs. Il s'agit
de mots comme « but», « was », « is», « SO », « at», « to », « fori>n’'gut pas de
sens sémantique trés fort mais dont la présence sembletappoe information non
négligeable pour la détermination de I'opinion. Nous niaw@as poussé plus avant
I'analyse des mots de Eop-listresponsables de la dégradation des performances.

5.3.2. Prétraitements linguistiques

Rappelons tout d’abord que les prétraitements linguissgappliqués sont une
correction orthographique suivie d’une lemmatisatiors @eux types de traitements
n'ont pas été évalués séparément. lls permettent une rédultt nombre de dimen-
sions d’environ 25 %. Le nombre d’éléments du vocabulaitakess de 14 224, ce
qui a un impact sur les temps de calcul qui n’est pas négligeBle plus, lesF s ¢
atteints, bien qu’étant un peu moins bons, sont trés prodbezux des premiéres
expérimentations.

La trés légére baisse de performance pourrait étre ex@ipagle fait que la lem-
matisation annihile le degré d’information de certains sn®ar exemple, 66 % des
commentaires contenant le mot« was » sont négatifs alors’gsele cas pour seule-
ment 51 % des commentaires contenant « is ». La fusion de eesrdets en un
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seul entraine donc un nivellement de la quantité d’'inforomatontenue dans chacun
d’entre eux.

5.4. Impact du nombre de classes

Les commentaires du corpus étant originellement répauntisix classes, nous
avons jugé qu’il était nécessaire de réduire ce nombre enupgnt certaines d’entre
elles. Nous avons donc testé plusieurs regroupementsisdantta différents nombres
de classes finales. Nous avons évalué des classificatiodssrtrois et cing classes
a l'aide du modéle qui a obtenu les meilleurs résultats j@sgrésent, a savoir le
classifieur SVM avec des prétraitements minimaux et uné&sgmtation fréquentielle.
La comparaison des résultats de chaque classificationfiésilela faire. En effet, au-
dela de deux classes le calcul By, N'est plus possible et les erreurs faites sur cing
classes n'ont pas nécessairement le méme poids que celéss dar deux ou trois
classes. Nous avons donc décidé de vérifier la qualité delassifications a I'aide
de la tache de recommandation (paliid 6.2). Les tablehuklGent les matrices de
confusion obtenues pour les classifications sur trois ef dimsses.

Vraies classes
NEG NEUTRE POS

Classes NEG 71,7 34,5 11,0
prédites| NEUTRE | 15,1 34,5 17,4
POS 13,2 31,0 71,6

Tableau 6.Résultats de la classification d’opinions sur trois clas@spourcentage
suivant les vraies classes)

Vraies classes
1 2 3 4 5

6,0 10,7 18,8 24,9 15,0
98 14,2 20,7 46,0 69,3

1/60,3 292 149 7,3 54
Classes| 2 | 16,8 30,7 224 7,2 3,5
prédites| 3| 7,1 152 23,2 14,6 6,8

4

5

Tableau 7.Résultats de la classification d’opinions sur cing classgsfourcentage
suivant les vraies classes)
5.5. Discussion

Le meilleur résultat obtenu, concernant les classificatibimaires, est donc di
au classifieur SVM associé aux prétraitements minimauwst@edire sans prétraite-
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ments linguistiques ni utilisation d’un antidictionngiret a une représentation fre-
quentielle. Nous avons cherché a observer les commenta@kslassés par cette
méthode. Pour la grande majorité d’entre eux, il n'est p#gcitk de comprendre
pourquoi le modele s’est trompé. Nous citons ici les casrelies les plus fréquents,
sans prétendre a I'exhaustivité. Dans certains cas, undusieprs fautes d’ortho-
graphe empéchent le classifieur de repérer un mot impogamime dans I'exemple
suivant qui a été classé comme commentaire positif : « it masgery good movie ».
D’autres textes peuvent étre mal classés car ils ne cortigrque des informations
subjectives comme le commentaire : « so sad » qui a été class@e négatif alors
gue l'auteur a attribué une note de 4,5 au film ou encore « itv@ascrazy ! » qui a
été classé positif alors que I'auteur n’a pas du tout apgréciilm. Enfin nous pou-
vons également citer les nombreux cas ou l'auteur du conairerdst en cause car
il s’est trompé en attribuant la note, ou plus précisémémai pas modifié la note
mise par défaut par le site (0,5). Il n'y a donc alors aucuri@oence entre la note et
le commentaire. De nouveaux prétraitements pourraiemé&tlués afin de réduire le
taux de mauvaises classifications comme par exemple urealiadiion des mots (al-
gorithme de Porter) ou encore en construisant un lexiquenileys afin de conserver
ces suites de caractéres dans les textes.

6. Application a la recommandation personnalisée
6.1. Nouvelles données utilisées

L'évaluation de la classification d’opinions a I'aide de &commandation auto-
matique nécessite des données nouvelles, mais qui doiweset gur des films pour
lesquels nous disposons aussi de commentaires. Nous avancgla utilisé les
données du challenge Netflix (Bennett et Lanning, 2007)dart 2006 dont I'ob-
jectif était d’améliorer de 10 % les résultats du moteur dmmemandation initial
du site Netflix. Rappelons que ce site collecte les avis (&disrme de notes) de
loueurs de DVD. Ces nouvelles données, que hous hommeroosreéBs Netflix »,
contiennent 5 200 000 notes postées par 25 000 loueursattifiéde DVD et portent
sur 17 770 films. Elles ne constituent qu’'une partie des desmpéoposées par le chal-
lenge. Nous avons séparé ces notes disponibles en deuxtdaserh 700 000 servent
de données d’'apprentissage pour la recommandation, les@@l@0notes restantes
servent de test pour évaluer la qualité des notes prédidesoibstruction de ces deux
ensembles s’est faite utilisateur par utilisateur : 90 % mistes de chaque utilisa-
teur, sélectionnées aléatoirement, ont été placées dammmigées d’'apprentissage,
les 10 % restantes servant pour la validation.

Pour comparer les vraies notes de I'ensemble de test aves peédites grace a
des informations collectées ailleurs, nous avons séleeéi@ 300 000 nouveaux com-
mentaires provenant, comme précédemment, du site comrnaunegldlixster, portant
sur 10 220 films communs avec les Données Netflix. Ces comimestee faisaient
pas partie de I'ensemble d’apprentissage des classifieaissile possedent bien sir
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les mémes caractéristiques que ceux présentés dans iessgrécédentes, c'est-a-
dire que ce sont des textes trés courts et relativement mitd.éc

Nos expérimentations vont porter sur la fagon de calculsinilarité entre films,
qui sert dans la formule [3] a prédire la note d’un utilisatéonné sur un film donné.
Dans le cas du filtrage collaboratif, nous rappelons que settilarité est donnée par
la formule [1]. Nous allons en particulier comparer troisthogéles différentes :

— en utilisant les vraies notes des visiteurs du site Netliés (oueurs de DVD);

—en utilisant les vraies notes des utilisateurs du sitestdix(des amateurs de
cinéma mais qui n'ont a priori pas loué de DWia Netflix) ;

— en utilisant les notes prédites a partir des commentag&sixkter par le classi-
fieur appris automatiquement.

6.2. Résultats des évaluations en recommandation

Nous avons tout d’abord étalonné notre systéeme de reconatiangur les vraies
notes du challenge Netflix. Nous avons donc affaire dans €& cke véritables don-
nées, du type de celles utilisées dans I'industrie. La RMBterwe par filtrage col-
laboratif avec cette méthode est de 0,862, ce qui est trisfassdnt. Le tableall 8
récapitule les résultats obtenus lors de cet étalonnage.

Un de nos objectifs est de prouver que I'apport de donnééseies non struc-
turées provenant de sites communautaires peut étre umpatite avantageuse au
filtrage thématique. Nous avons donc aussi mesuré les paafaes de I'approche
thématique sur les films du challenge Netflix. Dans ce casnidasité entre films
est évaluée par la formule [2], dans laquelle les ensenthlesS; sont constitués de
descripteurs qui représentent les filivet j. Pour définir ces descripteurs, nous avons
utilisé les données du site de référence sur le cinétDBE. Ce site fournit des
informations trés complétes pour chaque film : liste de sesueg, réalisateur(s), pro-
ducteur(s), genre(s), nationalité(s), année de produdicénariste(s), compagnie(s),
langue(s) et des dizaines de termes clés saisis a la mainsgtétre représentatifs de
son intrigue (par exemple « monolith », « computer », « comIpeiiess », « moon »,

« evolution », « year 2001 », « alien », et plus d’'une centaiaatces pour le film
2001, I'Odyssée de I'espacél s'agit donc de données tres riches, qui ne pourraient
pas nécessairement étre disponibles pour des articlesayute des films. Les valeurs
de tous ces champs constituent I'ensemble des descrigfaureprésentent chaque
film. La RMSE obtenue par filtrage thématique avec cette nuétlest de 0,968.

Les données utilisées pour ces expérimentations figurantipas plus riches
connues, nous considérons ces deux valeurs comme lesurgilésultats possibles
que notre systéme de recommandation peut atteindre ssehdne de test des Don-
nées Netflix, respectivement par filtrage collaboratif etfpage thématique. Elles

6. www.imdb.com
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Filtrage collaboratif | Filtrage thématique
(Données Netflix) (Données IMDB)

| 0,862 | 0,968 |

Tableau 8. Evaluation du systéme de recommandation sur deux ensedediesinées
connus

illustrent parfaitement que le filtrage thématique est gdlrérent moins performant
que le filtrage collaboratif, quand les deux sont applicable

6.3. Recommandations utilisant les données du site communauatai

Nous nous mettons désormais dans la position d’'un systemecdenmandation
qui utilise les données extérieures provenant du sitetelixsour évaluer la similarité
entre ses articles, en utilisant le filtrage collaboratif.

Nous avons tout d’abord évalué notre systéme de recommandaaec les notes
fournies explicitement par les auteurs des commentairddixigter. Ces notes éva-
luent des films. Elles n’ont donc pas exactement le méme semgejles fournies
par les loueurs de DVD de Netflix qui, eux, peuvent prendre@npte dans leurs
évaluations d'autres propriétés de I'objet DVD (qualitélaeopie, des bonus, etc.).
La RMSE atteinte dans ce cas est de 0,897. Cela conforte Ijdé I'exploitation de
données externes au site initial mais traitant du méme dwest une démarche qui
peut s'avérer efficace — plus efficace en tout cas que l'atiia de descripteurs et
d’un filtrage thématique.

Nous avons ensuite utilisé les notes prédites par notrdeueitlassifieur, celui
qui exploite un SVM sur une classification binaire, avec désrpitements minimaux
et une représentation fréquentielle. Le résultat en RMS3Eless 0,898. Les notes
prédites sont donc quasiment équivalentes en termes dmmneaadation aux notes
fournies par les auteurs des textes. Enfin, nous avons égaiemtrainé le systeme
en remplacant les notes de Flixster connues ou préditesgsanates aléatoires. La
RMSE obtenue est 0,989. Ce résultat n'est pas mauvais, qeeqtiparaitre surpre-
nant. Cela s’explique sans doute par le fait que les relatoitre les utilisateurs et les
films restent valables bien que la note soit modifiée. Ce ta@smiontre que ces liens
entre utilisateurs et films semblent contenir une infororation négligeable. Savoir
qui a évalué (et donc vu) tel film, sans connaitre I'opinioosg®de un intérét pour
calculer des similarités entre films et en déduire une recanaation pertinente. Le
tableau® récapitule ces trois résultats.

Pour finir, nous avons également comparé le résultat en meoiation obtenu
en calculant les similarités avec les notes issues de Igifidasion d’opinions binaire
et ceux obtenus avec des classifications sur trois et cisgetaafin de déterminer si
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| Filtrage collaboratif |

Vraies notes| Notes prédites Notes aléatoires
0,897 0,898 0,989

Tableau 9. Résultats obtenus avec les données communautaires

une classification plus fine pouvait avoir une influence squkité des recommanda-
tions. La RMSE obtenue a partir des résultats de la clagsificaur trois classes est
de 0,907 et de 0,913 pour la classification sur cinq claskssmble donc que le gain
en précision obtenu avec les classifications multi-classeompense pas 'augmen-
tation naturelle du nombre d’erreurs. Le tableal 10 réabpites derniers résultats.

| Filtrage collaboratif |
Avec la classification | Avec la classification | Avec la classification
d’opinions sur 2 classes d’'opinions sur 3 classes d’opinions sur 5 classes
0,898 0,907 0,913

Tableau 10.Résultats obtenus avec les données communautaires efffleemntes
classifications d’opinions

7. Conclusion

Dans cet article nous nous sommes intéressés a I'exptwitdé textes produits
par des internautes dans le contexte de la recommandatioondenu. Les textes
communautaires véhiculent I'opinion de leurs auteurs aisnavons cherché a
transformer ces textes non structurés en données d’'usagequaribuer a alimenter
un moteur de recommandation. Nous avons proposé une chaitraitétments qui
associe une étape de classification d’opinions, pour wam&fr les commentaires
textuels des internautes en notes, et une étape de recomtiangar filtrage
collaboratif pour exploiter ces données d’'usage. Les s$edtepinions proviennent
de blogs et n'ont aucun lien avec le service recevant leswe@ndations, en dehors
de leur sujet (en I'occurrence des films). Il s'agissait ddawérifier que I'apport de
données extérieures pouvait avoir un intérét pour le doendéla recommandation
de contenus, notamment dans le but de pallier le probléndédharrage a froidNos
expériences semblent montrer que c'est le cas.

Pour la partie classification d’opinions, nous avons co@piférentes stratégies
pour apprendre a associer une note a un texte a partir d'égempin classifieur
bayésien naif, un classifieur bayésien naif avec sélecéarmdables et une machine
a vecteurs supports. Nous avons également évalué diffémétraitements et
représentations. Les meilleures performances de claggificont été obtenues avec
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un SVM et ce, quelle que soit la représentation des textessieh@®n retrouve
ici les résultats de Joachims (1999) et de nombreux auttesiguen classification
d’opinions, les SVM étant trés bien adaptés aux donnéegtekeen grande dimension
et aux données creuses. Le classifieur bayesien naif awemtigglde variables est
légérement moins performant que le SVM en classificatiorsraious a apporté
des informations intéressantes sur le caractére infofmiatvocabulaire. Il a ainsi
notamment fait émerger des mots importants pour la clagsdit d'opinions que
I'on élimine avec les méthodes de prétraitements classiguenme ['utilisation
d’'antidictionnaires ou la suppression de la ponctuatiosial’ere que sur les données
utilisées, les meilleurs résultats de classification oétaltenus avec les données
les moins prétraitées (minusculisation, suppression dets peu fréquents) et que
l'utilisation d’'un antidictionnaire ou de prétraitemenlisguistiques (correction
orthographique et lemmatisation) n'ont pas permis d’aonéti les résultats. La
complexification de la représentation n'a également pasrapm’amélioration, la
représentation fréquentielle ayant obtenu des meillexmses que les représentations
fréquentielles normalisées et TF-IDF.

Concernant la partie recommandation, nous avons montréagup®rt de données
extérieures pour le calcul des matrices de similaritéseeatticles dans le moteur
de recommandation est tout a fait pertinent. Nous avonsraot# nos résultats a
ceux obtenus sur le corpus de référence Netflix ainsi qu'arnéode de filtrage
thématique portant sur des descripteurs tres riches paovee I'Internet Movie Data
Base. Nos résultats avec des données extérieures sont bosiagju’avec les notes
initiales de Netflix mais bien meilleurs qu'avec les infotioas provenant d'IMDB,
ce qui montre qu'il peut étre plus pertinent d’alimenter usteur en données d'usage
extraites de sites communautaires que de faire de la recodatian thématique.

Les travaux concernant la classification d’opinions rdstentefois assez préli-
minaires (nous cherchons uniquement & prédire la note) lesiderniers résultats
montrent que l'information que nous extrayons est déja mésieuse pour un
domaine d’application qui devient de plus en plus importéamtrecommandation
automatique. De plus, toutes les expérimentations ont &éées en vue d'une
application industrielle. Nous avons également pu idemtdertaines caractéristiques
de I'expression des opinions sur les sites communautaieeségation est utilisée
en grande partie pour exprimer une opinion négative, lesuasitsont plus prolixes
lorsqu’ils émettent un jugement positif, la conjugaisos slerbes a une importance
(le passé est plus présent dans les commentaires négatfsjak le présent est plus
utilisé pour les textes positifs), la ponctuation joue égant un grand réle, etc.

Dans nos travaux futurs, nous voudrions étre capables dexréigluer les quan-
tités respectives de notes initiales et de données extaduessaires pour établir de
bonnes recommandations. Dans le cas ou c'est un systemas##fichtion automa-
tique qui est utilisé sur des textes, nous souhaiteriongégat pouvoir mesurer plus
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précisément la corrélation entre la qualité d’'une clasgifo et celle de la recomman-
dation a laquelle elle contribue. Nous envisageons auésiidier comment enrichir
un moteur de recommandation en prenant en compte de noutsgmsxd’informa-
tions. La connectivité du réseau des « amis » déclarés dsusiés communautaires
pourrait ainsi constituer une source de données nouvélEseeuses a intégrer dans
les modeles.
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