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RƒSUMƒ
Cet article prŽsente un mod•le bayŽsien non-paramŽtrique pour la segmentation morphologique
non supervisŽe. Ce mod•le semi-markovien sÕappuie sur des classes latentes de morph•mes aÞn de
modŽliser les caractŽristiques morphotactiques du lexique, et son caract•re non-paramŽtrique lui
permet de sÕadapter aux donnŽes sans avoir ˆ spŽciÞer ˆ lÕavance lÕinventaire des morph•mes ainsi
que leurs classes. Un processus de Pitman-Yor est utilisŽ commea priori sur les param•tres aÞn
dÕŽviter une convergence vers des solutions dŽgŽnŽrŽes et inadaptŽes au traitemement automatique
des langues. Les rŽsultats expŽrimentaux montrent la pertinence des segmentations obtenues pour
le turc et lÕanglais. Une Žtude qualitative montre Žgalement que le mod•le inf•re une morphotac-
tique linguistiquement pertinente, sans le recours ˆ des connaissances expertes quant ˆ la structure
morphologique des formes de mots.

ABSTRACT
An unsupervised method for joint morphological segmentation and morphotactics learning
using Pitman-Yor processes

We describe a non-parametric bayesian model for unsupervised morphological segmentation. This
semi-Markov model uses latent morph classes in order to model the morphotactics of the lexicon,
and its non-parametric framework allows to automatically adapt the number of classes and the
morph inventory to the complexity of the data. A Pitman-Yor process is used as a prior on the
model parameters in order to avoid convergence towards degenerate solutions that would be unsuited
to natural language processing tasks. Experimental results show the quality of the segmentations
produced by our method on Turkish and English. Moreover, a qualitative study reveals that our model
infers linguistically sound morphotactics, without relying on expert knowledge regarding the word
structure.

MOTS-CLƒS : Morphologie, Apprentissage non-supervisŽ, Mod•les bayŽsiens non-paramŽtriques.

KEYWORDS: Morphology, Unsupervised learning, Nonparametric bayesian models.
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1 Introduction

LÕanalyse morphologique est une t‰che importante dans de nombreux domaines du traitement automa-
tique des langues comme la reconnaissance automatique de la parole (Vergyriet al., 2004; Xianget al.,
2006), la traduction automatique (Lee, 2004; Goldwater & McClosky, 2005) ou la recherche dÕinfor-
mations (Claveau, 2012). Cette analyse rev•t souvent la forme dÕune segmentation morphologique,
qui consiste ˆ dŽcomposer un mot en une suite de morph•mes. Ce type de dŽcomposition permet alors
de rŽduire la variŽtŽ lexicale, en particulier pour les langues considŽrŽes comme morphologiquement
riches, o• la taille du vocabulaire pose des probl•mes de couverture et de gŽnŽralisation aux approches
usuelles en traitement automatique des langues1.

Le manque de ressources dŽcrivant la morphologie de nombreuses langues et domaines a favorisŽ
le dŽveloppement de mod•les dÕapprentissage non-supervisŽ permettant lÕacquisition automatique
dÕanalyses morphologiques ˆ partir de textes. En lÕabsence de donnŽes ŽtiquetŽes, lÕapprentissage
non-supervisŽ doit inclure dans la modŽlisation de la t‰che un biais permettant dÕinßŽchir la recherche
dÕune solution dans une direction appropriŽe. Cette inßexion peut sÕinduire de mani•re efÞcace
gr‰ce ˆ des heuristiques (Bernhard, 2006; Keshava & Pitler, 2006) ou par la sŽlection de morph•mes
candidats sur des crit•res comme lÕentropie entre les n-grammes adjacents (Harris, 1955). Par ailleurs,
le principe de longueur de description minimale (ou MDL pourMinimum Description Length) propose
un cadre dÕapprentissage pour orienter la sŽlection dÕun mod•le vers une reprŽsentation compacte du
lexique (Brentet al., 1995; Goldsmith, 2001; Creutz & Lagus, 2007). Ce cadre sÕapplique Žgalement
aux mod•les log-linŽaires (Poonet al., 2009; Narasimhanet al., 2015) dans lesquels les connaissances
expertes sont exprimŽes sous forme de caractŽristiques.

Une autre mani•re dÕenvisager le principe de longueur de description minimale est de se placer dans un
cadre bayŽsien non-paramŽtrique. La distributiona priori sur les param•tres permet alors de contr™ler
la complexitŽ du mod•le en favorisant des distributions parcimonieuses. Dans (Goldwateret al.,
2006), les auteurs proposent dÕutiliser un processus de Pitman-Yor en tant quÕa priori. Le caract•re
non-paramŽtrique permet alors de contourner la difÞcile dŽÞnition dÕun inventaire heuristique et Þni
des morph•mes. Ces travaux ont ŽtŽ par la suite Žtendus ˆ un mod•le morphologique basŽ sur les
grammaires hors-contexte (Sirts & Goldwater, 2013). NŽanmoins, ces travaux sÕappuient sur une
dŽÞnition prŽalable de la morphotactique de la langue et donc des types de morph•mes (e.g. racine et
sufÞxe). Par contre, (Snyder & Barzilay, 2008) introduit la notion de classe abstraite de morph•mes,
mais dans un cadre multilingue. LÕobjectif dans ces travaux est dÕapprendre conjointement dans
plusieurs langues le processus de segmentation morphologique, les classes permettent lÕappariement
de morph•mes dans diffŽrentes langues.

Dans cet article, nous proposons un mod•le bayŽsien non-paramŽtrique pour la segmentation mor-
phologique. La particularitŽ de ce mod•le dŽcrit ˆ la section 2 rŽside dans lÕintroduction de classes
latentes de morph•mes dans un mod•le semi-markovien qui Žtend les travaux rŽcents de (Uchiumi
et al., 2015). Le cadre non-paramŽtrique permet au mod•le dÕinfŽrer par lui m•me lÕinventaire des
morph•mes, mais aussi les classes de morph•mes qui lui permettent de modŽliser les caractŽristiques
morphotactiques du lexique. Le caract•re parcimonieux des distributions rencontrŽes dans le trai-
tement automatique des langues est contr™lŽ gr‰ce au processus de Pitman-Yor, utilisŽ commea
priori sur les param•tres du mod•le semi-markovien permettant lÕinduction de la segmentation en
morph•mes et de classes de morph•mes. LÕinfŽrence des analyses morphologiques est dŽcrite ˆ la

1. Le caract•re parcimonieux des donnŽes textuelles, alliŽ ˆ une forte production morphologique implique que la plupart
des mots ont des occurences faibles dans des corpus qui peuvent-•tre de taille trop rŽduite.
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section 3. Elle sÕeffectue en marginalisant les param•tres gr‰ce ˆ un Žchantillonnage de Gibbs. EnÞn,
les expŽriences relatŽes ˆ la section 4 utilisent le cadre dÕŽvaluation duMorpho Challengesur les
langues turque et anglaise. Les rŽsultats montrent la capacitŽ de ce mod•le ˆ infŽrer des segmentations
morphologiques pertinentes.

2 Apprentissage bayŽsien et le processus de Pitman-Yor

LÕapprentissage non-supervisŽ sÕappuie sur la dŽÞnition dÕun mod•le gŽnŽratif, lorsquÕon se place
dans un cadre probabiliste. Partant de lÕhypoth•se dÕun ensemble de variables inobservŽes, ou latentes,
le mod•le dŽÞnit la probabilitŽ jointe des observations (les donnŽes) et des variables latentes. Parmi
les exemples connus, citons les mod•les dÕalignement mot-ˆ-mot (Brownet al., 1990) o• les variables
latentes sont les liens dÕalignement entre les mots dÕune paire de phrases parall•les, et les mod•les de
th•mes (topic models) (Hofmann, 2001; Bleiet al., 2003) qui cherchent ˆ expliquer une collection
de documents avec un ensemble de th•mes quÕil sÕagit de dŽcouvrir. Dans le cadre de cet article,
lÕobjectif est de pouvoir analyser un lexique ˆ partir dÕun ensemble de morph•mes et de proposer une
segmentation des mots de ce lexique gr‰ce ˆ ces unitŽs induites des donnŽes.

ConsidŽrons dans un premier temps un mod•le de segmentation simple pour lequel un motm
est segmentŽ en une sŽquence deK morph•mesµ = µ1, ..., µK . Chaque morph•me appartient ˆ
un ensemble Þni, le vocabulaireV. Une paramŽtrisation possible est alors dÕenvisager un mod•le
n! gramme sur les morph•mes et lÕalgorithme EM (Expectation-Maximization) peut •tre utilisŽ pour
optimiser la vraisemblance. NŽanmoins, trois difÞcultŽs se posent. La premi•re est quÕil faut dŽÞnir au
prŽalable lÕensemble des morph•mesV et que celui-ci doit-•tre Þni. De plus, le crit•re du maximum
de vraisemblance ne prend pas en compte la complexitŽ des mod•les. Par consŽquent, la solution
privilŽgiŽe sera une solution dŽgŽnŽrŽe typique du sur-apprentissage : chaque mot donne lieu ˆ un
morph•me ; cette solution revient alors ˆ un apprentissage par cÏur des exemples dÕapprentissage,
incapable de se gŽnŽraliser ˆ de nouvelles formes de mots. Ce comportement a dŽjˆ ŽtŽ documentŽ
et le lecteur peut se reporter par exemple ˆ lÕarticle (Goldwateret al., 2009) pour plus de dŽtails.
EnÞn, cette modŽlisation ne tient pas compte des caractŽristiques morphotactiques, ˆ savoir que les
sŽquences de morph•mes peuvent suivre des r•gles morphologiques propres ˆ la langue, comme par
exemple le fait que certains mots puissent se dŽcomposer selon le schŽmaprŽÞxe" racine" sufÞxe.
Ce schŽma frŽquent correspond ˆ une sŽquence de catŽgories de morph•mes quÕil est important de
prendre en compte aÞn de donner au mod•le la possibilitŽ dÕanalyser les observations de mani•re
compacte et ainsi augmenter sa capacitŽ de gŽnŽralisation.

Dans cet article, nous proposons dÕenvisager lÕanalyse morphologique gr‰ce ˆ un mod•le bayŽsien
non-paramŽtrique et hiŽrarchique aÞn de rŽsoudre ces trois limitations. Dans un cadre bayŽsien, la
distributiona priori sur les param•tres alliŽe ˆ leur marginalisation permet dÕorienter lÕapprentissage
vers des distributions parcimonieuses appropriŽes au traitement des langues, tout en laissant au mod•le
la possibilitŽ de sÕadapter ˆ la complŽxitŽ inhŽrente de la t‰che. Le mod•le que nous proposons utilise
des classes de morph•mes aÞn de rendre compte des propriŽtŽs morphotactiques de la langue. EnÞn,
le caract•re non-paramŽtrique se justife par la libertŽ quÕil procure au mod•le dÕadapter le nombre de
classes et de morph•mes ˆ la complexitŽ des donnŽes.
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0 c1 = 4 c2 = 3 c3 = 2 1

µ1 = morpho µ2 = log µ3 = ie

Pc(c1|0) Pc(c2 |4) Pc(c3 |3) Pc(c4 |2)

Pµ (µ1|c1 = 4) Pµ (µ2|c2 = 3) Pµ (µ3|c3 = 2)

FIGURE 1 Ð Exemple du processus gŽnŽratif dÕune analyse morphologique. Chaque distribution
impliquŽe (Pc etPµ ) est issue dÕun processus de Pitman-Yor hiŽrarchique. Dans le cas de la Þgure,
Pc est une distribution bi-gramme.

2.1 Histoire gŽnŽrative

Une mani•re de dŽÞnir notre mod•le est de relater son histoire gŽnŽrative, cÕest-ˆ-dire la mani•re
dont le mod•le explique la formation des mots observŽs.

1. En premier lieu, une sŽquence de classes morphologiques est engendrŽe de la mani•re suivante :
partant de la classe initialec0 = (0) , chaque classeci est tirŽe selon la distribution dÕun
mod•len-grammePc(ci |ci ! 1

i ! n +1 ), o• ci ! 1
i ! n +1 dŽsigne le contexte constituŽ desn ! 1 classes

prŽcŽdentesci ! n +1 . . . ci ! 1. La gŽnŽration de la sŽquencec = c0, c1, ..., cK se termine lors de
lÕŽmission de la classecK = (1) .

2. Chaque classeci de cette sŽquence engendre indŽpendemment une cha”ne de caract•res (un
morph•me)µi selon la loiPµ (µi |ci ).

Ce processus gŽnŽratif est reprŽsentŽ ˆ la Þgure 1. Il sÕappuie sur les deux distributions conditionnelles
Pc andPµ aÞn dÕengendrer ce que nous appellerons par la suite uneanalysemorphologique, soit le
couple(c = c0 . . . cK , µ = µ0 . . . µK ). La probabilitŽ dÕune analyse peut alors se calculer selon :

Pa(c, µ ) =
K!

i =0

Pc(ci |ci ! 1
i ! n +1 ) á

K ! 1!

i =1

Pµ (µi |ci ).

Deux raisons justiÞent le choix de cette histoire gŽnŽrative. Tout dÕabord, lÕintroduction des classes
permet de modŽliser les caractŽristiques morphotactiques de la langue. Alors que nous pourrions
imposer des patrons morphotactiques commeprŽÞxe" racine" sufÞxe, il nous parait prŽfŽrable
de laisser au mod•le toute latitude aÞn de dŽcouvrir ce type de r•gles de successions et sans Þgera
priori le nombre de classes. AÞn dÕillustrer ce choix, en langue allemande, les r•gles de combinaisons
peuvent •tre tr•s variables, avec par exemple lÕencha”nement de plusieurs prŽÞxes (abpre ! gepre !
lehn stem! t suf), ou la prŽsence de racines multiples (umpre ! welt stem! ver pre ! schmutz stem!
ung suf). Nous faisons lÕhypoth•se que chaque classe engendre un morph•me indŽpendemment de son
contexte car dÕune part, cela rend les calculs plus efÞcaces et dÕautre part, cette hypoth•se reß•te la
dŽÞnition usuelle du morph•me en linguistique : une unitŽ minimale et indŽpendante (Harris, 1955).
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2.2 Le processus de Pitman-Yor hiŽrarchique

LÕhistoire gŽnŽrative dŽÞnit un mod•le semi-markovien (Levinson, 1986) faisant intervenir deux
distributions : la cha”ne de Markov modŽlisant la sŽquence de classesPc, et la distributionPµ permet-
tant la gŽnŽration dÕun morph•me connaissant sa classe. Dans un cadre bayŽsien, ces distributions
et les param•tres associŽs sont considŽrŽs comme des variables alŽatoires issues de distributions
ditesa priori. AÞn de pouvoir imposer une forme particuli•re respectant les spŽciÞcitŽs de la langue,
nous utilisons comme distributiona priori un processus de Pitman-Yor (Pitman & Yor, 1997), dont
la caractŽristique est de favoriser lÕŽmergence de solutions parcimonieuses,i.e. des distributions
expliquant les donnŽes avec peu de morph•mes et de classes. Nous retrouvons ainsi le comportement
souhaitable du principe de longueur de description minimale dŽjˆ utilisŽ en analyse morphologique.
En dÕautres termes, ce type dÕa priori contraint lÕapprentissage ˆ trouver un compromis entre deux
situations extr•mes : le cas du sur-apprentissage, o• chaque mot est considŽrŽ comme un morph•me ;
ou au contraire le cas du sous-apprentissage dans lequel chaque caract•re est un morph•me.

ConsidŽrons la distributionPc(ci |ci ! 1
i ! n +1 ) qui pour un contexteci ! 1

i ! n +1 donnŽ est une distribution
multinomiale sur lÕensemble des classes possibles. Le processus de Pitman-Yor (PYP) (Teh, 2006)
est utilisŽ commea priori sur les param•tres :

Pc(ci |ci ! 1
i ! n +1 ) ! P Y P(! c, dc, G),

o• les hyperparam•tres! c etdc reprŽsentent respectivement le terme de concentration et de dŽcompte.
G est une distribution dite de base permettant la crŽation dÕune nouvelle classe. Le tirage dÕun PYP
est un ensemble, potentiellement inÞni mais dŽnombrable, de rŽels positifs qui somment ˆ un, donc
une distribution de probabilitŽ. Il y a donc un mod•le de Pitman-Yor par distributionn-gramme, soit
par contexteci ! 1

i ! n +1 possible. Les hyperparam•tres peuvent •tre propres ˆ chacun des contextes, mais
nous avons choisi de tous les Þxer ˆ la m•me valeur.

Une propriŽtŽ interessante du PYP est la possibilitŽ dÕinfŽrer la probabilitŽ dÕune classeci dans
son contexte ˆ partir de lÕobservation prŽalable dÕun ensemble dÕanalyses notŽea! k . Cette esti-
mation utilise la reprŽsentation dite du Ç processus du restaurant chinois È ou CRP. La probabilitŽ
Pc(ci |ci ! 1

i ! n +1 , a! k ) se calcule ainsi :

na! k

!
c i " c i ! 1

i ! n +1

"
" dc ána! k

!
c i

b#" c i ! 1
i ! n +1

"
+

!
! c + na! k

!
c i

b#" c i ! 1
i ! n +1

"
ádc

"
G(ci )

#
c"C na! k

!
c " c i ! 1

i ! n +1

"
+ ! c

. (1)

AÞn dÕexpliciter cette formule, nous allons dŽtailler le processus de gŽnŽration conditionnellement ˆ
un ensemble dÕanalyses prŽalablesa! k de la classeci ˆ la suite des classesci ! 1 et ci ! 2, soit dans le
cas dÕun mod•le trigramme (dans cette explication, le numŽrateur est omis) :
Ð Si la classeci a dŽjˆ ŽtŽ observŽe, elle peut •tre engendrŽe avec une probabilitŽ proportionnelle ˆ

na! k (ci # ci ! 1ci ! 2) " dc ána! k (ci
b#" ci ! 1ci ! 2),

o• na! k (ci # ci ! 1ci ! 2) dŽsigne le nombre de fois queci appara”t ˆ la suite deci ! 1, ci ! 2 dans les

analysesa! k , etna! k (ci
b#" ci ! 1ci ! 2) le nombre de fois quÕelle est apparue en faisant appel ˆ la

distribution de base.
Ð Une nouvelle classeci peut Žgalement •tre engendrŽe par la distribution de baseG. Dans ce cas, sa

probabilitŽ est proportionnelle ˆ

! c + dc ána! k (ci
b#" ci ! 1ci ! 2)G(ci ).
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Mod•le de classe Pc(ci |ci ! 1
i ! n +1 ) ! P Y P(! c, dc, Pc(ci |ci ! 1

i ! n +2 )) pourn " 2
morphologique Pc(ci |#) ! P Y P(! c, dc, " (c" )) pourn = 1

Mod•le de gŽnŽration Pµ (µi |ci ) ! P Y P(! µ , dµ , Pµ (µi ))
de morph•me Pµ (µi ) ! P Y P(! p, dp, Pcar (µi ))

TABLE 1 Ð DŽÞnition du mod•le dÕanalyse morphologique, o•" reprŽsente la distribution de Dirac
et c$ lÕidentiÞant dÕune nouvelle classe. Les deux mod•les sont issus dÕun processus de Pitman-Yor
hiŽrarchique.

Si la classe dans son contexte est observŽe dansa! k , il existe deux mani•re de lÕengendrer. Le choix
est fait par un tirage alŽatoire. De plus, dans la formule 1 les param•tres de la distributionn-gramme
nÕapparaissent pas. En effet cette estimation rŽsulte de la marginalisation des param•tres2, ce qui
implique quÕils nÕapparaissent pas explicitement dans les calculs.

Dans le cas dÕun mod•len-gramme, un choix possible pour la distribution de baseG est dÕutiliser
la distribution dÕordre infŽrieur. Dans ce cas dÕun mod•le trigramme,G peut •tre la distribution
bigrammePc(ci |ci ! 1). Il est alors possible de rŽcursivement reproduire le processus :Pc(ci |ci ! 1)
est ˆ son tour considŽrŽ comme un tirage dans un PYP avec une distribution de basePc(ci |#). Nous
obtenons ainsi unprocessus de Pitman-Yor hiŽrarchique. PourPc(ci |#), nous avons fait le choix
dÕune distribution o• toute la masse de probabilitŽ est allouŽe ˆ lÕidentiÞant dÕune nouvelle classe
(une distribution de Dirac). Ce choix permet de favoriser la crŽation dÕune nouvelle classe lorsque
cette distribution est ŽchantillonnŽe.

Les distributionsPµ (µi |ci ) sont Žgalement engendrŽes par un PYP dÕhyperparam•tres! µ et dµ et
de distribution de basePµ (µi ). Cette distribution de base est elle-m•me issue dÕun PYP dÕhyperpa-
ram•tres! p et dp et de base distributionPcar o• Pcar est un mod•len-gramme sur les caract•res
(dŽÞnissant une distribution de probabilitŽs sur les cha”nes de caract•res favorisant celles qui res-
semblent ˆ un morph•me de la langue traitŽe). Dans le cadre de nos expŽriences, nous avons choisi
pour Pcar un simple mod•le trigramme de caract•res appris sur le corpus dÕapprentissage. Les
hyperparam•tres! p etdp ainsi que la distributionPcar sont partagŽs par toutes les classes.

3 InfŽrence bayŽsienne

Dans lÕinfŽrence bayŽsienne, les param•tres des mod•les sont considŽrŽs comme des variables alŽa-
toires. Ils ne sont prŽsents quÕimplicitement car lÕobjectif est de prŽdire les analyses morphologiques
du lexique. Pour cela, la distribution que lÕon cherche ˆ estimer estP(a1, . . . , a|L | |w1, . . . , w|L | ),
soit la distribution jointe des analysesa1, . . . , a|L | connaissant le lexiqueL = { w1, . . . , w|L | } . Cela
revient ˆ intŽgrer sur lÕespace des param•tres ce qui explique leur absence. Cette distribution nÕest pas
analytiquement accessible, mais des mŽthodes dÕinfŽrence approchŽe existent. Dans cet article nous
effectuons un Žchantillonnage de Gibbs, o• chaque analyse est tour ˆ tour rŽŽchantillonnŽe condition-
nellement aux autres. En dÕautres termes, pour chaquek = 1 , . . . , |L |, il est possible de produire des
Žchantillons de la distributionP(ak |a! k , w1, . . . , w|L | ) = P(ak |wk , a! k ). Sous certaines conditions,
cette procŽdure dÕŽchantillonnage produit des Žchantillons sous la distribution dÕintŽr•t.

2. En dÕautres termes, la prŽdiction dÕune classe dans son contexte se fait en intŽgrant sur lÕensemble des param•tres la
probabilitŽ jointe de la classe et des param•tres. Pour plus de dŽtail, le lecteur peut se reporter ˆ (MacKay, 2002) ou (Teh,
2006)
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3.1 Conditionnement des mod•les de classes et de morph•mes par rapport
aux autres analyses

Tout d’abord, exprimons le modèle de séquence de classes et le modèle d’émission de morphèmes
conditionnellement aux autres analyses a�k. Pour alléger les notations, le conditionnement par rapport
à a�k est omis dans le reste de cette section. En reprenant les notations de la section 2.2, pour n � 2,
la probabilité Pc(ci|ci�1

i�n+1) s’estime de la manière suivante :

na�k

�
c

i

 c

i�1
i�n+1

�� dc · na�k

�
c

i

b �c

i�1
i�n+1

�
+

�
✓c + na�k

�
c

i

b �c

i�1
i�n+1

� · dc

�
Pc(ci|ci�1

i�n+2)P
c2C na�k

�
c c

i�1
i�n+1

�
+ ✓c

Nous rappelons que la distribution de base de Pc(ci|ci�1
i�n+1) est Pc(ci|ci�1

i�n+2) pour n � 2. Pour
n = 1 la distribution de base est une distribution de Dirac qui alloue toute sa masse de probabilité à
l’identifiant d’une nouvelle classe, afin que le nombre de classes engendrées s’adapte aux données.
Ainsi pour n = 1, nous avons l’expression suivante :

Pc(ci|;) =

na�k

(c

i

 ;)� dc · na�k

�
c

i

b �;�P
c2C na�k

(c ;) + ✓c

si ci est une classe observée parmi les autres analyses, ou :

Pc(ci|;) =

✓c + na�k

�
c

i

b �;� · dcP
c2C na�k

(c ;) + ✓c

si ci est une classe jamais rencontrée auparavant. Cette probabilité résiduelle permet la création de
nouvelles classes. De même, notons na�k

(c

i

!µ

i

) le nombre de fois que le morphème µi a été engendré
sous la classe ci parmi les analyses a

k

, et na�k

�
c

i

b�!µ

i

�
le nombre de fois que cette génération a

eu lieu en faisant appel à la distribution de base. Nous rappelons que la distribution de base de
Pµ(µi|ci) est une distribution Pµ(µi) partagée par toutes les classes, qui est elle-même engendrée
par un processus de Pitman-Yor ayant pour distribution de base un modèle trigramme de caractères
P car. Notons na�k

(;!µ

i

) le nombre de fois que Pµ(µi) a été échantillonné parmi les analyses a�k

(c’est-à-dire : na�k

(;!µ

i

) =

P
c2class IDs na�k

�
c

b�!µ

i

�
), et notons na�k

�
;

b�!µ

i

�
le nombre de fois

qu’il a été échantillonné en faisant appel à la distribution de base P car. La probabilité d’engendrer un
morphème µi sous une classe ci est donnée par une formule du CRP analogue à ci-dessus :

Pµ(µi|ci) =

na�k

(c

i

!µ

i

)� dµ · na�k

�
c

i

b�!µ

i

�
+

�
✓µ + dµ · na�k

�
c

i

b�!µ

i

��
Pµ(µi)P

µ2V na�k

(c

i

!µ) + ✓µ

Pµ(ci) =

na�k

(;!µ

i

)� dp · na�k

�
;

b�!µ

i

�
+

�
✓p + dp · na�k

�
;

b�!µ

i

��
P car

(µi)P
µ2V na�k

(;!µ) + ✓p

3.2 ƒchantillonnage des analyses

Nous décrivons à présent comment échantillonner une analyse étant donné une forme de mot w, et
conditionnellement à toutes les analyses précédentes a�k. Le nombre d’analyses pour une forme
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est exponentiellement grand : si une analyse éclate le mot en � segments, il y a n�
classes différentes

manières d’assigner une classe à chaque segment. Donc le nombre total d’analyses possibles est :P|w|
�=1

�|w|�1
��1

� · n�
classes = nclasses · (1 + nclasses)

|w|�1. Afin d’éviter que l’échantillonnage soit de
complexité exponentielle, nous utilisons donc une méthode de programmation dynamique similaire
à l’algorithme forward-backward utilisé pour les modèles de Markov cachés (Rabiner, 1989). Pour
faciliter la présentation, nous présenterons uniquement le cas où le modèle de classes est d’ordre 1,
mais il est facile de généraliser au cas de modèles d’ordres supérieurs.

Tout d’abord, fixons quelques notations : wj0

j représente la sous-chaîne de caractères de w délimitée
par les positions j et j0 (telle que w = w|w|

0 ), et C représente l’ensemble des classes (y compris un
identifiant pour une nouvelle classe vide). Dans ce qui suit, toutes les distributions de probabilités
seront conditionnées aux analyses précédentes, selon les formules données à la section 3.1.

Tout d’abord, calculons la probabilité d’engendrer un suffixe w|w|
j de w suivant la classe ci. Nous

noterons �(j, ci) cette probabilité. Pour la calculer, il nous faut sommer sur toutes les classes ci+1

suivant ci, et sur toutes les positions j0 possibles pour la prochaine limite de morphème :

�(j, ci) = P(w|w|
j |ci, a�k) =

X

c
i+12C

|w|X

j0=j+1

Pc(ci+1|ci) · Pµ(wj0

j |ci+1) · �(j0, ci+1)

avec le cas limite suivant :
�(|w|, ci) = Pc ((1)|ci)

Ces deux formules montrent que � peut efficacement se calculer avec une complexité O �|w|2 · |C|2�
à l’aide d’une méthode de programmation dynamique, en remplissant une matrice bidimensionnelle
indexée par c 2 C et j = |w|, |w| � 1, . . . , 0.

Afin d’échantillonner une analyse du mot w, nous engendrons tout d’abord la classe initiale c0 = (0).
Puis à chaque itération, nous utilisons la procédure d’échantillonnage suivante. Supposons que
l’analyse partiellement générée est donnée par la suite de classes c0, . . . , ci�1 et les positions de
limites de morphèmes j0 = 0, j1, j2, . . . , ji�1. Autrement dit, wj

i�1

0 a déjà été segmenté en un
segment wj1

j0
assigné à la classe c1, suivi d’un segment wj2

j1
assigné à la classe c2, et ainsi de suite

jusqu’au dernier segment engendré wj
i�1

j
i�2

assigné à la classe ci�1. Alors la probabilité de placer la
prochaine limite de morphème à la position ji et d’assigner le segment résultant wj

i

j
i�1

à la classe ci

est donnée par :

P(ci, ji|ci�1, ji�1) =

1

Z
· Pc(ci|ci�1) · Pµ(wj

i

j
i�1

|ci) · �(ji, ci)

où Z est une constante de normalisation obtenue en sommant ces probabilités sur ci 2 C et ji 2
{ji�1 + 1, . . . , |w|}. Par conséquent, nous répétons l’échantillonnage de cette distribution afin
d’engendrer la position de la prochaine limite de morphème et la prochaine classe de l’analyse,
jusqu’à atteindre la position |w| (fin du mot), auquel point la classe terminale (1) sera engendrée.

Notons qu’en échantillonnant de la sorte, l’algorithme doit conserver un compte des niveaux de la
hiérarchie de Pitman-Yor auxquels les échantillons ont été émis. Par exemple, si une classe ci a été
engendrée après ci�1, elle a pu être engendrée soit par la distribution de niveau supérieur (d’ordre
1), soit en faisant appel à la distribution de niveau inférieur (d’ordre 0). De même, si une classe ci
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engendre un segment wj !

j , ceci peut être expliqué soit comme un échantillon direct de la distribution
de morphèmes conditionnelle aux classes Pµ (wj !

j |ci ), soit comme un échantillon qui a été produit en
faisant appel à la distribution de base (partagée par toutes les classes) Pµ (wj !

j ). Une telle comptabilité
est nécessaire afin d’évaluer les termes n

!
c i

b!" c i " 1
i " m +1

"
et n

!
c i

b"# µ i

"
(voir section 3.1).

Au début du processus d’échantillonnage, le modèle ne dispose d’aucune analyse. Plus précisément,
étant donnée notre liste de formes de mots w1, . . . , wL , nous avons échantillonné une première
analyse a1 pour w1, puis une analyse a2 pour w2 conditionnellement à l’analyse précédente a1, puis
une analyse a3 pour w3 conditionnellement à toutes les analyses précédentes a1 et a2, et ainsi de
suite. Puis une fois que les analyses a1 . . . aL ont été échantillonnées pour tous les mots, nous avons
itéré de nouveau sur l’ensemble du corpus : c’est-à-dire rééchantillonné a1 conditionnellement à
a2, . . . , aL , puis rééchantillonné a2 conditionnellement à a1, a3, . . . , aL , et ainsi de suite.

4 ExpŽriences

Nous avons évalué notre méthode sur les données de la compétition Morpho Challenge2005. Les
données sont une longue liste de formes de mots non annotées afin d’entraîner le modèle, ainsi
qu’un ensemble plus restreint de formes de mots annotées avec des segmentations produites par des
annotateurs. Comme métrique d’évaluation, nous calculons la F-mesure sur toutes les limites de
morphèmes prédites par le modèle comparées à celles fournies par les annotateurs. Chaque fois qu’une
forme a été estimée décomposable de plusieurs manières différentes par les annotateurs, plusieurs
segmentations ont été fournies, et seule la segmentation pour laquelle le modèle a la F-mesure la plus
élevée est retenue.

4.1 DonnŽes

Nous avons évalué sur deux langues : le turc et l’anglais. Le turc est une langue agglutinante
et morphologiquement riche qui est particulièrement adéquate au traitement par des modèles de
morphologie concaténative. La liste de mots turcs est extraite de textes de prose et de publications
collectées du Web, de journaux d’information et et de sports. Elle contient 582923 formes dans
le corpus d’entraînement et 774 formes dans le corpus de test. L’anglais a une morphologie bien
plus simple, mais nous avons choisi cette langue afin d’évaluer qualitativement la pertinence de la
morphotactique apprise par notre modèle, puisqu’il n’y avait pas de locuteurs turcs parmi les auteurs.
La liste de mots anglais est extraite de publications et de romans du projet Gutenberg, d’un échantillon
du corpus Gigaword anglais, ainsi que de l’ensemble du corpus Brown. Elle contient 167377 formes
dans le corpus d’entraînement et 532 formes dans le corpus de test.

4.2 RŽsultats quantitatifs

Nous avons consigné nos résultats dans le tableau 2, et nous avons également inclus les résultats de
l’algorithme de référence utilisé dans la compétition (Morfessor Categories-MAP(Creutz & Lagus,
2005)) ainsi que les trois compétiteurs ayant obtenu les meilleures F-mesures pour chaque langue.
Afin de choisir les hyperparamètres, nous avons fixé dc et dµ à 1/ 6, et nous avons fait varier ! c et ! µ
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TABLE 2 Ð RŽsultats sur la t‰che de segmentation non supervisŽe duMorpho Challenge
Corpus turc

MŽthode F-mesure PrŽcision
Morfessor Categories-MAP 70.7 77.5
Bernhard (b) 65.3 65.4
Bordag ÒCombÓ 57.0 79.9
Choudri & Dang ÒSummaaÓ 55.4 58.8
PYP-SHMM (! c = ! µ = 1 , dc, dµ = 1 / 6) 58.9 72.7
PYP-SHMM (! c = ! µ = 10, dc, dµ = 1 / 6) 57.7 56.1

Corpus anglais
MŽthode F-mesure PrŽcision
Morfessor Categories-MAP 66.2 85.1
Pitler & Keshava ÒRePortSÓ 76.8 76.2
Bernhard (a) 66.6 67.7
Bernhard (b) 62.4 55.2
PYP-SHMM (! c = 1 , ! µ = 5 , dc, dµ = 1 / 6) 64.0 67.8
PYP-SHMM (! c = ! µ = 10, dc, dµ = 1 / 6) 63.2 64.2

dans lÕensemble{ 1, 5, 10} , en conservant les deux rŽglages de(! c, ! µ ) ayant obtenu les meilleurs
rŽsultats sur lÕensemble de test.

RŽsumons les mŽthodes employŽs par les compŽtiteurs. La mŽthodeBordag ÒCombÓconsiste ˆ
induire dans un premier temps des clusters de mots partageant des proÞls de coocurrence similaire
(et nŽcessite par consŽquent un corpus de texte et pas juste une liste de mots). Une fois ces clusters
induits (lÕidŽe Žtant que les mots au sein dÕun cluster partageront des propriŽtŽs morphologiques
similaires), une heuristique de Òletter successor varietiesÓ (Hafer & Weiss, 1974) est appliquŽe aÞn de
conjecturer des limites de morph•mes. Ensuite, sur le corpus segmentŽ, un classiÞeur est appris aÞn
de pouvoir gŽnŽraliser et effectuer des segmentations sur des nouvelles formes de mots.

Les mŽthodesBernhard(Bernhard, 2006) sont des mŽthodes heuristiques se basant sur une mor-
photactique comprenant quatre catŽgories de morph•mes :prŽÞxes, racines, sufÞxesetŽlŽments de
liaison. Une segmentation prŽliminaire est obtenue en examinant les variations des probabilitŽs de
transition entre les parties du mots (idŽe similaire ˆ celle des Òletter successor varietiesÓ). Puis dans
chaque segmentation, un segment est identiÞŽ comme racine selon des r•gles heuristiques, et les
segments prŽcŽdant et suivant ce mot sont ajoutŽs respectivement ˆ une liste de prŽÞxes et de sufÞxes.
Ensuite, un ensemble de racines est acquis en examinant toutes les mani•res possibles de soustraire
des prŽÞxes ou des sufÞxes aux mots de la liste, et en soumettant ces racines potentielles ˆ des crit•res
heuristiques de validation. De m•me la mŽthodePitler & Keshava(Keshava & Pitler, 2006) utilise des
heuristiques ˆ base de Òletter successor varietiesÓ aÞn dÕinduire des listes de prŽÞxes et de sufÞxes.

Bien que notre mŽthode soit loin de surpasserMorfessor, nous voyons que pour chacune des langues,
elle est compŽtitive avec les meilleurs algorithmes qui ont ŽtŽ soumis. De plus, un argument en
faveur de notre mŽthode est son cadre mathŽmatique uniÞŽ : en effet, plut™t que dÕutiliser une cha”ne
dÕheuristiques, et elle se base seulement sur lÕŽchantillonage dÕun mod•le gŽnŽratif conditionnellement
ˆ des formes observŽes. De plus, notre mŽthode nÕincorpore aucun a priori morphotactique, et ne
prŽsuppose pas que les mots observŽs devraient •tre formŽs par exemple par lÕencha”nement dÕun
prŽÞxe, dÕune racine et dÕun sufÞxe.
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TABLE 3 Ð Illustration des classes morphologiques induites pour les donnŽes anglaises. La concentra-
tion est mesurŽe comme le nombre de morph•mes qui, classŽs du plus frŽquent au moins frŽquent,
reprŽsentent 80% de la masse de probabilitŽ au sein de la classe.

Classe Concentration Exemple de morph•mes gŽnŽrŽs selonP(µ|c)
Ç sufÞxes È 40 s e ed ing es Õs a y us er o ers ly ia

ation i um an en ic on is ian sÕ ate
ie eÕs os ius ies in man ness ted t

Ç racines È 13256 ver rezh chang sag vers fritz tan va
mutt ba deduc sha flor omo ding be
domestic b kay e voic greg def physi
commander sancti drown clar psorias
condemn figur fist cowhid whiten orchestr

Ç sufÞxes È 634 orÕs oo ed ers ling ing land icaut en um in
air ors i ia ots ius zen eck atic ich ita
man o idas onne st er bil t n al es fold

Ç prŽÞxes È 133 un re de s be in a dis con over pro ma
lÕ inter pre k co dÕ ca out mis la bi ka
pa di en sub sa trans car under mc du

57 freckl inflict herme drill gould ocular
soli possessive liff awkward scissor
keill adiabenian china buridan mann

4.3 RŽsultats qualitatifs

A prŽsent, nous examinons la morphologie apprise par notre mod•le sur le corpus anglais aÞn de
juger de sa pertinence linguistique. Cinq classes morphologiques ont ŽtŽ induites (en plus des classes
initiale et terminale). Parmi toutes les analyses effectuŽes, les sŽquences de classes les plus frŽquentes
sont (en frŽquence dŽcroissante)3-4 , 3-2 , 3-4-2 , 5-3-4 , 5-3-2 , 3, 3,4,4 , 5-3 , et ˆ elles
seules, ces huit sŽquences reprŽsentent 94% des analyses. Cela laisse supposer que sans quÕon lui ait
fourni dÕa priori, notre mod•le a bien infŽrŽ une morphotactique de typeprŽÞxe(classe5) ! racine
(classe3) ! sufÞxes(classes2 et 4). Parmi les sŽquences de classes moins frŽquentes, on trouve par
exemple des doubles racines (par exemple, parmi les analyses infŽrŽes :un5philo 3soph 3ically 4,
house 3warm3ing 2, photo 3electr 3onic 4). La classe6 nÕappara”t que dans des sŽquences6
et 6-2 , et la plupart des analyses6-2 sont un nom propre suivi duÕs de possession (parmi les
analyses infŽrŽes :liffe 3Õs2, tirana 6Õs6).

LÕanalyse des classes de morph•mes induites (tableau 3) conÞrme bien notre constatation ci-dessus.
Nous avons consignŽ dans ce tableau quelques exemples de morph•mes pour chaque classe induite,
en Žchantillonnant ces exemples selon la distribution de probabilitŽP(µ|c). On observe en effet
de nombreux sufÞxes dans les classes2 et 4 (la classe2 Žtant plus restreinte et contenant surtout
des sufÞxes de nature grammaticale comme les marques du pluriel, du passŽ, du gŽrondif...), et
de nombreux prŽÞxes dans la classe5. De plus, le mod•le a appris ˆ distinguer entre des classes
morphologiques fermŽes (les classes de prŽÞxes et sufÞxes, relativement restreintes) et une classe
morphologique ouverte : la classe3, contenant de nombreuses racines. La classe6 est plus difÞcile ˆ
interprŽter, mais on remarque quÕelle contient de nombreux noms propres.
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5 Conclusion

Nous avons prŽsentŽ un mod•le gŽnŽratif modŽlisant la formation des mots dÕun lexique ˆ lÕaide dÕun
mod•le semi-Markov cachŽ (SHMM). Le mod•le semi-Markov cachŽ est formŽ dÕune hiŽrarchie
ˆ deux niveaux combinant un mod•le de sŽquences de classes morphologiques ˆ un mod•le de
gŽnŽration de morph•mes conditionnellement aux classes. Cette structure permet dÕanalyser un lexique
de mani•re non-supervisŽe, et ˆ trois niveaux. Premi•rement, les transitions correspondent ˆ des limites
entre morph•mes, et permettent dÕobtenir des segmentations morphologiques. Deuxi•mement, la
gŽnŽration de morph•mes Žtant conditionnŽe par les classes, notre mod•le ˆ la capacitŽ de regrouper
les morph•mes induits en classes morphologiques, comme par exemple en prŽÞxes, sufÞxes et
racines. Troisi•mement, le mod•le markovien de sŽquences de classes constitue un mod•le de la
morphotactique sous-jacente au lexique. De plus, nous avons soumis notre SHMM ˆ una priori
de Pitman-Yor, ce qui procure deux avantages. DÕune part, le processus de Pitman-Yor impose
une contrainte de parcimonie aux distributions de probabilitŽ de notre mod•le, ce qui garantit que
lÕinfŽrence ne convergera pas vers des explications triviales du lexique, o• chaque mot ou chaque
caract•re serait considŽrŽ comme un morph•me. DÕautre part, il permet de conserver un nombre
potentiellement inÞni de classes, et dÕadapter le nombre de classes effectivement induites ˆ la structure
des donnŽes. Nous avons ensuite montrŽ en quoi lÕutilisation dÕune mŽthode simple de programmation
dynamique permet de surmonter des probl•mes dÕintractabilitŽ dans lÕŽchantillonnage du mod•le.
Apr•s avoir ŽvaluŽ notre mŽthode sur les donnŽes en anglais et en turc duMorpho Challenge2005,
nous avons constatŽ que celle-ci est compŽtitive avec les meilleurs mŽthodes soumises. De plus,
une analyse qualitative de notre mŽthode sur lÕanglais montre que la morphotactique infŽrŽe est
linguistiquement pertinente, et que sans quÕaucuna priori quant ˆ la structure de la langue nÕait
ŽtŽ fourni, notre mod•le apprend par lui-m•me ˆ distinguer lÕexistence de prŽÞxes, de racines et
de sufÞxes, ainsi quÕˆ faire la distinction entre des classes morphologiques fermŽes et des classes
ouvertes.

Nous envisageons dans des travaux ultŽrieurs dÕanalyser la performance de notre mod•le lorsque ses
hyperparam•tres ne seront pas ÞxŽs, mais infŽrŽs automatiquement. En particulier, il serait intŽressant
de voir si le mod•le parvient ˆ adapter automatiquement ses hyperparam•tres de concentration en
fonction du ÒdegrŽ dÕouvertureÓ dÕune classe, en infŽrant par exemple une concentration ŽlevŽe pour
les classes de prŽÞxes et de sufÞxes, et une concentration faible pour les classes de racines. Une autre
piste de recherche serait de mesurer lÕimpact de lÕinitialisation sur notre mod•le, et de vŽriÞer si par
exemple en lÕinitialisant avec des segmentations produites par une autre mŽthode dŽjˆ efÞcace, il
serait capable dÕamŽliorer encore davantage ces segmentations. EnÞn, une derni•re piste de recherche
serait de modiÞer la structure du mod•le de gŽnŽration de morph•mes aÞn de prendre en compte des
phŽnom•nes de morphologie non-concatŽnative, comme par exemple lÕentrelacement entre sch•mes
vocaliques et racines consonantiques dans les langues sŽmitiques.
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