
 

 

摘要 

為順應國際化潮流，大學生對於國際交流以及英

語授課所需之英文口說有越來越迫切的需求。本

論文旨在發展自動化英語評測系統，並初探臺灣

大學生之英語精熟程度。基於近期在臺灣所蒐集

的口說語料，我們藉由一套自動語音辨識

(Automatic Speech Recognition, ASR)系統，將語音
轉寫成文字並擷取其中聲學特徵，最後使用機器

學習模型來挑選適用的特徵以預測學生英語口說

精熟度(English Speaking Proficiency)。經一系列所
蒐集的臺灣大學生口說測驗語料的實驗和分析顯

示，使用機器學習方法來進行自動英語口說能力

分級，能較專家人工分級有更高的穩定性。 

Abstract 

Due to the surge in global demand for English as a 
second language (ESL), developments of automated 
methods for grading speaking proficiency have gained 
considerable attention. This paper aims to present a 
computerized regime of grading the spontaneous spoken 
language for ESL learners. Based on the speech corpus 
of ESL learners recently collected in Taiwan, we first 
extract multi-view features (e.g., pronunciation, fluency, 
and prosody features) from either automatic speech 
recognition (ASR) transcription or audio signals. These 
extracted features are, in turn, fed into a tree-based 
classifier to produce a new set of indicative features as 
the input of the automated assessment system, viz. the 
grader. Finally, we use different machine learning 
models to predict ESL learners' respective speaking 

 
1 ELSA SPEAK: https://elsaspeak.com/en/ 

proficiency and map the result into the corresponding 
CEFR level. The experimental results and analysis 
conducted on the speech corpus of ESL learners in 
Taiwan show that our approach holds great potential for 
use in automated speaking assessment, meanwhile 
offering more reliable predictive results than the human 
experts. 

關鍵字：自動發音檢測、英語能力分級 
Keywords: automated speaking assessment, grader, 
CEFR 

1 緒論 (Introduction) 

為增加國際競爭力，臺灣的大學校園裡需要

用到英語口說的情境大幅增加，舉凡國際交

流以及全英語授課(English as a Medium of 
Instruction, EMI)，其中對於英文的口說能力的
教學與測驗也有迫切的需求。根據過往經

驗，學習者會使用線上的英語口說教學資源

練習英語，而近年主流的應用程式12，在其口

說練習中，題目以朗讀的發音練習為主，並

使 用 自 動 語 音 辨 識 (Automatic Speech 
Recognition, ASR)檢視語者的音素(Phoneme) 
發音是否與系統中的母語語者的發音資料相

同，來提供語者發音正確與否的回饋。 

而劍橋自動化語言教學與評估中心(Institute 
for Automated Language Teaching and 
Assessment, ALTA)所發展的 Speak & Improve

2	EF Hello: https://tw.hello.ef.com/ 

自動口說評估於英語作為第二語言學習者的初步研究 
A Preliminary Study on Automated Speaking Assessment of  

English as a Second Language (ESL) Students 
 

吳姿儀 Tzu-I Wu1, 羅天宏 Tien-Hong Lo1, 趙福安 Fu-An Chao2,  
宋曜廷 Yao-Ting Sung3, 陳柏琳 Berlin Chen1 

1國立台灣師範大學資訊工程學系 
1Department of Computer Science and Information Engineering, National Taiwan Normal University 

2國立台灣師範大學心理與教育測驗研究發展中心 
2Research Center for Psychological and Educational Testing, National Taiwan Normal University 

3國立台灣師範大學教育與心理輔導學系 
3Department of Educational Psychology and Counseling, National Normal Taiwan University 

{61047087s, teinhonglo, fuann, sungtc, berlin}@ntnu.edu.tw 
 

 
 

The 34th Conference on Computational Linguistics and Speech Processing (ROCLING 2022)  
Taipei, Taiwan, November 21-22, 2022. The Association for Computational Linguistics and Chinese Language Processing

174



 

 

網站3，則提供更進階的口說練習，使用者會

需要回答一連串的問題，經過系統分析，並

得到以歐洲共同語言標準 (Common European 
Framework of Reference for Language, CEFR) 為
分級的英語程度級數。相較於只考慮發音正

確性的朗讀測驗，此系統需考量更全面的面

向(如單詞使用、文法等)來取得整體式評分
(Holistic Scoring)。 

受到上述多元的英語口說工具啟發，本研

究想發展英語評測平臺以初探臺灣大學生的

英語音韻程度。我們希望藉由多樣的特徵以

及迴歸與分類模型來客觀地預測受試臺灣大

學生的英語音韻精熟度，發展適合臺灣本地

大學生的英語口說評量平臺，以歐洲通用語

言參考框架 (CEFR) 作為標準，有效地為其分
析英語口說能力表現且分級，並期許大學生

能透過平臺的回饋，使之成為自我英語口說

精進之依據。 

2 相關研究 (Related Work) 

目前國外已有很多針對非母語語者之英語口

說自動化測驗的研究，其文獻多半以自動化

評分為目標，並使用多元測驗的題型來研究

口說精熟度的特徵。 

Zechner et al. (2011) 於口說測驗中「朗讀」
的任務上，藉由自動產生音韻特徵 (Prosodic 
Features) 來預測非母語人士英語精熟度分數，
因為是朗讀文本，所以相較於一般口說測驗

 
3
 Speak&Improve：https://speakandimprove.com/ 

中「回答問題」的題型，在語音辨識上的複

雜程度相對較低。而 Knill et al. (2018) 使用
ASR 轉錄的文字資訊，探討了 ASR 的表現對
於口說測驗中回答問題之題型所造成的影

響。由於 ASR 錯誤率會影響到自動化口說評
分系統的結果，因此他們嘗試改進 ASR 轉錄
文本上的單詞錯誤率(Word Error Rate, WER)，
並納入其他語音相關特徵，以豐富其自動化

口說評分系統。Craighead et al. (2020) 則僅基
於來自 ASR 獲得的轉錄文本，使用多目標訓
練的預訓練語言模型(Pretrained Language 
Model)，來為學習者評分。 
除了使用文本作為英文精熟度分析基礎之

外，也有一些文獻加入聲音或視覺特徵來預

測不同任務上的英語口說精熟度。在人與機

器的對話測驗上，Litman et al. (2018) 使用如
F0, 能量 (Power) 的聲音特徵來為非母語的英
文口說精熟度評分。而在口說問答自動化評

估的研究，Wang et al. (2018) 使用能量 
(Energy) 作為其口說測驗訓練模型基準的輸入
特徵之一。Saeki et al.(2021) 在為面試任務的
口說任務上，使用詞彙、聲學以及視覺特

徵，由類神經網路訓練並預測非母語口說語

者的 CEFR分級，其中的聲學特徵是使用音高 
(Pitch) 和能量 (Power) ，而其實驗結果顯示結
合詞彙及聲學特徵就能取得很好的正確率。  
從前述的研究都顯示出從 ASR 與這些聲學

特徵都能提升自動化為非母語學習者評價口

說精熟度的有效性。而我們的自動化評測系

 

圖 1. 自動化英語精熟度系統 
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統主要建立於聲音特徵上，會使用從 ASR 聲
學模型獲得的以音段為級別的 (Segmental 
level) 特 徵 ， 與 跨 音 段 的 超 音 段 
(Suprasegmental level) 特徵，來處理從語言角
度所分類之各面向特徵，並作為預測受試者

英語程度的輸入特徵。 

3 方法  (Method)  

本研究中，方法的架構如圖 1。一共分成三個
階段：第一階段，是使用預先訓練好的 ASR
模型與原始聲音訊號抽取聲音特徵；第二階

段，使用極限樹 (Extra Tree) 來挑選適用於本
任務之聲音特徵；第三階段，使用機器學習

模型來預測受試臺灣大學生的音韻精熟度。

在後續章節，我們將本論文所使用的方法拆

分為特徵、特徵選擇，以及分級模型個別描

述。 

3.1 特徵 (Features)  

綜合前述研究的成果，我們將此次任務的音

韻特徵分成發音 (Pronunciation) 、流暢度 
(Fluency) 與韻律 (Prosody) 面向，如表 1。在所
有三個面向底下的特徵皆屬於聲音特徵，在

發音與流暢度面向的特徵都是由 ASR 聲學模
型將音訊以及文本對齊來獲得。而韻律面向

的聲學特徵是從聲音訊號所抽取，以語音學

的定義來看，韻律面向需包含發音長短、音

量以及音高三種要素，而我們分別能藉由持

續時間、能量以及基本頻率來獲得此資訊，

而值得注意的是，本次任務尚未考量持續時

間與韻律面向之關係，因此未納入表 1之韻律
分類中。在研究不同面向的特徵時，不同面

向之間採用的特徵向量可能互有重疊，像是

音 素/字 詞 的 信 心 分 數 (Phone/Word 
Confidence) ，能同時成為探討發音和流暢度
的要素之一。 

3.1.1 發音 (Pronunciation) 

英文非母語的學習者往往會將其母語的發音

法連帶應用到英文上，進而產生發音誤差。

若以音素來說明，其通常可被分為三類，分

別是替代 (Substitutions) 、增加 (Insertion) 、 刪
除  (Deletion) 。母語的發音限制往往會觸發替
代跟刪除這兩類錯誤，其中刪除對聽者的理

解影響最大；替代則是使用類母語的發音去

說其他語言 (Chen, 2016) 。 
為了檢視發音誤差，我們使用音素與單詞

級別的發音良好度 (Goodness of Pronunciation, 
GOP) (Witt and Young, 2000) 作為音段級別 
(Segmental level) 特徵以計算信心分數，藉由
取事後機率對數之持續時間標準化的方法 ，
比對 ASR 所識別的文字和英文為母語者的發
音模型。以 GOP 在音素級別的發音良好度公
式為例： 

𝐺𝑂𝑃(𝑟, 𝑛) ≡ 	
log 𝑃 .𝑋!,#0𝑌!,#2

𝑇!,#
 (1) 

在 GOP中，𝑌!,#為語者所產生的音素；𝑋!,#
為相應的目標聲學段落；𝑇!,#為聲學段落所經
歷的時間範圍數量，其中𝑟與𝑛表示第𝑟個語句
中的第𝑛個音素。 
而受試者的總體發音與 ASR 模型的差異越

大，獲得信心分數就越低。其中原因可能是

發音不清楚或不正確，或是不流暢和語法錯

誤。因此，信心分數可以反應非母語人士的

英語熟練程度，發音較好的受試者理應能獲

得較高的信心分數 (Wang, 2018) 。 

3.1.2 流暢度 (Fluency)  

流暢度也是音韻的其一面向，關乎受試者的

講話語速、遲疑程度等。我們在單字級別的

面向 特徵 

發音 
(Pronunciation) 

Word/Phone 
Confidence 

流暢度  
(Fluency) 

Silence 

Long Silence 

Disfluency 

Word/Phone Duration 

Word/ Phone 
Confidence 

韻律 
(Prosody) 

F0 

Energy 

表 1. 本研究音韻特徵 
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流暢度分析，會收集字數、語速、不流利度 
(Disfluency) 、 重 複 字 數 等 資 訊 。 根 據 
(Loukina and Yoon, 2019) 的研究，英文程度好
的第二外語受試者，往往能在相同時間內講

出更多字詞。至於不流利度的衡量，我們會

透過 ASR 轉錄之文字，以計算「um」、
「uh」、和「hmm」 這些遲疑文字的個數。
而在停頓  (Silence)  和較長停頓  (Long Silence)  
的特徵的細節上，我們使用美國教育測驗服

務社(Educational Testing Service, ETS)的方式
來認定，當停頓超過 0.145秒時，會做計算，
而超過 0.495秒時，會當作較長停頓。 

3.1.3 聲學特徵 (Acoustic Features)  

理論上探討超音段級別 (Suprasegmental level)  
資訊，是要獲得與韻律相關的特徵，我們需

要透過聲音訊號計算持續時間 (Duration) 、能
量 (Energy)及基本頻率(Fundamental Frequency, 
F0)。但在本次任務中，持續時間作為探討流
暢度面向的特徵之一，而非韻律面向考量之

範疇。 

持續時間 (Duration) :  持續時間就是一個音素
或單詞發聲的長度。根據 (Neumeyer et al., 
2000) 的論文，音素的相對持續時間和專家評
分的分數高度相關。因為通常英語學習者在

說英語時，需要邊思考邊說，此行為會干擾

講話的速率使其不流暢。而英語學習者也易

於產生前段敘述所提到的三種發音錯誤 (替
代、增加、 刪除) ，而導致其說英語時，會產
生持續時間的差異，進而影響流暢度。 

在計算持續時間時，我們統計在一次回答

的過程中，音素及單詞層級發聲持續時間長

度的平均值(Mean)、最大值(Max)、最小值
(Min)、標準差(Standard Deviation, STD)、中位
數(Median)、平均差(Mean Absolute Deviation, 
MAD)、總和(Summation, SUM)，作為兩個 7
維的特徵向量輸入 (Chao et al., 2022)  

基本頻率(Fundamental Frequency, F0) : 基本
頻率為語者聲帶振動的頻率，而反映在聽者

的感知上，就會是音高。F0 的高低與重音
(Stress)以及語調有關。然而，根據 Sluijter and 
van Heuven (1996) 針對荷蘭與美國英語上重音
與口音的研究，發現 F0 與重音之間沒有可靠
的相關性。但是對於如母語為華語的英語學

習者而言，使用 F0 來探討英語發音音高還是
有其必要性，因為華語是聲調語言，音高的

變化會影響到語意的不同(Tepperman and 
Narayanan, 2005)，而在英語上，音高可能只
是傳達不同語氣。在此次任務上，我們評測

的對象為母語為華語的台灣大學生，因此 F0
仍作為韻律面向的評斷特徵。如前述之持續 
時間特徵，我們也使用相同統計量來表示 F0
以及標準化 F0。 

能量 (Energy) : 能量能最直接的反映語者的音
量大小，而能量的分佈與語調 (Intonation) 有
關。 在我們的研究中，並沒有使用能量絕對
值這個直覺的算法，因為其他研究顯示發音

的品質和能量的絕對值沒有高度的相關性 
(Dong et al., 2004) 。 相反地，我們使用均方根
能量  (Root Mean Squared Energy, RMSE) 來計
算每個音段的統計量作為韻律特徵 (Chao et al., 
2022) ，而我們使用與持續時間相同的統計向
量來表示能量特徵。 

3.2 特徵選擇 (Feature Selection)  

在本論文中，我們使用極限樹分類器 (Extra Tr
ees Classifier) 作為特徵選擇的方法。極限樹是
隨機森林 (Leo, 2021) 的架構，其演算法在分
割隨機樹的節點時，會隨機選擇切點；並且

使用所有學習樣本來產生決策樹；在本節，

我們使用極限樹分類器計算不純度 (Impurity) 
作為特徵重要性，挑選適用之特徵。 

3.3 分級模型(Grader)  

自動化英文分級系統的優勢，在於透過統一

標準來客觀地評論學生的 CEFR 分級，其公式
可定義如下： 

𝐵$	 = 𝑀.𝑃$ , 𝐹$ , 𝐷$ , 𝐹0$,𝐸𝑛$2 (2) 

其中為面向，本論文實驗中表示音韻，根據𝑖
面向所選取的特徵分別為：發音特徵𝑃$、流暢
度特徵𝐹$、持續時間特徵𝐷$、基頻特徵𝐹0$與
能量特徵𝐸𝑛$。𝑀代表分級模型，𝐵$為最終之
CEFR 分級。經過特徵選取的機制，我們將這
些特徵向量作為輸入值，經由迴歸與分類模

型的訓練，評測出受試者的英文程度並對應

到 CEFR的級數。 
本研究中的迴歸模型，分別有簡單線性迴

歸 (Simple Linear Regression, SLR) 、多變項線
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性迴歸 (Multivariance Linear Regression, MLR) 
(Friedman et al., 2010; Kim et al., 2007) 、隨機森
林 迴 歸 (Random Forest Regression, RFR) 
(Breiman, 2001; Geurts, 2006) 、支持向量迴歸 
(Support Vector Regression, SVR) (Chang and  
Lin, 2001; Platt, 2000) 、梯度提升迴歸 (Gradient  
Boosting Regressor, GBR) (Friedaman, 2001;  
Hestie, 2009) 模型。根據多個特徵向量，我們
使用迴歸模型分析這些向量間的關係來預測

精熟度分數的連續數值，並在測試階段將迴

歸模型預測的數值做分級，獲得 1至 3分的受
試者分為 B1以下; 獲得 4分為 B1，獲得 5分
則為 B2。 
而在分類模型，我們使用邏輯迴歸(Logistic 

Regression, LR)、隨機森林分類器(Random 
Forest Classifier, RFC) (Breiman, 2001)、支持向
量機(Support Vector Machine, SVM) (Chang and 
Lin, 2001; Platt, 2000)、梯度提升分類器
(Gradient Boosting Classifier, GBC) (Friedman, 
2001; Hestie, 2009)、 線 性 分 類 感 知 器
(Perceptron) (Freund and Schapire, 1999)。在分
類模型中，我們將特徵作為向量輸入，精熟

度分數則作為獨立的預測標籤。分類模型在

訓練過程中會擬和兩者之間關係，並在測試

階段做 CEFR分級。 

4 實 驗 評 估 與 分 析  (Performance 
Evaluation and Analysis)  

4.1 語料 (Data)  

口說分級模型若要有好的表現，多半需要有

大量的人工標記語料，但目前公開的英語語

料集多半是母語語者，僅有少量母語為華語

語者的資料集。為了能準確分析學生之音韻

表現，本研究收集大學生英語口說測驗語料

來測試分級系統的有效性。本論文所使用的

語料為英語教學專家設計的口說測驗，測驗

內容為三部分：朗讀短文、回答問題與看圖

敘述：朗讀短文不限制回答時間。回答問題

共 10題，分為 15秒簡答與 30秒詳答。看圖
敘述則限制為 90 秒。共 103 位受試者，詳細
的統計資料可參考表 2。語料標注流程如下：
首先，我們會透過 ASR 自動轉寫語音內容，
再透過人工做二階段的校閱。接著，該語料

 
4
	歐盟 CEFR語言分級：https://reurl.cc/1mXRlG 

會交由兩位教學經驗豐富的英文專家根據內

容、音韻及詞語三面向分別給予 1到 5分的精
熟度分數，該分數可對應 CEFR 等級，在
CEFR的框架中，將受試者的程度分成ABC三
個層級，其中又再細分為 A1/A2 (基礎使用
者) 、B1/B2(獨立使用者)、C1/C2 (精熟使用
者) 4。我們的系統分級方式同樣採用劍橋的分
級概念：獲得 1到 3分表示語者的精熟度未達
B1；得到 4分表示有 B1程度；超過 4分，都
視為 B2 程度。本研究是採用第三部分的看圖
敘述，測試語料只使用音韻面向的評分。總

長為 2.6 小時，學生的平均回答單詞數量為
107個  (見表 2)  ；在看圖敘述的任務中，學生
的音韻精熟度分佈如圖 2所示。 

在此次任務中，人工標記的專家之間在看

圖敘述部分，其綜合內容、音韻及詞語之關

聯性係數 Cohen’s Kappa值為 0.45，而屬於音
韻面向的相關係數 0.47，在 0.4到 0.6之間的

 
圖 2. 實驗語料之統計資訊 

 
朗讀 
短文 

回答 
問題 

看圖 
敘述 

時數 (小時) 2.6 6.4 2.6 

音檔數 103 103 103 

最長回答 
(詞數) - 87 205 

最短回答 
(詞數) - 1 6 

平均回答 
(詞數) 

- 29 107 

表 2. 實驗語料之統計資訊 
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範圍都只屬於一般信度(Moderate)。若兩位專
家給予的評分相差一等級，則會請第三位專

家給予實際等級。而這也相當程度反應人工

標記語料之困難，因人類標記較易受個人所

側重之觀點所影響，傾向於給印象分數而非

實際表現分數。部分語料之語者，若是在音

韻上表現較佳，而內容及詞語使用表現較一

般，會產生評分結果不一致的情形。這種情

況凸顯機器評測的重要性，因為機器能夠依

照所設定之客觀標準分析語者口說程度。 

4.2 實驗設定 (Settings)  

本論文中，考量語音資料在不同情境下收

音，需要克服噪音以利後續辨識，我們使用

經多條件訓練 (Multi-condition Training, MCT) 
的 ASR 模型，而聲學模型是使用改良的時間
延類神經網路 (Time-Delay Neural Network, 
TDNN) (Povey et al., 2018)，是在深度神經網路 
(Deep Neural Network, DNN) 的架構下，包含
多層卷積網路和多層分解過的時間延類神經

網路，簡稱為 TDNNF。語言模型則是使用 3-
gram語言模型。 

在聲學模型的訓練語料上，我們使用有聲

書讀物的英文公開語料 LibriSpeech (Panayotov 
et al., 2015) ，而語言模型則是使用 TED-LIUM 
3 (Hernandez et al., 2018) 語料做訓練。在自動

化英語分級這個任務上，我們的 ASR 詞錯誤
率 (Word Error Rate. WER) 為 30.08%。 

在我們的實驗中，流暢度與發音面向底下

的特徵是由 ASR 所產生，而韻律面向所需要
的聲學特徵是使用 Python的 Librosa (McFee et 
al., 2015) 模組所抽取。另外，我們使用 k-fold 
交叉驗證 (Cross-Validation) ，k值為 5；所有的
實驗採用的特徵一致。 

4.3 效能評估 (Evaluation)  

我們使用精確率  (Precision) 、召回率  (Recall)
 、 F1-score 及正確率 (Accuracy) 來做效能評
估。精確率指的是正確被辨識的項目，占所

有被辨識項目的比例，召回率則是指正確辨

識的項目占需要被辨識項目的比例。F1-score
則為精確率與召回率的調和平均數，而正確

率則是正確辨識的項目佔總項目的比例。四

項數值皆是越高越好。 

4.4 實驗結果 (Results)  

4.4.1 特徵重要性 (Feature Importance)  

為探究我們所使用特徵選取的效果，在此節

我們探討使用的特徵在此任務之重要性，在

不同的交叉驗證過程中，其特徵選取所產生

的特徵大致相同，我們以圖 3為例。由圖 3 可

 
圖 3. 特徵重要性 
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以發現，最重要的特徵是音素層級的信心分

數總和，為口說清晰度的指標，符合本研究

發音面向所需的特徵。我們也發現，此表前

半部分重要特徵，包含持續時間、信心分

數、停頓數目等，則反映了我們流暢度面向

的特徵。而後半部分的重要特徵有包含 F0 以

及能量，能相當程度的考量語者的韻律特

徵。總體來看，而對於機器而言，清晰度以

及流暢度面向是重要指標，再來則是韻律面

向。機器在特徵重要性的選擇上也符合我們

從音韻角度思考並且設計特徵的趨勢，而多

樣特徵的好處能夠使英語使用者不會因為單

Regression Model Precision Recall F1 Accuracy 

SLR 0.67 0.65 0.63 0.65 

MLR 0.71 0.67 0.64 0.67 

RFR 0.55 0.59 0.56 0.59 

SVR 0.73 0.67 0.63 0.67 

GBR 0.62 0.67 0.63 0.67 

表 3. 迴歸模型表現 

Classification Model Precision Recall F1 Accuracy 

LR 0.71 0.70 0.69 0.70 

RFC 0.74 0.73 0.71 0.73 

SVM 0.50 0.45 0.40 0.45 

GBC 0.67 0.67 0.65 0.67 

Perceptron 0.44 0.50 0.43 0.50 

表 4. 分類模型表現 

Recall 
RFC預測結果 

未達 B1 B1 B2 

專家分級 

未達 B1 0.52 0.43 0.05 

B1 0.02 0.84 0.14 

B2 0.00 0.36 0.64 

表 5. 召回率混淆矩陣 

Precision 
RFC預測結果 

未達 B1 B1 B2 

專家分級 

未達 B1 0.92 0.14 0.04 

B1 0.08 0.73 0.32 

B2 0.00 0.14 0.64 

表 6. 精確率混淆矩陣 
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就音素發音錯誤，而被否定其流暢度以及韻

律面向的表現，因為流暢度以及韻律這些超

音段的特徵，也會影響到聽者的理解能力

(Chen et al., 2016)。 

4.4.2 分級模型表現 (Grader Performance)  

於此節我們分別將方法歸類為迴歸模型及分

類模型來探討實驗結果，如表 3與表 4所示。
其中的精確率、召回率、 F1-score 是根據類
別(未達 B1, B1, B2)的加權平均，再由五次交
叉驗證取得平均而得到。 

整體來看，大部分模型皆取得差異不大的

精確率、召回率及 F1。在這個任務中，整體
表現最好的模型是隨機森林分類器(RFC)，正
確率為 73％、精確率為 71％，然而相比之
下，隨機森林在迴歸模型的表現較差，我們

推論是因為此迴歸模型無法在超出訓練集的

範圍做有效預測，而這可能會導致在不同的

交叉驗證訓練時，因使用不同特徵與資料子

集(Subset)進行訓練，使此迴歸模型出現過度
擬合的現象。在我們實驗中，的確有一次交

叉驗證使用與其他驗證稍微不同的特徵，造

成此迴歸模型獲得異常高的準確率。 

從迴歸模型來看，簡單的迴歸模型(SLR)就
能有 65％的表現，除了隨機森林迴歸模型
(RFR)之外，支持向量迴歸(SVR)、多變項線
性迴歸(MLR)與梯度提升迴歸(GBR)的準確率
都為 67％，而 SVR的表現又較突出。雖然此
迴歸模型皆沒辦法勝過最好的分類模型，但

總體表現比分類模型穩定。在分類模型上表

現較差的支持向量機(SVM)和線性分類感知
器(Perception)，我們推測原因是易受到資料
量不足或標記信度不夠的極端資料之影響。 

4.4.3  系統表現  (Performance Overview)  

我們使用混淆矩陣來比較隨機森林分類器在

預測結果跟人工分級上的分佈。在103份資料
中，根據專家實際分級的結果：未達 B1實際
人數為 21人；達 B1者有 57人；而 B2程度
者為 25人。以召回率 (表 5)來看，所有為 B1
程度的學生中分級模型預測的召回率能達到

84％，大多可被模型歸類為 B1等級，但從精
確率 (表 6) 的角度來看，B1的 73%精確率則
稍差於未達 B1的 92％精確率。 

綜合兩張表格，我們發現機器若是沒有正

確預測實際的分級，大部分的誤差也能落在

一個級距以內。而這也反應和實際專家分級

情境，在實際處理資料的過程中，評分專家

也會有落差一個級距的情形。 
因此，相比人工標記，專家之間音韻面向

的相關係數只屬於一般信度(Moderate)，而機
器的準確率都有六、七成，反應機器的表現

相較於人為判斷可以相對客觀穩定。 

5 結論 (Conclusion)  

本論文是第一篇針對臺灣大學生發音之研

究。使用語音學的觀點切入，探討如何為英

語學習者的口說音韻精熟度分級，並且應用

機器學習的模型，達到自動化分級英語精熟

度的目的。從實驗結果發現，傳統的迴歸模

型做法就能有良好的成效，若使用隨機森林

分類器則能再提高準確率。未來我們將把持

續時間加入至韻律面向，也加入不同的特

徵，如：內容及文法特徵，至本英語精熟度

評測系統，以期達到更全面的英語能力自動

化分析，並給予英語學習者更清楚的回饋，

進而幫助學習者提升整體的英語能力。此

外，本次實驗因受限於少量資料，未能使用

深度學習架構，未來除了會擴增相關語料

外，也會探討少資源語料的訓練方向。 
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