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摘要

近年來預訓練的語言模型在自然語言處理
中蔚為風潮，以 BERT (Bidirectional En-
coder Representations form Transformers)
模型為代表，其掩碼語言建模 (masked-
language modeling, MLM) 被廣泛應用於
大型語言模型的預訓練，使得後續微調
(fine tuning) 後的模型即可在下游任務有
很好的表現。然而，在預訓練的語料中，
相比於簡體中文，繁體中文只佔了很少
的比例，尤其缺乏古漢語（上古、中古、
近代等）的語料。這使得古漢語的自然語
言處理一直沒有適切的大型預訓練模型
可用。基於此，我們訓練與發佈了一個專
為古漢語打造的 BERT 系列模型。我們
的預訓練語言模型與原本的中文 BERT
系列模型相比，能夠成功降低了古漢語
的 perplexity 分數。同時，我們也進一
步開發了不同時代的分詞與詞類標記的
模型，並探究其對於跨時代語料的遷移
學習能力。最後，我們將不同時代模型
的人稱代名詞詞向量 (word embedding)
進行降維，觀察其不同時代的變異情形。
我們的程式碼發布在https://github.com/
ckiplab/han-transformers。

Abstract

The pre-trained language model has re-
cently dominated most downstream tasks
in the NLP area. Particularly, bidi-
rectional Encoder Representations from
Transformers (BERT) is the most iconic
pre-trained language model among the
NLP tasks. Their proposed masked-
language modeling (MLM) is an indispens-
able part of the existing pre-trained lan-
guage models. Those outperformed mod-
els for downstream tasks benefited directly
from the large training corpus in the pre-
training stage. However, their training cor-
pus for modern traditional Chinese was
light. Most of all, the ancient Chinese
corpus is still disappearance in the pre-
training stage. Therefore, we aim to ad-
dress this problem by transforming the

Figure 1: 漢語分詞和詞類標記範例，我們使用四
個時代的漢語語料預訓練語言模型，同時應用在
分詞和詞類標記的下游任務上。

annotation data of ancient Chinese into
BERT style training corpus. Then we pro-
pose a pre-trained Oldhan Chinese BERT
model for the NLP community. Our
proposed model outperforms the original
BERT model by significantly reducing per-
plexity scores in masked-language model-
ing (MLM). Also, our fine-tuning models
improve F1 scores on word segmentation
and part-of-speech tasks. Then we compre-
hensively study zero-shot cross-eras ability
in the BERT model. Finally, we visual-
ize and investigate personal pronouns in
the embedding space of ancient Chinese
records from four eras. We have released
our code at https://github.com/ckiplab/
han-transformers.
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1 緒論

近年自然語言處理 (Natural Language Pro-
cessing, NLP) 領域中，大型預訓練的語言
模型 (Kenton and Toutanova, 2019; Radford
et al., 2019; Raffel et al., 2020) 在許多下游任
務中均取得優異的表現。多語言的預訓練模
型 (Kenton and Toutanova, 2019; Xue et al.,
2021) 也日益出現，能夠支援中文的自然語
言處理。常見的中文下游任務包含問答系統
(Shao et al., 2018; Cui et al., 2019)、機器翻譯
(Sennrich et al., 2016)、文本情感分析 (Pon-
tiki et al., 2016; Tan and Zhang, 2008)、文本
摘要 (Hu et al., 2015)、詞性標記 (Xue et al.,
2005) 和中文分词 (Emerson, 2005; Jin and
Chen, 2008) 等等。
得益於多語言的預訓練資料，(Pires et al.,

2019) 發現以 104 種語言預訓練的 Multilin-
gual BERT (mBERT) 有 zero-shot 的跨語言
學習能力。以中文問答系統為例，(Hsu et al.,
2019) 實驗得出英文問答資料上做微調的
BERT 模型，測試於中文的問答資料上就能
得到不錯的 F1 值。而同時使用中文和英文的
問答資料做微調，比單獨使用中文的資料表
現有更高的 F1 值。然而多語言的預訓練模型
同時也受限於預訓練階段不同語言文本的資
料量多寡，與多資源的語言相比之下，下游任
務在少資源語言上表現較為不佳，舉例來說，
mBERT (Pires et al., 2019) 的預訓練資料中
最多的是英文 (21%)，因此在 XNLI (Conneau
et al., 2018) 的任務上英文有最好的表現，相
比之下簡體中文差了大約五個百分點。在現存
大部分預訓練語言模型以英文語料為主的情況
下，增加中文的預訓練語料來提升中文下游任
務的成績，有著迫切的需求。
簡 體 中 文 的 領 域 有 已 經 發 布 的

MacBERT (Cui et al., 2021) 使用大量簡
體中文語料做為預訓練文本，在各個中文
下游任務比原始 BERT 模型 (Kenton and
Toutanova, 2019) 有更好的成績，然而在繁體
中文的領域中，這部分較為缺乏。特別在古漢
語的部分，據我們所知，還未有專門為其打造
的預訓練語言模型。因此，在這份工作中，我
們使用古漢語的語料對 BERT 系列模型做預
訓練，並開發了不同時代的分詞與詞類標記的
模型。同時，基於上述多語言預訓練給我們的
啟示，我們擬探究中文不同時代的語料訓練出

斷詞和詞性標註 (擷取自堯典)
乃 (DL) 命 (VF) 羲 (NB1) 和 (NB1) ，
欽若 (VH1N) 昊天 (NA1) ；
歷 (DA) 象 (VP) 日月 (NB2) 星辰 (NA2) ，
敬 (DV) 授 (VD) 人時 (NA5) 。

Table 1: 漢語語料庫標註資料

來的模型是否具有遷移能力，以及綜合不同時
代的語料一起訓練是否會有助於各時代的下游
任務表現等問題。
針對上述需求與問題，我們使用中央研究院
的四個時代的漢語文本語料庫作為預訓練的
資料，並使用其對應的標記語料做為下遊任
務的調適訓練和測試，包含上古漢語1(先秦到
西漢)、中古漢語2(東漢魏晉南北朝)、近代漢
語3(唐五代以後) 和現代漢語平衡語料庫4。各
時代標記語料均含有人為標記的斷詞和詞類，
如表1所示，第一行的「乃」是關聯副詞、「命」
是複雜雙賓動詞 (外動複)，而第二行開頭的
「欽若」是兩個中文字組成的狀態不及物動詞
(內靜)，我們使用這些標記資料來做中文的分
詞與詞類標記任務。透過這四個時代的 BERT
預訓練與微調訓練，我們擬探討不同時代語料
能否互相增進學習表現。實驗發現，對於分詞
任務，不同時代語料的確能夠互相增進學習，
證明模型的遷移能力，而對於詞類標記任務，
由於詞類標記在四個時代的標記分類不盡相
同，像是上古語料中有 382 種 (89%) 詞類標
記並未在其他三個時代語料出現，因此我們發
現詞類標記任務就不具備這樣的遷移能力。
之後的章節中，第2章將介紹如何將中央研
究院的漢語標記語料庫轉換成 BERT 模型
(Kenton and Toutanova, 2019) 的資料型態，
我們撰寫程式轉換三種任務對應的不同輸入
和標記型態。之後在第3章講解我們三種模型
的訓練方法，使用我們資料集預訓練中文語
言模型，以及分別微調 (Fine-Tune) 預訓練模
型在兩個下游任務模型。接著我們在第4章節
介紹我們設計的實驗。最後第5章中列出實驗
結果，除了三種模型在不同時代資料集的交
叉測試結果和討論，我們也對不同時代的人稱
代詞 (personal pronouns) 在語言模型的詞嵌
入 (word embedding) 向量空間中的表現進行
觀察與分析。本論文主要有以下四種貢獻：

1http://lingcorpus.iis.sinica.edu.tw/cgi-
bin/kiwi/akiwi/kiwi.sh

2http://lingcorpus.iis.sinica.edu.tw/cgi-
bin/kiwi/dkiwi/kiwi.sh

3http://lingcorpus.iis.sinica.edu.tw/cgi-
bin/kiwi/pkiwi/kiwi.sh

4http://asbc.iis.sinica.edu.tw/
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詞語 詞類 頻率 Vocab. set
一 S 2108 一
一 VH1 23 ## 夫
一 VP 47 ## 旦
一夫 NA1 2 ## 再
一旦 NA5 3 ## 氣

Table 2: 轉換標記資料成 BERT 字彙表

Domain #Lexicons Size of Vocab.
上古 41595 8781
中古 25956 7448
近代 36906 8660
現代 144655 12563

Table 3: 四個時代字彙統計

• 使用四個時代的漢語語料來預訓練語言
模型，其中使用古漢語語料是自然語言處
理領域的首次嘗試。我們預訓練的語言模
型符合 HuggingFace 平台上 transformers
套件的使用格式，進一步促進繁體中文語
言處理的研究發展。

• 微調預訓練語言模型在下游任務，包含中
文分詞與詞類標記任務，古漢語的自動化
分詞與標記能幫助歷史語言方面的研究。

• 啟發於 (Pires et al., 2019; Hsu et al., 2019)
發現語言模型在下游任務有 zero-shot 的
跨語言學習能力。我們想觀察語言模型在
我們的兩個下游任務上是否有 zero-shot
跨時代漢語學習能力。實驗發現在中古語
料數量最少的情況下，拿訓練在近代語料
上的分詞模型直接測試在中古語料上，和
使用中古語料訓練的分詞模型相比達到可
競爭的 F1 分數，發現模型具有 zero-shot
跨時代漢語學習能力。

• 視覺化語言模型中人稱代詞的詞嵌入向
量，觀察漢語人稱代詞裡詞跟詞 (例如
「濃」和「吾」)，在四個時代詞空間裡相
對位置的一致性。

2 資料處理

2.1 建立模型字彙表

我們撰寫程式將漢語語料庫提供的詞語表轉成
BERT 格式的字彙表 (如表2)，這些在字彙表
中的字詞 (token) 可以重組成表2左邊的所有
詞語。BERT的字彙表使用Google NMT (Wu
et al., 2016) 提出的 WordPiece 斷詞方法，將
原來的 words拆成更小微度的 wordpieces，可

Original annotation
曰若 (T) 稽 (VC2) 古 (NA5) ：
帝堯 (NB1) 曰 (VG) 放勳 (NB1) 。

斷詞 曰 若 稽 古 ：
分詞 B I B B B
詞類 T T VC2 NA5 -
斷詞 帝 堯 曰 放 勳 。
分詞 B I B B I B
詞類 NB1 NB1 VG NB1 NB1 -

Table 4: 斷詞和詞性標註訓練範例

以有效處理不在字典裡頭的詞語。而中文方面
是字符單位 (character-level) 的斷詞，有 ##
前綴的字詞即為 wordpieces。如下表2的「一
夫」，長度為 2 個字符，由「一」和「## 夫」
兩個字詞組成。
轉換完成的數量集大小如表3所示，原本上
古中有 41595 個詞語 (Lexicon)，我們將之轉
換縮減成總共 8781 個字詞的 BERT 字彙表，
也就是這 8781 個字詞即可表示左邊的 41595
種詞語。中古、近代和現代分別將各自的詞語
從 25956、36906 和 144655 透過我們的程式
轉成 7448、8660 和 12563 個字詞。四個資料
集合計有 37452 個字詞，這些字詞可以完整
表示原本四個時代漢語的所有詞語。

2.2 建立分詞和詞類標記訓練資料

我們撰寫程式將漢語語料庫提供的分詞和詞類
標記資料轉換成模型訓練資料，如表4所示。
最上面是語料庫提供的人工標記資料，下面是
我們轉換完成的分詞任務和詞類標記任務的模
型訓練資料，分詞模型的標記轉成以 BIO 格
式來表示。「曰若稽古：」是一句話，而其中
「曰若」是古漢語中的一個詞，所以分詞任務
裡，「曰」是這個詞的 beginning，「若」則是
inside。當模型輸入「曰若稽古：」時，我們希
望分詞模型輸出「BIBBB」。而詞類標記模型
對每個字詞標記對應的詞性，於是我們期望詞
類標記模型輸出「T T VC2 NA5」。表示「曰
若」（T）是語助詞，「稽」（VC2）是準動作單
賓動詞 (準外動)，「古」（Na5）是時間詞。

2.3 新增古漢語字彙到實驗模型

我們將轉換完的古漢語字彙表新增到實驗模
型，擴充原模型的中文詞彙表，實驗模型裡新
增的四個時代詞彙字詞個數如表5所示。我們
的實驗總共實作和比較在五種模型上，其中三
個 ckiplab/開頭的模型（表5上方）是中文詞
庫小組5之前只訓練在現代的語料上 (ZhWiki

5https://github.com/ckiplab/ckip-transformers
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Model 上古 中古 近代 現代
ckiplab/albert-tiny-chinese 2673 1041 941 2635
ckiplab/albert-base-chinese 2673 1041 941 2635
ckiplab/bert-base-chinese 2673 1041 941 2635

roberta-base (Liu et al., 2019) 8781 7444 8660 12563
bert-base-uncased (Kenton and Toutanova, 2019) 8371 6983 8212 12134

Table 5: 實驗模型擴充後的字彙數量

輸入句子
則必有穿窬拊楗、抽箕踰備之姦；
為孔子之窮於陳、蔡而廢六藝，

新增字詞前

‘則’, ‘必’, ‘有’, ‘穿’, ‘[UNK]’, ‘[UNK]’, ‘[UNK]’, ‘、’, ‘抽’, ‘箕’, ‘[UNK]’, ‘備’,
‘之’, ‘姦’, ‘；’(from ckiplab/bert-base-chinese)
‘[UNK]’, ‘[UNK]’, ‘子’, ‘之’, ‘[UNK]’, ‘[UNK]’, ‘陳’, ‘、’, ‘[UNK]’, ‘[UNK]’,
‘[UNK]’, ‘[UNK]’, ‘[UNK]’, ‘，’(from bert-base-uncased)

新增字詞後 ‘則’, ‘必’, ‘有’, ‘穿’, ‘[UNK]’, ‘拊’, ‘楗’, ‘、’, ‘抽’, ‘箕’, ‘踰’, ‘備’, ‘之’, ‘姦’, ‘；’
(我們模型) ‘為’, ‘孔’, ‘子’, ‘之’, ‘窮’, ‘於’, ‘陳’, ‘、’, ‘蔡’, ‘而’, ‘廢’, ‘六’, ‘藝’, ‘，’

Table 6: 新增字詞 (tokens) 前後的模型斷詞結果

與 CNA 資料集)。另外我們挑選兩個 BERT
的系列模型（表5下方），可以發現 bert-base-
uncased (Kenton and Toutanova, 2019) 模型
在作者的原始訓練資料中已含有部分中文字彙
表，而 roberta (Liu et al., 2019) 的模型完全
沒看過中文資料，因此我們轉換完成的字彙表
被完全擴充到 roberta 的模型字彙表中。
新增古漢語字詞到模型後，輸入的文句會先
經由模型的 tokenizer 做斷詞處理，在 BERT
模型中不認識的字詞會以「[UNK]」表示。如
表6所示，當輸入「則必有穿窬拊楗、抽箕踰備
之姦；」到 ckiplab/bert-base-chinese 模型時，
因為新增字詞前模型不認識「窬」、「拊」、「楗」
和「踰」，所以斷詞結果皆顯示為「[UNK]」，
在語言模型內映射這四個字到向量空間時，皆
以「[UNK]」對應的詞嵌入向量表示，導致模
型理解混亂。而在我們新增從漢語語料庫提供
的 Lexicon 轉成的字詞到模型後，表6最下列
在這個範例中模型多認識了「拊」、「楗」和
「踰」三個字。而輸入「為孔子之窮於陳、蔡
而廢六藝，」到 bert-base-uncased 模型時，可
以發現這輸入範例中原始模型認識的中文字非
常少，只有「子」、「之」、「陳」以及標點符
號 (表6中間)，在我們新增字詞到模型後，此
範例所有的中文字都成功斷詞，在之後模型裡
能以各字詞獨有的詞嵌入向量表示。

3 方法

3.1 中文語言模型

我們採用 (Kenton and Toutanova, 2019) 預
訓練語言模型的方法，稱為 Masked LM

(Masked Language Modeling)的訓練技巧，目
的是訓練詞嵌入向量來學習雙向的語言資訊。
以表6舉例，當我們輸入文句「曰若稽古：帝
堯曰放勳。」時，在 Masked LM中，在斷詞後
的 11個字詞中，每個字詞有 15%的機率被替
換成「[MASK]」，而模型的目標是預測出被遮
起來的原字詞是什麼。在這個任務目標上，模
型必須得理解「[MASK]」前後兩端的語言資訊
才能正確推論出原本被我們替換成「[MASK]」
的字詞原本是什麼，因此可以訓練出有雙向資
訊的上下文詞嵌入向量。

依照原始 BERT(Kenton and Toutanova,
2019) 的說法，如果將所有選定的 token 皆
替換成「[MASK]」，會導致模型學到只需要在
遇到「[MASK]」時才做預測，其他的字詞皆
視作上下文來訓練。因此實作上，作者設定的
是 15% 被選定替換的 tokens 中，80% 替換成
「[MASK]」、10% 是字彙表中隨機的 token 和
10% 保留原本的 token。我們也依循此設定進
行古漢語文字的 Masked LM 訓練。

我們將四個時代的資料以 10:1:1 的比例切
割為訓練資料集 (train)、開發資料集 (dev)和
測試資料集 (test set)，各資料集句子數量如
表7所示。在訓練階段時使用訓練資料集來做
訓練，每 500 個訓練步數使用開發資料集做
測試並將表現最好的模型儲存下來。訓練完成
後，我們統一測試於各時代測試集上作為實驗
結果。表7中最下方的 merge，是我們合併四
個時代的資料集來訓練模型，並分別測試在四
個時代的測試資料集上。
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Domain Train Develop Test
上古 460170 43890 43060
中古 262395 22688 31277
近代 698749 61934 76106
現代 1175516 109715 110718
Merge 2596830 238227 -

Table 7: 語言模型訓練資料

Dataset Train Develop Test
上古 3274921 326074 325511
中古 2169011 214735 220383
近代 6511768 645702 659317
現代 15824246 1576439 -

Table 8: 分詞標記模型訓練資料

3.2 中文分詞模型

當模型輸入表9的斷詞結果（以中文字符為單
位），分詞模型會對每個字詞輸出 IBO 格
式的標記結果，如表9中間所示。分詞訓練的
任務上，對每一個字詞做分類，區分是 B、
I 或 O。最後經過後處理將 BI 標記對應中
文字串轉成我們要的分詞結果，如表9最下
行所示。當輸入句子「朱儒問徑天高於脩
人，」後我們可以得到分詞結果，其中「朱
儒」、「問」、「徑」、「天高」、「於」、「脩人」、「，」
分別可視為一個中文詞語。最後模型訓練資料
的統計結果如表8，以句子為單位做資料集切
割 (比例與3.1語言模型訓練相同)，之後每一
筆資料以詞語作為單位。

3.3 詞類標記模型

詞類標記任務和分詞任務相同，同樣可視為
以字詞為單位的分類問題。但不同於分詞模
型只有 B、I 和 O 共三種類別，四個時代語
料中總共包含 518 種詞類類別。上古語料使
用當中 428 種詞類為最多，因為在漢語語料
庫人工標記時，對上古語料的動詞後有加註
字母來表示語境和特徵。而中古、近代和現代
資料集則分別使用 98、98、76 種詞語標記。
圖2表示他們標記的分布情形。詞類標記任務
如表9所示，當輸入句子「朱儒問徑天高於脩
人，」後模型會輸出每個字的詞類標記，幫
助我們理解句中每個詞語的作用。如範例所
示：「朱儒」（NA1）是有生名詞，「問」（VE）
是後接句賓或動詞組的動作及物動詞 (外動
子)，「徑」（U）是待分析詞句，「天高」（NI）
是抽象名詞及衍生名詞，「於」（P）是介詞，
最後「脩人」（NA1）是有生名詞。得知古漢語
中一句話裡每個詞的作用後，能更方便我們理

Figure 2: 各時代語料中詞類標記集

解此句含意。模型訓練資料統計結果如表10，
以句為單位使用之前語言模型訓練同樣的資料
集切割，每一筆訓練資料如表4所示。

4 實驗模型

所有實驗模型的大小皆使用 (Kenton and
Toutanova, 2019) 中定義，例如 BERT-base
就是總共 12 層、768 維的 hidden vector、12
個 self attention head 等基於 transformer 架
構的模型。我們實驗總共包含三種類別 (base-
line, our indiv., our merge) 的模型，以訓練資
料作為區分方式，訓練完成後皆分開測試於四
個時代的測試集上來進行比較。

4.1 之前發表模型 (baseline)
在預訓練語言模型、分詞和詞類標記等三個任
務上，直接取用原發表模型的參數初始化任務
模型，不進行任何訓練且凍結此任務模型的參
數。經過模型的 inference 模式，在四個時代
的測試資料集上進行測試，此結果作為我們的
baseline 模型，跟後面兩種經由我們訓練後的
模型結果作比較。

4.2 訓練於獨立時代語料模型 (our indiv.)
首先，在模型初始化上，我們的預訓練語言
模型使用已發佈的 BERT 的參數初始化，而
分詞和詞類標記等下游任務則用我們預訓練
好的 bert-base-han-chinese 模型初始化。接著
進行微調 (Fine-Tune)，分別經由我們四個時
代的資料集做訓練，同時在訓練當中透過同
時代的開發資料集選出表現最好的模型 check-
point。在這個方法中，每個時代都會訓練出
各自的模型，以我們的 bert-base-han-chinese
舉例 (表11中間)，對應上古、中古、近代和現
代都有一個各自微調的 bert-base-han-chinese
模型，總共有四個模型，各自測試其對應時代
的測試集。

4.3 訓練於合併時代語料模型 (our merge)
模型初始化方式同4.2，不同的是訓練時使用
的資料集，三個任務的訓練和開發資料集分
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輸入句子 朱儒問徑天高於脩人，
斷詞結果 朱 儒 問 徑 天 高 於 脩 人 ，
詞類模型輸出 NA1 NA1 VE U NI NI P NA1 NA1 -
分詞模型輸出 B I B B B I B B I B
後處理結果 朱儒 (NA1) 問 (VE) 徑 (U) 天高 (NI) 於 (P) 脩人 (NA1) ，

Table 9: 分詞標記和詞類標記範例

Dataset Train Develop Test
上古 459910 43859 42877
中古 262271 22668 31260
近代 698746 61933 76106
現代 1175516 109715 110718

Merge 2596443 238175 -

Table 10: 詞類標記模型訓練資料

別使用表7、8和10最下方的合併 (merge) 資
料集。不同於獨立時代語料的模型，我們的
bert-base-han-chinese 只有一個模型。

5 實驗結果與討論

這章節是我們的實驗結果，在語言模型上，含
有在混淆度上測試的結果和視覺化人稱代詞的
分析。之後對兩個下游任務上有 F1 分數的結
果和 zero-shot 跨時代學習能力的討論。

5.1 語言模型

語言模型在各時代語料測試集上的結果如
表11所示。粗體是各時代語料上最好的結
果。最上方是 baseline 模型，包括 google 的
BERT 模型和來自 ckiplab 發布的繁體中文語
言模型。ckiplab 的三個 BERT 系列模型只訓
練在現代的語料上 (ZhWiki 與 CNA 資料集)，
因此在現代測試集上表現不錯，但在上古、中
古和近代測試集上都明顯表現不佳。
表11中間是4.2提到的獨立時代語料訓練結
果，與 ckiplab 的模型相比，在同樣訓練於
現代語料上，表現最好的 bert-base 模型降低
4.23 的混淆度 (8.85 vs 4.61)。而在上古、中
古和近代三個時代測試集上跟 baseline相比皆
有顯著的進步，例如上古原本 bert-base 模型
的混淆度高達 233.64，經過上古資料的訓練
後，我們的 bert-base 模型能降到 24.76。
最下方是使用我們合併的四個時代資料集
進行訓練，可發現整體趨勢上，除了 albert-
tiny 模型之外，merge 資料集訓練的模型表
現較佳，雖然以 bert-base 來看，測試於上古
和近代輸給各自時代訓練的模型，但差距並
不大 (上古差 6.42、近代差 2.24），在中古有
9.39 的進步，在資料集數量大的現代語料上

也有 0.11 的些微進步，而在 roberta-base 模
型上，上古和中古皆有進步，但近代和現代略
輸 0.36 和 1.44，但整體結果上 merge 資料的
確對語言模型訓練有一定的幫助，在中古資
料集數量最少的情況下 (表7)，在中古測試集
上 merge 的好處尤為明顯。在後續的實驗中，
雖然整體是 roberta-base模型較好，但考慮到
bert-base 模型與其相差不大，而且是唯一全
部贏過 baseline 的模型 (roberta-base 在現代
上比 baseline 差)，因此在下游任務初始化我
們皆選用 merge 的 bert-base-han-chinese。
語言模型交叉測試在不同時代語料上，如
表12所示，可以發現在同樣模型 (皆為 bert-
base) 下，整體來看 merge 的結果最好，四個
時代皆贏過我們的 baseline模型。與獨立時代
語料訓練相比，merge 模型另一個優點是，使
用上不需背景知識先判斷資料隸屬於哪個時代
來使用對應的時代模型。

5.2 向量空間中的人稱代詞

我們對訓練好的語言模型詞向量空間做分析，
挑選人稱代詞做 PCA 和 t-SNE 降維，結果
如圖3所示。當中包含第一人稱的「余、我、
吾」，第二人稱的「你、汝、儂」，第三人稱
的「他、伊、之」。模型挑選 google 的 bert-
base-chinese 和分別訓練於四個不同時代資料
集 (our indiv.) 的模型。圖3左邊 PCA 降維可
以看到同一個詞在不同時代的模型距離相近，
如右下角的「儂」和左上角的「吾」和「汝」，
表示同樣的詞在不同時代中相對於其他詞有
相似的詞嵌入位置。圖3右邊經由 t-SNE 降維
的結果，可以觀察到類似同心圓的分布，最中
間最聚集的是 google/bert-base-chinese 模型，
由內往外分別是上古 (橘)、現代 (紫)、中古
(綠) 和近代 (紅)。

5.3 分詞模型

分詞標記的實驗結果如表13所示。表13最上
方是中文詞庫小組之前發布的中文分詞模型，
作為我們的 baseline，在現代測試集上有最
好的表現，但在其他三個時代語料上卻表現
很差。我們的分詞模型使用5.1預訓練完成
的 our/bert-base-han-chinese(merge) 初始化
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Language Model Train-set Test-set, Perplexity↓
上古 中古 近代 現代

google/bert-base-chinese

-

167.7257 268.6131 187.615 10.5801
ckiplab/albert-tiny-chinese 627.9473 780.1218 563.2704 34.9042
ckiplab/albert-base-chinese 359.8375 520.2965 388.5624 39.7566
ckiplab/bert-base-chinese 233.6394 405.9008 278.7069 8.8521

our/albert-tiny-han-chinese our indiv.
上古/中古/近代/

現代

48.0267 139.6061 79.7592 13.0466
our/albert-base-han-chinese 37.0239 112.6525 65.0357 7.4371
our/bert-base-han-chinese 24.7588 70.6244 46.8308 4.6143

our/roberta-base-han-chinese 20.9822 64.5587 30.6159 12.3762
our/albert-tiny-han-chinese

our merge

68.7009 107.9195 93.0871 14.2858
our/albert-base-han-chinese 50.7889 87.0224 74.4756 7.6285
our/bert-base-han-chinese 31.1807 61.2381 49.0672 4.5017

our/roberta-base-han-chinese 20.6797 37.5194 30.9787 13.8190

Table 11: 預訓練語言模型在各時代測試集上的混淆度分數, 數字越小越好。最上方是我們的 baseline 模
型，挑選原始 google 發布的 bert-base-chinese 模型和三個來自中文詞庫小組發布的預訓練語言模型，不
進行訓練 (zero-shot) 測試在四個時代語料上。中間部份是我們使用獨立時代語料訓練完成的語言模型，
模型訓練集和測試集皆來自同一時代語料。最下方是我們合併四個時代語料訓練的語言模型，統一使用
四個時代合併的語料進行訓練，再分別測試於四個時代測試集的結果。

Language Model Train-set Test-set, Perplexity↓
上古 中古 近代 現代

ckiplab/bert-base-chinese - 233.6394 405.9008 278.7069 8.8521

our/bert-base-han-chinese

上古 24.7588 87.8176 297.1111 60.3993
中古 67.861 70.6244 133.0536 23.0125
近代 69.1364 77.4154 46.8308 20.4289
現代 118.8596 163.6896 146.5959 4.6143

merge 31.1807 61.2381 49.0672 4.5017

Table 12: 交叉測試同架構語言模型在不同時代測試集上的混淆度分數

WS Model Train-set Test-set, F1↑
上古 中古 近代 現代

ckiplab/bert-base-chinese-ws - 86.5698 82.9115 84.3213 98.1325

our/bert-base-han-chinese-ws

上古 97.6090 88.5734 83.2877 70.3772
中古 92.6402 92.6538 89.4803 78.3827
近代 90.8651 92.1861 94.6495 81.2143
現代 87.0234 83.5810 84.9370 96.9446

merge 97.4537 91.9990 94.0970 96.7314

Table 13: 交叉測試中文分詞模型在不同時代語料上的 F1 分數

POS Model Train-set Test-set, F1↑
上古 中古 近代 現代

our/bert-base-han-chinese-pos

上古 91.2945 - - -
中古 7.3662 80.4896 11.3371 10.2577
近代 6.4794 14.3653 88.6580 0.5316
現代 11.9895 11.0775 0.4033 93.2813

merge 88.8772 42.4369 86.9093 92.9012

Table 14: 交叉測試詞類標記模型在不同時代與語料上的 F1 分數
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Figure 3: 左圖、右圖分別是對不同人稱代詞的 embedding 做 PCA、t-SNE 降維的視覺化，測試於五種
模型，包含原始 bert-base-chinese 與我們分別使用四個時代資料集訓練的語言模型。

Number of POS types
上古 中古 近代 現代 merge
428 98 98 76 518

Table 15: 各資料集的詞類標記數量

參數，之後使用各自時代的資料集做訓練，
再交叉測試於四個時代的測試集上。粗體字表
示上古、中古、近代和現代測試集上最好的結
果，F1 分數愈高愈好。從表13中，我們可以
發現各自時代訓練的模型表現最好，例如在上
古測試集中表現最好的是單獨訓練於上古資料
集的模型，有趣的是使用近代資料集訓練的模
型測試在中古測試集上也表現不錯。整體來看
我們可以得知不同時代語料對模型訓練影響很
大，語料的時間跨度跟 performance 影響成正
比。舉例來說，上古與現代的語料誕生時間距
離最久，反映在模型表現上，訓練在上古的模
型測試在現代資料上有最大的差距（27.26%）。

5.4 詞類標記模型

詞類標記模型的表現如表14所示，可以發現如
同分詞模型的結果 (表13)，單獨時代語料訓
練的模型在同時代語料上有最好的表現。但
與5.3不同的是，獨立時代語料訓練完的模型
並沒有跨時代學習的能力，我們推測原因是：
詞類標記任務與分詞任務雖然都是分類問題，
但分詞任務的輸出只有三個類別 (BIO)，且四
個時代皆是同樣的；但詞類標記任務在表10和
圖2可以發現各時代語料的類別集合皆不完全
相同，尤其在上古的部分，所有 428 個類別
裡有高達 382 個 (89%) 的類別是它自己獨有
的，因此訓練在上古的詞類標記模型完全無法
應用在其他三個時代。而其他三個時代單獨訓
練的模型測試在不同時代測試集上表現也大幅
下降。相對來看，則可以發現 merge 的模型
整體來看較為穩定，雖然受限於資料數量不平

衡的原因 (表10)，在中古數量最少的情況下，
導致 merge 的模型測試在中古上表現較差。

5.5 零樣本跨時代學習能力

綜合表7、8和10來看，可以發現訓練數量是現
代最多、近代次之，而中古最少。在這樣的環
境下，語言模型的結果 (表12) 可以看到只訓
練在近代語料的模型，直接應用在中古語料
上 (77.41)，比訓練在中古且測試在中古語料
的結果 (70.62) 還要更好，而使用 merge 資料
訓練的結果測試在中古語料上則有最好的成
績 (61.24)。分詞模型的結果 (表13) 也可以看
到訓練在近代的模型測試在中古語料上也有可
競爭的 F1 分數 (92.19 vs 92.65)。我們由此推
測模型的確在漢語上，具有零樣本 (zero-shot)
跨時代學習的能力。唯一例外的是詞類標記模
型，受限於不同時代的類別相差過大，因此無
法成功跨時代語料學習。

6 結論

現今已發布的預訓練語言模型裡，大多數都是
基於英文的模型，在其他語言中建構強大預訓
練語言模型的嘗試較少。在古漢語這塊，更是
完全沒有可使用的模型。因此我們考量到自然
語言處理領域上，目前繁體中文的缺乏和古漢
語的缺失。我們使用包含四個不同時代的漢語
語料庫來預訓練語言模型，同時成功應用在分
詞和詞類標記的下游任務上。除此之外，Bert
架構模型除了之前研究發現的零樣本跨語言學
習能力外，在我們的實驗中發現語言模型在掩
碼詞 (masked word)預測和分詞任務上都具有
零樣本跨時代學習能力。最後我們使用 PCA
和 t-SNE 對四個時代的人稱代詞詞向量降維
並視覺化呈現，發現不同時代模型中詞跟詞之
間有相同的相對位置關係。在未來的研究上，
不同於 Bert 是基於 encoder 的模型，我們可
以嘗試使用現存的其他基於文字生成的模型。
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