
Proceedings of the Sixth Arabic Natural Language Processing Workshop, pages 196–207
Kyiv, Ukraine (Virtual), April 19, 2021.

196

ARAGPT2: Pre-Trained Transformer
for Arabic Language Generation

Wissam Antoun and Fady Baly and Hazem Hajj
American University of Beirut

{wfa07, fbg06, hh63}@aub.edu.lb

Abstract

Recently, pre-trained transformer-based archi-

tectures have proven to be very efficient at

language modeling and understanding, given

that they are trained on a large enough cor-

pus. Applications in language generation for

Arabic are still lagging in comparison to other

NLP advances primarily due to the lack of

advanced Arabic language generation models.

In this paper, we develop the first advanced

Arabic language generation model, AraGPT2,

trained from scratch on a large Arabic corpus

of internet text and news articles. Our largest

model, ARAGPT2-MEGA, has 1.46 billion pa-

rameters, which makes it the largest Arabic

language model available. The MEGA model

was evaluated and showed success on different

tasks including synthetic news generation, and

zero-shot question answering. For text gener-

ation, our best model achieves a perplexity of

29.8 on held-out Wikipedia articles. A study

conducted with human evaluators showed the

significant success of AraGPT2-mega in gen-

erating news articles that are difficult to dis-

tinguish from articles written by humans. We

thus develop and release an automatic discrim-

inator model with a 98% percent accuracy in

detecting model-generated text. The models

are also publicly available1, hoping to encour-

age new research directions and applications

for Arabic NLP.

1 Introduction

Few years ago, Natural language processing

(NLP) was revolutionized with the introduction

of multi-head self-attention transformer architec-

ture (Vaswani et al., 2017). The transformer

achieved superior performance compared to recur-

rent neural networks several NLP tasks including

machine translation, sentence classification with

1Pretrained variants of ARAGPT2 (base, medium,
large, mega) and discriminator are publicly available on
github.com/aub-mind/arabert/tree/master/aragpt2

BERT (Devlin et al., 2019), and ELECTRA (Clark

et al., 2020b), and sentence completion with GPT-

2 (Radford et al., 2019), GROVER (Zellers et al.,

2019), and CTRL (Keskar et al., 2019). Recent

works have shown that larger models pre-trained

on larger datasets can further improve performance

i.e. RoBERTa (Liu et al., 2019), and XLM-R (Con-

neau et al., 2019).

On the other hand, work on Arabic language

modeling has mostly targeted natural language

understanding (NLU) by pre-training transformer-

based models using the Masked Language Model-

ing (MLM) task i.e. ARABERT (Antoun et al.,

2020a). In contrast, Arabic text generation or

causal language modeling hasn’t received much

attention. Few works such as hULMonA (ElJundi

et al., 2019) used next word prediction as a pre-

training task in for transfer learning in Arabic text

classification. (Khooli, 2020) and (Doiron, 2020)

leveraged the existing GPT2 English model and

adapted it for Arabic using text from the Arabic

Wikipedia dumps, which is sub-optimal for Arabic.

In this paper, the first advanced language gener-

ation models built from the grounds up on Arabic

language have been developed. The process of pre-

training ARAGPT2, a GPT-2 transformer model

for the Arabic language is described. The model

comes in 4 size variants: base (135M2), medium
(370M), large (792M) and mega (1.46B3), which

allows the exploration of ARAGPT2 in multiple ap-

plications with different data availability and com-

putational constraints. The perplexity measure is

used to automatically evaluate ARAGPT2. Fur-

thermore, a human-based evaluation is provided,

which highlights the ability of ARAGPT2 to de-

ceive human evaluators. Finally, an ARAELEC-

TRA (Antoun et al., 2020b) based detector is devel-

2Million Parameters
3Billion Parameters
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oped and released. It is able to consistently identify

news articles written by ARAGPT2. Making such

powerful models publicly available to the Arabic

research community enables research in rising Ara-

bic NLP fields i.e Conversational Agents (Naous

et al., 2020), Detection of Automatic News Gener-

ation Detection (Harrag et al., 2020)...

Our contributions can be summarized as follows:

• A methodology to pre-train a billion-size

GPT2 model on a large-scale Arabic corpus.

• An automatic discriminator that achieves a

98% accuracy in detecting model-generated

synthetic text.

• The four variants of ARAGPT2 are released

on popular NLP libraries, along with the auto-

matic ARAGPT2 discriminator.

The rest of the paper is structured as follows.

Section 2 provides a concise review of previous

literature on Arabic language modeling. Sec-

tion 3 details the methodology used in developing

ARAGPT2. Section 4 describes the experimental

setup, evaluation procedures and results. In addi-

tion, the approach to build a machine-generated

text discriminator is presented in Section 5. Fi-

nally, a conclusion of the work and implications

are mentioned in Section 6.

2 Related Works

2.1 English and Non-Arabic Language
modeling

GPT-1 (Radford et al., 2018) showed that Causal

Language Modeling4 is an effective pre-training

technique that improves a model’s generalization

capabilities. GPT-2 then showed that using a larger

model trained on a larger dataset surpasses the

state-of-the-art of many tasks in a zero-shot setting,

where a model solves a task without receiving any

training on that task. Taking the scaling approach

to the extreme led to the creation of GPT-3 (Brown

et al., 2020), with 175 billion parameter model,

also trained with CLM using terabytes of internet

text. GPT-3 explored the idea of few-shot learning,

where a model is given examples from a new task

as a text prompt, which unlocks new capabilities

at test time. It was later shown that a carefully

designed GPT-3 prompt allows the model to gener-

ate website designs, scramble/unscramble words...

4This is the regular Language Modeling objective where
the model learns the probability of a word given the previ-
ous context. The CLM acronym is used to distinguish from
masked language modeling (MLM).

The advantage of scaling model sizes and training

datasets comes with drawbacks, particularly the

high computational cost, in addition to the huge

corpora required for pre-training. It was estimated

that training GPT-2 and GPT-3 costs $43K and

$4.6M respectively, without any hyper-parameter

tuning. These drawbacks restricted the availabil-

ity of large pre-trained models to English mainly

and a handful of other languages i.e. ruGPT35 for

Russian, and Chinese 1.5B GPT2 (Zhang, 2019).

2.2 Arabic Language modeling

Work on Arabic causal language modeling has

been mostly limited to automatic speech recogni-

tion (ASR) systems. Since the language modeling

component in ASR systems is a key module that en-

sures that the output text adheres with the statistical

structure of language. Work on Arabic language

models in ASR systems has mostly relied on N-

grams language models. (Ali et al., 2014) built

an N-grams language model (LM) using GALE

training data transcripts of 1.4M words. More re-

cent work in Arabic ASR implemented a recur-

rent neural network as an LM, using 130M tokens,

and achieved a perplexity of 481 compared to 436

for a 4-gram LM (Khurana et al., 2019). Hamed

et al. (2017) developed a code-switched Arabic-

English language model using tri-gram LM and

provided performance superior compared to two

separate monolingual LMs. The code-switched LM

was trained on 2.3M sentences or 13M words and

achieved a perplexity of 275.

With the rising popularity of transfer learning in

NLP, Arabic CLM was used as a pre-training task

for an Arabic universal LM, hULMonA (ElJundi

et al., 2019). The model was then fine-tuned on

different downstream text classification tasks. hUL-

MonA is a 3 stack of AWD-LSTM6 layers (Howard

and Ruder, 2018), trained on 600K Wikipedia arti-

cle pre-segmented using the MADAMIRA Arabic

morphological analyzer and disambiguator (Pasha

et al., 2014).

Masked Language Modeling (MLM) has been

useful as a pre-training task for several Arabic NLU

models. Masked Language Modeling (MLM) is

a slightly different objective than CLM that re-

quires a system to predict a masked word within

a sequence compared to CLM which predicts the

missing word at the end of a sequence. MLM

5https://github.com/sberbank-ai/ru-gpts/
6ASGD Weight-Dropped LSTM
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was used in models such as ARABERT (An-

toun et al., 2020a), Arabic-BERT (Safaya et al.,

2020), Arabic-ALBERT7, GigaBERT (Lan et al.,

2020), MarBERT (Abdul-Mageed et al., 2020), and

QARiB (Chowdhury et al., 2020). Only two works

have attempted to create an Arabic transformer

causal language model. Khooli (2020) and Doiron

(2020) finetuned the OpenAI GPT2-base model on

Arabic Wikipedia, which was mainly trained on

English text. Doiron (2020) also continued training

on a collection of dialectal Arabic datasets, in order

to create a dialectal Arabic GPT2. While this ap-

proach has shown the capability to generate Arabic

text, it is sub-optimal for Arabic and is useful in

cases where the training data is scarce.

Our proposed model is hence, the first Arabic

transformer-based causal language model trained

from scratch on the largest Arabic corpora available

at the time of writing.

3 ARAGPT2: Methodology

ARAGPT2 is a stacked transformer-decoder model

trained using the causal language modeling objec-

tive. The model is trained on 77GB of Arabic text.

ARAGPT2 comes in four variants as detailed in

Table 1, with the smallest model, base, having the

same size as ARABERT-base which makes it ac-

cessible for the larger part of researchers. Larger

model variants (medium, large, xlarge) offer im-

proved performance but are harder to fine-tune and

computationally more expensive. The ARAGPT2-

detector is based on the pre-trained ARAELEC-

TRA model fine-tuned on the synthetically gener-

ated dataset. More details on the training procedure

and dataset are provided in the following sections.

3.1 Model

ARAGPT2 closely follows GPT2’s variant archi-

tectures and training procedure. Table 1 shows the

different model sizes, number of heads, number

of layers, parameter count, and optimizer used for

each model variant. All models are trained with

context sizes of 1024 tokens. The LAMB (You

et al., 2019) optimizer is used in the base and

medium models only, since it allows using large

batch sizes without worrying about training diver-

gence. Using LAMB and Adam (Kingma and Ba,

2014) to train the large and mega variants isn’t

possible on TPUv3 due to the optimizer’s high

memory requirements, since memory cost scales

7https://github.com/KUIS-AI-Lab/Arabic-ALBERT/

linearly with the number of parameters. The lim-

itations were overcome by following the training

procedure of the GROVER model (Zellers et al.,

2019) by using the Adafactor optimizer (Shazeer

and Stern, 2018), which reduces memory require-

ments by factoring the second-order momentum

parameters into a tensor product of two vectors.

The GROVER architecture was also used instead

of GPT2’s, in which the layer normalization order

in the transformer block is changed.

3.2 Dataset

The training dataset is a collection of the publicly

available Arabic corpora listed below:

• The unshuffled OSCAR corpus (Ortiz Suárez

et al., 2020).

• The Arabic Wikipedia dump from September

2020.

• The 1.5B words Arabic Corpus (El-Khair,

2016).

• The OSIAN corpus (Zeroual et al., 2019).

• News articles provided by As-safir newspaper.

Preprocessing First, the corpus was filtered by

removing short documents with less than 3 sen-

tences, and documents with more than 20% re-

peated sentences. URLs, emails, and user men-

tions were also replaced with special tokens. All

diacritics, and elongations were removed as well,

while punctuation and non-alphabetic characters

were padded with white-spaces. Moreover, the

‘<|endoftext|>’ token is appended at the

end of each document. The total dataset size is

77GB with 8.8B words8. The majority of the train-

ing data is comprised of Arabic news article, which

is mostly written in MSA. The corpus also contains

a small set of English words i.e. named entities,

which are kept without lower-casing. Subsequently,

a Byte-level byte-pair-encoding (BPE) tokenizer is

trained with 64000 vocabulary size on all of our

preprocessed dataset, using the optimized BPE im-

plementation from the HuggingFace library (Wolf

et al., 2020). Finally, the BPE encoding is applied

on the preprocessed dataset, which results in a to-

tal of 9.7M training examples with 1024 sub-word

tokens each.

8Word count was done after preprocessing, where white
space is inserted before and after punctuations, brackets, num-
bers... which increased the total word count
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Model Size Architecture Context Size Emb. Size Heads Layers Optimizer
Base 135M GPT2 1024 768 12 12 LAMB

Medium 370M GPT2 1024 1024 16 24 LAMB

Large 792M GROVER 1024 1280 20 36 Adafactor

Mega 1.46B GROVER 1024 1536 24 48 Adafactor

Table 1: ARAGPT2 model variants with sizes, architecture and optimizer

Model Batch Size Learning Rate Steps Time (days) PPL
Base 1792 1.27e-3 120K 1.5 55.8

Medium* 80 3e-4 1M 23 45.7

Large 256 1e-4 220K 3 36.6

Mega 256 1e-4 780K 9 29.8

Table 2: ARAGPT2 training details and validation perplexity. *Medium was trained on a TPUv3-8 with a small

batch size, since the model was not converging with a large batch size

4 Experiments and Evaluation

4.1 Pre-training Setup

All models were trained on a TPUv3-128 slice9

with different batch sizes and the total number

of steps as shown in Table 2. Base and mega
were trained for approximately 20 epochs, while

medium and large were trained for 10 and 6

epochs respectively, due to TPU access limitations.

4.2 Numerical Evaluation

For the validation dataset, the Arabic Wikipedia

articles that were published after August 2020

were used, since older articles were included in

the September Wikipedia dump. The perplexity

score was selected as a numerical evaluation met-

ric since it measures the degree of ’uncertainty’ a

model has assigning probabilities to the test text.

Table 2 shows that, unsurprisingly, validation per-

plexity keeps improving with larger model sizes.

In fact, the model is still under-fitting the validation

set from Wikipedia. The generation capabilities of

the different variants of ARAGPT2 is illustrated

through the selected examples in Appendix A.

4.3 Zero-Shot Evaluation

During zero-shot task evaluation, the model is only

given a natural language instruction to motivate

and ground the task, without any back-propagation

happening. The task of searching and finding the

best input prompt, also known as “prompt engineer-

ing”, is hard. Since the search space is practically

infinite, and the performance is highly sensitive to

changes in the prompt. The zero-shot performance

of ARAGPT2-Mega is evaluated on two tasks,

9TPUv3-128 has a total of 2TB of HBM memory with
16GB per core. TPUs were freely provided by the TFRC
program.

question answering, and translation. ARAGPT2-

MEGA correctly answers 25% of the trivia ques-

tions but fails in English-to-Arabic translation. De-

tails on the datasets, prompts, and evaluation are

presented in Appendix B.

4.4 Evaluating the Human Ability to Detect
Machine-Generated Text

The gold standard for evaluating a model’s lan-

guage generation capability is human evaluation.

We presented 74 Arabic-speaking subjects from

various social media with a survey designed to

test the average-human ability to distinguish be-

tween machine-generated and human-written text

and thus testing the model’s ability to deceive a

human subject. The survey had a total of 8 news

articles, 4 machine-generated using ARAGPT2-

Mega and 4 written by humans. Each category

was split into long and short text, which allows

us to test the long-term generation coherency. In

addition, the human evaluators are allowed to add

justification for each answer.

The survey results, Figure 1, show that

ARAGPT2-Mega successfully fooled approx. 60%

of the respondents, with longer passages having a

higher error rate than short passages. In the pro-

vided explanations, some subjects relied on punc-

tuation mistakes, coherence, and repetition issues,

while others spotted factual inaccuracies. However,

the results also show that humans were misclassi-

fying human-written 50% the time (chance level

performance), while also citing factual inconsis-

tencies, grammatical errors, and unusual writing

styles10.

These surprising results show that ARAGPT2

can accurately generate human-like text while

10Survey results are available on our GitHub repository.
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Figure 1: Survey results showing human error rates on

machine generated (left) and human written text (right)

maintaining grammatical correctness that can fool

the average reader. It should be noted that there ex-

ist some tools, i.e. the Giant Language model Test

Room (GLTR) (Gehrmann et al., 2019), that allows

humans to study the statistical distributional differ-

ences in text generated by GPT2-based models and

human-written text. Figure 5 in Appendix C dis-

plays a visualization of token-level information cre-

ated by GLTR with text generated by ARAGPT2

and on human-written articles.

5 Automatic Detection of Machine
Generated Text

Large language models could have a significant so-

cietal impact if used for malicious purposes, such

as automating the generation of misleading news

articles, fake reviews, or high-quality phishing

messages. The survey in Section 4.4, showcases

the failure of the average-human to consistently

detect machine-generated text, which motivates

the problem of automatic detection of ARAGPT2-

generated text. Related work on the detection of

machine-generated text by Jawahar et al. (2020) in-

dicates that automatic detectors like the GROVER-

detector (Zellers et al., 2019) and the RoBERTA-

detector (Solaiman et al., 2019) have better suc-

cess than human evaluators. In addition, previous

work on detecting Arabic GPT2 (Khooli, 2020)

auto-generated tweets, achieved 98.7% accuracy,

by fine-tuning an ARABERTv0.1 (Antoun et al.,

2020a) based classifier (Harrag et al., 2020).

Our detector is based on the pre-trained ARA-

ELECTRA (Antoun et al., 2020b) model, which

we fine-tuned on a dataset created by combining

1500 human-written news articles, with 1500 ar-

ticles generated by ARAGPT2-Mega. For article

generation, we only provided the model with a

short prompt of 25 words. We created two versions

of the dataset, one with short texts (150 tokens)

and one with long texts (500 tokens), in order to

evaluate the impact of the text’s length.

Fine-tuned ARAELECTRA achieves 98.7% and

94.9% F1-score on long and short text respec-

tively11, which indicates that longer text is easier

to detect than short text. The high scores achieved

by ARAELECTRA can be explained by the fact

that machine-generated text tends to be more pre-

dictable compared to human-written text (see Ap-

pendix C, Fig. 5). The difference in text predictabil-

ity can be easily exploited by a language model to

detect machine-generated text. Another contribut-

ing factor is that ARAELECTRA was pre-trained

on the exact same dataset as ARAGPT2.

6 Conclusion

ARAGPT2 is the first advanced Arabic language

generation model based on the transformer archi-

tecture. The model was trained on the largest pub-

licly available collection of filtered Arabic corpora.

The model was evaluated using the perplexity mea-

sure which measures how well a probability model

predicts a sample. Results show that ARAGPT2

is able to produce high quality Arabic text that is

coherent, grammatically correct and syntactically

sound.

It is important to note that ARAGPT2, like many

ML models, has ethical implications and can be

used maliciously i.e. automatic fake news genera-

tion, modeling the dataset inherent biases... To help

detect misuse of the model, a detector model that

is tasked to detect output generated by ARAGPT2

is also released. More importantly, our hopes that

publicly releasing ARAGPT2 will open up doors

for new research possibilities for the Arabic NLP

community.
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A Generated Samples from ARAGPT2

Prompt 
أحدث حصول لقاح شركة " أوكسفورد " البریطانیة على الموافقة في موطنھ ، حالة من الارتیاح في العالم ، نظرا إلى فعالیتھ في وقایة  

، فضلا عن سعره المناسب وسھولة تخزینھ اللافتة مقارنة بالتطعیمات الأخرى المتاحة في السوق الدولیة . وبحسب     كورونا  الجسم من وباء
 شبكة " سكاي نیوز " البریطانیة فإن ھذا الموافقة على ھذا اللقاح تعني الشيء الكثیر للعالم ولیست مجرد خبر عادي . 

Generated Text 1 
لمرة الأولى التي یحصــل فیھا لقاح مضــاد لكورونا على موافقة منظمة الصــحة العالمیة ، كما أنھا المرة الأولى  وقالت الشــبكة إن ھذه ھي ا

عاما . وأضــافت أن الشــركة حصــلت أیضــا على موافقة إدارة   20التي تحصــل فیھا شــركة بریطانیة على مثل ھذه الموافقة منذ أكثر من 
المضـــاد لفیروس زیكا الذي تم تطویره بالتعاون مع شـــركة " غلاكســـو ســـمیثكلاین " للأدویة   ) لقاحھا   FDAالغذاء والدواء الأمیركیة ( 

وشـركة " سـانوفي أفنتیس " الفرنسـیة للصـناعات الدوائیة . وأشـارت إلى أنھ لم یتم حتى الآن الإعلان عن أي حالات إصـابة بكورونا بین 
قلت الشـبكة عن المدیر التنفیذي لشـركة " جلاكسـو سـمیث كلاین " قولھ : " نحن البشـر في الولایات المتحدة أو غیرھا من دول العالم . ون

بة  سـعداء للغایة بحصـولنا على ھذه الموافقة لأن ذلك یعني أننا تمكنا من تحقیق ھدفنا المتمثل في حمایة أكبر عدد ممكن من الناس من الإصـا 
من اللقـاحـات المضــــادة لھـذا الفیروس وغیره من الأمراض المعـدیـة    بفیروس كورونـا " . وأضــــاف : " نـأمـل أن نتمكن من إنتـاج المزیـد

 المنتشرة في جمیع أنحاء العالم خلال السنوات القلیلة المقبلة "
یذكر أن فیروس كورونا المسـبب لمتلازمة الشـرق الأوسـط التنفسـیة ھو أحد الفیروسـات التي تصـیب الجھاز التنفسـي ، ولا توجد حتى الآن 
على مسـتوى العالم معلومات دقیقة عن مصـدر ھذا الفیروس ولا طرق انتقالھ ، كما لا یوجد تطعیم وقائي أو مضـاد حیوي لعلاجھ . لكن 

ــیطرة عل ــھر الجاري أن لقاحا  مراكز السـ ــابق من الشـ ى الأمراض والوقایة منھا بالولایات المتحدة الأمیركیة كانت قد أعلنت في وقت سـ
یة (   ط التنفسـ رق الأوسـ ریة أثبت فاعلیتھ في الوقایة من مرض متلازمة الشـ ویسـ ركة " نوفارتس " السـ )  MERS - CoVتجریبیا أنتجتھ شـ

من أعراض شـبیھة بأعراض الانفلونزا . وكانت منظمة الصـحة العالمیة قد أعلنت في شـھر سـبتمبر لدى الأطفال والبالغین الذین یعانون 
أیلول الماضـي تسـجیل أول حالة وفاة ناجمة عن الإصـابة بفیروس كورونا في المملكة العربیة السـعودیة ، حیث توفي رجل یبلغ من العمر  

ھذا الفیروس . وكان الرجل قد نقل إلى مســتشــفى الملك فیصــل التخصــصــي  عاما كان یعاني من عدة أمراض مزمنة جراء إصــابتھ ب 69
تشـفى   یة حادة أدت إلى دخولھ في غیبوبة وتوفي بعد یومین من إدخالھ المسـ ومركز الأبحاث في مدینة الریاض بعد شـعوره بأعراض تنفسـ

ــحة ل دول مجلس التعاون ورئیس اللجنة الخلیجیة لمكافحة  . وقال الدكتور علاء العلوان المدیر العام للمكتب التنفیذي لمجلس وزراء الصــ
ــعودیة  الأمراض المعدیة إنھ بناء على ما أعلنتھ منظمة الصــحة العالمیة فقد تمت الموافقة على طلب وزارة الصــحة بالمملكة العربیة الس

 لتزویدھا باللقاح الواقي
Generated Text 2 

على موافقة منظمة الصـحة العالمیة ، ما یعني أنھ   19 -وقالت الشـبكة إن ھذه ھي المرة الأولى التي یحصـل فیھا لقاح مضـاد لفیروس كوفید 
) تم تطویره بالتعاون    Tamifluسـیكون متاحا للجمیع خلال الأسـابیع القلیلة المقبلة .وأضـافت أن ھذا اللقاح الذي یحمل اسـم " تامیفلو " ( 

) الفرنســیة ، وھما   Sanofi Pasteur) وشــركة " ســانوفي باســتور " (   GlaxoSmithKlineشــركة " غلاكســو ســمیث كلاین " ( مع 
) الدوائیة .وقال رئیس قســم الأمراض المعدیة في منظمة الصــحة العالمیة    AstraZenecaشــركتان تابعتان لمجموعة " أســترا زینیكا " ( 

ــرورون ل ــول ھـذا اللقـاح على الموافقـة النھـائیـة من قبـل إدارة الأغـذیـة والعقـاقیر الأمریكیـة ( دیفیـد نـابـارو : " نحن مســ )   FDAلغـایـة بحصــ
تفیدون   WHOومنظمة الصـحة العالمیة (  یسـ ار لجمیع العاملین في مجال الرعایة الصـحیة والمرضـى الذین سـ ) " . وأضـاف : " إنھ نبأ سـ

ذي لشــركة " غلاكســوســمیث كلاین " ، بروس أرمســترونغ : " إننا ســعداء جدا بھذا الخبر  من ھذا اللقاح " .من جھتھ ، قال الرئیس التنفی
قد عملنا السـار ، ونحن واثقون من أننا سـنتمكن من إنتاج كمیات كبیرة من ھذا اللقاح لتلبیة الطلب العالمي المتزاید علیھ " .وتابع قائلا : " ل

كل وثیق مع وزارة الصـحة العامة في المملكة ال متحدة لضـمان الحصـول على الموافقات التنظیمیة اللازمة لھذا اللقاح ، ونأمل أن نتمكن بشـ
من إنتاجھ بكمیات كافیة لتلبیة احتیاجات المرضـى في جمیع أنحاء العالم " .یشـار إلى أن فیروس كورونا المسـبب لمتلازمة الشـرق الأوسـط 

لجھاز التنفسـي ، ولا توجد حتى الآن على مسـتوى العالم معلومات دقیقة  ) ھو أحد الفیروسـات التي تصـیب ا  MERS - CoVالتنفسـیة ( 
د من الإجراءات   دیـ اك العـ ھ . لكن ھنـ ائي أو مضـــــاد حیوي لعلاجـ د تطعیم وقـ ا لا یوجـ ھ ، كمـ الـ ذا الفیروس ولا طرق انتقـ عن مصـــــدر ھـ

لمرضــى وغســل الیدین بانتظام وتجنب لمس العین والاحتیاطات التي یمكن اتخاذھا للحد من خطر الإصــابة بھ ، مثل الإقلال من مخالطة ا
والأنف والفم واســتخدام المنادیل عند الســعال أو العطس وتغطیة الفم والأنف أثناء الســعال أو العطاس وتغطیة الأنف والفم عند العطس أو 

عام والشـراب غیر المسـتخدمة بعد السـعال باسـتخدام مندیل والتخلص منھ مباشـرة في سـلة النفایات وعدم مشـاركة الآخرین في أدوات الط 
ثانیة على الأقل ثم شــطفھا بالماء البارد وتجفیف الیدین بمنشــفة   20غســلھا جیدا والحرص على غســل الیدین بالصــابون والماء الدافئ لمدة 

أعلنت الأسـبوع الماضـي أن نظیفة والابتعاد عن أماكن الازدحام والتجمعات البشـریة قدر الإمكان .یذكر أن منظمة الصـحة العالمیة كانت قد 
شـخصـا منذ اكتشـاف المرض في شـھر سـبتمبر  563حالة ، توفي منھا  991عدد حالات الإصـابة المؤكدة بفیروس كورونا الجدید ارتفع إلى  

 . 2012أیلول  

Figure 2: Random unseen context about coronavirus vaccine(top). Followed by two generated samples bu

ARAGPT2-mega. Generated text 1 (topp = 0.95), Generated text 2 (topp = 1)
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Prompt 
 یحكى أن مزارعا مخادعا قام ببیع بئر الماء الموجود في أرضھ لجاره مقابل مبلغ كبیر من المال ، وعندما جاء المزارع الذي اشترى البئر 

أبعك الماء الموجود لیستخدم الماء الموجود فیھ في الیوم التالي قال لھ الرجل المخادع : اذھب من ھنا أیھا الرجل فأنا قد بعتك البئر لكنني لم  
فیھ ، دھش الرجل مما سمع وتوجھ إلى القاضي لیشتكي المزارع المخادع لھ بعد محاولات عدیدة لإقناعھ بأن البئر والماء الذي فیھ من حقھ 

Generated Text 1 
: لقد اشــتریت منك البئر لكنك لم   وأن علیھ أن یدفع المبلغ الذي اشــتراه بھ ثمنا للبئر ، لكن القاضــي رفض الشــكوى وقال للرجل المخادع

ــجار رأى  ــرفات منزلھ المطلة على حدیقة ملیئة بالأش ــتر مني الماء .وفي یوم من الأیام وبینما كان أحد المزارعین یجلس على إحدى ش تش
ھ بعض الحلوى التي  رجلا قادما نحوه وبیده كیس مليء بالحلوى فســلم علیھ وســألھ عن ســبب مجیئھ إلیھ فأخبره الرجل بأنھ یرید أن یعطی

ــرط المزارع   ــرط واحد وھو أن لا تخبر أحدا بھذا الأمر أبدا ، وافق الرجل على ش ــأعطیك ما ترید بش ــنا س یحبھا ، فقال لھ المزارع : حس
 لأحصـل  وأعطاه الكیس المملوء بالحلوى ، وقبل أن یغادر المزرعة سـألھ المزارع قائلا : ھل تعلم یا سـیدي بأنني رجل فقیر ولا أملك مالا

على الحلوى ؟ فأجابھ الرجل : نعم أعلم ذلك ولكن المشـكلة ھي أنني لا أسـتطیع أن أعطیك الحلوى دون أن تخبرني بذلك ، ضـحك المزارع  
ــيء ھو ثمن الحلوى التي   ــيء منھا حتى لو كان ھذا الش ــمح لك بأخذ أي ش قلیلا ثم قال للرجل : إذا أخبرتني قبل أن تعطیني الحلوى فلن أس

ــكلتھ ، ذھب جار المزارع إلى  أعطی ــي لعلھ یجد حلا لمشــ ــلھ إلى القاضــ تك إیاھا .أخبر المزارع جاره بما حدث معھ وطلب منھ أن یوصــ
القاضــي وأخبره بما حدث مع جاره ، فســألھ القاضــي مســتغربا : لماذا فعلت ذلك ؟ أجابھ الجار : لأنني أرید أن أعرف كیف حصــلت على 

دون أن تعطیھا لأحد غیرك !وبالفعل عندما وصـل الجار إلى القاضـي طلب منھ القاضـي أن یریھ الصـندوق  الحلوى دون أن تأخذھا مني و
الذي یحتوي على الحلوى ، نظر القاضـــي إلى الصـــندوق فوجد بداخلھ صـــندوقا آخر كبیرا ملیئا بالحلوى ، تعجب القاضـــي من محتویات  

ا یوجد بداخلھ ، فتح القاضــي الصــندوق فوجده مملوءا بالحلوى وقد كتب علیھ الصــندوق لكنھ ســرعان ما قرر أن یفتح الصــندوق لیرى ماذ
عبارة تقول : " ھذه الحلوى لمن یسـتطیع الحصـول علیھا فقط " ، اسـتغرب القاضـي من محتوى الصـندوق وقرر أن یعید فتحھ مرة أخرى  

عما یحتویھ كل صـندوق فأجاب صـاحب الصـندوق الثالث    لیجد بداخلھ صـندوقا ثالثا ملیئا بالحلوى أیضـا ، سـأل القاضـي صـاحب الصـندوقین
قائلا : إن ھذین الصــندوقین مخصــصــان للفقراء الذین لا یســتطیعون الحصــول على الحلوى ، أما الصــندوقین الآخرین فھما مخصــصــان  

 للأغنیاء الذین یستطیعون الحصول على تلك الحلوى .
 

Prompt 
یحكى أن الأســـد ملك الغابة وأقوى ســـكانھا كان ذات یوم نائما ، عندما بدأ فأر صـــغیر یعیش في الغابة نفســـھا بالركض حولھ والقفز فوقھ  

د ودفعھ د من نومھ كان غاضـبا ، فوضـع قبضـتھ الضـخمة فوق   وإصـدار أصـوات مزعجة ، مما أقلق نوم الأسـ تیقاظ ، وعندما قام الأسـ للاسـ
الفأر ، وزمجر وفتح فمھ ینوي ابتلاع الفأر الصـغیر بلقمة واحدة ، صـاح الفأر عندھا بصـوت یرتجف من الخوف راجیا أن یعفو الأسـد عنھ 

 ، وقال :
Generated Text 1 

العیش بدونك " .أجاب الأسـد قائلا : " أنا ملك الغابة ، وأنت أیھا الفأر الصـغیر    " سـامحني یا ملك الغابة ، أرجوك سـامحني ، فأنا لا أسـتطیع
مجرد تابع لي ، ولا تسـتطیع عمل أي شـيء دون إذني ، أما أنا فأسـتطیع أن أعمل ما أشـاء وأعیش كما أشـاء ، ولكن بشـرط واحد وھو أن 

قال الفأر : " نعم ســیدي ، ســأفعل كل ما تأمرني بھ ، وســأقضــي على تســاعدني على القضــاء على جمیع الفئران التي تعیش في الغابة " .ف
جمیع الفئران الموجودة في الغابة ، وسـآتي بك إلى ھنا لتعیش معي وتاكل من طعامي وتشـرب من مائى وتنام في فراشـي " .ضـحك الأسـد 

لام منذ قلیل فقط ، ولكني لم أكن أعرف أنك ملك الغابة  ضـحكة عالیة ثم قال للفأر : " ھل أنت موافق ؟ " ، فقال الفأر : " لقد سـمعت ھذا الك
ــلطانك   ــقف واحد وتحت حمایة س ــمح لي بأن أعیش معك تحت س ــلطانا علي الحیوانات كلھا ، لذلك أرجو منك أن تس ــیدھا ، وأن لك س وس

ھانئة ، وبالفعل ذھب الفأر مع الأســد  وملكك " .فرح الأســد كثیرا بالفكرة ، وطلب من الفأر أن یذھب معھ إلى بیتھ لیعیشــا معا حیاة ســعیدة
إلى بیت الأسـد الذي رحب بھ أجمل ترحیب ، وأعطاه قطعة كبیرة من الخشـب لیصـنع منھا سـریرا كبیرا لھ ولزوجتھ وأولاده ، وھكذا عاش  

حمل المزید من الأعباء  الفأر مع الأسـد في سـعادة وھناء .وبعد فترة قصـیرة من الزمن ، مرض الأسـد مرضـا شـدیدا ، ولم یعد قادرا على ت
ــرعا  ــریره الثقیل والذھاب بھ إلى الطبیب ، فوافق الفأر على الفور ، وذھب مس ــاعده في حمل س الملقاة على عاتقھ ، فطلب من الفأر أن یس

تقامھ  إلى الطبیب لیخبره بأنھ مصـاب بمرض خطیر یحتاج إلى جراحة عاجلة ، لكنھ رفض إجراء الجراحة خوفا من غضـب الأسـد علیھ وان
منھ ، لكن الفأر أصــر على الذھاب إلى الطبیب لإجراء الجراحة ، وفي أثناء ذلك ســمع صــوت الأســد ینادیھ ویقول لھ : " ماذا ترید مني یا  
ــب   ــف لك العلاج المناسـ ــخص حالتك ویصـ ملك الغابة ؟ " ، فأجابھ الفأر : " أرید أن أحملك على ظھري لأذھب بك إلى الطبیب حتى یشـ

 ظر الأسد إلى الفأر مبتسما وقال لھ : " ھیا بنا یا صدیقي العزیز لنذھبلحالتك " .ن

Figure 3: Random unseen contexts about children stories. Followed by a generated sample by ARAGPT2-mega

with topp = 0.95
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Prompt 1 (Cooking Recipes) 
 فتة الدجاج اللبنانیة طریقة التحضیر نضع الدجاج في قدر من الماء مع البصل والھیل وورق الغار والملح والفلفل الأسود ونسلقھ على نار 

الزیت ونقلي فیھ الخبز  متوسطة حتى ینضج تماما . صفي الدجاج من المرق ونفتتھ ونضعھ جانبا ثم نصفي المرق ونضعھ في وعاء . نحمي  
 حتى یصبح ذھبیا ومقرمشا . 

Generated Text 
  نوزع شرائح الفلیفلة الخضراء والحمراء والخضراء والبندورة المقشرة والمفرومة فوق الخبز ، ثم نرش فوقھا القلیل من البقدونس المفروم 

ن الطحین ثم ندخل الصـینیة إلى فرن محمى مسـبقا على حرارة  والصـنوبر المحمص . ندھن صـینیة فرن بالقلیل من الزیت ونرشـھا بالقلیل م
ــینیة من الفرن ونتركھا لتبرد قلیلا ثم نقطعھا   20و  15درجة مئویة لمدة تتراوح بین   180 ــینیة . نخرج الص دقیقة أو حتى یحمر وجھ الص

 ونقدمھا ساخنة .
 

Prompt 2 (Short Conversation - Greeting) 
 مرحبا كیف حالك ؟

Generated Text 
اء الله بخیر . الیوم جبتلكم لعبة حلوة كتیر و ھي عبارة عن مجموعة من الكرات الملونة بألوان مختلفة , كل ما علیك فعلھ ھو الضـغ  ط  ان شـ

 اضغط علیھا مرة أخرىعلى الكرة التي ترید أن ترمیھا في المكان المخصص لھا ثم 
 

Prompt 3 (Wikipedia-style) 
لبنان تعد الجمھوریة اللبنانیة دولة عربیة عاصـمتھا بیروت ، وتقع على الشـاطئ المطل على الجزء الشـرقي للبحر الأبیض المتوسـط ، وتعد  

تعتبر موطنا لأقدم الحضــارات البشــریة في الألفیة الثالثة قبل المیلاد واحدة من أكثر البلدان المكتظة بالســكان ، وبالعودة إلى تاریخھا فھي  
خاصــة المنطقة الســاحلیة منھا ، فكانت من أھم المراكز الثقافیة والتجاریة في ذلك الوقت ، وكان لتضــاریســھا الوعرة دورا مھما على مر 

م حصلت لبنان على استقلالھا بعد الانتداب    1946، وفي عام م   1926التاریخ في لجوء عدة جماعات إلیھا ، وأعلنت كدولة جمھوریة عام 
 الفرنسي .

Generated Text 
]تعد اللغة العربیة ھي اللغة الرســـمیة للبلاد ، بالإضـــافة إلى وجود لغتین رســـمیتین أخریین ھما الإنجلیزیة والفرنســـیة ، أما الدیانة  ٢][١[

% من إجمالي عدد السـكان ، ویتوزع الباقون على الطوائف المسـیحیة   96مون حوالي  السـائدة في البلاد فھي الإسـلام ، حیث یشـكل المسـل
 والدیانات الأخرى ، ومن أبرز المعالم الســیاحیة في لبنان مدینة بیروت التي تعد عاصــمة البلاد ومركزھا الثقافي والاقتصــادي ، كما یوجد

قلعة بعلبك ، وبرج إیفل ، ومتحف سـرسـق ، وقصر بیت الدین الذي یعد واحدا من بھا العدید من المواقع الأثریة الھامة مثل مغارة جعیتا ، و
ــور التاریخیة في العالم ، وغیرھا الكثیر من المعالم الممیزة . [ ــي على الطبیعة الخلابة  ٣أقدم القص ــاس ــكل أس ــیاحة في لبنان بش ]تعتمد الس

اء عطلتھم الصـیفیة في المناطق الجبلیة والسـاحلیة للاسـتمتاع بالمناظر  والمناخ المعتدل صـیفا وشـتاء ، لذلك فإن أغلب السـیاح یفضـلون قضـ
دل   ا المعتـ اخھـ ة للتمتع بمنـ داخلیـ اطق الـ دن والمنـ ھ إلى المـ ا یفضـــــل البعض الآخر التوجـ ة ، بینمـ ة الرائعـ ائیـ اظر المـ ة والمنـ ة الخلابـ الطبیعیـ

 والاستجمام في أحضان الطبیعة الساحرة
 

Figure 4: Random unseen contexts on miscellaneous topics. Followed by a generated sample by ARAGPT2-mega

with topp = 0.95
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B Zero-Shot Learning

B.1 Question Answering

In zero-shot factoid question answering, the infor-

mation contained within the language model can

be queried. The model is tested on the Arabic

examples from the TyDiQA (Clark et al., 2020a)

validation dataset (921 examples), and on the test

set of ARCD (Mozannar et al., 2019) (702 exam-

ples). Hence, the model os provided with the fol-

lowing prompt: “Answer the following question:”
- “� ����

��	 
 �
 ��	
 ��� �� ��
�

” , followed by the question,

then the phrase “The answer is” - “�� �� 
����
”. It is

also possible to append the phrase “in the year” -

“��� ��
��”, if the expected answer is a year, as shown

in Table 3.

Table 3: The input prompt for question answering

����� ��� ��� �! �"
�

 �� �#$� � �%� � ����

��	 
 �
 ��	
 ��� �� ��
�



��� ��
�� � �� 
����
 & '��(	
 ��%)�*� ����+��� ��

���+�
Answer the following question: When was the first
episode of the series Buffy the Vampire Slayer shown?
The answer is in the year

The answer length is set to be the same as the

gold answer length, and a repetition penalty is ap-

plied as in CTRL (Keskar et al., 2019), which penal-

izes the probability scores of previously generated

tokens. A ‘no repeat tri-gram’ strategy that inhibits

the model from generating the same tri-gram more

than once has also been employed. Note that the

context passage is not provided, which forces the

model to rely only on the information gained dur-

ing pretraining.

The model achieves a 3.93% exact-match score

and an F1-score of 14.51% on TyDiQA, and 4.07%

exact-match score and 13.88% F1-score on ARCD.

Since exact-match and F1-score misses answers

that are correct but are worded differently (as

shown in Table 4). A subset of 500 answers from

the best TyDiQA run is selected, and scored man-

ually. Manual scoring shows that ARAGPT2 cor-

rectly answered 24.6% of the questions. The model

was particularly good in countries and capitals ques-

tion, year of birth and death, and some geography.

Yet it was failing mostly on questions about quan-

tities i.e. population counts, area, age... The pre-

defined answer length negatively affected the gen-

erated answers in some cases, which is a limitation

of the current approach.

Table 4: Examples of correct answers that have zero

exact match score.

Question & �+�  �+ ,$ � 	
�

 � ���

Who is Alfred Nobel?

Predicted Answer -$�.��/" 0 ������ ��+�(	
 -$�.��/
Inventor of the dynamite, and the inventor of

Ground Truth 1� (+�2 3�
�+���4��5" -$�.��/" 6(��7�

An engineer and an inventor and a Swedish chemist

Question & �(� 	
 �8$9	 ���"(	
 ,��
:��;
 <2��+ � �%�

When was the FIFA founded?

Predicted Answer � � =>?@
1904 AD

Ground Truth =>?@ ��A	
 ��� +��� B=
21 May of the year 1904

Question & � �A+�, C� ��,
� � ���
Who is Edgar Degas?

Predicted Answer ��� <D�C�+� ��
�� (	" 0 ��%E

�D$ �� ��F��9
G��D �H� �� �� � �+

�



He is a French visual artist, born in

Ground Truth ��%E
�D$ �� ����: �� " ��2C " ��F��9

G��D �H� �� ��
Visual artist and painter and sculptor

B.2 Translation
A experiments has also been conducted to test the

translation capability of ARAGPT2 by append-

ing the prompt “What is the translation of this
sentence ?:” - “�& ���4����
 8 �(� ��I!� $�+ 3� � ��” to the sen-

tence from the source language, in order to induce

the translation behavior of the model. We then

apply greedy decoding to get the generated tar-

get sentence. Evaluation is performed on 5000

randomly selected pairs from the English-Arabic

Tatoeba (Tiedemann, 2012) dataset. The model

achieved only 1.32 BLEU score12. The low score is

due to the scarce representation of English words in

the vocabulary, since most words were split into sin-

gle characters. Additionally, given that the prompt

design greatly affects the model’s zero-shot perfor-

mance, our prompt design might have been sub-

optimal. Nevertheless, this negative result encour-

ages research into prompt engineering for Arabic

language models, which we leave as future work.

12Using the sacrebleu scorer (Post, 2018)
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C GLTR Analysis and Visualizations
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شرطي فیھا أصیب ، المحتلة القدس في دھس عملیة ، أمس ، العمود رأس حي من ( عاما 23 ) السلایمة محمود محمد المقدسي الشاب نفذ
حرس شرطة عناصر من عددا بسیارتھ صدم سیارة سائق إن روزنفیلد میكي الإسرائیلیة الشرطة باسم المتحدث وقال . طفیفة بجروح إسرائیلي
ھداسا مستشفى إلى أثرھا على نقل طفیفة بجروح أحدھم إصابة إلى أدى ما الغربیة القدس في یافا شارع في بدوریة یقومون كانوا الذین الحدود
. الأقصى المسجد جنوب سلوان بلدة سكان من فلسطیني شاب ھو العملیة منفذ أن الإسرائیلیة الإعلام وسائل وذكرت . العلاج لتلقي كارم عین

(a) Text generated by ARAGPT2-Mega. The first sentence is the human-written prompttop k count
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جدیة الأكثر الاختبار أن غیر ، عسكریة أو سیاسیة ، المعارضة أو الدولة مع سواء ، الماضیة الفترة في واختبارات تحدیات سلسلة الأكراد واجھ
الشعب حمایة وحدات مقاتلو تمكن حیث ، ( كوباني ) العرب عین في داعش - والشام العراق في الإسلامیة الدولة تنظیم مواجھتھم في كان

، القریبة مواقعھم تحصین مع بالتزامن ، المنطقة عن وإبعاده داعش تقدم كسر من ، الدولي التحالف وطیران البشمركة مع بالتعاون ، الكردیة
جبھة �� للتصدي الأكراد المقاتلین من العدید انطلاق محطة فكانت عفرین أما . العین رأس إلى وصولا عامودا أو القامشلي في سواء

. والزھراء نبل عن الحصار تخفیف في مھما دورا ولعبوا ، والأشرفیة مقصود الشیخ مثل ، حلب في أحیاء حتى ، النصرة

(b) Human-Written Text

Figure 5: It is clear that the machine generated text in (a) is mostly green and yellow highlighted, while in the

human-written text, (b), an increase in red and purple highlighted words can be noticed. P.S.: We use ARAGPT2-

base as the backend model in GLTR


