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摘摘摘要要要

生成式阅读理解是机器阅读理解领域一项新颖且极具挑战性的研究。与主流的抽取式
阅读理解相比，生成式阅读理解模型不再局限于从段落中抽取答案，而是能结合问题
和段落生成自然和完整的表述作为答案。然而，现有的生成式阅读理解模型缺乏对答
案在段落中的边界信息以及对问题类型信息的理解。为解决上述问题，本文提出一种
基于多任务学习的生成式阅读理解模型。该模型在训练阶段将答案生成任务作为主任
务，答案抽取和问题分类任务作为辅助任务进行多任务学习，同时学习和优化模型编
码层参数；在测试阶段加载模型编码层进行解码生成答案。实验结果表明，答案抽取
模型和问题分类模型能够有效提升生成式阅读理解模型的性能。

关关关键键键词词词：：： 多任务学习 ；生成式阅读理解

Generative Reading Comprehension via Multi-task Learning

Jin Qian1,Rongtao Huang1,Bowei Zou1,2∗,Yu Hong1

School of Computer Science and Technology, Soochow University, Suzhou, 2150001

Institute for Infocomm Research, Singapore, 1386322

{jaytsien,rthuang.suda}@gmail.com, zou bowei@i2r.a-star.edu.sg,

tianxianer@gmail.com

Abstract

Generative reading comprehension is a novel and challenging research in the field of
machine reading comprehension. Compared with the mainstream extractive reading
comprehension, generative reading comprehension model is no longer limited to ex-
tract answers from paragraphs, but can combine questions and paragraphs to generate
natural and complete statements as answers. However, the existing generative reading
comprehension model lacks the understanding of the boundary information of answers
in paragraphs and the question type information. To solve such issues, this paper
proposes a generative reading comprehension model based on multi-task learning. In
the training phase, the model takes the answer generation task as the main task, and
the answer extraction and question classification tasks as auxiliary tasks for multi-task
learning. The model simultaneously learns and optimizes the parameters of the model
encoding layer. Then it loads the encoding layer in the test phase to decode and gen-
erate the answers. The experimental results show that the answer extraction model
and the question classification model can effectively improve the performance of the
generative reading comprehension model.
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1 引引引言言言

机器阅读理解在阅读和理解自然语言的基础上，根据文本内容回答用户提出的问
题，是当前自动问答领域的研究热点之一。近年来，随着大规模阅读理解数据集的构
建，如SQuAD (Rajpurkar et al., 2016)、HotpotQA (Yang et al., 2018)、CoQA (Reddy et
al., 2018)，以及预训练模型的提出，如BERT (Devlin et al., 2018)、UniLM (Dong et al.,
2019)、ENRIE-GEN (Xiao et al., 2020)，机器阅读理解技术取得了巨大发展。目前主流的
机器阅读理解模型通常将答案设定为段落中的一个连续片段，这种抽取式阅读理解模型存在一
定的局限性，其仅能直接以段落中的片段作为答案，导致在针对某些问题时，无法给出自然
流畅的答案，例如表 1(a)中的True/False问题。此外，如果将问题与答案分离，仅根据答案无
法获得完整清晰的信息。表 1(b)中例子所示，严格意义上说，抽取式模型给出的答案“Season
5(第5季)”并不通顺，在某些应用场景（如聊天机器人）中，会对用户体验造成影响。

表 1: 抽取式与生成式机器阅读理解

(a)
段段段落落落

That all stops now, thanks to the creators of Sarcastic Font, which is italics,
but in reverse. Simply genius! Here is their manifesto to support the need
for a sarcasm font: For too long e-mails, instant messages, web pages and
documents have been unable to fully communicate the subtleties of sarcasm.
这一切现在都停止了，感谢讽刺字体的创造者，这是斜体，但反过来。简直
就是天才！以下是他们的宣言，以支持讽刺字体的必要性：太长时间以来，
电子邮件、即时消息、网页和文档都无法充分传达讽刺的微妙之处。

问问问题题题 is there a font for sarcasm?
有讽刺字体吗？

抽抽抽取取取式式式答答答案案案 Sarcastic Font
讽刺字体

生生生成成成式式式答答答案案案 Yes, there is sarcastic font for sarcasm.
是的，讽刺有讽刺字体。

(b)
段段段落落落

Longmire will ride again. Netflix announced on Friday that they had renewed
the Western for a 10-episode Season 5, just seven weeks after the plucked-
from-the-ashes fourth season debuted on the streaming service...
西镇警魂将再次上映。Netflix周五宣布，他们已经续订了这部西部片
第5季，共10集。而就在7周前，脱胎换骨第四季才在Netflix上首播...

问问问题题题 how many seasons does longmire have?
西镇警魂有多少季？

抽抽抽取取取式式式答答答案案案 Season 5
第5季

生生生成成成式式式答答答案案案 Longmire has 5 seasons.
西镇警魂有5季。

与抽取式阅读理解相比，生成式阅读理解不再局限于直接从段落片段中抽取答案，而是参
考段落、问题、甚至词表，生成更为自然和完整的表述作为答案。例如，表 1(a)中，生成式阅
读理解模型给出的答案能够与问题更自然地衔接；而表 1(b)中的生成式答案与抽取式答案相
比更完整，确保了答案在独立于问题和段落时仍能够保持完整的信息。而现有的生成式阅读理
解模型通常基于整个段落生成答案，缺乏对答案边界和问题类型信息的理解，生成答案有时未
参考段落中用于生成答案的片段以及问题的具体类型，导致生成的答案和真实答案之间存在差
异。

为解决上述问题，本文提出一种基于多任务学习的生成式阅读理解框架。多任务学习能够
学到多个关联任务的共享表示，并适应这些不同但相关的任务目标，使主任务获得更强的泛化
性能。基于此，本文将答案生成任务作为主任务，将答案抽取和问题分类任务作为辅助任务，
在训练阶段，通过多任务学习的参数共享机制，让模型生成答案的同时加强对答案边界和问题
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类型的理解，从而让答案抽取和问题分类任务辅助答案生成任务，最终提升生成式阅读理解模
型的泛化性能。
针对答案生成任务，本文提出的生成式阅读理解模型由编码层和任务层组成。其中，

编码层基于深度双向Transformer (Vaswani et al., 2017)编码器，并借鉴UniLMv2 (Bao et al.,
2020)模型中特殊设计的自注意力掩码机制控制答案生成过程中的可见信息；任务层分为答案生
成模型、答案抽取模型和问题分类模型，答案生成模型在训练阶段通过预测被遮蔽答案单词的
原始信息，增强模型的生成能力，在测试阶段直接采用训练好的编码层，以及束搜索（Beam
search） (Sutskever et al., 2014)对问题和段落进行解码，生成答案；答案抽取模型采用指针网
络 (Vinyals et al., 2015)识别答案在段落中的起始位置和结束位置；问题分类模型采用线性层判
断问题的具体类型。
本 文 实 验 采 用CoQA (Reddy et al., 2018)、MS MARCO (Bajaj et al., 2018)

和NarrativeQA (Kočiský et al., 2018)三个阅读理解数据集验证模型性能。实验结果表明，
本文模型在CoQA语料上取得了86.7%的F1值，比目前最好的生成模型提升了2.20%；在MS
MARCO和NarrativeQA语料上的BLEU-1值分别为80.53%和57.94%，分别比目前最好的系统提
升了2.39%和3.81%（绝对性能提升）。
本文的主要贡献如下：

• 提出基于多任务学习的生成式阅读理解模型，通过答案抽取模型和问题分类模型优化生成
式阅读理解模型的性能；

• 本文在三个阅读理解数据集上进行详细实验，均取得了目前生成式模型的最佳性能。

2 相相相关关关工工工作作作

2.1 生生生成成成式式式机机机器器器阅阅阅读读读理理理解解解

近 年 来 ， 随 着 如SQuAD (Rajpurkar et al., 2016)、TriviaQA (Joshi et al.,
2017)、SearchQA (Dunn et al., 2017)、HotpotQA (Yang et al., 2018)和QuAC (choi et al.,
2018)等大规模阅读理解数据集的构建，以及在以神经网络为代表的深度学习技术和计
算资源的推动下，机器阅读理解领域获得了巨大发展。目前，MS MARCO (Bajaj et
al., 2018)、NarrativeQA (Kočiský et al., 2018)和CoQA (Reddy et al., 2018)等数据集提供
人工编辑生成的答案，要求机器能够理解问题和段落中相关句子的潜在联系，依赖一
定的推理能力生成正确的答案，而非简单的文本匹配。随着生成式阅读理解数据集的
发布以及自然语言生成技术的发展，研究者开始关注使用生成模型来解决阅读理解问
题。McCann等 (2018)和Bauer等 (2018)采用基于RNN的指针生成机制进行单文档阅读理解
答案的生成，Tan等 (2018)在多文档阅读理解中采用管道（Pipeline）的方法，先从多篇文档中
抽取出最有可能成为答案的片段，然后将该片段作为答案合成模块（Seq2Seq生成模型）的一个
特征,最后综合问题、文档和抽取特征合成答案。而本文所提出的是端到端的生成式阅读理解模
型，旨在让答案生成、答案抽取以及问题分类共享模型编码层参数并进行优化，最终达到提升
生成模型性能的目的。
目前，预训练模型如Mass (Song et al., 2019)、UniLM (Dong et al., 2019)、BART (Lewis

et al., 2019)以及ERNIE-GEN (Xiao et al., 2020)等在各个自然语言生成任务中相继取得最佳
性能，这些模型只需在特定任务(如阅读理解、文本摘要以及机器翻译等)进行微调就能取得
令人满意的成绩。其中，Bao等 (2020)提出UniLMv2模型，其使用一种新颖的伪遮蔽语言模
型(pseudo-masked language model, PMLM)将自编码模型和部分自回归模型统一起来训练，在
问题生成、自动摘要等多个领域取得当前的最佳性能。本文将UniLMv2模型作为基线模型，并
在此基础上进行多任务学习的实验。

2.2 多多多任任任务务务学学学习习习

多任务学习是一种提高泛化性能的迁移机制，现有研究表明它在提高模型泛化能力上十
分有效。该机制同时学习多个相关任务，让这些任务同时共享知识，利用任务之间的相关
性，提升每个任务的泛化性能。多任务学习的一般做法是，在所有任务上共享模型编码层，
而针对特定的任务层有所区别。例如，Wang等 (2018)证明通过共享文档排序任务和多文档
阅读理解任务的编码层能够提升整体的性能。Nishida等 (2019)在阅读理解、文档排序和问题
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分类三种任务上共享问题和文章阅读模块，有效提升了模型的整体性能。Liu等 (2019)提出
的MT-DNN模型在BERT (Devlin et al., 2018)的基础上对4种下游任务单句分类、成对文本分
类、文本相似度打分和相关性排序进行联合微调，在性能上较BERT有了极大提升，证明了多
任务学习能有效提升模型的泛化性能。此外，与MT-DNN模型在下游任务上进行多任务学习不
同，ERNIE2.0 (Sun et al., 2020)在模型预训练阶段引入多任务学习，通过和多个先验知识库进
行交互并采用增量学习的方式，使得模型能够学会多样化的语言知识，最终在各种下游任务上
性能得到提升。
受到上述工作的启发，为了解决现有的生成式阅读理解模型缺乏对答案边界信息和问题类

别信息的理解的问题，本文提出基于多任务学习的生成式阅读理解模型，通过答案抽取模型和
问题分类模型优化生成式阅读理解模型性能。

3 基基基于于于多多多任任任务务务学学学习习习的的的生生生成成成式式式阅阅阅读读读理理理解解解模模模型型型

本章首先给出生成式阅读理解问题的形式化定义；然后介绍模型的编码层；最后介绍模型
的任务层，其具体由答案生成模型、答案抽取模型和问题分类模型三部分组成。基于多任务学
习的生成式阅读理解模型框架如图 1所示。

...

...

...

...

...

...

... ...

图 1: 基于多任务学习的生成式阅读理解模型框架

3.1 问问问题题题定定定义义义

给定问题和段落分别表示为Q = {qi}mi=1和P = {pi}ni=1，答案表示为A = {ai}ti=1，其
中m、n、t分别表示问题、段落和答案的长度。在生成式阅读理解中，本文将问题和段落组成
源序列，答案作为目标序列，目标是根据Q和P，自动生成符合语义的目标答案A。该任务的目
标ā表示为

ā = arg max
a

P (a|Q,P ) (1)

其中P (a|Q,P )表示在给定Q和P的条件下，生成答案的对数条件概率。

3.2 编编编码码码层层层

本文基于预训练模型UniLMv21 (Bao et al., 2020)构建编码层，采用预训练的BERT进行问
题和段落的交互，得到其表示，并在BERT的基础上改进了注意力遮蔽矩阵，采用伪遮蔽语言
模型，使得模型能在阅读理解任务上根据问题和段落逐字或逐片段预测被遮蔽的答案。以下介
绍编码层的具体工作原理和过程。
预处理阶段，采用WordPiece分词工具，将问题、段落和答案分词，得到子词（sub-

word）级别的若干词项，其中对答案中的部分词项以一定概率进行遮蔽，并将其拼接后将

1https://github.com/microsoft/unilm
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作为模型输入。每个词项表示为词向量WE(wi)、段向量SE(wi)和位置向量PE(wi)的和，维度
均为dw，其中词向量用于表示不同词项，段向量用于区分词来自源序列还是目标序列，位置向
量用于表示词在输入序列中的绝对位置。词向量Xi表示为：

Xi = WE(wi) + SE(wi) + PE(wi)

其中wi为第i个位置的词项。

本文将词向量集合表示为{Xi}|x|i=1，则输入序列表示为H0 = [X1, ...,X|x|]，其中|x|为输入
序列的长度。UniLMv2的编码层使用12层堆叠的Transformer网络，每经过一层Transformer网
络都能得到不同抽象层次的上下文表示：

Hl = [hl1, ..., h
l
|x|] = Transformerl(H

l−1), l ∈ [1, 12] (2)

其中l为第l层Transformer网络，hli为第i个词项的l层隐层表示。

Tranformer网络由多头自注意力机制和前向神经网络两个子层组成，每个子层均使用残差
连接和层正则化，因此每个子层的输出可表示为：

LayerNorm(x+ Sublayer(x))

第l层Transformer网络的自注意力头Al计算如下：

Al = softmax(
QlK

T
l√

dk
+ M)Vl (3)

Ql = Hl−1WQ
l ,Kl = Hl−1WK

l ,Vl = Hl−1WV
l (4)

Mi,j =

{
0, 允许被注意

−∞, 不允许被注意
(5)

其中Ql，Kl和Vl分别代表第l层注意力机制中的查询（query）向量、键（key）向量和值
（value）向量，dk为向量Kl的维度，WQ

l ,W
K
l ,W

V
l ∈ Rdh×dk为可学习参数矩阵，Hl−1 ∈

R|x|×dh为l − 1层的隐层表示，M为生成式阅读理解模型注意力遮蔽矩阵，如图2所示。

 

 

 

   

 

 

 

 

    

:   !! 

:  !! 

图 2: 注意力遮蔽矩阵

通过上述词嵌入层和Tranformer网络，得到输入序列的上下文表示H1,H2, ...,H12。本文使
用最后一层输出H12作为整个序列的表示。H12中包含问题、段落和答案表示，其中，段落表示
部分记作Hp，答案表示部分记作Ha，问题类别表示记作Hcls。根据图 2所示的注意力遮蔽矩阵
可知，问题和段落不会和答案进行交互，保证了训练和测试阶段Hp和Hcls所含信息的一致性。

3.3 任任任务务务层层层

作为基于多任务学习框架的核心部分，任务层由答案生成模型、答案抽取模型和问题分类
模型三部分构成。
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答答答案案案生生生成成成模模模型型型 训练阶段，真实答案会以一定概率被随机遮蔽，并且同时保留其原始位置信息
来实现部分自回归（随机预测答案被遮蔽的片段），答案中被遮蔽的词项在经过编码后得到答
案表示Ha。答案生成模块通过解码层对原始答案中被遮蔽的词项进行预测来生成答案。具体来
说，Ha首先经过线性层并用Gelu函数激活后进行层正则化：

Ha = LayerNorm(Gelu(Linear(Ha))) (6)

然后通过线性层将每个被遮蔽的词项映射到模型词表空间，获得预测分数。最后，使
用SoftMax函数计算词的概率向量a：

a = SoftMax(Linear(Ha)) (7)

本文采用有标签平滑优化的交叉熵损失函数计算答案生成模型的目标函数：

Lgenerate =

T∑
t=1

K∑
k=1

yak
t
· log akt (8)

其中T表示答案的长度，K表示词表的大小，yak
t
表示答案中第t个位置经过标签优化的真实标

签，akt表示答案中第t个位置的预测标签。注意，本文只对答案中被遮蔽的词项计算损失。
测试阶段，模型对于输入的问题和段落，每个时间步经解码层预测当前词的生成概率，同

时使用束搜索每次保留生成概率最大的前k个序列，直至模型预测出[EOS]终止符结束解码。最
后，模型将束搜索结果中生成概率最大的序列解码输出，其概率计算为：

P (A|Q,P ) = P (a1|Q,P )P (a2|Q,P, a1)...P ([EOS]|Q,P, a1, a2, ...) (9)

答答答案案案抽抽抽取取取模模模型型型 经过编码层后，段落被表示为矩阵Hp，答案抽取模型通过指针网络对答案的起
始和终止位置进行识别。具体地，Hp分别经过线性层得到对应起始位置分数和终止位置的分
数，并通过SoftMax函数对分数进行归一化，得到相应的概率向量：

s, e = SoftMax(Linear(Hp)) (10)

其中s为预测答案的起始位置概率向量，e为答案终止位置概率向量, s和e由不同参数的线性层计
算得到。
本文采用交叉熵损失函数计算答案抽取模型的目标函数：

Lextract = ys · log s + ye · log e (11)

其中ys表示真实答案的起始位置概率向量，ye表示真实答案的终止位置概率向量。

问问问题题题分分分类类类模模模型型型 由于CoQA数据集中存在多种问题类型，包括事实型问题（Factoid question）、
是非类问题（True/False question）和不可回答问题（Unanswerable question）。针对不同类
型的问题，答案的模式通常差别较大，例如针对是非类问题，答案通常以“Yes/No”开头。本文
采用4种问题类型标签{0: yes; 1: no; 2: unanswerable; 3: factoid}，以上四种问题类型（其中是
非类问题被分为两种不同类型）。如图 1所示，输入经过编码后，取出[CLS]表示用于获得问题
类型表示即Hcls，并经过线性层为问题类型打分，最后将分数进行归一化后形成分类概率：

c = SoftMax(Linear(Hcls)) (12)

其中，c代表问题类型的分数向量。
本文采用交叉熵损失函数计算问题分类模型的目标函数：：

Lcls =

K∑
k=1

yck · log ck (13)

其中K = 4表示问题类别数，yck表示真实类别标签，ck表示预测类别标签。
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多多多任任任务务务学学学习习习 本文采用多任务学习的方法，在训练阶段同时学习和更新答案生成、答案抽取和问
题分类模块共享的编码层参数，让答案抽取和问题分类任务辅助答案生成任务提升阅读理解模
型的性能。模型的损失由生成损失、抽取损失和分类损失三部分共同组成，整个模型的目标函
数为：

LOSS = Lgenerate + λ1Lextract + λ2Lcls (14)

其中λ1和λ2为调和系数，用于调节辅助任务权重。

4 实实实验验验

本章首先介绍生成式阅读理解任务数据集和实验设置，然后报告本文提出的基于多任务的
生成式阅读理解模型性能，并针对实验结果进行分析。

4.1 生生生成成成式式式阅阅阅读读读理理理解解解任任任务务务数数数据据据集集集

现有阅读理解数据集大多针对抽取式模型，即答案为篇章中的一个片段，如SQuAD (Ra-
jpurkar et al., 2016)、HotpotQA (Yang et al., 2018)等。采用这些数据集无法全面评价生成式
阅读理解模型，与抽取式模型相比，其在答案的可读性、表述的完整性、以及应对多段答案的
问题上，均有较大区别(请见本文第一章)。基于上述原因，本文实验中采用以下三个数据集。

• CoQA(Conversational Question Answering)2

CoQA基于多个领域的多轮对话进行构建，并保持了人类对话简短的特征，存在大量
指代和省略现象，问题和答案普遍偏短。值得注意的是，为了保证该数据集尽可能贴
近自然对话，其中78%的答案经过人工编辑；此外，该数据集中存在较多的是非类问
题(19.8%)和不可回答问题(1.3%)，部分问题无法仅采用抽取式阅读理解模型回答 (Reddy
et al., 2018)。尽管如此，目前在CoQA评测榜单上排名较高的均为抽取式模型，而生成式
模型，如UniLM和ERNIE-GEN，仅报告了在验证集上的性能，因此，本文将CoQA的验
证集作为测试集评价系统性能，调参使用的验证集从CoQA训练集中划分。

• MS MARCO(Microsoft Machine Reading Comprehension)3

MS MARCO是一个多文档问答数据集 (Bajaj et al., 2018)，其中特别提供了一个自然语言
生成(NLG)子数据集，该数据集由人工编辑答案，其答案并非严格匹配文档中的片段，因
此，本文采用MS MARCO(NLG)作为评价生成式阅读理解模型的数据集。注意，由于该
数据集还包含了文档检索任务，而本文研究重点仅在于机器阅读理解，因此，仅采用人工
编辑答案时依据的文档，即最佳文档(golden passage)；此外，由于MS MARCO评测榜单
上，NLG数据集同样包含了文档检索任务，因此本文仅报告模型在MS MARCO(NLG)验
证集上的结果。

• NarrativeQA4

NarrativeQA是一个生成式阅读理解数据集，该数据集基于书本故事和电影脚本构建，答
案由人工编辑 (Kočiský et al., 2018)。本文基于数据集的摘要子集进行阅读理解，并在其
测试集上进行测试。

表 2列出了本文所采用三个数据集的统计数据。CoQA中存在28.7%的命名实体类问
题、19.6%的名词短语类问题和9.8%的数字类问题；NarrativeQA中存在30.54%的人名类问
题、9.73%的地点类问题和约10%左右的事件、实体、数字类问题，且CoQA和NarrativeQA明
确允许简短、自然的答案，因此CoQA和NarrativeQA的答案普遍较短。MS MARCO(NLG)中
存在53.12%的描述型问题，且答案会融入问题信息形成完整的表述，答案普遍较长。

4.2 实实实验验验设设设置置置

本文使用的模型为微软开源的unilm1.2-base-uncased5，该模型在大多数自然语言生成任务
上取得了最佳性能。针对不同数据集，表 3列出了模型使用的超参数设置。

2https://stanfordnlp.github.io/coqa/
3https://microsoft.github.io/msmarco/
4https://github.com/deepmind/narrativeqa
5https://unilm.blob.core.windows.net/ckpt/unilm1.2-base-uncased.bin
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表 2: CoQA、MS MARCO和NarrativeQA数据集(#问题数)

数据集 CoQA MS MARCO(NLG) NarrativeQA(Summary)

训练集# 108,647 153,725 32,747
验证集# 7,983 12,467 3,461
测试集# - - 10,557

段落平均长度 271 53 659
问题平均长度 5.5 6 9.83
答案平均长度 2.7 14 4.73

表 3: 参数设置

参数描述 CoQA MS MARCO NarrativeQA

max src len 470 176 470
max tgt len 42 40 42
λ1 0.245 0.1 0.1
λ2 1 0 0
batch size 48 48 48
学习率 2e-5 7e-5 2e-5
Warmup率 0.1 0.02 0.1
epoch 10 2 10

在CoQA多轮对话数据集中，当前问题可能存在指代或省略现象，因此本文选取当前问题
之前的至多两轮问答对作为对话历史，并与当前问题进行拼接当作完整的问题Q，同时使用上
一轮答案和当前问题的词在段落中出现的频率选取文章中最佳的段落作为段落P。训练时，根
据答案A计算出其在段落P中的起始位置和终止位置(答案不在段落中时，起始位置和终止位置
均设为0)。实验中，问题最大长度设为60，问题和段落(源序列)的最大长度为470，答案(目标序
列)的最大长度为42，该数据处理与 (Dong et al., 2019)论文里的方法保持一致。模型的优化器
为AdamW。

在MS MARCO多文档阅读理解数据集中，每个问题Q会给定10个参考段落，本文直接选取
最佳的段落进行拼接作为段落P。训练时，根据答案A计算出其在段落P中的起始位置和终止位
置(答案不在段落中时，起始位置和终止位置均设为0)。实验中，问题和段落(源序列)的最大长
度为176，答案(目标序列)的最大长度为40。模型的优化器为AdamW。

在NarrativeQA数据集中，本文使用问题Q的词在段落中出现的频率选取摘要中最佳的段落
作为段落P。训练时，使用F1值选取段落P中与答案A最为接近的片段作为抽取答案，并根据抽
取答案计算出答案A在段落P中的起始位置和终止位置。实验中，问题和段落(源序列)的最大长
度为470，答案(目标序列)的最大长度为42。模型的优化器为AdamW。

本文在CoQA数据集上使用F1值 (Rajpurkar et al., 2016)来评价模型的性能，在MS
MARCO和NarrativeQA数据集上使用BLEU (Papineni et al., 2002)和ROUGE-L (Lin, 2004)来
评价模型的性能。

4.3 实实实验验验结结结果果果与与与分分分析析析

为了验证本文基于多任务的生成式阅读理解方法的有效性，本文与以下阅读理解模型进行
了比较：

• UniLM：：：由Dong等 (2019)提出，是第一个在CoQA数据集上报告实验性能的预训练生成
模型，本文在实验设置上和它保持一致。

• ERNIE-GEN：：：由Xiao等 (2020)提出的基于多流（multi-flow）机制生成完整语义片段的
预训练生成模型，在CoQA生成式阅读理解中达到了目前最好的性能。
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• Masque：：： 由Nishida等 (2019)提 出 的 多 风 格 生 成 式 阅 读 理 解 模 型 ， 在MS
MARCO(NLG)和NarrativeQA数据集的相关指标上达到了目前的最好性能。

• UniLMv2：：：由Bao等 (2020)提出，采用伪遮蔽语言模型的预训练生成模型，是UniLM的
改进版本。本文使用UniLMv2分别在三个数据集上进行实现作为我们的基线模型，并简单
修复了wordpiece分词在解码时出现的分词错误。

• MLT-Model：：：本文提出的基于多任务学习的生成式阅读理解模型，由答案抽取和问题分
类任务辅助生成式阅读理解模型。

表 4: 模型在CoQA验证集上的性能

模型 F1

UniLM 82.5
ENRIE-GEN 84.5
UniLMv2 86.1

MLT-Model 86.7

表 5: 模型在CoQA验证集的消融实验

模型 F1

MLT-Model 86.7
w/o cls 86.0
w/o extract 86.2

表 4为本文提出的模型在CoQA验证集上的性能，我们的模型在F1指标上比当前性能
最好的生成式模型ENRIE-GEN提升了2.2%，同时较基线模型UniLMv2提升了0.6%。本文
针对预训练生成模型在答案解码时出现的子词结合不准确问题加以修复，实现的基线
模型UniLMv2高于原始版本的性能，较ENRIE-GEN提升1.6%的F1值。表 5列出了本文模型
在CoQA上的消融实验性能，在去除答案抽取任务和问题分类任务之后，性能较MTL-Model分
别下降0.5%和0.7%的F1值。这是由于CoQA中存在20%左右的是非类问题和不可回答问题，这
两类问题在训练阶段答案的起始和终止位置均设为0，因此仅用答案抽取任务辅助生成模型，会
弱化模型对这两类问题的生成能力；而仅用问题分类任务来辅助生成模型，模型会缺少对答案
在段落中边界信息的理解，所以只有将答案抽取和问题分类任务一起和答案生成任务进行多任
务学习才能从整体上提升生成模型的性能。

表 6: 模型在MS MARCO(NLG)验证集(Golden Passage)上的性能

模型 BLEU-1 BLEU-4 ROUGE-L

Masque 78.14 - 78.80
UniLMv2 79.76 68.87 80.09

MLT-Model 80.53 69.82 80.64

表 6为本文提出的模型在MS MARCO (NLG)验证集上选取最佳文档的性能表现。本文模
型较基线模型UniLMv2在BLEU-1指标上提升0.77%，BLEU-4指标上提升0.95%，ROUGE-L指
标上提升0.55%。这是由于MS MARCO(NLG)数据集中答案和选定段落中的部分片段相似度较
高，答案抽取任务能够辅助模型关注答案在段落中的边界信息，并增强生成模型对问题和段落
中答案片段之间关系的理解，最终提升生成模型的性能。我们在同样设置下和Masque模型进行
了对比，本文所提模型在BLEU-1指标上提升了2.39%，ROUGE-L指标上提升了1.84%。这主要
由于Masque模型仅使用静态的预训练词向量并基于Transformer网络进行答案生成，而本文模
型基于网络更加复杂的预训练模型UniLMv2生成答案，因此在实验性能上取得较大提升。
表 7为本文模型在NarrativeQA(summary)测试集上的性能表现。本文模型较基线

模型UniLMv2在BLEU-1指标上提升0.39%，BLEU-4指标上提升0.61%，ROUGE-L指标上提
升0.1%。NarrativeQA数据集的答案长度普遍偏短，因此我们的模型并未在ROUGE-L指标
上有明显提升，但是BLEU指标证明了答案抽取任务有助于生成模型生成更准确的答案。此
外本文模型较目前性能最好的Masque模型在BLUE-1指标上提升了3.81%，BLEU-4指标上提升
了1.24%，但在ROUGE-L指标上下降了0.53%。可能的原因是Masque模型基于整个摘要生成答
案，而本文的模型是基于规则选取的滑窗作为段落来进行生成式阅读理解，在选取滑窗时丢失
了部分性能；Masque模型在该数据集使用MS MARCO数据进行多风格学习，而本文模型并未
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表 7: 模型在NarrativeQA(summary)测试集上的性能

模型 BLEU-1 BLEU-4 ROUGE-L

Masque(NarrativeQA + MS MARCO) 54.11 30.43 59.87
Masque(NarrativeQA) 48.70 20.98 54.74
UniLMv2 57.53 31.06 59.24

MLT-Model 57.92 31.67 59.34

采用增加额外训练数据的方法训练模型。我们还比较了在相同训练数据的情况下，本文模型
较Masque模型在BLEU-1指标上提升了8.83%,BLEU-4指标上提升了10.69%，ROUGE-L指标上
提升了4.6%。该提升较在MS MARCO(NLG)数据集上更为显著，主要原因为NarrativeQA的答
案更偏向于推理性质的概括总结，而MS MARCO(NLG)的答案则更偏向于基于段落中的答案
片段进行完整的表述，这也表明了MS MARCO(NLG)的任务难度比NarrativeQA小，预训练模
型在推理方法更占优势。

5 结结结语语语

本文针对生成式阅读理解模型缺乏答案边界和问题分类信息理解的问题，提出一种基于多
任务学习的生成式阅读理解模型，通过答案抽取模型和问题分类模型优化生成式阅读理解模
型。在三个阅读理解数据集上的实验结果表明，本文提出的基于多任务的生成式阅读理解模型
能够有效地学习答案的边界信息和问题分类信息，在三个数据集上均取得了目前生成式模型的
最好性能。在未来的工作中，我们将研究如何将该模型迁移至面向长文本的机器阅读理解任务
上，使得该模型能够学习整个长文本的同时确定答案的边界信息，并以此生成答案。
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