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摘要 

隨著資訊科技與網際網路的快速發展，從自然語言中擷取所需資訊（ Information 

Extraction）技術也愈顯重要，本研究希望針對國內最大的電子佈告欄系統  (BBS, 

Bulletin Board System) 「PTT」中的「Food」版發展出一套自動化擷取文章中餐廳相關

資訊並判斷餐廳類別的方法，讓餐廳資訊的取得更加快速且便利。本文架構主要分為三

個部分，第一部分為餐廳相關資訊擷取，透過 PTT Crawler 擷取 PTT Food 版上的文章

進行格式化處理，並藉由關鍵字比對的方式擷取特定文章標題，以及正規表達式 

(Regular Expression) 擷取內文包含的餐廳名稱、電話、地址及 URL資訊。第二部分則

是文章標題作為餐廳類別(例：咖啡、涮涮鍋、台式料理)的擷取來源，隨機挑選 10,000

筆標題資料針對隱含其中的餐廳類別進行人工標記；最後再透過 WIDM 實驗室研究室

整合了條件式隨機域 (Conditional Random Field, CRF) 所開發的 WIDM NER TOOL分

別進行監督式學習與半監督式學習的實驗，並從實驗結果得知利用此法在餐廳類別的擷

取可獲得不錯的效果。 

Abstract 

In this study, we hope to develop a system to automatically extract restaurant type from the 

FOOD board of PTT, the largest BBS web site in Taiwan. This paper is divided into three 
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parts. The first part is pre-processing, where we crawl articles from the PTT FOOD board and 

extract title、 restaurant name、 telephone、address and URL information via regular 

expressions. The second part is restaurant type labeling from title data. We used WIDM NER 

TOOL to train a model for restaurant type extraction. The last part of the article is experiment. 

We randomly selected 10,000 titles for manual labeling and testing. We used the labeled data 

for supervised learning and included unlabeled data for Semi-Supervised learning. Finally we 

got a good result using this method in restaurant type extraction. 

關鍵詞：機器學習，Tri-Training，Distant Learning，命名實體辨識 

Keywords: Machine Learning, Tri-Training, Distant Learning, Named Entity Recognition 

一、 緒論 

在資訊化技術及網際網路快速發展的今日，網路上豐富且大量的資料成為人們取得資訊

的主要來源，其中美食餐廳資訊更是生活中不可或缺的部分，因此越來越多的美食評論

網站、部落格…等隨之產生；然而這些資料來源的組成大多為知名或是大型的連鎖餐廳，

無法涵蓋許多不具名但人氣度高的路邊攤小店，加上該類網站大多由商家透過程式設計

者設計出帶有廣告性質的既定框架與內容，此外該類網站資料更新的頻率通常取決於管

理者的維護頻度，因此資料更新的即時性往往跟不上消費者更新的速度。基於上述考量，

本文以時下台灣最大的電子佈告欄系統 (Bulletin Board System, BBS) 「PTT實業坊」

作為研究的資料來源，希望設計出一套方法能自動擷取 PTT FOOD 版上不斷即時更新

的文章內容，讓使用者能更快速便利得透過此方法獲取餐廳的相關資訊，並提供擷取後

的資訊做為其他相關研究的興趣點(Point of Interest, POI)參考資料。 

二、 相關研究 

資訊擷取主要是從各種結構化與非結構化的文字中萃取出特定的資訊，而命名實體辨識

(Named Entity Recognition, NER)則屬於自然語言處理 (Natural Language Processing , 

NLP) 的領域。早期以 Rule Based Extraction Methods為主要方向但耗費的成本通常較

高，而機器學習法 ( Machine Learning Based Method ) [1,2] 是人工智慧的一個支領域

且在資訊擷取領域廣泛的使用。目前大多數 NER的相關研究方向以監督式學習為基礎，

透過序列標記(Sequence Labeling)的方式來建立模型，主要可分為三種模型：第一種為

隱藏式馬可夫模型 (Hidden Markov Model, HMM) [3]。第二種最大化熵馬可夫模型 
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(Maximum-Entropy Markov Model, MEMM) [4]，或稱為條件式馬可夫模型(Conditional 

Markov Model, CMM) [5]。最後一種則是條件式隨機域(Conditional Random Field, 

CRF)。 

半監督式學習 (Semi-Supervised Learning) 所涉及的監督程度較小，常用於資料來源不

易且昂貴時，常見的演算法有: Self-Learning [6]、Semi-Supervised- Support -Vector 

Machine (S
3
VM) [7]、Co-Training [8]、Tri-Training[9] 等。關於半監督式學習的廣泛調

查發現，並未有明確的實驗結果證明半監督式學習的效能優於監督式學習 [10]。 

Co-Training 和 Tri-Training 在少量標記資料的分類相關研究上時常被提及。最早關於

Co-Training 的相關研究是由 Blum and Mitchell [8]所提出，而 Zhou[9]等人提出

Tri-Training 可視為 Co-Training 的改良，不同的地方在於 Tri-Training 使用三個分類器

並且以投票 (Voting) 的機制來解決如何衡量分類記所標記的的答案可信度問題，並提

供完整的數學證明與演算法，計算每回合自未標記資料 U 可取得的新資料量上限以及

停止疊代條件。其實驗內容是比較在 12個資料集執行 Tri-Training的效果，首先對每個

資料集取 25%的資料為測試資料，剩餘資料中再取 20%、40%、60%、80%的資料量為

已標記資料 L來訓練三個效能較差的分類器，再透過 Tri-Training自剩餘資料的未標記

資料 U 取得新的資料，這些新的資料再與 L 做聯集後重新訓練模型。透過此方式，經

過數次疊代後可用較多的資料訓練並得到效能較好的模型。 

Distant Supervision Learning 是透過啟發式規則 (Heuristics Rule) 所標記的小量資料或

是小型的知識庫來訓練模型。舉例而言，Chou等人[11]利用已知的 7,053個人名於新聞

網站收集 67,104 個句子，後續利用這些已知人名標記訓練資料，以及透過觀察而得的

記者人名 Pattern提升訓練資料品質，實驗結果 F-Measure可達到 0.8689。 

三、 設計與實作 

本文欲擷取的資訊主要分成兩個部分，第一個部分是餐廳名稱、地址、電話、URL、標

題等屬於半結構化的資料，可透過正規表達式擷取；第二部分為餐廳類別擷取，例如咖

啡、義大利麵。 

經由隨機挑選 1,000 筆PTT貼文(如圖1)，經人工檢視並統計餐廳類別隱含於文章內文、

標題、餐廳名稱的比例以決定擷取此項資訊的來源。經分析發現，雖然大部分的內文存
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在著餐廳類別，但內文屬於敘述性文章，作者往往同時介紹多種該餐廳所販售的美食與

特色，如此不具固定章法的文字敘述難以判斷何者為主要餐廳類別。例如一篇有關義大

利麵館的文章，其內文可能同時提到其他食物或與其他餐廳的食物比較結果。因此，排

除以內文作為擷取來源後，我們發現餐廳類別隱含在「文章標題」的比例為 72.5%，所

以本研究以「文章標題」作為餐廳類別的擷取來源。 

 

圖 1 PTT文章範例 

本研究的系統架構圖如圖 2所示，包含相關資訊擷取(3.1節)、餐廳類別擷取(3.2)，實驗

與效能評估(第四章)三大模組，各模組細節請參考對應章節。 

 

圖 2 系統架構圖 

3.1 相關資訊擷取 

相關資訊擷取包含三個程序，依序是網頁資料蒐集、資料前處理、餐廳相關資訊擷取。

首先透過 PTT Crawler將 PTT FOOD版上的文章逐一下載後儲存於資料庫。第二部分則
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為資料前處理，主要目的是去除雜訊並濾除無關的文章。第三部分為餐廳相關資訊擷取，

此部分所擷取的資料屬於半結構化資訊，可透過資料分析獲取相關規則，再依規則撰寫

正規表達式進行擷取，相關資訊包含了文章的「餐廳名稱」、「地址」、「電話」、「URL」

以及「文章標題」。除少數文章內文電話格式不正確或根本缺少該項資訊外，大部份的

相關資訊擷取不易出錯。 

3.2 餐廳類別擷取 

我們先針對「餐廳類別」加以定義；本文將「餐廳類別」定義為具有獨立意義且可讓消

費者辨識餐廳類型的名稱，主要可分為兩大類：「可成為獨立類別的餐廳特徵」，例如台

式料理、無菜單料理；或是「餐廳的主要販售商品」，例如咖啡、義大利麵。 

但在人工標記檢視文章標題並標記答案時遇到許多模擬兩可的情況，例如當標題包含

「日式涮涮鍋」時，其正確餐廳類別應為「日式涮涮鍋」、「涮涮鍋」還是「鍋」？為了

解決此一問題，我們使用 CKIP [12]對大量文章標題斷詞並取得詞性，以斷詞結果決定

那一些詞要不要再細分為更細的詞，而且經分析詞性後發現大部分的餐廳類別可由前綴

詞(例：炒、牛肉、日式)、後綴詞(例：飯、麵、火鍋)與獨立美食(本身就是一種食物類

別) 所組成，其中前後綴詞大多是由形容詞(A)或名詞(N)所構成，獨立美食則以名詞(N)

為主，相關範例如下： 

 「前綴詞」＋「獨立美食」：日式(A) + 烏龍麵(N) 

 「獨立美食」＋「獨立美食」：咖哩(A) + 烏龍麵(N) 

 「獨立美食」＋「後綴詞」：老虎(N) + 麵食館(N)  

 單一「獨立美食」： 鐵板燒(N) 

因此在人工標記答案時我們透過 CKIP取得斷詞結果與詞性作為人工標記之參考。例如

原始文章的標題為「東海商圈－炒日式拉麵館」，此時「日式拉麵」、「拉麵」、「麵」都

可作為餐廳類別，參考 CKIP 斷詞後的結果: 「東海(N) 商圈(N) －(DET) 炒(Vt) 日式

(Ａ) 拉麵館(N)」並以最長詞彙優先標記的餐廳類別為：日式拉麵館。 

3.3 特徵探勘與擷取 

以 NER 的角度來看，我們欲擷取文章中的餐廳類別即為命名實體 (Named Entity)，在
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3.2 節中，依據 CKIP 的分析結果得知文章標題具有一定的規則，亦即實體前後的詞是

有規則的，同時實體本身也是有規律存在。因此我們應用 WIDM NER Tool 所設計 14

個特徵辨識標題中的實體，包括實體前後的詞(長度 1-3)，以及實體本身的前綴詞、後

綴詞(長度 1-3)，再加上英文/數字以及符號，細節請參考表 1。 

以常見實體的前綴詞為例，假設欲辨識的是人名，那麼前綴詞就是常見的姓(例：陳、

林)，這一些常見的姓可自公開資料中取得 (例：榜單)，但本研究欲辨識的目標為餐廳

類別，所以收集這些資料是有困難的。因此特徵探勘(Feature Mining)目的是分析訓練資

料後擷取隱含於訓練資料中，實體前後方的詞及實體的前後綴詞，以作為餐廳類別辨識

的辭典項目(Dictionary Terms)。 

表 1 特徵值設計 

ID 特徵 說明 長度 範例 

1 Common Before_1 常見於實體前方的詞 1 的、式、大、小 

2 Common Before_2 常見於實體前方的詞 2 手工、創意、經典 

3 Common Before_3 常見於實體前方的詞 3 好吃的、古早味 

4 Entity Prefix_1 常見實體的前綴詞 1 素、茶、烤、乾 

5 Entity Prefix_2 常見實體的前綴詞 2 日本、日式、泰式、港式 

6 Entity Prefix_3 常見實體的前綴詞 3 義大利、無國界 

7 Entity Suffix_1 常見實體的後綴詞 1 鍋、粥、羹、凍 

8 Entity Suffix_2 常見實體的後綴詞 2 料理、飲茶、火鍋 

9 Entity Suffix_3 常見實體的後綴詞 3 自助餐、吃到飽 

10 Common After_1 常見於實體後方的詞 1 館、屋、廳、亭、店 

11 Common After_2 常見於實體後方的詞 2 大王、餐廳 

12 Common After_3 常見於實體後方的詞 3 專賣店、專門店 

13 English/ Number 數字與英文字母的混合 1 「A」、「F-15」 

14 Symbol 半形或全形符號 1 「，」、「。」、「：」 

我們分別針對辭典項目出現的「頻率 (Support)」以及「置信度 (Confidence)」作為自

訓練資料中擷取項目的方法。以 Common Before 特徵為例，所謂「Support」意指該項

目於訓練資料中出現於 Entity (餐廳類別)前方的次數，而 Confidence 定義為「出現於

Entity前方的次數/該項目於訓練資料的總出現次數」。 

舉例而言：「涮」此一項目出現於食物類別前的次數有 65次，但是在整體訓練資料出現

了 130次，亦即此項目後連接一個 Entity的機率只有 50%；但「炒」此項目雖然出現在
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食物類別中的次數僅有 15次，但在訓練資料中也是出現了 15次，意即此項目後連接一

個 Entity的機率達 100%，代表這些項目出現的次數雖少，但只要一出現幾乎後方都會

出現欲辨識的 Entity。所以若僅用次數作為挑選條件，容易忽略這些次數低但具有高度

鑑別力的項目。 

因此，我們先分析訓練資料，依據表 1的設計，統計所有不同長度辭典項目(Dictionary 

Terms)的出現次數，以及該項目於訓練資料中出現的總次數。依據這兩個數據即可計算

每個項目的 Support與 Confidence值，並輸出辭典項目。 

 By Support：將 Support由大到小排序後，輸出 Top n項目 

 By Confidence：將 Confidence由大到小排序，輸出 Top n項目 

本研究使用 BISEO標記法分別根據符號出現的位置標誌分為：開始 B (Beginning)、中

間 I (Intermediate)、結尾 E (End)、獨立類別 S (Single) 以及不屬於餐廳類別的符號 O。 

本研究使用 CRF做為序列標記的模型，並採用 Taku Kudo發展 CRF++ [14]工具將餐廳

類別擷取問題轉換成序列標誌問題( Sequence Labeling Problem )，標題中的每一個符號

有其對應的標記 ( Label )，對此我們採用 BISEO標記法分別根據符號出現的位置標誌

分為：開始 B (Beginning)、中間 I (Intermediate)、結尾 E (End)、獨立類別 S (Single) 以

及不屬於餐廳類別的符號 O (Other) 等五種類別，範例請參考下圖 3。 

本研究使用中央大學資工系 WIDM 實驗室開發的WIDM NER TOOL [13] 來實作，其

結合了 [特徵擷取]、[辭典分析]、[訓練模型]、[實驗測試]...等功能，此工具可直接呼叫 

CRF++作為訓練模型的工具。 

 

圖 3 特徵矩陣範例 
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四、 實驗與效能評估 

本研究使用人工標記答案的 10,000 筆資料 (L) 及未標記的 87,282 筆資料 (U) 作為基

礎進行實驗；主要分成三個部份，特徵探勘(Features Mining)、監督式學習、半監督式

學習三個部分，並以 5-fold cross validation方式完成所有實驗。 

第一個部分以監督式學習的方式搭配 10,000 筆已標記資料進行特徵探勘用以決定選取

辭典項目的方式與參數。第二部分則進行監督式學習的基礎模型 (Basic Model) 實驗，

最後半監督式學習實驗的部分包含(1)以 Basic Model 為基礎，搭配未標記資料 U 

(Un-Labeled Data) 進行 Tri-Training實驗，用以測試加入自 U選取的新訓練資料對系統

效能提升的程度，以及(2)利用 L中人工標記的餐廳類別作為已知實體(Known Entities，

a.k.a. Seeds) 並依其出現的次數由高而低排序後進行 Distant Learning實驗。 

4.1 特徵探勘 

首先以 10,000 筆已標記的資料 (L) 分成五等分取其中 8,000 筆作為訓練資料，2000

筆作為測試資料 (5-Fold CV)，將 By Confidence 與 By Support 兩種實驗方法所得的效

能 繪成圖表 (如下圖 4) ，By Confidence 在 取 Top 500 的項目 時所得的 F-Measure

達到最高 0.8645，故選定以 By Confidence Top 500作為選取辭典項目的方式進行後續

實驗。 

 

圖 4 The Performance with Different Dictionary Mining Methods 

4.2 監督式學習 

完成辭典探勘實驗後，以 By Confidence Top 500自 10,000 筆已標記資料 (L)擷取適當

的辭典項目後，以 5-Fold CV的方式進行學習曲線(Learning Curve)實驗，結果如圖 5中
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顯示，當訓練資料量達 8,000筆時 F-Measure可達 0.8645。 

 

圖 5 Learning Curve of Basic Model 

4.3 半監督式學習 

4.3.1 Tri-Training 

依照 4.2 節的實驗，我們自 PTT FOOD 版收集的未標記資料(U)共 87,282 筆，透過

Tri-Training每一回合自 U中選取部分資料，再利用已訓練完成的 NER模型標記答案，

這些新資料答案可能不正確(即包含 Noise)，隨著每回合加入更多的新訓練資料提升系

統效能。為避免實驗數據受Ｕ中離群值 (Outliers) 影響，因此在每一次的 5-Fold-CV中

均再進行 5次的 Tri-Training並取其平均，共執行 5*5 = 25次 Tri-Training，流程如圖 6。 

 

圖 6 Tri-Training實驗流程圖 

Tri-Training 的實驗結果如圖 7。從實驗數據中可發現，Tri-Training 平均所使用的訓練

資料量 17,684是Basic Model訓練資料量的 2.2倍，而其平均F-Measure為 0.8685較Basic 

Model 的 0.8645微幅提升 0.0040，結果顯示雖然 Tri-Training效能僅微幅提升，但這也
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達到 Tri-Training從龐大的 U中獲取新訓練資料來提升 NER效能的目的。 

 

圖 7 The Performance of Basic Model & Tri-Training 

4.3.2 Distant Learning 

我們以 Basic Model為基準，以 L所包含的 1,563個 Entities為種子 (Seeds) 進行半監督

式 Distant Learning 實驗，藉以測試以 Seeds自動標記資料取代人工標記的實驗結果，

實驗流程如下圖 8 所示。 

 

圖 8 Distant Learning實驗流程圖 

首先統計各 Seed 的出現次數並依照降冪排序後以向下累積的方式整理如下圖 9，圖中

顯示 1,563個 Seeds 於 L中總出現次數為 7,961次，而前 500個 Seed的累積出現次數

已達 6,738次，亦即前 31.9% 的 Seed其出現次數占了總出現次數的 84.6%，由此顯示

利用出現次數較高 (可視為較熱門) 的前幾個 Seed 即可完成相當大比例的資料標記，

因此後續實驗的進行將依熱門程度排序後的 Seed 出現次數為組距，依順序由高至低進

行自動標記，再將實驗結果依組距區分後繪製成學習曲線，後續觀察使用不同 Seed 量

對系統效能的影響，最後再將實驗結果與監督式學習的 Basic Model及 Tri-Training 實

驗進行效能比較。 
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圖 9 Seeds出現次數累計圖 

實驗的第一個部分自 L取 8,000筆資料並移除答案後以 Seeds標記後作為訓練資料，剩

餘的 2,000筆資料作為測試資料進行 5-Fold-CV實驗，實驗結果取 F-Measure的平均值

整理如下圖 10。從結果可見在使用所有的 Seeds 時可於 8,000筆資料中標記 5,958 筆

最少包含一個Entity的資料 (positive example)，並移除未標記任何Entity的資料(negative 

example)後，F-Measure為 0.8387，與人工標記進行 Basic Model 實驗的結果 0.8645 差

距 0.0258; 由此可見利用 Distant Learning 的方式進行自動標記的結果其效能雖然略低

於人工標記，但卻可大幅節省人工標記所需耗費的時間與成本。 

實驗的第二個部分同樣依各組別的 Seeds量對 87,282筆未標記資料 (U) 進行自動標記

後僅以 positive examples作為訓練資料，實驗結果如下圖 11，其 F-Measure在使用所有 

Seeds 時可達到 F-Measure 0.8702，相較人工標記的結果，效能略微增加。由此顯示可

透過 Distant Learning標記大量訓練資料時，甚至可達到更好的效能。 

 

圖 10 Distance Learning Curve with different |Seeds| (|X|=8,000) 
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圖 11 Distance Learning Curve with different |Seeds| (|X|=U) 

 

4.4 討論 

首先我們利用 L的 10,000筆資料訓練 Basic Model，因為 L的答案是經由人工標記的，

因此可視為 F-Measure 0.8645為這一份資料的效能上限(Upper Bound)，若希望再提升效

能，提供更多的訓練資料是其中一個可行方法。 

首先我們使用 Tri-Training來達成此一目的，使用 L訓練 Basic Model，再自 U中挑選新

的資料並使用 Basic Model標記答案，此即為新的訓練資料。再以新的訓練資料重新訓

練模型，此步驟重複執行數次，總訓練資料量亦隨之增加，但 Tri-Training 為了防止一

個回合新增遠超過|L|的新增資料，因而陷入新增許多 Noise 的風險，故 Tri-Training 限

定每一回合新增的訓練資料為一個|L|，依據我們的實驗數據得知，當 Tri-Training 停止

時，總資料量將略少於|L|*2。 

另外一個方法為 Distant Learning，因為是利用 Seeds來標記訓練資料，所以必定會出現

標記錯誤或未標記的 Noise，故需要收集大量的未標記資料以及 Seeds 來掩護 Noise 的

負面影響。此方法優點是原理簡單，缺點是資料量以及 Seeds的數量要求較高，為了降

低 Noise的影響，需一直收集新的資料以及 Seeds。若新資料/Seeds的收集若沒有困難，

或已知標記的訓練資料可以透過 Pattern減少 Noise，則 Distant Learning可說是一個簡

單而又有效的方法。 

整體而言，Tri-Training僅需利用少數、品質高的訓練資料才可訓練效能不太差的 Basic 

Model，若品質太差則利用模型標記的答案則大多數是 Noise，則效能還是無法提升，
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因此優點是訓練資料量的要求較低，因新增的資料是透過 NER 模型標記，故品質通常

較 Distant Learning 為佳，故可使用較少的資料量得到效能差異不大的模型，缺點是每

一回合需花費大量時間重複訓練模型。 

由之前實驗結果得知 Tri-Training 共使用 17,684 筆資料其 F-Measure 為 0.8685，而

Distant Learning使用 62,628筆資料其 F-Measure為 0.8702，總訓練資料量差異 3.54倍，

此結果正與上列兩個半監督學習方法的比較相符。 

五、 結論 

美食資訊與日常生活息息相關，建立一個即時且完整的 POI 資料庫讓使用者能更便利

查詢在這波行動潮流中有著重要的地位。本文以 WIDM 實驗室所開發的 WIDM NER 

TOOL 結合 CRF++ Package 直接針對 PTT 內非結構化文章的簡短標題進行餐廳類別

擷取，其結果可作為相關資訊系統、行動 App 的資料來源，未來亦可結合意見探勘

(Opinion Mining) 對該文章的內容分析，自動化給予該文章所提及的餐廳與美食評分，

即可得到更完整的美食餐廳相關資訊資料庫。 
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