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摘摘摘要要要

减小图文信息间的语义鸿沟，促进跨模态信息的对齐与融合一直是解决跨模态图文检
索问题的关键。但现有的双流模型因为训练时图像编码器与文本编码器是分开的，
导致图文特征的对齐与融合较难。因此，本文提出图像映射文本特征（MITF）网络
将不同模态（图像和文本）的信息映射到单一模态（文本），进一步增强跨模态语
义的融合和对齐，提高图文检索的性能。具体地，在冻结预训练的中文视觉语言模
型Chinese-CLIP参数的情况下，训练一个MITF网络将图像映射为伪语言标记，在此
基础上引入提示词自动学习机制提升模型对于伪语言标记的理解能力。同时，在检
索时构建Faiss索引提高检索速度。在三个开源数据集的实验结果表明所提方法相比
原始Chinese-CLIP模型检索时的Mean Recall指标平均提高了3.7%，检索速度提高了
约4倍。同时，图文特征可视化结果进一步表明所提方法提高了图像特征与文本特征的
对齐程度。

关关关键键键词词词：：： 语义对齐 ；跨模态 ；图文检索 ；图像映射文本特征网络
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Abstract

To address the cross-modal image-text retrieval challenge, it’s essential to close the
semantic gap between vision and language. However, the prevailing dual-stream model
which separates image encoder and text encoder during training complicates the prob-
lem. In this paper, we propose a mapping network to map information from different
modalities (image and text) to a single modality (text), called MITF network, with
the purpose of improving the fusion and alignment of cross-modal semantics. Given
a frozen pre-trained model, Chinese-CLIP, we train the MITF network to convert the
visual embedding into the corresponding pseudo language tokens. Additionally, we
also introduce a mechanism that automatically learns prompt to enhance the model’s
understanding of pseudo language tokens. To speed up the retrieval process, the Faiss
index is employed. Experimental findings on three datasets show that our method
achieves an absolute 3.7% MR gain and quadruples retrieval speed compared to the
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vanilla Chinese-CLIP model. Additionally, the image-text feature visualization results
further show that our method improves the alignment between image features and text
features.

Keywords: Semantic alignment , Cross-modal , Image-text retrieval , Mapping
images to text features network

1 引引引言言言

近年来，随着图像、文本等多模态数据的高速增长，对于访问和利用各种跨模态数据的需
求也相应增长，形成了跨模态研究的三个主要领域：跨模态生成、跨模态视觉问答和跨模态检
索。跨模态检索是指给定一种模态样本，返回另一模态中相似的样本，如图像-文本检索等，在
公安、医疗和电商领域等均有着广泛的应用前景(Kaur et al., 2021)。但由于各模态语义间存在
的差异，如何减小差异实现跨模态语义的有效对齐逐渐成为了研究热点。
受预训练语言模型成功的启发(Devlin et al., 2018; Liu et al., 2019; Brown et al., 2020)，

大规模预训练视觉语言模型研究(Li et al., 2019a; Radford et al., 2021; Wang et al., 2022a;
Liu et al., 2023a)在各种跨模态任务上取得了显著进展，包括图像-文本检索。这些现有方
法通常可以根据模型架构大致分为两类：单流模型和双流模型。单流模型通常会添加额外
的Transformer层(Vaswani et al., 2017)来模拟图像和文本表示之间的深度交互，从而提高检索
性能，如图1(a)所示。但当该模型应用于整个图像集合时会导致检索速度不稳定，因为每当给
出新的文本查询时，每个图像样本都需要进行跨模态计算。相比之下，双流模型以完全解耦
的方式编码视觉和文本输入，如图1(b)所示。图像表示允许预先计算并独立于文本查询重新使
用，检索速度较快。但双流模型也因为图像编码器和文本编码器在训练时参数是独立的，导致
两个编码器对图文信息编码后得到的特征不是完全对齐的，多模态语义信息的融合和交互较
难。虽然存在一些权衡方法，如ALBEF模型(Li et al., 2021)通过跨模态注意力机制，将图像表
征和文本表征先对齐再进行融合，但训练时计算成本较高，且检索速度较慢。
为了解决以上挑战，本文围绕跨模态检索中的语义对齐问题，提出图像映射文本特征

（Mapping Images to Text Features，MITF）网络，如图1(c)所示，将图像映射为文本特征
后，在文本编码器端模拟跨模态信息间的深度交互，进一步增强跨模态语义的有效对齐和
融合，从而提高检索性能。同时，图像表示允许预先计算，检索速度较为稳定。具体来说，
首先在冻结预训练的中文视觉语言模型Chinese-CLIP（以下简称CN-CLIP）模型(Yang et al.,
2022)参数的情况下，训练一个MITF网络将图像映射为伪语言标记即用文本特征表示图像信
息的关键内容。而为了使伪语言标记更好地为文本编码器所利用，引入提示词（prompt）
自动学习机制进行优化。然后在检索时构建Faiss索引，有效提升检索速度。该方法的有效性
在Flickr30k-CN(Lan et al., 2017)数据集、COCO-CN(Li et al., 2019b)数据集和MUGE(Lin et
al., 2021)数据集上均得到了验证。本文的主要贡献总结如下：

• 提出图像映射文本特征网络，并引入提示词自动学习机制，利用预训练的视觉语言模型将
图像转换为伪语言标记，以减小图文信息间的语义鸿沟。

• 在检索时构建Faiss索引，提高检索效率，在检索精度不变的情况下，检索速度提高了约四
倍。

• 经过实验验证，本文所提出的图像映射文本特征网络以较小的参数量实现了与全量微调方
法相当的结果，有效降低了模型训练的计算资源和成本。

2 相相相关关关工工工作作作

2.1 跨跨跨模模模态态态图图图文文文检检检索索索

近年来，随着注意力机制的广泛应用，预训练视觉语言模型已被广泛研究并应用于图文
检索领域(Tan and Bansal, 2019; Wang et al., 2022a; Liu et al., 2023a)。模型结构大致可分
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图 1: 图文检索模型与本文动机示意图

为两类：单流模型和双流模型。单流模型通过深度交互模块对图像和文本进行联合编码，并
输出融合特征。Lu et al. (2019)提出的早期算法采用对象检测器提取图像特征，但通常忽略
了重要的背景信息。随后，Kim et al. (2021)提出ViLT模型将图像编码器和文本编码器统一
为Transformer模型(Vaswani et al., 2017)，以充分利用所有信息。然而，这些模型都依赖于跨
模态Transfomer编码器来同时融合视觉和文本信号，需要大量的计算成本并降低了推理速度。
双流模型主要侧重于学习如何将从独立编码器中获得的视觉特征与文本特征相统一。由于只有
一个轻量级交互模块（通常是MLP网络或点乘法）用于匹配图像和文本特征，因此双流模型可
以在数十亿实例上进行对比学习，如CLIP模型(Radford et al., 2021)、ALIGN模型(Jia et al.,
2021)和BLIP2模型(Li et al., 2023)等。在双流模型中，不同模态的交互只发生在最终的轻量级
模块，导致与单流模型相比性能稍差。然而，这种双流模型的后期交互方案允许图像和文本表
示的预先计算，从而使它适合于实时搜索。

通常，双流模型由于缺乏有效的跨模态特征融合，表现出较差的检索性能。而单流模型
通过深度交互模块在编码过程中整合来自多种模态的信息，通常会导致检索性能较好，但
牺牲了灵活性导致检索速度极低。此后虽然一些权衡方法被提出以解决以上问题，如LiT方
法(Zhai et al., 2022)训练时冻结图像编码器以整合较为干净的图像数据源和图文对数据源的优
点，而ALBEF模型(Li et al., 2021)则通过跨模态注意力机制，先将图像表征和文本表征对齐
再融合，但训练时的计算成本较高。受ALBEF模型的启发，本文在CN-CLIP模型(Yang et al.,
2022)的基础上，提出图像映射文本特征网络，试图将多模态信息映射到文本模态以减小模态间
的差异，进一步增强跨模态语义的对齐和融合。

2.2 用用用语语语言言言标标标记记记表表表示示示图图图像像像方方方法法法

曾经有一些研究试图在视觉语言模型的预训练过程中将图像区域映射为语言标记(Wang et
al., 2022b; Chen et al., 2019; Li et al., 2020)。典型的框架包括：(1) 使用预训练的物体检测器
检测图像中的物体；(2) 将图像区域和相应的文本描述输入文本编码器；(3) 优化多个多模态目
标以获得视觉语言模型。但这些方法都需要在预训练阶段使用高性能的物体检测器。还有其他
方法如Cohen et al. (2022)使用循环对比损失来学习如何将一组图像转换成一个概念词标记，
以解决个性化图像检索和语义分割等问题。Gal et al. (2022)提出用单词标记来表示描绘同一对
象的几幅图像，并将其用于文本到图像的生成任务。Saito et al. (2023)提出pic2word方法，使
用未标记图像数据集进行无监督对比学习，以便灵活地组合图像和文本查询。受这些方法的启
发，本文提出将图像映射为伪语言标记的方法，以实现跨模态语义更有效的对齐，提升图文检
索的效率。

3 方方方法法法

在本节中，将介绍本文的MITF网络和提示词自动学习机制及检索方法。训练和推理
过程的概述如图2所示。所采用的基座模型为预训练的视觉语言模型CN-CLIP(Yang et al.,
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图 2: 训练过程和推理过程概述图

2022)，该模型由文本编码器和图像编码器组成，一共提供了五个不同规模的模型。文本编
码器为RoBERTa-wwm系列模型(Liu et al., 2019)，图像编码器为RN50模型(He et al., 2016)或
者Vision Transformer系列模型(Dosovitskiy et al., 2020)。在训练时，冻结预训练文本编码器和
图像编码器，训练一个映射网络将视觉嵌入转换为相应的伪语言标记。并引入提示词自动学习
机制使得到的伪语言标记更好地为文本编码器所利用。在推理时，将图像经过MITF网络得到
伪语言标记，将其与待检索文本分别经过文本编码器得到的特征进行比较，通过近似近邻检索
得到最相似的图文样本对。我们将在以下小节中详细介绍训练和推理机制。

3.1 对对对比比比语语语言言言-图图图像像像预预预训训训练练练模模模型型型（（（CN-CLIP）））

给定一个图像文本数据集D = {(xn, tn)}Nn=1，其中x ∈ X为图像，t ∈ T为分词后的语言
描述。对于一张图像x，以θ为参数的图像编码器fθ对其进行编码得到视觉表征ṽ ∈ Rd×1 : ṽ =
fθ(x)。对于文本描述t，以ϕ为参数的文本编码器fϕ对其进行编码提取语言表征ũ ∈ Rd×1 :
ũ = fϕ(t)。CN-CLIP模型(Yang et al., 2022)采用对比学习的方法，使用约2亿对中文图文对进
行训练。对于批次B中的第i个图像xi和与其对应的第j个文本描述tj，对其分别进行归一化处

理vi = ṽi
∥ṽi∥和uj =

ũj

∥ũj∥。最后，CN-CLIP模型使用对称交叉熵损失进行优化，损失函数如下所

示：

min
{θ,ϕ}

Lcon = Lt2i + Li2t (1)
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其中包括2个对比项，温度系数τ用于控制对困难负样本的惩罚力度，如下式所示：

Lt2i = − 1

|B|
∑
i∈B

log
exp

(
τuT

i vi

)∑
j∈B exp

(
τuT

i vj

) (2)

Li2t = − 1

|B|
∑
i∈B

log
exp

(
τvT

i ui

)∑
j∈B exp

(
τvT

i uj

) (3)

而在进行图文检索推理时，用余弦相似度来衡量图像文本的相似度大小，给定一张图像x，预测
文本描述t与其匹配的概率公式为：

p(t = i | x) =
exp (cos (ui,v) /τ)∑N
j=1 exp (cos (uj ,v) /τ)

(4)

同理，给定一个文本描述t，预测图像x与其匹配的概率公式为：

p(x = i | t) =
exp (cos (vi,u) /τ)∑N
j=1 exp (cos (vj ,u) /τ)

(5)

3.2 图图图像像像映映映射射射文文文本本本特特特征征征（（（MITF）））网网网络络络

该方法的核心是训练一个映射网络来输出伪语言标记，在固定文本编码器和图像编码器的
情况下训练该网络，这样获得的伪语言标记能够最大程度地减少图像特征和文本特征之间的对
比损失，即强制网络形成一个从图像嵌入到语言嵌入的循环，如图2所示，将图文信息都映射
到文本模态以减小模态间特征的差异。对于未归一化的视觉嵌入ṽ，参数为ω的映射网络fω提取
伪语言标记嵌入s = fω(ṽ)。fω为一个深度为3层的多层感知机，其参数大约为17M。如图2右侧

所示，在s后添加自动优化的提示句（关于提示句优化的设计在3.3章节中介绍），得到ŝ。然后
将ŝ输入文本编码器fϕ，得到伪语言嵌入p̃ = fϕ(ŝ)，希望p̃能够在表示输入的图像信息的基础上
尽可能接近于其对应的原文本的语言嵌入ũ。该映射网络的对比损失为：

min
M

L = Lt2i(p,u) + Li2t(p,u) (6)

其中包括2个对比项，如下所示：

Lt2i(p,u) = − 1

|B|
∑
i∈B

log
exp

(
τuT

i pi

)∑
j∈B exp

(
τuT

i pj

) (7)

Li2t(p,u) = − 1

|B|
∑
i∈B

log
exp

(
τpT

i ui

)∑
j∈B exp

(
τpT

i uj

) (8)

其中pi = p̃i
∥p̃i∥
。在此基础上训练fω生成si使pi接近ui。上述公式与式（1、2、3）的不同之处在

于：（1）优化是针对参数ω进行的，而其他部分是固定的；（2）使用p代替v，换言之，对比
学习的目标是使该图像生成的伪语言标记与其真实文本标记尽可能接近。

3.3 提提提示示示词词词自自自动动动学学学习习习机机机制制制

在3.2节中通过MITF网络得到的伪语言标记是连续的特征，所表达的语义信息较为受限，
为了使生成的伪语言标记更好地为文本编码器所利用，并且受提示学习在预训练视觉语言模型
上同样取得了令人瞩目的性能的启发(Zhou et al., 2022)，我们引入了提示词自动学习机制。
提示工程通过给定具有指示性的离散字符辅助视觉语言模型完成相应的下游任务，如clip模
型在进行图像分类时给定一个提示语句：A photo of a object（其中object为待分类的物体名
称）(Radford et al., 2021)，使其完成图像分类的任务，而提示学习的研究旨在将这一过程自动
化，而不是手动设计提示。提示学习的方法为我们如何更好地提升模型对于伪语言标记的理解
能力以提高检索性能提供了可供借鉴的思路。它通过从数据中学习端到端连续向量对上下文词
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语进行建模，避免手动提示调优。概述如图2所示。具体来说，提供给文本编码器fϕ的提示设
计为如下形式：

ŝ = [s][V]1[V]2 . . . [V]M (9)

其中，每个[V]m(m ∈ {1, . . . ,M})是一个维度与词嵌入相同的向量（如CN-CLIPViT-B模型中
的768维），而M是一个超参数，指定了上下文标记的数量，s为MITF网络中所学习到的伪语
言标记。给定一张图像x，预测文本描述t与其匹配的概率公式为：

p(t = i | x) =
exp (cos (ui,p) /τ)∑N
j=1 exp (cos (uj ,p) /τ)

(10)

同理，给定一个文本描述t，预测图像x与其匹配的概率公式为：

p(x = i | t) =
exp (cos (pi,u) /τ)∑N

j=1 exp
(
cos

(
pj ,u

)
/τ

) (11)

在交叉熵损失函数的基础上，训练过程中将进行梯度调整以最小化对称多类损失，梯度可
以通过文本编码器fϕ反向传播，利用参数中编码的丰富知识来优化提示词获得更好的表示。

3.4 使使使用用用Faiss索索索引引引加加加速速速的的的推推推理理理过过过程程程

在给定文本检索图像时推理过程概述如图2所示，候选图像经过图像编码器和MITF网络
得到伪语言标记，将其与给定文本分别经过文本编码器得到的特征进行对比，通过检索得到
最相似的k个样本对，采用余弦相似度函数来衡量样本相似度大小。对于检索过程，本文采用
了Faiss框架提供的近似近邻（Approximate Nearest Neighbor，ANN）检索方法来提高检索速
度。Faiss∗全称是Facebook AI Similarity Search，是由Facebook开发的用于高效相似性搜索的
开源库，是目前最为成熟的ANN检索库。对于检索任务，可大致分为以下三步：创建索引列
表、聚类训练、查询。我们使用了Faiss的倒排乘积量化方法来加快检索速度，其思路是将原始
的高维向量空间划分为多个低维子空间，在每个子空间内进行向量量化编码。最终将所有子空
间量化编码依次串联起来作为原向量的编码。在查询时，需要对查询向量进行同样的子空间拆
分和量化，然后基于这些量化码在倒排索引中进行近邻搜索。经过处理后，我们得到了经过乘
积量化器优化和k-means训练的Faiss索引表I。在给定文本检索图像时的算法伪代码如下所示。
对于输入向量u，Faiss 能快速检索出与u最相似的前k个备选向量，表示为[h1, h2, . . . , hk]，即候
选图像集中与给定文本最匹配的k个样本。同理可得给定图像检索文本的过程。

Algorithm 1: 基基基于于于Faiss索索索引引引的的的图图图文文文检检检索索索算算算法法法伪伪伪代代代码码码

Input：text features，image features
Output：top k image ids
1：for image feature in image features do
2： image feats=list(image feature)
3：index=faiss.IndexFlatIP()
4：index.add(image feats)
5：for text feature in text features do
6： indices = index.search(text feature, topk)
7： Return indices as top k image ids

4 实实实验验验

4.1 实实实验验验设设设置置置

本实验所采用的基座模型为Aliyun开源的CN-CLIP模型†，若无特别指明，模型所采用的
基座模型均为CN-CLIPViT-B模型。MITF网络由深度为3层的多层感知机网络组成，所采用的
激活函数为Mish函数(Misra, 2019)（输出层没有使用激活函数，具体的设计细节将在附录A中

∗https://github.com/facebookresearch/Faiss
†https://github.com/OFA-Sys/Chinese-CLIP
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给出）。使用的优化器为AdamW(Loshchilov and Hutter, 2017)，学习率为8 ∗ 10−4 ，权重衰
减为0.1。对比学习的批量大小为576，设置迭代次数为10，采用学习率余弦衰减策略，具体的
超参数设置将在附录B中给出。基座模型为CN-CLIPViT-L和CN-CLIPViT-H的模型在3块GeForce
RTX 3090 GPU上进行训练，其余模型均在6块GeForce RTX 2080 Ti GPU上进行训练。本
次实验所选用的数据集为Flickr30k-CN数据集(Lan et al., 2017)、COCO-CN数据集(Li et al.,
2019b)和MUGE数据集(Lin et al., 2021)，关于各数据集详细数据将在附录C中给出。首先在
对应数据训练集上冻结预训练模型训练MITF网络，选取在验证集上效果最好的模型，然后
在对应测试集上测试结果。由于MUGE数据集官方没有提供图到文标注数据和测试集数据，
关于MUGE数据集只在验证集上进行文到图检索实验。同时，我们也在相同实验环境下进行
了CN-CLIP全量微调实验以进行对比，对MITF网络进行全面分析。

4.2 实实实验验验结结结果果果

对于图像检索文本和文本检索图像任务，本文使用该任务常用的Recall@1
(R@1)、Recall@5 (R@5)、Recall@10 (R@10) 和Mean Recall (MR)指标来进行评测。

方法 训练参数量 检索时间
图像检索文本 文本检索图像

R@1 R@5 R@10 MR R@1 R@5 R@10 MR

COCO-CN
CN-CLIP - 4s 57.0 84.1 93.6 78.2 62.2 86.6 94.9 81.2
Finetune∗ 188M 4s 67.1 93.1 97.6 85.9 68.3 93.4 97.6 86.5
Ours 17M 1s 63.7 92.4 97.2 84.4 66.9 91.7 96.8 85.1

Flickr30k-CN
CN-CLIP - 9s 74.6 93.5 97.1 88.4 62.7 86.9 92.8 80.8
Finetune∗ 188M 9s 87.5 97.8 99.4 94.9 71.4 92.2 96.1 86.6
Ours 17M 3s 84.9 96.9 99.1 93.6 70.0 90.9 95.6 85.5

MUGE
CN-CLIP - 139s - - - - 52.1 76.7 84.4 71.1
Finetune∗ 188M 139s - - - - 54.2 80.3 86.9 73.8
Ours 17M 41s - - - - 52.3 78.2 86.0 72.2

CN-CLIP - 51s 65.8 88.8 95.4 83.3 59.0 83.4 90.7 77.7
平均 Finetune∗ 188M 51s 77.3 95.5 98.5 90.4 64.6 88.6 93.5 82.3

Ours 17M 15s 74.3 94.7 98.2 89.0 63.1 86.9 92.8 80.9

表 1: 与CN-CLIP全量微调方法的对比（*为我们复现的实验结果），检索时间为在相应数据集
的测试集（验证集）检索所有数据所需的时间

与与与CN-CLIP全全全量量量微微微调调调方方方法法法的的的对对对比比比。。。对比学习的效果与学习时的批量大小有较大关系，在
内存资源一定的情况下，模型参数量越多，对比学习的批量数就越小。因此，为保证实验的公
平性，我们在相同实验环境条件下对CN-CLIPViT-B模型进行了全量微调方法的实验，对比结
果如表1所示，在3个数据集上的平均实验结果表明，训练时MITF网络参数量为全量微调参数
量的9.4%，但与全量微调实验结果MR值的误差仅为1.4%。而与原始CN-CLIP模型零样本预测
的表现相比，本文所提出的模型在3个数据集上均达到了较好的效果，在COCO-CN数据集上相
比原始CN-CLIP模型MR指标提升了5.0%，在Flickr30k-CN数据集上提升了5.0%，在MUGE数
据集上提升了1.1%。同时，在进行图文检索时检索速度提高了约4倍。证明了本文方法的有效
性。较低的参数量意味着占用较少的内存和较短的训练时间，利于加快模型在指定下游任务上
的微调和模型的部署，并且降低了模型对于数据量较少的数据产生过拟合现象的风险。

与与与其其其他他他中中中文文文视视视觉觉觉语语语言言言预预预训训训练练练模模模型型型对对对比比比。。。对比结果如表2所示，我们选取了FILIP(Yao et
al., 2021)模型与Wukong(Gu et al., 2022)模型在下游数据集全量微调的结果进行对比。由
于FILIP模型没有提供源代码，实验结果均来自WuKong论文(Gu et al., 2022)中提供的结果。
实验结果表明，本文方法优于目前的其他中文预训练视觉语言模型。

4.3 消消消融融融实实实验验验

提提提示示示词词词自自自动动动学学学习习习机机机制制制的的的影影影响响响。。。为探究该模块的影响，我们在三个下游数据集上使用手
动设计的提示句代替提示词自动学习，在其他条件都相同的情况下进行实验。手动设计的提
示句为：“ 是这张图片的内容”,下划线部分为MITF网络所学习到的伪语言标记。实验结
果如表3所示。分析可知提示词自动学习的方法普遍优于手动设计提示词的方法，且该方法
在MUGE数据集上的效果更为显著，可能原因为MUGE数据集专注于电商领域，领域内图文信
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方法
图像检索文本 文本检索图像

R@1 R@5 R@10 MR R@1 R@5 R@10 MR

COCO-CN
FILIP 52.7 81.3 88.3 74.0 56.2 86.8 94.3 79.1
WuKong 65.8 90.3 96.6 84.2 67.0 91.4 96.7 85.0
Ours 63.7 92.4 97.2 84.4 66.9 91.7 96.8 85.1

Flickr30k-CN
FILIP 72.1 91.3 95.8 86.4 57.5 84.3 90.6 77.5
WuKong 83.9 97.6 99.0 93.5 67.6 89.6 94.2 83.8
Ours 84.9 96.9 99.1 93.6 70.0 90.9 95.6 85.5

MUGE
FILIP - - - - 30.6 58.2 70.2 53.0
WuKong - - - - 39.2 66.9 77.4 61.2
Ours - - - - 52.3 78.2 86.0 72.2

表 2: 与其他中文预训练视觉语言模型的对比结果

息相似度较高，自动学习的提示词对于提升模型在该领域对于伪语言标记的理解能力更为有
效。

方法
图像检索文本 文本检索图像

R@1 R@5 R@10 MR R@1 R@5 R@10 MR

COCO-CN
手动设计 59.9 89.6 96.4 82.0 66.5 91.2 97.0 84.9
自动学习 63.7 92.4 97.2 84.4 66.9 91.7 96.8 85.1

Flickr30k-CN
手动设计 84.5 97.0 99.1 93.5 69.9 90.7 95.4 85.3
自动学习 84.9 96.9 99.1 93.6 70.0 90.9 95.6 85.5

MUGE
手动设计 - - - - 51.7 77.8 85.4 71.6
自动学习 - - - - 52.3 78.2 86.0 72.2

表 3: 提示词自动学习机制的影响

Faiss索索索引引引的的的影影影响响响。为探究构建Faiss索引进行ANN检索对实验结果的影响，我们在三个下
游数据集上使用原KNN检索方式代替ANN检索，在其他条件都相同的情况下进行实验，实验结
果如表4所示。结果表明，构建Faiss索引进行ANN检索较原检索速度提高了约4倍，并且检索精
度没有下降，对于数据量较大的MUGE数据集，提升效果更为明显。

ANN检索 检索时间
图像检索文本 文本检索图像

R@1 R@5 R@10 MR R@1 R@5 R@10 MR

COCO-CN
% 4s 63.7 92.4 97.2 84.4 66.9 91.7 96.8 85.1

! 1s 63.7 92.4 97.2 84.4 66.9 91.7 96.8 85.1

Flickr30k-CN
% 9s 84.9 96.9 99.1 93.6 70.0 90.9 95.6 85.5

! 3s 84.9 96.9 99.1 93.6 70.0 90.9 95.6 85.5

MUGE
% 139s - - - - 52.3 78.2 86.0 72.2

! 41s - - - - 52.3 78.2 86.0 72.2

表 4: Faiss索引的影响，检索时间为在相应数据集的测试集（验证集）检索所有数据所需时间

图图图像像像映映映射射射文文文本本本特特特征征征网网网络络络规规规模模模的的的影影影响响响。。。为探究MITF网络规模对于实验结果的影响，选取了
模型参数量分别为17M（隐藏层维度为1200）、19M（隐藏层维度为1400）、22M（隐藏层维
度为1600）、25M（隐藏层维度为1800）的四个规模网络在Flickr30k-CN数据集上进行实验。
实验结果如表5所示，本文方法的实验结果均优于原始CN-CLIP模型，充分体现了该方法的有
效性。

基基基座座座模模模型型型规规规模模模的的的影影影响响响。。。为探究本文所提出的方法是否受模型参数量大小的影响，
在Flickr30k-CN数据集上使用CN-CLIP的4个不同规模的基座模型进行实验。实验结果如表6所
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方法
图像检索文本 文本检索图像

R@1 R@5 R@10 MR R@1 R@5 R@10 MR

CN-CLIP 74.6 93.5 97.1 88.4 62.7 89.7 92.8 81.7
Ours(17M) 84.9 96.9 99.1 93.6 70.0 90.9 95.6 85.5
Ours(19M) 85.0 97.0 99.1 93.7 70.1 91.0 95.6 85.6
Ours(22M) 85.3 97.2 99.3 94.0 70.4 91.3 95.9 85.9
Ours(25M) 85.1 97.1 99.4 93.9 70.2 91.2 95.7 85.7

表 5: 图像映射文本特征网络模型规模的影响

示，分析可知，本文方法在4个不同规模的基座模型的实验结果均优于原始CN-CLIP模型，表
明所提出的MITF网络是一种提升跨模态检索性能的通用方法，可作为即插即用模块加入其他
网络。

方法
图像检索文本 文本检索图像

R@1 R@5 R@10 MR R@1 R@5 R@10 MR

CN-CLIPRN50 60.0 85.9 92.0 79.3 48.8 76.0 84.6 69.8
OursRN50 72.7 91.7 96.5 87.0 57.7 83.7 90.5 77.3
CN-CLIPViT-B 74.6 93.5 97.1 88.4 62.7 89.7 92.8 81.7
OursViT-B 84.9 96.9 99.1 93.6 70.0 90.9 95.6 85.5
CN-CLIPViT-L 80.2 96.6 98.2 91.7 68.0 89.7 94.4 84.0
OursViT-L 89.2 98.5 99.7 95.8 74.4 93.0 96.3 87.9
CN-CLIPViT-H 81.6 97.5 98.8 92.6 71.2 91.4 95.5 86.0
OursViT-H 89.9 99.1 99.9 96.3 76.1 94.0 97.0 89.0

表 6: 基座模型规模的影响

4.4 分分分析析析与与与讨讨讨论论论

为了更好地体现本文方法各参数选取的科学性与合理性，本节对实验结果进行如下分析与
讨论。

(a) 图像映射文本特征网络规模 (b) 提示词自动学习文本长度 (c) 伪语言标记token数

图 3: 关于图像映射文本特征网络各参数选取的讨论

图图图像像像映映映射射射文文文本本本特特特征征征网网网络络络规规规模模模的的的选选选取取取：：：在MR值相差0.64%（参数量22M vs 17M）的情况
下，我们选择参数量更少的17M规模的网络。如图3a所示，通常来说，较多的参数可以保留更
多的信息从而取得更好的效果，但也提高了模型过拟合的风险。实验表明，当模型规模增加
到25M时，模型性能有所下降，推测模型此时开始出现过拟合现象。
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提提提示示示词词词自自自动动动学学学习习习文文文本本本长长长度度度的的的选选选取取取：：：当提示词自动学习文本长度为50时，3个数据集
的MR平均值最高，因此我们选择了50作为提示词自动学习文本的长度。如图3b所示，当提
示词文本长度从10等间距变到50时，MR值先下降后上升。这表明具有更多上下文内容会导致
更好的性能。但当上下文长度为10时效果也较好，可能原因是较短的长度更有利于域泛化。
伪伪伪语语语言言言标标标记记记的的的token数数数选选选取取取：：：当MITF网络学习到的伪语言标记的token数为2时，3个数

据集的MR平均值最高，因此伪语言标记的token数设置为2。如图3c所示，当伪语言标记
的token数从1变到4时，MR值先上升后下降。直观上，更多的token表示更多的信息，而Gal
et al. (2022)通过实验表明一个token的嵌入特征就足以捕获足够的语义信息，这与我们的实验
结果相一致：使用1个伪token已经能得到较好的检索结果。

4.5 图图图文文文特特特征征征可可可视视视化化化结结结果果果

使用T-SNE算法(Van der Maaten and Hinton, 2008)将CN-CLIP全量微调方法和本文方法得
到的图文特征分别进行降维处理，所得到的可视化结果分别如图4和图5所示。相比CN-CLIP全
量微调的结果，本文方法得到的图像特征与文本特征更为接近和集中，表明该方法提高了两种
模态的特征的对齐程度，缓解了不同模态间的分布差异的问题。

(a) Flickr30k-CN (b) COCO-CN (c) MUGE

图 4: CN-CLIP全量微调方法得到的图文特征可视化结果

(a) Flickr30k-CN (b) COCO-CN (c) MUGE

图 5: 本文方法得到的图文特征可视化结果

5 结结结论论论与与与展展展望望望

在本文中，提出了一种用于多模态特征对齐的图像映射文本特征网络，该网络试图将多模
态信息融合到文本模态以减少双流编码器所带来的模态间的差异。实验结果表明，该方法以较
少的参数量提升了CN-CLIP模型图文检索任务的准确率和检索速度，并且有效减少了模型微调
训练时占用的内存资源。但还存在缺乏有效的中文预训练数据集导致该网络依赖于下游数据集
的问题。未来将针对此问题加以改进和探索。
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A 图图图像像像映映映射射射文文文本本本特特特征征征网网网络络络结结结构构构设设设计计计

表A总结了基于PyTorch的MITF网络结构描述，一层MLP网络包括一个线性输入
层、Dropout层、激活函数层和一个线性输出层，相邻两层之间设计了残差块结构，
共3层MLP网络组成整个MITF网络。

Layer Module

Output nn.Linear(embed dim,output dim)
FC2 nn.Linear(middle dim,embed dim)
Mish nn.Mish()
Dropout nn.Dropout(0.01)
FC1 nn.Linear(embed dim,middle dim)

表 A: 基于PyTorch的图像映射文本特征网络结构描述

B 实实实验验验超超超参参参数数数设设设置置置

实验时具体的超参数设置如表B所示。对于MUGE数据集，我们报告验证集上的最佳结
果。对于Flickr30K-CN数据集和COCO-CN数据集，我们选择在验证集上表现最佳的检查点，
报告其测试集上的结果。
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批量大小 峰值学习率 迭代次数 热身步数 权重衰减

COCO-CN 512 1e-3 10 20 0.1
Flickr30k-CN 576 8e-6 10 70 0.1
MUGE 576 8e-6 10 70 0.1

表 B: 实验超参数设置

C 数数数据据据集集集信信信息息息

关于各数据集的训练集、验证集、测试集详细数据如表C所示，各数值代表该数据集中匹
配图文对数据的数量。

数据集 训练集 验证集 测试集

COCO-CN 20K 1K 1K
Flickr30k-CN 148K 5K 5K
MUGE 250K 30K -

表 C: 实验数据集表
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