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摘要 

自 動 發 音 評 測 (Automatic 
Pronunciation Assessment, APA)是在量
化非母語(L2)學習者在某種語言中發音
的熟練程度。然而隨著技術的發展

APA 已經可以評測多個發音細粒度如
音素層級、單字層級和語句層級及發

音準確度、流利度、重音等多個面

向。然而目前的 APA 方法使用均方誤
差 (Mean Squard Error, MSE)損失函數，
但在每個細粒度的標籤都存在資料高

度不平衡的問題，這會影響模型的泛

化能力和公平性，MSE 會低估稀有的
標籤，但現有的研究卻很少涉及數據

不平衡的問題。因此在本研究中，我

們參考了在視覺分類建模中使用的類

平衡損失函數 ，使用重新採樣的方式
及加入一個可訓練的變數，縮小了在

不平衡的回歸任務中，訓練集和測試

集 不 匹 配 的 程 度 。 而 我 們 在

speechocean762 資料集上評估我們的方
法，這個資料集上字詞層級顯示出明

顯不平衡的標籤，而我們的實驗結果

顯示，在這個不平衡的資料集上，我

們實驗的結果明顯獲得改善。 

Abstract 

Automatic Pronunciation Assessment 
(APA) aims to quantify non-native (L2) 

learners' pronunciation proficiency in a 
specific language. With technological 
advancements, APA now evaluates various 
aspects of pronunciation, from phoneme 
level to sentence level, including accuracy, 
fluency, stress, and more. However, current 
APA methods rely on the Mean Squared 
Error (MSE) loss function, which struggles 
with imbalanced labels across different 
levels of granularity. This imbalance affects 
model generalizability and fairness, as 
MSE tends to underestimate rare labels. 
Despite these issues, existing research has 
not adequately addressed data imbalance. 
To address this gap, we draw inspiration 
from class-balanced loss functions in visual 
classification. Our approach involves 
resampling and introducing a trainable 
variable to narrow the gap between training 
and testing sets in imbalanced regression 
tasks, aiming to alleviate label imbalance 
effects in APA. Evaluating our method on 
the Speechocean762 dataset, known for 
significant word-level label imbalance, we 
observe remarkable enhancements in 
performance. Our proposed approach 
shows promise in tackling challenges 
stemming from imbalanced data in 
automatic pronunciation assessment. 
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1 介紹 

電 腦 輔 助 發 音 訓 練 (computer-assisted 
pronunciation training , CAPT)系統越來越受歡
迎，並被用於各種用例，例如減輕教師的工

作量 (Bannò et al, 2022)，發音評測線上課程
(Mehri, 2021)，學習者能夠練習他們的語言技
能，以及其他 (Ai, 2015)。電腦輔助發音訓練  
(Computer-assisted pronunciation training, CAPT） 
近年來吸引了人們大量的關注，透過利用許

多機器學習的技術展示了令人印象深刻的成

果 (Shi, 2020; Li,  2017; Korzekwa, 2022)。 
自動發音評測(APA)是一種常見的方法在

CAPT 系統中。自動發音評測很常用於非母語
(L2)學習者學習陌生的語言。通常非母語學習
者（L2）會朗讀接收到的文本提示，而自動
發音評測會根據文本提示和接收到的 L2 學習
者的語音資料進一步的去評測學習者的口說

能力，並即時的對學習者給出指導性的回

饋。 
隨著詳細回饋的需求增加，近期的研究根據

不同細粒度在多個面向(如:重音、流利度、韻
律和準確性等)進行評估發音(Sancinetti,  2022; 
Tepperman, 2005)。有人嘗試使用單一模型
(Arias, 2010; Gong, 2022) 並行預測在各細粒度
級別上不同面向的發音程度評估，以取代分

別採用多個模型進行評估的做法。其中基於

Transformer的發音評估模型 GOPT（Goodness 
of pronunciation feature-based transformer）
（Gong, 2022）， 有 效 地 運 用 分 段 級 別
（segmental-level）特徵，也就是發音優良度 
Goodness of pronunciation (GOP)，在發音評估
任務上有重大的貢獻。 
儘管取得重大進展，但相關研究卻很少

針對資料極其不平衡的面向進行設計，導致

在發音評估任務上效果未臻完美。然而不平

衡的數據集可能會導致模型在訓練過程中過

度擬合到多數的類別。因此解決不平衡的問

題對於量化評估非常的重要。然而單一模型

針對多面向及多細粒度並行評分情況下，各

個面向之間存在極大的差距,，進而阻礙了在
真實教育情境中應用相關的評分模型(Basuki, 

2018)。因此我們需要取相應的方法來處理這
些數據不平衡的問題。以確保評估結果的質

量和準確度。 
原先 GOPT 的模型架構使用 Mean Square 

Error (MSE)作為損失函數，但在回歸訓練中
MSE 會低估稀有的標籤。在此研究中，我們
參考了在視覺分類建模 (Ren, 2022)中使用的類
別平衡損失函數 Batch-based Monte-Carlo 
(BMC)作為我們的損失函數，BMC 是基於批
次的蒙地卡羅方法。在近期深度學習任務中，

訓練時的標籤可能具有非常高維度且具有複

雜的基礎分佈。由於對分佈建模的約束，對

訓練時的標籤進行解析表達可能具有挑戰性。

因 此(Ren, 2022)使 用 Monte Carlo Method 
(MCM)的方法來近似訓練時的標籤，而 BMC
不需要對訓練標籤做額外的前處理就可以克

服在多面向及多細粒度發音評估中因為數據

的不平衡而引起評測效能下降的問題。而在

此視覺分類的研究中 (Ren, 2022)，模型只基於
一種細粒度計算損失函數，而在我們認為應

該為不同細粒度計算不同的損失函數，因此

在我們的研究中我們針對三種細粒度做不同

的損失函數進而去預測不同細粒度及不同面

向的標籤。 
我們使用廣泛用於發音評測中的公開資

料集 Speechocean762 (Zhang, 2021)，作為我們
的測試語料。在此資料集上我們使用了我們

上述所參考到的平衡損失函數。根據我們的

觀察發現某些面向 (如完整性和重音) 和某些
細粒度 (如單字層級) 的數據分佈具有高度不 
平衡的問題 (如圖一)，由於他們的標籤分

數密集分佈在高分的區域，所以會使得低分

的標籤容易被預測為高分的標籤。這些高度

不平衡的面相相較於其他面向會得到較劣質

的表現。所以我們基於GOPT的架構改進訓練
的損失函數。我們針對三種不同細粒度分別

應用可訓練參數的 BMC 損失函數。研究結果
顯示，在明顯不平衡的面向及細粒度上獲得

顯著的改善，從而減少了在不同面向及細粒

度評估效果的差距，而值得注意的是，我們

增強的效果是在不進行任何資料增強或架構

建模的的情況下實現的。 
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2 相關研究 

資料集是影響監督分類和回歸很重要的因

素，所以資料集不平衡的問題是一直以來受

到積極討論的問題，尤其是在視覺和文本分

類的任務中 (Padurariu, 2019; He, 2009)。近期
針對資料不平衡的分類任務的研究可以分為

是重新取樣(Chawla, 2002)和重新加權(Cui, 
2019 ; Wang, 2017)的作法，重新取樣通過重複
或刪除現有的資料來對資料進行過多的樣本

或過低的樣本進行處理。重新加權則是將罕

見的樣本分配更大的損失權重，反之將頻繁

出現的樣本分配給較小損失權重，以達到平

衡資料的效果。最近缺乏針對資料不平衡的

回歸任務的研究，早期的研究((Chawla, 2002 ; 
Cui, 2019 ; Wang ,2017)側重於為稀有標籤重新

採樣和合成新樣本。近期在影像處理的任務

(Ren , 2022)上，有人針對不平衡回歸提出平衡
策略，他們總共提出三種損失函數的方法來

解決不平衡資料的方法，分別是 (1) GAI 
( GMM-based Analytical Integration ) 是一種基
於高斯混合模型（GMM）的分析積分方法。
為了使積分計算變得可行，他們將訓練的標

籤表示為一個高斯混合模型。使用 GMM的主
要優點是兩個高斯分布的乘積仍然是一個未

經歸一化的高斯分布。(2) BNI ( Bin-based 
Numerical Integration ) 是一種基於區間劃分的
數值積分方法，主要應用在單一維度的標籤

 

圖一：資料分佈的長條圖;第一列為語句層的資料分佈，第二列為單字層級的資料分佈。 

 

 

圖二：發音評估模型(GOPT)架構圖。 
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空間。它利用核密度估計（KDE）來估算不
同區間中標籤的密度，進而進行數值積分。

這種方法將標籤空間分成均勻的區間，然後

使用 KDE 在每個區間的中心點估算標籤的概
率密度函數，從而計算積分。這種方法可以

幫助處理數值積分的問題，特別是在標籤空

間不均衡的情況下，提供了一種有效的解決

方案。(3) BMC ( Batch-based Monte-Carlo ) 他
是基於批量的蒙地卡羅的損失函數，該方法

不需要訓練標籤分佈的先驗知識，因此可以

快速地應用在實際應用中。而在此研究中，

我們使用 BMC 來解決我們在發音評估中資料
不平衡的問題。發音評估的任務也同樣面臨

資料標記不平衡的問題，因此我們試圖應用

了 BMC 改善當前具有代表性的發音評估模
型。 

3 方法 

我們採用的發音評估模型是 GOPT (如圖二)， 
GOPT 是基於 Transformer 架構並基於 GOP  
(Goodness of Pronunciation)的特徵，並行預測
多面向和多細粒度的分數。我們使用了公開

可用的資料集 Speechocean762，這個資料集包
含一種音素層集、三種字詞層級和五個語句

層級的標籤，包含正確性、流利度、完整度、

韻律等多面向的標籤。GOPT 的目標是通過分
析音頻輸入及其對應的規範轉錄來進行發音

評估。該過程涉及使用聲學模塊獲取幀級音

素後驗概率，然後在音素級進行強制對齊，

並將其轉換為 84 維的發音優良度（GOP）特
徵。這些特徵通過稠密層投影到 24 維。同時，
使用一位熱編碼生成規範音素嵌入，同樣投

影到 24維，與 GOP特徵相同。這些投影特徵
以及 24維的位置嵌入一起輸入到 Transformer
編碼器中。為了捕獲句子級表示，模型在音

素級輸入序列中添加了可訓練的[cls]標記，類
似於 BERT。這些[cls]標記的 Transformer編碼
器輸出用作對應的句子級表示。訓練過程涉

及多任務學習，使用分別針對每個音素、單

詞和句子標籤的回歸頭。這些回歸頭添加在

與其對應級別的 Transformer 輸出之上。該段
解釋了對每個評估任務使用均方誤差（MSE）
損失，並將分數標準化為共同尺度。最終的

損失是每個粒度（句子、單詞和音素）的損

失之和。 

         Speechocean762提供了豐富的標籤資訊，
主要用於多面向的評估任務。對於每個非母

語學習者的語音資料，此資料集包含語句級

別、字詞級別和音素級別各種面向的分數標

籤。而在音素級別的得分在 0-2之間，而字詞
和語句級別的得分在0-10之間。而在GOPT的
模型中我們重新調整字詞層級和語句層級將

他們標籤分數的範圍重新調整為 0-2
{0,0.2,...,2.0}。儘管這個資料集促進了多面向
及多細粒度的發音評估研究，但所提供的得

分標籤是不平衡的，特別的是在字詞階級和

語句階級裡的完整度都出現偏向高得分的分

佈(如圖一)，在圖一我們可以看出在語句層級
中完整度的資料和字詞層級有嚴重的資料不

平衡的問題。 
而在此實驗中我們分別使用 Mean Square Error 
(MSE)和 Batch-based Monte-Carlo (BMC)的方
法作為損失函數： 

 

𝑀𝑆𝐸(𝑝!"# , 𝑝$#%&) 	=	∥ 𝑝!"# − 𝑝$#%& ∥'' (1) 

 
 𝑝!"#指的是目標的標籤，𝑝$#%&指的是預測標
籤，∥∙∥指的是 L2 norm。 
BMC 是基於批次的 Monte Carlo Method 
(MCM) ，透過在訓練時隨機取樣來近似訓練
時的標籤。 

 
𝐵𝑀𝐶 =	− log𝑁+𝑦!; 𝑦", ℴ#$%&'( Ι1

+ log3𝑁(𝑦(%); 𝑦", ℴ#$%&'( Ι))
+

%,-

 
(2) 

 
BMC 可以重新被表示為 Softmax 的數學式： 

 

𝐵𝑀𝐶( =	− log
𝑒(*∥,!*,"∥##/.)

∑ 𝑒(*∥,!*,$∥##/.),$∈1%

 (3) 

 
其中𝑥 指的是不同層級的細粒度。𝐵'是指在訓
練時的批次𝐵' = {𝑦()),𝑦(,). . . 𝑦(-)}而 N 是指批
次的大小。 

𝛼 = 2ℴ2345%'  (4) 

ℴ#$%&'是我們設定為一個低敏的參數，並且在
模型訓練期間和訓練的標籤一起優化。𝑥為我
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們分別使用三種細粒度計算 BMC 損失函數，
分別是音素級別、字詞級別和語句級別。 

 

4 實驗 

4.1 資料集 

我 們 使 用 Speechocean762 資 料 集 ，

Speechocean762是一個設計給發音評測的免費
公開資料集，此資料集總共包含 5000 句英語
語句，由 250位母語非英語且帶有中國口音的
學習者所朗讀而成，然而Speechocean762提供
了非常豐富的標籤資訊。每個語句提供五種

語句級別面向的分數，包含正確性、流利

度、完整度、韻律、和四個面向的總分而分

數的範圍在 0-10 分，在此資料集的語句中正
確性的評分標準為句子整體的發音準確程

度，完整度的評分標準為在句子中單字是否

發音良好，流利度的評分標準為有無明顯地

停頓或結巴，韻律的評分標準為是否有穩定

的說話速度正確的腔調及節奏說話。而每個

單字提供三種單字層級不同面向的分數，分

別是正確性、重音和兩個面向的總分而分數

的範圍也是 0-10 分，然而 Speechocean762 也
提供了音素層級的分數，分數範圍是 0-2，然
而在模型中，我們重新規範了語句層級和單

字層級的分數讓他們的範圍變成 0-2，讓他們
跟音素層級的分數在同一個規範裡。而訓練

集包含 2,500句語句、15,849個單字和 47,076
個音素。然而測試集也包含 2,500 句語句、
15,967 個 單 字 和 47,369 個 音 素 。

Speechocean762包含多種面向及多細粒力度的
標籤分數，並將此資料集來評估 BMC 對資料
不平衡的影響。 

4.2 實作細節 

在 GOPT 模型架構中，我們使用 DNN-HMM

聲學模型來提取 84維的 GOP特徵。這個聲學
模型基於 Factorized time-delay neural network 
(TDNN-F)，並使用Librispeech 960小時的數據
在 Kaldi 進行訓練。為了評估我們應用的損失
函數的有效性，我們將GOPT的所有訓練超參
數與中的設定保持一致。並且確保實驗結果

的可靠性，我們使用不同的 random seed 重複
了五次獨立的實驗，每個實驗包含 100 個
epochs。學習率是 1e-3。根據訓練集上的
Person Correlation Coefficient (PCC)性能，實驗
結果都是基於第五次獨立實驗的最後一個

epoch 所得的結果。 

5 實驗結果 

我們研究的結果在表一，MSE(表一的損失函
數設定[1])是我們的基線方法。表一的損失函
數設定[2]是我們在所有細粒度層級都使用同
一個損失函數及可訓練的參數ℴ#$%&'。得到的
結果顯示，雖然只有資料極度不均的「完整

度」受到改善，但已經可以發現 BMC 對於處
理資料不平衡已有改善。由於不同細力度的

資料分布表現不一致，我們認為如果三種細

粒度層級都使用同一個損失函數及訓練參

數，會使得整體的效能下降。因此我們進一

步根據三種不同細粒度的層級分別去計算不

同的 BMC損失函數及調整可訓練參數(設定如
表一的設定[3])，實驗結果可以發現因為音素
層級沒有資料不平衡的問題，所以使用 BMC
去計算損失函數反而會過度重疊，而在 GOPT
模型裡因為是使用音素層級進而去對模型訓

表一：在不同損失函數設定下各個細粒度及面相的實驗結果。分別呈現音素層級的損失表現

及和三個層級（音素、單詞和語句層級）的 PCC分數。 

Loss Function Setting 
Phoneme Score Word Score (PCC) Utterance Score (PCC) 

Loss PCC Accuracy Stress Total Accuracy Completeness Fluency Prosodic Total 

[1] MSEphn/word/utt (Baseline) 0.09 0.61 0.53 0.29 0.55 0.71 0.16 0.75 0.76 0.74 

[2] BMCphn/word/utt 0.12 0.52 0.49 0.25 0.49 0.71 0.32 0.75 0.75 0.74 

[3] BMCphn+BMCword+BMC utt 0.09 0.60 0.53 0.30 0.55 0.72 0.40 0.75 0.75 0.74 

[4] MSEphn+BMCword+BMC utt 0.09 0.61 0.54 0.31 0.56 0.72 0.37 0.75 0.76 0.75 
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練單字層級和語句層級的標籤，因此音素層

級的表現會影響單詞及句子層級的訓練成

效，導致其他兩個層級表現不如預期。因此

我們調整在音素層級的損失函數，維持使用

MSE 去計算損失函數(設定如表一的設定
[4])，其他發生資料不平衡層級則是進一步使
用 BMC計算損失函數，根據在表一設定[4]的
結果顯示在音素層級使用 MSE，而單字層級
及語句層級使用 BMC 可以發現，資料不平均
的層級及面向都獲得了改善。 

6 結論 

在此研究中，我們參考在視覺分類建模中使

用的類平衡損失函數，並將此損失函數用來

改善多細粒度發音評測模型中資料不平衡的

問題。將此損失函數用在同一個模型中平行

預測三種細粒度不同面向的分數，我們分別

對三種細粒度做 BMC 損失函數，實驗結果表
明，在多細粒的模型下類平衡的損失函數可

以獲得改善並且使用 BMC 損失函數也沒有使
原本平衡資料的效果變差。 
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