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RESUME
La reconnaissance d’entités nommées est une tache importante en traitement automatique du langage
naturel avec des applications dans de nombreux domaines. Dans cet article, nous décrivons une
nouvelle approche pour la reconnaissance d’entités nommées, dans laquelle nous produisons un
ensemble de segmentations en maximisant un score global. Pendant I’entrainement, nous optimisons
notre modele en maximisant la probabilité de la segmentation correcte. Pendant I’inférence, nous
utilisons la programmation dynamique pour sélectionner la meilleure segmentation avec une com-
plexité linéaire. Nous prouvons que notre approche est supérieure aux modeles champs de Markov
conditionnels et Semi-CRF pour la reconnaissance d’entités nommées.

ABSTRACT
Global Span Selection for Named Entity Recognition

Named Entity Recognition is an important task in Natural Language Processing with applications in
many domains. In this paper, we describe a novel approach to named entity recognition, in which
we output a set of spans (i.e., segmentations) by maximizing a global score. During training, we
optimize our model by maximizing the probability of the gold segmentation. During inference, we
use dynamic programming to select the best segmentation under a linear time complexity. We prove
that our approach outperforms CRF and semi-CRF models for Named Entity Recognition.

MOTS-CLES : Reconaissance d’entités nommées, segmentation, Champ aléatoire conditionnel.
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1 Introduction

La reconnaissance d’entités nommées (REN) est une tache cruciale du traitement du langage naturel
dont le but est d’identifier et de classer les entités pertinentes dans les textes telles que les personnes,
les organisations et les lieux. La reconnaissance de telles entités est avantageuse pour des applications
telles que I’extraction de relations (El Khbir et al., 2022) et la construction de taxanomie (Dauxais
et al., 2022). 1l existe deux paradigmes principaux pour la reconaissance d’entités : I’étiquetage de
séquences (ES) (Huang et al., 2015; Lample et al., 2016; Akbik et al., 2018) et les approches basées
sur les segments (ABS) (Sohrab & Miwa, 2018; Yu et al., 2020a; Li et al., 2021). I’ES considere
la reconaissance d’entités comme une prédiction au niveau du jeton, en utilisant par exemple les
schémas BIO (Ramshaw & Marcus, 1995) ou BILOU (Ratinov & Roth, 2009), tandis que les ABS
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considerent les segments (segments contigus de jetons) comme des unités de base au lieu des jetons
et effectuent une classification au niveau du segment en attribuant une étiquette a chaque entité et une
étiquette spéciale null aux segments sans entités (aussi segments non-entités).

LUES est généralement réalisé en représentant les jetons a 1’aide de modeles d’apprentissage profond,
puis en utilisant un champ aléatoire conditionnel (Lafferty et al., 2001) comme couche de sortie. La
meilleure séquence d’étiquettes est calculée a 1’aide de 1’algorithme de Viterbi et I’apprentissage
maximise typiquement la vraisemblance des séquences de référence. En revanche, les ABS énumerent
tous les segments candidats d’un texte d’entrée et calculent leur représentation avant de les fournir a
une couche softmax pour la classification. L'un des avantages des ABS est qu’elles permettent une
représentation plus riche des segments en comparaison a I’ES, puisque les caractéristiques au niveau
des segments sont apprises de bout en bout.

Cependant, ces modeles basés sur les segments unstructurés prédisent 1’étiquette de chaque segment
indépendamment. Ils ont tendance a produire des entités qui se chevauchent, ce qui est interdit dans
la reconaissance d’entités plate et imbriquée. Les travaux antérieurs utilisaient un algorithme de
décodage (Johnson, 1973; Yu et al., 2020b; Li et al., 2021) pour obtenir un ensemble d’entités non
chevauchantes. Les entités ayant obtenu le meilleur score sont sélectionnées de maniere itérative
tant qu’elles ne chevauchent pas avec celles sélectionnées précédemment. Le décodage glouton est
efficace mais tend a souffrir d’un biais de myopie. Le fait de choisir des segments sans tenir compte
des décisions futures peut conduire a des ensembles d’entités sous-optimaux.

Une formulation alternative de la REN sous forme de segmentation et d’étiquetage joints avec des
semi-champs de Markov conditionnels (Semi-CRF) a été proposée dans la littérature : (Sarawagi &
Cohen, 2005; Kong er al., 2016; Ye & Ling, 2018). Cette approche présente deux avantages : (a) elle
utilise un modele globalement normalisé pour calculer la probabilité de chaque segmentation étiquetée,
au lieu d’évaluer chaque segment indépendamment ; et (2) elle garantit le non-chevauchement des
entités de sortie en utilisant une variante de 1’algorithme de Viterbi pour le décodage.

Néanmoins, les Semi-CRF sont moins performants en pratique, comme nous le montrons dans nos
expériences. Nous supposons que 1’évaluation de segmentations composées d’entités et de non-entités
a la fois est la principale faiblesse. Tout d’abord, les segments sans entités peuvent étre segmentés de
plusieurs facons, toutes aussi valides les unes que les autres, mais une seule d’entre elles est appliquée
par les Semi-CRE, a la fois pendant 1’apprentissage et I’inférence. De plus, 1a majorité des segments
ne comportant pas d’entité, une masse considérable de probabilité est gaspillée sur des segmentations
inintéressantes.

Dans cet article, nous proposons une nouvelle formulation pour la REN basée sur les segments qui
combine des idées provenant d’approches en deux étapes (filtrage et décodage) et de modeles basés sur
des champs de Markov conditionnels (CRF) globalement normalisés. Notre approche commence par
le filtrage de tous les segments sans entités a 1’aide d’un classificateur de segments et la construction
d’un graphe (chevauchant) des segments restants. Un modele globalement normalisé est ensuite
utilisé pour calculer la probabilité de chaque ensemble indépendant maximal (EIM) dans le graphe.
Chacun de ces ensembles correspond a une sélection d’entités non chevauchantes. L’apprentissage
et I’inférence peuvent étre réalisés efficacement en utilisant la programmation dynamique, comme
nous I’expliquons dans la section 2.2. De plus, nous entrainons le classificateur de segments et le
modele global de sélection d’entités de maniere jointe en utilisant un objectif multi-taches. Nous
montrons que notre approche surpasse a la fois I’ES et les Semi-CRF sur toutes les tiches et surpasse
les modeles sur les deux étapes du filtrage et du décodage glouton dans la plupart des cas.

170



2 La REN basée sur les segments en deux étapes

Les approches de la littérature basées sur les segments utilisent un classificateur de segments non
structuré et localement normalisé pour filtrer les segments non-entités, suivi d’un décodage glouton
pour sélectionner un ensemble d’entités non chevauchantes (Li et al., 2021; Fu et al., 2021). Nous
décrivons ces deux étapes dans cette section.

2.1 La classification de segments

Cette étape consiste a énumérer tous les segments de la séquence d’entrée et a calculer leur repré-
sentations en utilisant des transformeurs pré-entrainés tels que BERT. Conformément aux travaux
antérieurs (Lee et al., 2017; Luan et al., 2019), la représentation s;; d’un segment (i,7) de longueur
k est calculée en concaténant la représentation de ses jetons d’extrémité gauche et droite (h; et h;
respectivement) avec une caractéristique apprise de largeur du segment fj,. Un perceptron multicouche
a deux couches avec activation ReLU est appliqué aux caractéristiques pour obtenir la représentation
finale du segment

sij = MLP([hi; hy; fx]) (1)

Ensuite, la représentation du segment est introduite dans une couche linéaire (ou un perceptron
multicouche) pour la classification du segment. Une tiche de REN avec L types d’entités aurait
L + 1 étiquettes puisque nous allouons une étiquette null pour les segments non-entités. Le score
de I’étiquette y pour un segment (4, j) est calculée comme suit :

.o T
P(i,J,y) = wy Sij (2)
ou w, est un vecteur de poids apprenable (nous omettons le terme de biais pour des raisons de

lisibilité). Ces scores sont ensuite normalisés a 1’aide de la fonction softmax.

Le modele est entrainé pour minimiser la log-vraisemblance négative des segments de référence de
I’ensemble d’entrainement 7 :

exp ¢(i, 7, )
Lop== > log T (3)
(Zvjay)eT Zy/ eXp gb(,l'?]? y )

Pendant I’inférence, chaque segment (i, j) se voit attribuer 1’étiquette y (i, j) =, ¢(4, j,y) avec le
score k(i, j) = max, ¢(i, j, y). Nous appelons C I’ensemble des entités candidates qui est I’ensemble
de tous les segments auxquels on a attribué une étiquette différente de null. Cet ensemble peut
contenir des segments qui se chevauchent, ce qui n’est pas autorisé dans les tiches de reconaissance
plate, une étape de décodage est donc nécessaire.

2.2 Ensemble indépendant a poids maximal dans les graphes d’intervalles

Un graphe de chevauchement sur C est le graphe GG dont les nceuds sont les éléments de C et qui
contient une aréte entre chaque paire d’entités chevauchantes. Ce graphe peut également étre appelé
un graphe d’intervalles puisque les segments peuvent étre vues comme des intervalles de leurs
positions de début et de fin. Un ensemble indépendant (EI) du graphe GG est un ensemble de nceuds tel
que deux nceuds de cet ensemble ne sont pas reliés par une aréte. Un ensemble indépendant est dit
maximal s’il n’est pas correctement contenu dans un autre ensemble indépendant. Chaque nceud (7, j)
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du graphe se voit attribuer un nombre réel 7 (i, j), le graphe G est dit étre un graphe pondéré. Pour
chaque sous-ensemble de nceuds S C C, Z(i’ ies r(i,7) est appelé le poids de S. Un Ensemble
indépendant de poids maximal (EIPM) est un ensemble indépendant tel que son poids est maximal sur
tous les ensembles indépendants. Sous cette formulation, le probleme du décodage revient a trouver
un EIPM dans le graphe G :
&= argmaxgsey c) Z r(i,7) 4)
(i,4)€S

ou ¥ (C) est I’ensemble de tous les EIM de G.

Le décodage glouton Le décodage glouton construit une approximation de & en ajoutant itérative-
ment I’entité de C' ayant le meilleur score et qui ne se chevauche avec aucune entité précédemment
sélectionnée. Cet algorithme est d’une complexité de O(n logn) avec n = |C/|.

Dans la section suivante, nous proposons une alternative exacte qui utilise un modele globalement
normalisé.

Le decodage exact La solution exacte de 1’équation (4) peut €tre obtenue par la programmation
dynamique en utilisant 1’algorithme EIPM présenté par Gupta et al. (1982); Hsiao et al. (1992).
Cet algorithme a une complexité temporelle linéaire en O(n) avec n le nombre de noeuds dans le
graphe, qui est supposé étre trié par les extrémités d’intervalles, sinon, il peut étre trié en un temps
de O(nlogn). En pratique, le nombre de nceuds n est bien inférieur a la longueur de la séquence
d’entrée.

2.3 Un modele EIPM globalement normalisé
Une fagon d’estimer les poids 7 (4, j) des noeuds du graphe est d’utiliser les scores produits par les
classificateurs locaux : r(i, j) = k(4, 7). Dans cette section, nous proposons d’apprendre un modele

probabiliste dédié du EIM globalement normalisé et entrainé pour maximiser la probabilité du EIM
de référence.

La probabilité d’un EIM est calculée par :

P(S)=2Z"exp > r(i,)) (5)

Le score non normalisé d’un EIM est simplement égal a la somme des poids individuels des segments,
chacune étant une projection linéaire de la représentation du segment :
.o T
r(i,J) = w” sij ©
ol w est un vecteur de parametres a apprendre. La constante de normalisation est donnée par :

Z = Z exp Z r(i,7) (7

Sev(C) (4,4)ES

Alors que Z, la fonction de partition, peut étre ignorée pendant I’inférence, elle doit étre calculée
pendant 1’apprentissage car nous utilisons la log probabilité négative du EIM or comme fonction
de perte. La fonction de partition peut étre calculée efficacement en utilisant une modification au
programme dynamique de I’algorithme EIPM. Cependant, en pratique, nous énumérons simplement
tous les EIM, ce qui est faisable puisque le nombre de segments restants est faible. L’énumération peut
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Modeles Conll-2003 OntoNotes 5.0 TDM ACE Arabe

P \ R \ F P \ R \ F P \ R \ F P \ R \ F
CRF 92.64 91.82 9223 | 87.77 8947 88.61 | 69.77 73.65 71.66 | 82.79 84.44 83.61
Semi-CRF | 91.46 90.77 91.11 | 87.44 88.85 88.14 | 69.38 72.85 71.05 | 82.97 84.24 83.60
Standard 9340 91.68 92.53 | 89.47 90.00 89.73 | 67.75 69.88 68.78 | 83.21 83.76 83.48
+ Glouton | 93.82 9140 9260 | 9043 89.04 89.73 | 75.12 67.82 71.26 | 83.73 83.56 83.64
+ Global 93.83 91.51 92.65 | 90.58 89.45 90.01 | 75.25 68.12 71.48 | 83.72 83.55 83.63
Global 94.84 90.72 9273 | 89.05 89.77 89.41 | 63.30 72.75 67.53 | 83.54 83.65 83.60
+ Glouton | 95.07 90.42 92.69 | 89.98 88.44 89.21 | 74.16 68.23 71.07 | 83.87 8275 83.31
+ Global 95.11 90.52 92.76 | 90.18 88.85 89.51 | 75.55 70.34 72.84 | 84.14 83.35 83.74

TABLE 1 — Résultats expérimentaux. Nous rapportons la moyenne sur trois échantillons aléatoires.

étre effectuée en un temps O(n? + 3) ou n est le nombre de segments et 3 la somme des nombres de
segments de tous les ensembles énumérés (Leung, 1984; Liang et al., 1991).

Pendant I’apprentissage, nous modifions I’ensemble C, c’est-a-dire la sortie du classificateur local, de
sorte (1) qu’il contienne tous les segments de référence, et (2) qu’il ne contienne pas de segments ne
se chevauchant pas avec les segments de référence . Ce faisant, nous nous assurons que les intervalles
or forment un EIM dans le graphe de chevauchement sur C. Enfin, nous utilisons une fonction de
perte multitiche qui correspond a la somme de la perte du classificateur local (Eq. (3)) et de la perte
du modele global.

3 Expériences

3.1 Configuration

Baselines Nous comparons notre approche a un étiqueteur CRF, au modele standard ABS et au
modele basé sur les segments avec Semi-CRF. Pour tous les modeles, nous utilisons des transformeurs
pré-entrainés pour la représentation des jetons.

Jeux de données Nous évaluons notre modele sur divers jeux de données de REN : TDM (Hou
et al., 2021), Conll-2003 (Tjong Kim Sang & De Meulder, 2003), et OntoNotes 5.0 (Weischedel
et al., 2013) pour les données anglaises, et ACEQS pour les données arabes (Walker et al., 2006).

Mesures d’évaluation Nous évaluons les modeles en utilisant la correspondance exacte entre les
entités prédites et les entités de référence. Nous rapportons la précision, le rappel et le F1.

Hyperparametres Pour les jeux de données Conll-2003 et Ontonotes, nous utilisons
bert-base-cased. (Devlin et al., 2019) pour produire la représentation contextuelle, pour
TDM nous utilisons SciBERT (Beltagy et al., 2019) et pour ACE Arabe nous utilisons
bert-base—-arabertv2 (Antoun ef al., 2020). Nous utilisons la taille de base, avec 12 couches de
transformeurs, pour tous les modeles. Nous n’utilisons pas d’incorporations auxiliaires (par exemple
I’incorporation de caracteres) pour des raisons de simplicité. Tous les modeles sont entrainés avec
I’optimiseur de Kingma & Ba (2017) avec un taux d’apprentissage de 2e-5, une taille de lot de 10
et une époque maximale de 25. Nous conservons le meilleur point de contrdle sur I’ensemble de
validation pour les tests. Nous avons entrainé tous les modeles sur un serveur équipé de GPU V100.
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3.2 Résultats

Nous rapportons les résultats de nos expériences dans la Table 1 pour les quatre ensembles de données
en utilisant les modeles CRF, Semi-CRF, Standard et Global basés sur les segments. Pour les modeles
Standard et Global, nous rapportons les résultats obtenus en utilisant (cf. + lignes Global) ou en
n’utilisant pas le décodage (cf. + lignes Glouton).

Résultats principaux D’apres la Table 1, nos modeles globaux avec décodage global obtiennent
les meilleurs résultats sur la plupart des ensembles de données (tous sauf sur OntoNotes). De plus, le
Semi-CREF a le score le plus bas sur toutes les données, ce qui peut expliquer sa faible adoption au fil
des ans par rapport au CRF standard.

Décodage global vs. décodage glouton Pour les deux approches basées sur les segments, nous
constatons que le décodage améliore généralement la performance du score F1 et la précision tout
en diminuant le rappel. Nous pouvons expliquer ce comportement par le fait que quand on utilise le
décodage, les segments non fiables sont supprimés, ce qui augmente la précision. Cependant, certains
faux négatifs peuvent également €tre supprimés, d’ou la Iégere diminution du rappel. De plus, pour
les modeles standards, le décodage glouton et le décodage global ont des performances similaires,
tandis que pour les modeles entrainés globalement, le décodage global a toujours les meilleures
performances, ce qui montre I’efficacité de notre approche. De plus, nous pouvons observer sur les
jeux de données Conll-2003, ACE Arabe et OntoNotes 5.0 que le décodage glouton peut méme
diminuer la performance du modele, ce qui serait un effet du biais myopique.

4 Travaux connexes

Approches pour la REN Traditionnellement, les tiches de REN sont concues comme un ES
(Lample et al., 2016; Akbik et al., 2018), ¢’ est-a-dire une classification au niveau du jeton. Récemment,
de nombreuses approches ont été proposées qui vont au-dela de la prédiction au niveau du token. Par
exemple, certains travaux ont abordé la REN nommées comme une tache de réponse aux questions
(L1 et al., 2020) et d’autres utilisent des modeles de s€quence-a-séquence (Yan et al., 2021; Yang &
Tu, 2022). Dans ce travail, nous nous sommes concentrés sur les ABS (Liu et al., 2016; Sohrab &
Miwa, 2018; Fu et al., 2021; Zaratiana et al., 2022b,c,a).

Décodage pour la REN La REN est une tiche pour laquelle un algorithme de décodage doit
étre appliqué afin de garantir que les sorties du modele sont bien entrainées. Par exemple, les CRF
(Lafferty et al., 2001) ont été proposés pour I’ES et le Semi-CRF pour les ABS. En raison de la faible
performance du Semi-CRF (Sarawagi & Cohen, 2005), les chercheurs ont proposé d’entrainer une
méthode locale basée sur les segments et d’utiliser un décodage glouton pour garantir des entités
non chevauchantes pour le décodage. Dans ce travail, nous proposons un décodage exact/global pour
produire un ensemble de segments non chevauchants qui maximisent le score global afin d’éviter le
biais myope de I’approche gloutonne.

5 Conclusion

Dans ce travail, nous proposons une nouvelle approche de reconnaissance d’entités nommées basée
sur les segments. Notre modele atténue le biais myope de I’approche standard et obtient de meilleurs
résultats que les modeles structurés tels que les CRF ou les Semi-CRF. Des travaux futurs pourraient
explorer I’interaction entre les segments pour améliorer davantage les performances.
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