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RÉSUMÉ
Dans cet article, nous proposons une étude de la portabilité linguistique des modèles de langage
pré-appris (MLPs) appliqués à une tâche de dialogue à domaine ouvert. La langue cible (LT ) retenue
dans cette étude est le français. Elle dispose de peu de ressources spécifiques pour la tâche considérée
et nous permet de réaliser une évaluation humaine in situ. La langue source (LS) est l’anglais qui
concentre la majorité des travaux récents dans ce domaine. Construire des MLPs spécifiques pour
chaque langue nécessite de collecter de nouveaux jeux de données et cela est coûteux. Ainsi, à partir
des ressources disponibles en LS et LT , nous souhaitons évaluer les performances atteignables par
un système de conversation en LT . Trois approches sont proposées : TrainOnTarget où le corpus LS

est traduit vers LT avant l’affinage du modèle, TestOnSource où un modèle LS est couplé avec des
modules de traduction au moment du décodage et TrainOnSourceAdaptOnTarget, qui utilise un MLP
multilingue - ici BLOOM (Workshop et al., 2023) - avec l’architecture MAD-X Adapter (Pfeiffer et al.,
2020) pour apprendre la tâche en LS et l’adapter à LT . Les modèles sont évalués dans des conditions
de dialogue oral et les stratégies sont comparées en termes de qualité perçue lors l’interaction.

ABSTRACT
Linguistic portability strategies for open-domain dialogue with pre-trained language models
from high to low resource languages

In this paper we propose a study of linguistic portability of pre-trained language models (PLMs) for
open-domain dialogue systems in a high-resource language. The target language (LT ) is simulated
with French as it lacks task-specific resources and allows an in-situ human evaluation. The source
language (LS) is English which concentrates the majority of recent works. Building specific PLMs for
each possible language supposes collecting new datasets and is costly. Hence, leveraging resources
from both LS and LT , we assess the performance achievable in LT with three approaches : TrainOn-
Target where a LS dataset is translated in LT before finetuning, TestOnSource where a LS model is
coupled with translation modules at inference and the TrainOnSourceAdaptOnTarget, using a multi-
lingual PLM - here BLOOM (Workshop et al., 2023) - with MAD-X Adapter architecture (Pfeiffer
et al., 2020) to learn the task in LS and adapt it to LT . Models are evaluated in spoken dialogue
conditions with human and the strategies compared in terms of perceived interaction quality.
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1 Introduction

Depuis l’apparition des modèles Transformers (Vaswani et al., 2017), plusieurs variantes de MLPs ont
été déployées dans le domaine du traitement automatique du langage. Les Transformers autorégressifs
(utilisant le bloc décodeur) comme GPT (Radford & Narasimhan, 2018), BART (Lewis et al., 2019)
etc. se positionnent sur l’état de l’art pour de nombreuses tâches génératives, dont le dialogue à
domaine ouvert. Mais pour cela les systèmes doivent développer certaines capacités humaines telles
que l’empathie, et avoir un personnalité consistante durant l’interaction (Walker et al., 2021). Dans
cette optique, des corpus spécifiques ont été collectés en faisant interagir des humains. On peut citer
par exemple : PersonaChat (Zhang et al., 2018), Empathetic Dialogues (Rashkin et al., 2019), Blended
Skill Talk (Smith et al., 2020) etc. sur lesquels les MLPs peuvent être affinés. La majorité des corpus
disponibles sont en anglais, ou en chinois. L’absence de corpus d’apprentissage spécifiques du même
type en français, empêche l’obtention directe de modèles similaires.

Dans ce travail, nous étudions les stratégies de portabilité des chatbots et des corpus d’une langue
source (LS , ici l’anglais) vers une langue cible (LT , ici le français). En exploitant le maximum de
ressources disponibles dans LS et LT (outils de traduction automatique neuronale (TAN), corpus
et MLPs), nous avons mis en place et mené une évaluation humaine de différents systèmes obtenus
par trois approches : TrainOnSource, TestOnTarget, TrainOnsourceAndAdaptOnTarget. Nous avons
ensuite comparé ces modèles à un modèle de référence en LS à savoir BlenderBot 1.0 (Roller et al.,
2020).

Pour cela, nous avons revisité les approches proposées pour la portabilité linguistique des modules de
compréhension de la parole (Jabaian et al., 2013; Lefèvre et al., 2010) afin de les appliquer au cas des
MLPs pour la conversation orale humain-machine. A notre connaissance, l’un des seuls travaux à avoir
abordé la question du développement multilingue des ressources pour les chitchat bots basés sur les
PLMs est (Lin et al., 2020) qui propose des traductions en plusieurs langues du corpus PersonaChat
et l’utilise pour apprendre des modèles en différentes langues. Pour la modélisation du dialogue, nous
avons utilisé le même schéma d’apprentissage que celui proposé par (Wolf et al., 2019). En plus de
reprendre ce qu’ils ont fait avec un modèle de type GPT (Radford & Narasimhan, 2018), nous avons
exploré l’application de la même approche en français et avec le modèle BLOOM (Workshop et al.,
2023), un modèle multilingue en libre accès 1.

2 Stratégies pour la portabilité des systèmes de dialogues de
l’anglais vers le français

Dans cette étude préliminaire, plutôt que de nous concentrer sur l’amélioration de la performance
intrinsèque du dialogue, nous évaluons comment les données et les modèles de LS peuvent être
exploités pour développer des modèles conversationnels simples basés sur des MLPs en LT .

Les approches TestOnSource et TrainOnTarget s’appuient sur l’utilisation de modules de TAN à
différentes étapes. Pour cela, nous avons utilisé l’API Google Translate comme dans (Lin
et al., 2020), excellentes performances et facilité d’utilisation expliquent ce choix parmi d’autres.

1. Le modèle est disponible sur https ://huggingface.co/bigscience/bloom
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FIGURE 1 – TestOnSource FIGURE 2 – TrainOnTarget

TestOnSource : L’approche consiste à utiliser les jeux de données, les modèles de dialogue et
les MLPs disponibles en LS et les combiner avec deux systèmes de TAN qui opèrent pendant
les conversations bot-humain en LT . Le premier (en orange dans la figure 1) traduit l’énoncé de
l’utilisateur et le deuxième (en vert dans la figure 1) traduit la sortie du système. La disponibilité d’un
grand nombre de ressources, notamment les modèles de dialogue à domaine ouvert en LS , est un
atout majeur pour cette approche. Par conséquent, il est intéressant d’évaluer les performances de ces
systèmes sur des entrées traduites de LT à LS lors de l’inférence.

TrainOnTarget : Illustrée dans la figure 2, cette approche consiste à affiner les MLPs dans LT (en
vert) pour une tâche de chitchat sur un corpus traduit automatiquement depuis LS (en jaune). Le
français (LT ) dispose de quelques MLPs qui peuvent être utilisés comme base pour des modèles
de dialogue. Cette approche suppose que les connaissances spécifiques à la langue, apprises par les
MLPs en LT , peuvent aider à gérer les échantillons bruités issus de la TAN.

TrainOnSourceAdaptOnTarget : Les approches précédentes s’appuient sur le fait qu’en dehors du
chitchat, LT est une langue dotée disposant de modèles de TAN et de MLPs ce qui n’est pas le cas de
beaucoup de langues d’où l’idée d’utiliser des MLPs multilingues. Nous reproduisons l’architecture
MAD-X (Pfeiffer et al., 2020) pour le dialogue en utilisant BLOOM qui a des capacités de traduction
et qui intègre une grande variété de langues peu dotées. Dans la figure 3, les flèches vides montrent
la 1ère étape d’affinage des adaptateurs de tâche (sur les données de LS) avec les adaptateurs de
langue LS gelés. Dans la 2ième étape (flèches pleines), les adaptateurs de langue (toujours gelés)
passent de LS à LT et les mêmes adaptateurs de tâche sont affinés en utilisant peu de données LT

(ou des données traduites). En amont de ces étapes, les adaptateurs de langue LS et LT sont appris
indépendamment en gelant les paramètres du Transformer.

FIGURE 3 – Bloc du Transformer pour le TrainOnSourceAdaptOnTarget
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3 Étude expérimentale

Afin de comparer et d’évaluer les trois approches présentées dans la section 2, nous avons affiné
différent MLPs de LS , LT et une version multilingue.

Corpus d’entraînement : PersonaChat (Zhang et al., 2018) est constitué d’un ensemble de dialogues
entre deux humains en anglais, chacun se voyant attribué une personnalité initiale en quelques phrases.

Objectif d’entraînement : Nous avons utilisé un double objectif. D’une part la modélisation de
langue avec comme entrée la concaténation de la personnalité, l’historique et la réponse. C’est
uniquement sur cette dernière que la fonction d’optimisation (loss function) est calculée. D’autre
part la classification multichoix, pour apprendre à sélectionner la bonne réponse dans un ensemble
comprenant plusieurs distracteurs.

Description des modèles : Pour TrainOnTarget, nous avons affiné GPT-fr (Simoulin & Crabbé,
2021) (124M paramètres), comparable en termes d’architecture et de dimension au modèle Transfer-
Transfo (Wolf et al., 2019) basé sur GPT-1 (117M) qui est utilisé pour TestOnSource. Enfin, pour
TrainOnSourceAdaptOnTarget, le modèle utilisé est BLOOM-560M. Multilingue, il est le seul à
permettre cette approche. Cette caractéristiques nous permet de l’utiliser également pour construire
des modèles en LS et en LT pour les deux premières approches respectivement.

4 Évaluation

De part une structure one-to-many (Zhao et al., 2017), l’évaluation automatique du dialogue n’est
pas toujours en accord avec l’évaluation humaine, qui reste la plus fiable. Nous reportons ici les
résultats de l’évaluation humaine accompagnés d’une analyse basée sur les conversations collectées.
Les résultats de l’évaluation automatique sont reportés en annexe.

Évaluation humaine : Nous avons collecté 120 conversations via l’interface RASA-X (Bocklisch
et al., 2017) en 2 phases : dans la 1ère, nous avons déployé GPT-fr, GPT et BlenderBot 1 et
dans la 2ième, les 4 modèles basés sur BLOOM. Elles ont ensuite été notées de 1 à 5 selon trois critères
sélectionnés sur la base de ceux figurant dans (Mehri & Eskénazi, 2020; Ji et al., 2022; Roller et al.,
2020) : la cohérence, l’engagement et le naturel. Les résultats sont reporté dans le tableau 1.

TABLE 1 – Différence de notes moyennes avec un modèle de référence (BlenderBot1) par critère

Stratégies Modèles Cohérence Engagement Naturel

Référence (TestOS) BlenderBot 1 3.64 4.45 3.77
TrainOnSource

AdapatOnTarget
madx-BLOOM (LS) -2,10 -2,37 -2,06
madx-BLOOM (LT ) -2,02 -2,14 -2,30

TestOnSource BLOOM (LS) -1,72 -2,07 -1,82
GPT -1,59 -2,02 -2,10

TrainOnTarget GPT-fr -2,09 -2,49 -2,30
BLOOM (LT ) -1,32 -2,01 -1,55
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BlenderBot 1, la référence est un modèle plus large (∼ 2.7Mds paramètres, distillés en 400M)
appris avec des objectifs d’apprentissage complexes sur une grande variété de corpus. BLOOM_fr
émerge comme le meilleur dans les trois catégories évaluées, en moyenne : +0.26 pour la cohérence,
+0.01 pour l’engagement et +0.56 pour le naturel par rapport à GPT_EN, son plus proche concurrent.
Ce dernier a des notes proches de BLOOM_en avec un léger avantage sur la cohérence (+0.13) et
l’engagement (+0.06) et un déficit sur le naturel (-0.29). Le dernier groupe est composé de GPT_FR,
madxBLOOM_fr, madxBLOOM_en pour lesquels la note médiane pour tous les critères est proche
de 1.5, i.e près de la moitié des conversations avec ces modèles ont reçu la note la plus basse possible.

Analyse des conversations : Le tableau 2 donne un autre aperçu des performances des modèles, en
terme de nombre d’échanges. On observe la même tendance que précédemment : les modèles moins
bien notés ont un plus faible nombre d’échanges par dialogue, puisque les utilisateurs avaient comme
consignes de poursuivre au maximum la discussion. Cela peut expliquer aussi leurs notes d’enga-
gement relativement faibles, ainsi que leurs scores de cohérence. En effet, suivant nos instructions,
les conversations sont arrêtées dés que des comportements erratiques tels que des répétitions ou des
hallucinations ont été observées par les utilisateurs.

TABLE 2 – Nombre de tours de parole moyen par dialogue

Modèles BB1 GPT_FR GPT xBLOOM_fr xBLOOM_en BLOOM_fr BLOOM_en

#échanges 35,6 15,4 24,8 12,9 20,6 24,8 36,3

BB1 = BlenderBot 1, xBLOOM = modèle avec architecture MAD-X et GPT = modèle anglais
provenant de (Wolf et al., 2019).

Nous avons utilisé le nombre de mots moyen par tour de parole pour évaluer le comportement
relatif des testeurs vis-à-vis des modèles et inversement. Ces grandeurs ont été normalisées par
testeur afin de s’affranchir des variabilités entre testeurs (personnalité, attente vis-a-vis d’un agent
conversationnel (Walker et al., 2021), habitudes,...) et ainsi observer des variations essentiellement
liées aux modèles.

FIGURE 4 – Nombre moyen de mots par tour de dialogue des differents modèles
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Dans la figure 4, on observe que BlenderBot se distingue de tous les autres à l’exception du
modèle madxBLOOM-fr qui semble produire des réponses plus longue en moyenne. Ceci est dû au
fait que, au moment du décodage, ce dernier a été contraint de générer au moins dix nouveaux tokens
contrairement aux autres modèles car ayant tendance à générer des messages vides ou très courts
avec des mots pas complets. Enfin, globalement les différents modèles ont un comportement qui varie
peu d’un utilisateur à autre. Cela met en évidence la problématique P3 mentionnée dans (Bowden &
Walker, 2023) à savoir un manque de personnalisation qui pourrait avoir un impact sur l’expérience
utilisateur.

FIGURE 5 – Nombre moyen de mots par tour de dialogue des testeurs

Dans la figure 5 on observe a contrario que le comportement des utilisateurs varie beaucoup selon le
modèle. Une analyse plus fine des dialogues concernés semble indiquer que pour BlenderBot, la
référence, cela pourrait signifier un bon engagement de l’utilisateur tandis que pour madxBLOOM-fr
(l’un des moins bien noté) cela pourrait illustrer les tentatives des utilisateurs de compenser la faible
qualité des réponses en réorientant le modèle et en s’adaptant à lui. Aussi ce critère ne permet pas de
distinguer clairement la qualité des modèles.

Prédiction des évaluations dans une configuration PARADISE (Walker et al., 1997) : L’évaluation
humaine implique un processus coûteux de collecte et annotations des conversations. Une solution
est de prédire les notes d’évaluation directement à partir de mesures objectives sur les conversations.
Pour vérifier cette possibilité, nous mettons en place une approche de type PARADISE. Le tableau 3
reporte les corrélations (r) entre les mesures objectives et les évaluations humaines.

On observe dans le tableau 3 que r est plus important avec les mesures directement dépendantes des
modèles : taille vocabulaire modèle qui représente le nombre de lemmes différents utilisés par le
modèle dans une conversation et le nombre de mots moyens par tour de dialogue modèle.

Nous avons entraîné différents modèles de régression des notations à partir des précédentes mesures
normalisées (Régression linéaire, SVR, Arbre de Décision et MLP suivant ce qui a été fait dans
(Walker et al., 2021)). De notre jeu de 120 conversations, 10% sont aléatoirement assignées au jeu de
test et nous entraînons les modèles sur celles restantes. Les notations sont elles aussi normalisées par
évaluateur pour réduire le biais dans la notation. Dans le tableau 4 on observe des MSE relativement
élevées sauf pour le critère engagement où on arrive avec le SVR à une MSE de 0.07, un coefficient
de détermination de 0.82 et surtout une corrélation de 92% significative à p ≤ 0.001. Avec les
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TABLE 3 – Corrélations (r) entre les mesures objectives et les évaluations

Grandeurs mesurées Cohérence Engagement Naturel

Nombre d’échanges 0.353 0.389 0.390
#Mots moyen par tour testeur 0.280 0.254 0.309
#Mots moyen par tour modèle 0.338 0.455 0.367
Taille vocabulaire testeur 0.429 0.457 0.468
Taille vocabulaire modèle 0.449 0.548 0.504
Taille vocabulaire conversation 0.466 0.526 0.510

Toutes les mesures significatives avec p ≤ 0, 001

mesures objectives utilisées, on ne pourrait donc prédire que les scores d’engagement avec une
certaine qualité. Les évaluations humaines restent nécessaires, où d’autres mesures objectives, moins
évidentes, doivent être mobilisées.

TABLE 4 – Résultats des modèles de régression sur les évaluations normalisées

Modèles
Cohérence Engagement Naturel

MSE R2 r MSE R2 r MSE R2 r
Regression linéaire 0.24 0.31 0.57 0.23 0.47 0.74∗ 0.27 0.41 0.65
SVR 0.34 0.05 0.48 0.07 0.82 0.92∗∗ 0.35 0.22 0.57
Arbre de décision 0.42 -0.21 0.42 0.17 0.59 0.79∗ 0.41 0.096 0.43
MLP 0.28 0.20 0.55 0.21 0.53 0.74∗ 0.28 0.40 0.64

∗∗ significatif p ≤ 0.001, ∗ significatif p ≤ 0.01

5 Conclusion

Le développement des modèles de dialogue à domaine ouvert en français est encore loin derrière les
modèles anglais, ou même chinois, aujourd’hui. Il en va de même pour de nombreuses autres langues.
La raison principale est le manque de corpus spécialisés. Cependant, la disponibilité de MLPs en
français et d’outils TAN sont des atouts pouvant être mis à profit pour exploiter les ressources d’une
langue plus dotée pour cette tâche. Dans cette optique, nous avons évalué trois approches différentes et
comparé les modèles obtenus et un modèle de référence anglais utilisé avec un traducteur automatique.
La stratégie TrainOnTarget avec un modèle multilingue a donné les meilleurs résultats (hors modèle
de référence) lors de l’évaluation humaine. Ceci ouvre la voie à de futurs travaux sur l’utilisation
de données traduites automatiquement avec des modèles multilingues tels BLOOM qui possèdent
implicitement des capacités de traduction. L’amélioration des objectifs d’apprentissage pourrait alors
permettre de rattraper les performances des modèles de référence des langues bien dotées pour la
tâche, malgré l’obstacle que constitue la rareté des corpus spécifiques à chaque langue. Le fait qu’en
dehors des dialogues à domaine ouvert, le français soit une langue bien dotée n’est pas totalement
limitant pour ces approches. En effet, notre meilleur modèle était basé sur l’approche TrainOnTarget
avec BLOOM, un modèle multilingue incluant plusieurs langues peu dotées et en accès libre.
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R., LUCCIONI A. S., YVON F., GALLÉ M., TOW J., RUSH A. M., BIDERMAN S., WEBSON A.,
AMMANAMANCHI P. S., WANG T., SAGOT B., MUENNIGHOFF N., DEL MORAL A. V., RUWASE
O., BAWDEN R., BEKMAN S., MCMILLAN-MAJOR A., BELTAGY I., NGUYEN H., SAULNIER
L., TAN S., SUAREZ P. O., SANH V., LAURENÇON H., JERNITE Y., LAUNAY J., MITCHELL
M., RAFFEL C., GOKASLAN A., SIMHI A., SOROA A., AJI A. F., ALFASSY A., ROGERS A.,
NITZAV A. K., XU C., MOU C., EMEZUE C., KLAMM C., LEONG C., VAN STRIEN D., ADELANI
D. I., RADEV D., PONFERRADA E. G., LEVKOVIZH E., KIM E., NATAN E. B., TONI F. D.,
DUPONT G., KRUSZEWSKI G., PISTILLI G., ELSAHAR H., BENYAMINA H., TRAN H., YU
I., ABDULMUMIN I., JOHNSON I., GONZALEZ-DIOS I., DE LA ROSA J., CHIM J., DODGE J.,
ZHU J., CHANG J., FROHBERG J., TOBING J., BHATTACHARJEE J., ALMUBARAK K., CHEN
K., LO K., WERRA L. V., WEBER L., PHAN L., ALLAL L. B., TANGUY L., DEY M., MUÑOZ
M. R., MASOUD M., GRANDURY M., ŠAŠKO M., HUANG M., COAVOUX M., SINGH M., JIANG
M. T.-J., VU M. C., JAUHAR M. A., GHALEB M., SUBRAMANI N., KASSNER N., KHAMIS
N., NGUYEN O., ESPEJEL O., DE GIBERT O., VILLEGAS P., HENDERSON P., COLOMBO P.,
AMUOK P., LHOEST Q., HARLIMAN R., BOMMASANI R., LÓPEZ R. L., RIBEIRO R., OSEI S.,
PYYSALO S., NAGEL S., BOSE S., MUHAMMAD S. H., SHARMA S., LONGPRE S., NIKPOOR
S., SILBERBERG S., PAI S., ZINK S., TORRENT T. T., SCHICK T., THRUSH T., DANCHEV V.,
NIKOULINA V., LAIPPALA V., LEPERCQ V., PRABHU V., ALYAFEAI Z., TALAT Z., RAJA A.,
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Annexe : Évaluation automatique

TABLE 5 – Évaluation automatique des différents modèles

Stratégies Modèles∗ Perplexité ↓ Hits@1 ↑ BLEU ↑

TrainOnTarget GPT-fr 10,82 0,88 N/A
BLOOM (LT ) 16,05 0,95 0,23

TestOnSource GPT 18,49 0,84 N/A
BLOOM (LS) 13,01 0,94 0,22

Entraînement
Cross-Lingue∗∗

XNLG(LS) 54,74 N/A 2,25
madx-BLOOM (LS) 24,07 0,82 0,13
XNLG (LT ) 640.33 N/A 0,09
madx-BLOOM (LT ) 28,64 0,81 0,15

∗ Les modèles en italique et les métriques associées proviennent de l’état de l’art : GPT (Wolf et al.,
2019), XNLG (Lin et al., 2020).
∗∗ Le terme « Entraînement cross-lingue » est utilisé ici car l’approche des modèles de l’état de l’art
n’est pas identique au TrainOnSourceAdapatOnTarget.

Le tableau 5 reporte la perplexité disponible pour les modèles issus de l’état de l’art, le Hits@1 qui
mesure la précision avec laquelle la « vraie » réponse à une entrée de dialogue est classée première
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parmi plusieurs distracteurs (second objectif d’entraînement) et le score BLEU (Papineni et al., 2002)
à des fins de comparaison avec d’autres modèles.

Dans le cadre cross-lingue, l’architecture MAD-X avec BLOOM apporte un gain important pour
les modèles LT : de 640 à 28 pour la perplexité. Ceci garantit des capacités de génération mais
pas nécessairement de dialogue donnant des résultats médiocres dans l’évaluation humaine comme
montré précédemment dans le tableau 1.
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