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RESUME
Les algorithmes existants pour 1’analyse en dépendances profondes fondée sur les graphes capables de
garantir la connexité des structures produites ne couvrent pas les corpus du frangais. Nous proposons
un nouvel algorithme qui couvre I’ensemble des structures possibles. Nous nous évaluons sur les
corpus francais FTB et Sequoia et observons un compromis entre la production de structures valides
et la qualité des analyses.

ABSTRACT
On the impact of structural constraints for graph-based deep dependency parsing

Existing approaches for graph-based deep dependency parsing that force connexity in predicted
graphs do no cover the structures observed in French treebanks. We propose a novel algorithm that
covers the full set of possible structures. We evaluate our approach on the French corpora FTB
and Sequoia and observe a trade-off between the validity of predicted structures and the quality of
predictions.

MOTS-CLES : analyse syntaxique, analyse en dépendances profondes, optimisation combinatoire.
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1 Introduction

La structure en dépendances surfaciques d’une phrase est usuellement représentée sous forme d’un
graphe dirigé ou chaque mot est représenté par un nceud et chaque dépendance bi-lexicale par un arc
(figure 1). Un nceud supplémentaire est introduit pour connecter le mot racine de la phrase. Le graphe
ainsi construit est une arborescence couvrante : chaque nceud sauf la racine possede exactement un
arc entrant et il est existe un chemin a partir de la racine jusque chaque nceud. Il en découle qu’une
arborescence ne peut pas contenir de cycle. L’analyse en dépendances fondée sur les graphes d’une
phrase comporte deux étapes (McDonald et al., 2005) :

1. la construction d’un graphe dirigé et pondéré complet ou le poids associé a chaque arc
correspond a la vraisemblance d’une relation bi-lexicale calculée par un modele statistique ;

2. la calcul de I’arborescence couvrante de poids maximal de ce graphe, c’est-a-dire la sélection
d’un sous-graphe contraint de poids maximal.

Le sous-graphe calculé peut alors étre directement transposé a la structure syntaxique correspondante.
Le probleme a résoudre lors de la seconde étape a une complexité quadratique par rapport au nombre
de mots dans la phrase d’entrée et peut étre résolu en utilisant la variante de Fredman & Tarjan (1987)
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mann & Jonsson (2015), ceux en
O(n*) et O(n®) sont ceux proposés
par Cao et al. (2017), le NP-difficile
celui proposé dans cet article.

F1GURE 1 - Exemple d’analyse en dépendances surfaciques (arcs au-
dessus de la phrase) et en dépendances profondes (combinaison des arcs
pleins du dessus et des arcs en dessous) repris de Candito ef al. (2014).
Le mot "étre" n’est pas présent dans I’analyse en dépendances profondes
et il existe un cycle contenant "gros" et "ceuvre".

de I’algorithme de Chu-Liu-Edmonds (Edmonds, 1967). D’autres contraintes sur le sous-graphe
peuvent étre ajoutées comme la projectivité (Eisner & Satta, 1999) ou le degré de bloc limité et la
bonne imbrication (Gémez-Rodriguez et al., 2009; Corro et al., 2016) au prix d’une complexité
temporelle plus élevée, voire d’une complexité rédhibitoire.

Nous nous intéressons ici 2 I’analyse en dépendances profondes fondée sur les graphes (figure 1). A
la différence des dépendances surfaciques, une structure en dépendances profondes s’abstrait des
variations syntaxiques pour représenter plus explicitement les relations prédicats-arguments, entre
autres. Cette représentation ne contient que les mots sémantiquement pleins. Nous renvoyons le
lecteur au schéma d’annotation du corpus Sequoia (Perrier et al., 2014) pour de plus amples informa-
tions. Notons qu’une analyse en dépendances profondes n’est pas une extension des dépendances
surfaciques : par exemple sur la figure 1, la dépendance entre « &tre » et « déclaré » n’est pas présente.
Pour I’analyse fondée sur les graphes, le calcul du sous-graphe de poids maximal doit donc prendre
en compte les spécificités de cette représentation :

1. le sous-graphe n’est pas contraint d’étre couvrant car les mots sémantiquement vides n’appa-
raissent pas dans la structure syntaxique ;

2. un nceud peut avoir 0 ou plusieurs arcs entrants ;
3. le sous-graphe peut contenir des cycles.

En d’autres termes, la seule propriété qui doit €tre contrainte sur le sous-graphe pour qu’il soit valide
est sa faible connexité, c’est a dire qu’il doit exister un chemin a partir de la racine jusque tous les
autres mots nceud du graphe sans prendre en considération la direction des arcs. Malheureusement, ce
probleme est NP-difficile (Ideker et al., 2002). Bien qu’il existe des algorithmes tractables permettant
de calculer des sous-graphes faiblement connexes plus contraints (Kuhlmann & Jonsson, 2015; Cao
et al.,2017), ceux-ci ne permettent pas de couvrir I’ensemble des structures présentes dans les jeux
de données (voir table 1).

Dans cet article, nous proposons un algorithme qui garantit la connexité des analyses produites
tout en couvrant I’ensemble des corpus et nous examinons empiriquement si cette contrainte est
importante pour 1’analyse en dépendances profondes fondée sur les graphes. En effet, dans le cadre
de I’analyse en dépendances surfaciques, Zhang et al. (2017) ont montré qu’il était possible de
supprimer les contraintes d’arborescence lors de la prédiction, c’est-a-dire de choisir localement
un arc entrant pour chaque nceud sans garantir explicitement la contrainte globale d’arborescence.
De plus, empiriquement la plupart des graphes produits par leur analyseur non contraint sont des
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arborescences. Dans le cas de 1’analyse en dépendances profondes, la suppression de la contrainte de
connexité transforme le calcul du sous-graphe de poids maximal en la simple sélection de tous les
arcs de poids positifs. Cette approche non contrainte est celle choisie par les analyseurs a 1’état de
I’art pour les dépendances profondes du frangais. En effet, si I’analyseur de Ribeyre et al. (2016) ne
se limite pas a une simple sélection des arcs de poids positifs, c’est seulement dii a I’utilisation d’un
modele d’ordre supérieur '. Cependant, la connexité du graphe produit n’est pas garantie.

Nos contributions peuvent €tre résumées comme suit :

1. Nous proposons un nouvel algorithme pour 1’analyse en syntaxe profonde qui permet de
couvrir I’ensemble des structures des jeux de données tout en garantissant la connexité des
graphes produits ;

2. Nous comparons expérimentalement les résultats produits par notre analyseur contraint et la
simple sélection des arcs de poids positifs.

L’ implémentation pour reproduire les expériences de cet article est disponible en ligne 2.

2 Analyse en dépendances profondes fondée sur les graphes

Nous proposons de réduire le probleme de 1’analyse syntaxique profonde au probleme du sous-graphe
connexe de poids maximal (SGCPM), un probleme de graphe NP-difficile ayant des applications en
chimie et en biologie moléculaire (Dittrich et al., 2008; Ideker et al., 2002; Loboda et al., 2016). Ala
différence de 1’approche proposée par Ribeyre et al. (2016), nous contraignons la bonne formation de
la structure syntaxique. A la différence des approches proposées par Kuhlmann & Jonsson (2015) et
Cao et al. (2017), nous pouvons couvrir I’ensemble des jeux de données (voir table 1).

2.1 Réduction a un probleme de graphe non dirigé

Soit s = s¢...5, une phrase de n mots ou sy est un faux mot supplémentaire. Nous construisons un
graphe dirigé complet pondéré G = (V, A, w) avec V = {0...n} I’ensemble des nceuds, A =V x V
I’ensemble des arcs et w € R4l un vecteur de poids indexé par les arcs. Le probléme du SGCPM
sur un graphe dirigé peut se réduire a sa variante non dirigée en construisant un graphe non dirigé
pondéré G’ = (V, E,w') avec E C V x V I’ensemble des arétes et w’ € RI”! de la fagon suivante :
pour chaque couple de nceuds u, v € V tels que u < v, nous ajoutons une arétes (u,v) au graphe
G’ de poids : w),, = Max(Wyy, Wy, Wyy + Wy ). Une solution du SGCPM sur G peut alors étre
reconstruite a partir d’une solution du SGCPM sur GG en tenant compte des arcs de G qui ont contribué
au poids des arétes de G'.

2.2 Programme mathématique

Nous proposons ici une formulation sous forme de programme mathématique du probleme du
SGCPM, fondée sur les formulations de Haouari et al. (2013) et Loboda et al. (2016). Le programme

1. Dans un modele du premiere ordre, le poids d’un graphe est la somme des poids des arcs qu’il contient. Les modeles
d’ordre supérieur incluent aussi des poids pour les couples d’arcs.
2. https://github.com/FilippoC/deep-syntactic—dependency-parsing-release
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que nous proposons est (Iégerement) plus simple car il existe un nceud obligatoirement présent dans
le sous-graphe : la racine. Le sous-graphe recherché étant connexe, tous les nceuds doivent étre
accessibles en suivant un chemin a partir de celle-ci : nous devons garantir 1’existence d’au moins
une traversée possible a partir de la racine. Pour cela, nous représentons 1’ensemble des chemins
de cette traversée par une arborescence ou un arc indique que le nceud de départ est visité avant
le nceud d’arrivée dans la traversée 3. Pour forcer la structure d’arborescence, nous utilisons une
variable entiere qui représente la distance de la racine a chaque nceud du sous-graphe plutét qu’une
modélisation par flot.

Nous introduisons 3 ensembles de variables binaires. Les variables y., e € E, et x,,, v € V' \ {0},
représentent la sélection (valeur 1) ou non (valeur 0) des différentes arétes et noeuds, respectivement.
Les variables z,, a € A, représentent la sélection des arcs de la traversée utilisée pour garantir la
connexité du sous-graphe produit. De plus, les variables enti¢res d,,, v € V, sont utilisées pour décrire
les solutions faisables de I’arborescence. Nous notons d(v) I’ensemble des arétes incidentes au nceud
v. Le programme mathématique pour résoudre le probleme du SGCPM sur G’ est défini de la fagon
suivante :

max Z W Ye, (1)
c€E
t.q. Ye < Ty, Vv e Ve € §(v), (2)
Zuv F Zouw < Yuw, V(u,v) € E, (3)
Z Zup = Ty, Vv e V \ {0}, 4)
(u,v)€A
do =1, &)
dpzuy = (duy + 1) 2y, V(u,v) € A, (6)
x,y,z€{0,1},d € [1..n + 1]. (7)

La contrainte (2) garantit qu’une aréte ne peut €tre sélectionnée que si ses deux nceuds incidents
sont sélectionnés. La contrainte (3) s’assure que les arcs qui forment 1’arborescence ne peuvent
étre présents que si 1’aréte équivalente dans le sous-graphe non-dirigé est présente. Ensuite, les
contraintes (4)-(6) assurent la bonne formation de 1’arborescence : chaque nceud doit avoir exactement
un arc entrant s’il est sélectionné (4); la distance de la racine a elle méme est égale a un (5); si un arc
est présent dans 1’arborescence, alors la distance de la racine de son nceud de destination est égale a la
distance de la racine du nceud de départ plus un (6)*. Pour une démonstration de 1’exactitude de cette
formulation, nous reportons le lecteur a Haouari et al. (2013). Ce programme mathématique n’est pas
un programme linéaire en nombre entiers a cause de la contrainte (6). Cependant, celle-ci peut étre
linéarisé€e en suivant la procédure décrite par Loboda et al. (2016). En pratique, nous pouvons donc
résoudre ce programme mathématique avec 1’outil CPLEX °.

3. Précisons bien que les arcs de cette arborescence ne représentent pas forcément des dépendances syntaxiques. Les
dépendances sélectionnées sont représentées par les arétes (non-dirigées) du sous-graphe connexe. De plus ils ne décrivent
qu’une traversée possible, il peut en exister d’autres.

4. Cette contrainte interdit les cycles dans 1’arborescence.

5. https://www.ibm.com/fr-fr/analytics/cplex—-optimizer
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% de struct. con. || LP LR LF Exacte
FuLLYSuUP
POSITIVEARCS 64.84 / 66.83 85.90/86.15 | 82.70/83.00 | 84.27/84.55 | 17.95/18.83
— FTB 63.16/65.39 85.63/85.89 | 82.43/82.75 | 84.00/84.29 | 15.39/16.26
— Sequoia 75.50 88.21 85.02 86.58 34.25
SGCPM 100/ 100 84.70/85.02 | 83.48/83.78 | 84.09/84.40 | 18.40/19.29
— FTB 100/ 100 84.43/84.77 | 83.22/83.53 | 83.82/84.14 | 15.82/16.72
— Sequoia 100 87.05 85.77 86.41 34.75
PRETRAINED

POSITIVEARCS 69.16 / 70.65 89.10/89.46 | 85.38/85.77 | 87.20/87.57 | 21.32/22.36
— FTB 67.41/69.05 88.83/89.20 | 85.07/85.48 | 86.91/87.30 | 18.93/20.01
— Sequoia 80.25 91.48 88.02 89.72 36.50
SGCPM 100/ 100 88.19/88.59 | 86.04/86.41 | 87.10/87.49 | 22.34/23.43
— FTB 100/ 100 87.89/88.32 | 85.74/86.14 | 86.80/87.21 | 19.83/20.97
— Sequoia 100 90.78 88.61 89.68 38.25

TABLE 2 — Résultats de nos deux analyseurs avec les deux réseaux de neurones en terme de pourcentage de
structures connexes, de précision étiquetée, rappel étiqueté, f-mesure étiquetée et de correspondance exacte. Le
FTB contenant des erreurs de conversion induisant des structures non connexes, nous reportons deux scores :
score sur tout le jeu de test / score sur les phrases ayant des structures de référence connexes seulement.

3 Pondération neuronale

Nous utilisons I’architecture neuronale de Dozat & Manning (2017) avec les mémes hyper-parametres.
Nous expérimentons avec deux variantes qui different par la facon dont elles construisent les plonge-
ments lexicaux.

L architecture FULLYSUP est entierement initialisée aléatoirement et est entrainée de bout en bout.
Elle est fondée sur des plongements lexicaux et des plongements de caracteres.

L’architecture PRETRAINED utilise un self-attentive encoder (Vaswani et al., 2017) pré-entrainé
pour extraire les plongements sensibles au contexte (Martin et al., 2019). Etant donné que ce modele
pré-entrainé utilise son propre tokenizer de mots, nous utilisons la sortie qui correspond au premier
sous-token de chaque mot. De plus, plutét que d’utiliser la représentation en sortie de la derniere
couche d’attention, nous apprenons une combinaison convexe des couches 4 a 7, de la méme facon
que proposée pour 1’architecture Elmo (Peters ef al., 2018). Ensuite, nous concaténons cette sortie a
un plongement lexical appris de bout en bout, suivi de la méme architecture que Dozat & Manning
(2017).

Le calcul de la fonction de perte et de sa dérivée est une étape coliteuse en prédiction structurée. Nous
décomposons la fonction de perte par partie, c’est-a-dire par arc, d’une fagon similaire a ce qui a été
proposé par Dozat & Manning (2017) et Zhang et al. (2017) mais adapté aux dépendances profondes :
pour chaque arc dans le graphe complet nous utilisons une perte de type entropie croisée binaire.

4 Expériences

Nous nous évaluons sur les corpus French Treebank (FTB, Abeillé et al., 2003) et Sequoia (Candito
& Seddah, 2012) convertis en dépendances profondes (Perrier et al., 2014). La division du corpus
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pour I’entrainement / la validation / le test comporte 14759 / 1235 / 2541 et 2202 / 497 / 400 phrases
pour le FTB et Sequoia, respectivement. Pour I’entrainement, nous concaténons les deux corpus. Le
corpus FTB contient des structures non connexes (137 phrases sur 2541 dans le test) qui semblent
dues a des erreurs de conversion automatique. Nous reportons donc les résultats a la fois sur le corpus
de test complet et sur la sous-partie des phrases dont la structure syntaxique profonde de référence
est connexe. De plus, nous utilisons deux analyseurs différents : POSITIVEARCS est un analyseur
non structuré qui sélectionne tous les arcs de poids positifs, SGCPM est notre analyseur qui ne
produit que des analyses valides, c’est-a-dire que des graphes faiblement connexes. Notons que nos
résultats sont dans les mémes ordres de grandeur que ceux de Ribeyre et al. (2016) qui obtiennent
une f-mesure de 80.79 sans extraction de charactéristiques supplémentaires et 85.18 en utilisant des
charactéristiques extérieurs (analyse en constituants, ...) .

La premiere question qui nous intéresse est de savoir si les réseaux de neurones peuvent apprendre
implicitement a ne produire que des structures connexes ou s’il est important de forcer cette contrainte
lors de la prédiction. Nous reportons le nombre de structures connexes produites par POSITIVEARCS
dans la table 2 (partie de gauche). Notons que les structures non connexes peuvent étre problématiques
lors de I'utilisation des prédictions pour des taches cibles.

La seconde interrogation porte sur la qualité des prédictions : est ce que garantir des structures
connexes lors de la prédiction permet de corriger des erreurs ? Les scores de nos deux réseaux de
neurones sont reportés sur le Tableau 2 (partie de droite). Comme nous pouvons I’observer, forcer les
structures a étre connexe diminue le score en f-mesure, mais augmente le nombre de phrases dont la
structure syntaxique est exactement prédite.

5 Conclusion

Dans cet article, nous proposons un nouvel algorithme pour 1’analyse en dépendances profondes
fondée sur les graphes qui permet de couvrir I’ensemble des jeux de données du francgais. Nous
avons évalué notre approche sur le francais. Nous observons que garantir ces structures impacte
négativement les résultats des prédictions. Cependant, sans cet algorithme une partie des structures
produites sont non connexes, ce qui peut poser probleme pour des taches cibles. De plus, le nombre
de structures parfaitement prédites augmente lorsque I’on force la connexité.
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