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摘摘摘要要要

在人机对话中，系统需要通过意图分类判断用户意图，再触发相应的业务类型。由
于多轮人机对话具有口语化、长文本和特征稀疏等特点，现有的文本分类方法在人
机对话意图分类上还存在较大困难。本文在层次注意力网络(hierarchical attention
networks, HAN)基础上，提出了一种结合话语伪标签注意力的层次注意力网络模
型PLA-HAN (HAN with utterance pseudo label attention)。PLA-HAN通过优选伪标
签集、构建单句话语意图识别模型以及设计话语伪标签注意力机制，识别单句话语意
图伪标签，并计算话语伪标签注意力。进而将单句话语伪标签注意力嵌入到HAN的层
级结构中，与HAN中的句子级别注意力相融合。融合了单句话语意图信息的句子级注
意力使模型整体性能得到进一步的提升。我们在中国中文信息学会主办的“客服领域用
户意图分类评测比赛”的评测语料上进行实验，实验结果证明PLA-HAN模型取得了优
于HAN等对比方法的意图分类性能。
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Abstract

In human-machine dialogue system, it needs to judge the user’s intent through the
intent classification, and then triggers the corresponding business type. Due to the
characteristics of colloquialization, longer texts and sparse features of multi-turn di-
alogues, the existing classification methods still have great difficulties in the classifi-
cation of human-machine dialogue intent. Based on hierarchical attention networks
(HAN), we propose PLA-HAN model that combines the utterance pseudo-label at-
tention. Through selecting utterance intent set, constructing utterance intent detec-
tion model and designing an utterance pseudo-label attention mechanism, PLA-HAN
recognizes the pseudo-label of utterance intent and then computes utterance pseudo-
label attention. Furthermore, the utterance pseudo-label attention is embedded into
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计算语言学

the hierarchical structure of HAN and is integrated with its sentence-level attention.
Sentence-level attention that incorporates utterance intent information further im-
proves the overall performance of the model. We conducted experiments on the shared
task dataset of “Customer Intent Classification Evaluation Competition for Customer
Service Domain” sponsored by the Chinese Information Processing Society of China.
Experiment results show that the proposed model achieved better performance than
HAN on dialogue intent classification.

Keywords: Intent classification , Pseudo label attention , Hierarchical attention
network ,

1 引引引言言言

近年来，人机对话由于其潜在的发展潜力和诱人的商业价值而收到越来越多的关注 (俞凯
等, 2015; Chen et al., 2017)。意图分类是人机对话中的基础任务。在人机对话领域中，通常的
做法是，先将用户语音通过语音识别技术转换成文本，然后再通过意图分类算法将其识别到相
应类型下的具体意图。这样可以识别出用户输入到对话系统执行某个动作之间的一个映射关
系，达到识别和理解用户要表达的意图的目的。在人机对话系统中，系统通过意图分类判断用
户意图，再触发相应的业务类型。在面向智能客服的意图分类任务中，业务类型通常包括查
询类、咨询类、办理类和投诉类等(在本文的意图分类数据上，查询类和咨询类合并成一个类
型),每个业务类型下还有多种不同的用户意图。表1给出了一个例子，表示客服和用户的语音对
话记录，以及对应的意图类别。

序序序号号号 对对对话话话段段段

1 客服： 您好请讲
2 用户： 我问一下就是那个我我在那个中国移动这个官方网页上看到的是六十元可

以充值呃十二g那个流量哦坐车电话
3 客服： 现在准确的但是前提那个得是一百三十八以上的套餐才能办理而且我这没

有套餐的能办理什么嗯这个只能办理正常包月流量一号
4 用户： 包月咋办的
5 客服： 十元一百兆二十元三百兆三十元五百兆四十元七百兆五十元一个g的这种
6 用户： 哦那就不能换
7 客服： 对那种的办理不了那种前提您套餐资费也比较高的您得先改成一百三十八

以上才可以办理的
8 用户： 我这卡要变成那个国通卡最低消费多钱的
... ......
21 客服： 请问您还有其他问题需要咨询吗
22 用户： 六
23 客服： 哎好了祝您生活愉快再见好再见哎

业务类型：咨询(含查询)

用户意图：营销活动信息

类别合并：咨询(含查询)-营销活动信息

Table 1: 一个意图分类例子

人机对话意图分类属于文本分类任务。已经有很多文本分类的研究致力于提高分类器性
能，早期的典型代表是SVM和最大熵等 (Haffner et al., 2003; Phan et al., 2008)。随后，深
度学习在自然语言处理(natural language processing, NLP)中受到关注，主流的应用包括深度
信念网络(deep belief networks，DBN) (Sarikaya et al., 2011)、CNN (Xu and Sarikaya, 2013;
Kim, 2014)和RNN (Xu and Sarikaya, 2014)等，尤其是RNN中最常用的LSTM (Cheng et al.,
2016; Ravuri and Stolcke, 2016; Vu et al., 2016; 柯子等, 2018)。近年来，注意力机制被引入到
了NLP中，实验证明其善于在文本分类任务中抽取文本的含义，例如话语意图检测 (Liu and
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Lane, 2016)、话语领域分类 (Kim et al., 2018)、问答情感分类 (安明慧等, 2019)和针对语篇长
文本的文档分类 (Yang et al., 2016)等。尽管基于深度学习的分类模型，尤其是层次注意力网
络(hierarchical attention network, HAN) (Yang et al., 2016)，将长文本的分类性能提高到一个
新的水平，但对于同时具有口语化、长文本和特征稀疏的多轮人机对话段文本，其意图分类仍
然存在较大挑战。如图1的真实客服对话段例子可以看到，人类对话文本以寒暄和多轮询问式对
话为主，文本通常只包含极少实际有意义的词语,导致内容具有特征稀疏性问题，增加了抽取有
效特征的难度。此外，由于用户不同的口音和语义表达偏好，以及容易出现的不规则特征词和
未登录词，也加剧了语音识别的错误比例，进一步给对话段的意图分类带来困难。尤其是长的
对话段(如本文实验里的数据集，对话段的平均话语数达到20句左右)挑战更大。

针对上述挑战，经过分析和借鉴人类理解对话段的经验，我们发现每个单句话语所表达的
意图也是一种十分重要的信息，这些信息对于整体对话段的意图理解有着举足轻重的作用。对
于人机对话意图分类任务而言，标注数据仅为整个对话段的意图标签，参加到对话段意图识别
的单句话语的意图标签只能靠额外构建的单句话语意图识别模型预测得到，有别于真实标注的
标签，本文称之为伪标签(pseudo label)。本文提出了一种结合单句话语伪标签注意力的层次注
意力网络模型PLA-HAN (HAN with utterance pseudo label attention)。PLA-HAN通过构建单
句话语意图识别模型和设计话语伪标签注意力机制，识别单句话语意图伪标签，并计算话语伪
标签注意力。进而将单句话语伪标签注意力嵌入到HAN的层级结构中，与HAN中的句子级别注
意力相融合。此外，我们还对伪标签集进行了优选，选用了和人机对话任务关联度高的单句话
语意图伪标签。融合了单句话语意图信息的句子级注意力使模型整体性能得到进一步的提升。
我们在中国中文信息学会主办的“客服领域用户意图分类评测比赛”的评测语料上进行实验，实
验结果证明PLA-HAN模型取得了优于HAN的意图分类性能。

本文的其余部分组织如下：在第2节，我们介绍了相关的基础工作，包括层次注意力网
络HAN以及单句话语意图识别模型。第3节介绍本文提出的方法，包括我们设计的伪标签注意
力机制，以及结合伪标签注意力的人机对话意图分类模型。第4节是实验和分析。第5节简要总
结了本文的工作。

2 基基基础础础工工工作作作

2.1 层层层次次次注注注意意意力力力机机机制制制

更符合长文本层级结构的是HAN(Yang et al., 2016)所采用的层次注意力机制，它带有两个
层级的注意力机制，分别是词级别和句子级别，能够更好地表示长文本中重要信息的位置。

注注注意意意力力力机机机制制制。近年来，在文本分类问题上，基于注意力机制的模型在效果和效率上都展现
出了一定的优越性。我们考虑非层级结构的软注意力机制以及层级结构的分层注意力机制。

注意力机制最早在机器翻译中应用，现在已经成为神经网络相关中一个十分具有影响力
的概念，注意力机制相当于模仿人类将大量视觉信息压缩成描述性语言的非凡能力(Xu et al.,
2015)，它将编码器的输出映射为注意力权重，将权重与编码器输出进行加权，如式(1)-(3)所
示。

ui = score(hi) (1)

αi =
exp(ui)∑L

i (ui)
(2)

h∗ =
L∑
i

αihi (3)

其中，本文采用前馈神经网络为对齐函数(score)、在语音识别(Graves et al., 2013)和口语
语言理解(Xu and Sarikaya, 2014)领域有着非常成功应用的双向LSTM作为编码器。通过对齐函
数将编码器的输出对齐，得到注意力分数，进行归一化后得到注意力权重α，最终将编码器输
出与注意力权重进行加权。

词词词级级级别别别。对于一个句子的词w∗，在经过embedding之后，获得词向量w∗
emb，编码器

对词向量进行编码，获得词级别的表达h∗word，通过单层MLP对h∗word进行对齐计算，获
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得u∗word，使用softmax函数得到字级别的注意力权重α∗
word，在这之后，通过字级别注意力

权重α∗
word与h

∗
word加权求和得到句子向量s

∗。如式(4)-(8)所示。

w∗
emb = embedding(w∗) (4)

h∗word = Encoder(w∗
emb) (5)

u∗word = tanh(Wwh
∗
word + bw) (6)

α∗
word =

exp(u∗worduw)∑
t exp(u

∗
worduw)

(7)

s∗ =
∑
t

(α∗
wordword

∗
emb) (8)

句句句子子子级级级别别别。与词级别的做法相似，编码器对句子向量s∗进行编码获得句子向量的表
达h∗sentence，同样通过单层MLP对句子向量进行对齐计算，获得u∗sentence，使用softmax函数
得到句子级别的注意力权重α∗

sentence，最终通过句子级别注意力权重α
∗
sentence与h

∗
sentence加权求

和作为文档向量v。如式(9)-(12)所示。

h∗sentence = Encoder(s∗) (9)

u∗sentence = tanh(Wsh
∗
sentence + bs) (10)

α∗
sentence =

exp(u∗sentenceus)∑
t exp(u

∗
sentenceus)

(11)

s∗ =
∑
t

(α∗
sentencesentence

∗
emb) (12)

2.2 单单单句句句话话话语语语意意意图图图识识识别别别模模模型型型

对于单句话语的意图识别，我们采用了基于BERT的双向LSTM模型，BiLSTM结构
在语音识别(Graves et al., 2013)和口语语言理解(Xu and Sarikaya, 2014)领域有着非常
成功的应用。在BERT层，我们采用预先训练好的中文BERT模型对固定长度为L的话语
序列w∗ = {w1, w2, ..., wL}进行编码，每个字wi会被编码为字向量ei；这样w

∗就被编码成
了embu = {e1, e2, ..., eL}。如式(13)所示。

embu = BERT (w∗) (13)

在BiLSTM网络层，我们将embu = {e1, e2, ..., eL}输入到双向的长短时记忆网络，然后分
别从网络中得到正向的输出hfw = {hfw1 , hfw2 , ...hfwL }和反向的输出hbw = {hbw1 , hbw2 , ...hbwL }。如
式(14)所示。

hfw, hbw = BiLSTM(embu) (14)

我们将正向和反向的结果拼接起来得到双向LSTM的输出h。如式(15)所示。

h = [hfw, f bw] (15)

对于输入序列中的每个元素，每个LSTM结构计算以下函数，其中ht是t时刻的隐藏
层，ct是t时刻的记忆单元，xt是t时刻的输入，ht−1是t-1时刻的隐藏层，it、ft、c̃t和ot分别
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是输入门、遗忘门、记忆单元门和输出门，σ是sigmoid函数，�是哈达玛积。如式(16)-(21)所
示。

it = σ(Wiixt + bii +Whiht−1 + bhi) (16)

ft = σ(Wifxt + bif +Whfht−1 + bhf ) (17)

c̃t = tanh(Wigxt + big +Whght−1 + bhg) (18)

ot = σ(Wioxt + bio +Whoht−1 + bho) (19)

ct = ft � ct−1 + it � c̃t (20)

ht = ottanh(ct) (21)

接着将h累加得到话语序列的句子向量s，最后接上全连接-softmax层得到各个意图类别的
概率输出。如式(22)所示。

y = softmax(Wh+ b) (22)

3 本本本文文文的的的方方方法法法

在本节中，我们将介绍如何将意图伪标签模型学到的伪标签注意力权重和层级注意力权重
相融合，从而构成层级结构中嵌入单句话语意图伪标签注意力的机制。

3.1 伪伪伪标标标签签签注注注意意意力力力

在面向长文本的任务型意图分类场景中，能够提取到长文中的关键单句话语将会对整体的
分类效果带来提升。除了在模型内部采用注意力机制来实现，也可以通过外部给模型带来额外
的信息以更好地提取到关键单句话语。在此，我们通过单句话语的意图伪标签来实现将外部信
息注入模型结构中。长文本的每个单句话语意图伪标签的加入，可以视为构建了一个内部的“对
话意图-伪意图标签”的分布，反映总体对话所表达的意图倾向。我们通过一个注意力模型学习
到了每个伪标签所对应的注意力，这种注意力作为一种额外的信息，反映了其对应的单句话语
对于总体对话意图的重要程度，利用该信息可以让模型更好地选择出重要的单句话语。

通过相关联的单句话语意图任务，我们训练了一个针对单句话语的意图识别模
型(详见2.2节)，记为modelintent，通过此模型，给主任务中的每个子句标注上意图伪
标签intentpseudo，使用one-hot对意图伪标签进行独热编码，获得意图伪标签的文本表
示intentpseudoemb

∗，经过编码器得到intentpseudoh
∗，在此处采用软注意力来获取注意力权

重βpseudo(详见2.1节的注意力机制部分)，记为伪标签意图注意力，通过伪标签意图注意力可
以反映出“对话意图-伪意图标签”的分布，从而表达单句话语意图的重要程度。如式(23)-(25)所
示。

intentpseudoemb
∗ = OneHot(intentpseudo) (23)

intentpseudoh
∗ = Encoder(intentpesudoemb

∗) (24)

βpseudo = Attention(intentpseudoh
∗) (25)
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Figure 1: PLA-HAN模型的架构

3.2 结结结合合合伪伪伪标标标签签签注注注意意意力力力的的的人人人机机机对对对话话话意意意图图图分分分类类类

本文的模型是在HAN模型基础上融入伪标签注意力构成的话语伪标签注意力层次注意力网
络PLA-HAN，模型采用BERT编码 (Devlin et al., 2019)，由字级层、句子级层、协同注意力层
和全连接层组成，如图1所示。

BERT编编编码码码。我们采用中文BERT预训练模型对字进行编码。固定长度为L的序列输入，
通过BERT编码后将会被编码为(L, 768)的向量。

PLA-HAN字字字级级级层层层。包括了HAN模型中的字级注意力网络(图1的左下部分)和单句话语的
意图伪标签识别模型(图1的右下部分)。

(1) HAN的字级注意力：在HAN中，对于经过BERT编码的篇章结构作为输入计算得到词
级别的注意力αword(详见2.1节)。

(2) 意图伪标签识别：通过单句话语意图识别模型，给对话段中的每个话语打上伪意图标
签，此时得到对话段的“对话意图-伪标签意图”分布。

PLA-HAN句句句子子子级级级层层层。包括了HAN模型中的句子级注意力网络(图1的左中部分)和单句话
语的意图伪标签注意力机制(图1的右中部分)。

(1) HAN的句子级注意力：在HAN中，在句子向量的基础上进一步计算句子级别的注意
力αsentence(详见2.1节)。

(2) 话语伪标签注意力：同时，我们采用3.1节中介绍的方法，通过额外构建的注意力模
型，将“对话意图-伪标签意图”分布转化为伪标签注意力βpseudo。

协协协同同同注注注意意意力力力层层层。我们采用加法将分层注意力机制的句子级别注意力和伪标签注意力相融
合，记为ωi。如式(26)所示。

ωi = αsentence + βpseudo (26)

最后我们利用注意力权重对分层注意力结构中的句子向量s∗进行加权缩放，并将其累加得
到的h∗作为注意力层的输出。如式(27)所示。

h∗ =
∑
t

(ωi ∗ si) (27)
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全全全连连连接接接层层层。。。 我们利用全连接层将模型的输出映射为相应意图类别数量，接着使
用softmax输出各个意图类别的概率，最终采用概率最高的意图类别作为输出。公式如式(28)-
(29)所示。

y∗ = softmax(W ∗ h∗ + b) (28)

predict = argmax(y∗) (29)

3.3 伪伪伪标标标签签签的的的挑挑挑选选选

对于单句话语意图模型所带来的意图伪标签，并不是所有的伪标签都能对人机对话段的意
图分类产生正面效果。为此，本文的方案中，通过全部伪标签的初步试验，计算出每个伪标签
在对话段中的平均覆盖率：

pesudocover =意图伪标签在对话段中的出现次数/对话段的对话轮次 (30)

然后，筛选出覆盖率高的伪标签：

pseudoselect = topk(pesudocover) (31)

在覆盖率分析的基础上，我们进一步从语义角度挑选出高关联度的伪标签嵌入到模型中，
去掉了部分关联度不高的标签。在本文的实验中，用以训练单句话语意图识别模型的数据集共
有48种单句话语意图类别。经过伪标签挑选，我们的最终方案中，选取了25种与人机对话意图
分类任务高关联度的单句话语意图，同时将其它的单句话语意图标签标记为“其它”。不同伪标
签集的实验效果见4.5小节。

4 实实实验验验

4.1 数数数据据据集集集

本文的人机对话实验数据来自于中国中文信息学会主办的“客服领域用户意图分类评测比
赛”1，属于客服领域对话文本，视为多轮话的长文本。同时这项比赛还有一个子任务是单句用
户话语的自然语言理解(包括意图识别和槽填充)。本文将其中的话语意图识别任务视为本文人
机对话任务的辅助任务，用于产生人机对话段中每一句单句话语的意图伪标签。
人人人机机机对对对话话话数数数据据据集集集人机对话数据集为2万条真实客服对话段标注数据，此数据集中共有35种

人机对话意图类别，表2给出了业务类型与用户意图的种类。我们按照8：2的比例分别划分训练
集和测试集。训练时，再从训练集中划分出20%作为验证集。
单单单句句句话话话语语语意意意图图图识识识别别别数数数据据据集集集 单句话语的数据集为2万条真实的单句话语数据，此数据集中共

有48种单句意图类别，如表3所示。经过伪标签优选，选取了与对话段意图分类任务相关度高
的25种单句意图类别，其它类别的伪标签标记为“其它”。按照8：2切分训练集和验证集，不设
置测试集。

业业业务务务类类类型型型 对对对话话话意意意图图图

咨询(含查询)

业务订购信息查询、业务规定、业务订购信息查询、业务资费、
产品/业务功能、使用方式、办理方式、号码状态、宽带覆盖范
围、工单处理结果、工单处理结果、服务渠道信息、用户资料、
电商货品信息、营销活动信息、账户信息

办理
下载/设置、停复机、取消、变更、开通、打印/邮寄、移机/装
机/拆机、缴费、补换卡、重置/修改/补发、销户/重开

投诉(含抱怨)
不知情定制问题、业务使用问题、业务办理问题、业务规定不满、
信息安全问题、服务问题、网络问题、营销问题、费用问题

Table 2: 业务类型种类与35种对话意图类别

1http://www.cips-cl.org/static/CCL2018/call-evaluation.html
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单单单句句句话话话语语语意意意图图图标标标签签签

查询、查询套餐余量、查询充值缴费记录、查询流量、查询本机号码、查询本机业务、
查询余额、查询短信、查询积分、查询语音、查询月初扣费、查询账单、查询宽带、查
询手机、咨询宽带、具实帮助、具实返回、具实转人工、具实退出、具实重听、具实业
务列表、具实转ivr、办理套餐、办理手机充值、取消流量、预约宽带、修改宽带、开通
流量、重置、重置手机、重置宽带、GPRS、拒识、修改、确认、手机、修改手机、短
信、宽带、流量、empty、集外说法批评,抱怨,脏话、集外说法机器人、集外说法集外业
务、咨询、集外说法结束、集外说法短拒识、集外说法友好问候、集外说法感谢

Table 3: 48种单句话语意图类别

4.2 实实实验验验设设设置置置

人人人机机机对对对话话话意意意图图图分分分类类类实实实验验验 batch size设置为16，epoch设置为20，Dropout设置为0.1，采
用Adam优化器，学习率为1e-5，非层级模型设置最大句子长度为512，层级模型设置最大句
子数量为25，最大句长为25。
话话话语语语伪伪伪标标标签签签预预预测测测实实实验验验 batch size设置为32，epoch设置为100，Dropout设置为0.1，采

用Adam优化器，学习率为1e-3，非层级模型设置最大句子长度为30。

4.3 对对对比比比方方方法法法

本文提出的PLA-HAN模型将与以下代表性的基线方案进行比较，为了公平比较，全部模
型都采用了BERT编码：

- BERT FineTune：该方法将BERT fine-tuning (Devlin et al., 2019)应用到分类任务，
在BERT分类层增加了一个新的输出层。

- BERT BiLSTM：该方法是文本分类的经典基线 (Vu et al., 2016)，适合于序列问题。

- BERT SoftAtt：该方法采用了Liu等(Liu and Lane, 2016)在ATIS数据集的话语意图识别
的BILSTM模型中采用的软注意力。

- BERT HAN：Yang等(Yang et al., 2016)提出的更加适合篇章结构文本的层次注意力模型
结构。

4.4 整整整体体体性性性能能能

我们提出的PLA-HAN模型与几种对比方法进行比较，包括BERT FineTune、BiLSTM、
带软注意力的BiLSTM以及层次注意力模型HAN。实验结果如表4所示。

模模模型型型类类类别别别 模模模型型型
意意意图图图分分分类类类正正正确确确率率率(%)

总总总体体体 咨咨咨询询询(含含含查查查询询询) 办办办理理理 投投投诉诉诉

长文本结构
BERT FineTune 53.11 49.50 66.72 48.14
BERT BiLSTM 55.75 52.39 69.83 49.35
BERT SoftAtt 55.87 51.98 71.03 49.91

层次结构
BERT HAN 56.31 52.55 71.08 50.40
BERT PLA-HAN 56.94 53.33 71.26 51.35

Table 4: 不同模型性能对比

从表4的结果可以看到：
(1) 在以整篇长文本直接作为输入的模型中，通过加入编码器BiLSTM和注意力机制的应

用，可以在BERT的基础上进一步提升对话段意图分类的性能。
(2) 相比于整篇长文本结构的输入，层次结构模型取得了更好的分类性能。这一方面得益

于不受BERT输入长度的限制，另一方面也由于分层次的注意力能更好地建模字到句子再到对
话段的语义结构。

(3) 融合了单句话语伪标签注意力的PLA-HAN取得了最好的性能，优于HAN模型。
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4.5 进进进一一一步步步分分分析析析

通过比较以上结果可以看出PLA-HAN模型取得了良好的性能，我们也想进一步探究模型
能有所提升的原因。我们首先分析了不同的伪标签集对模型性能的影响。然后，我们给出了一
个不同长度对话段情况下的PLA-HAN模型与基础的HAN模型的性能对比的定量分析。

不不不同同同伪伪伪标标标签签签集集集对对对模模模型型型性性性能能能的的的影影影响响响。为了研究不同伪标签集在PLA-HAN模型中效果，我们
对采用三种不同的伪标签集的BERT PLA-HAN的实验结果进行观察。PLA-HAN(All)代表不做
选择采用了全部的48种伪标签，PLA-HAN(Fit)代表只选用了和人机对话意图相关的32种伪标
签，PLA-HAN(Select)代表进一步优选的25种伪标签。结果如表5所示。

模模模型型型
意意意图图图分分分类类类正正正确确确率率率(%)

总总总体体体 咨咨咨询询询(含含含查查查询询询) 办办办理理理 投投投诉诉诉

BERT PLA-HAN(All) 56.06 52.48 70.41 49.95
BERT PLA-HAN(Fit) 56.59 53.31 70.94 50.72
BERT PLA-HAN(Select) 56.94 53.33 71.26 51.33

Table 5: 不同伪标签集的PLA-HAN模型性能对比

结果表明，我们的伪标签集选择策略是必要的，不同的伪标签集对模型整体性能存在明显
的影响。详细的分析如下：

• PLA-HAN(All)：在此方案中，我们采用了所有48种伪标签。其中部分伪标签实际上和人
机对话意图分类任务中的35种意图的相关性并不强。从实验结果可以看到，分类性能都不
够好，甚至都略微低于HAN模型。

• PLA-HAN(Fit)：在此方案中，我们选取与人机对话任务的意图有较高覆盖率的伪标签
嵌入到模型中，将基本不相关的标签标记为“其它”。实验中通过验证集选取了32个伪标
签。从实验结果可以看到，分类性能相比于PLA-HAN(All)有了明显提高，相同时也优
于HAN模型。

• PLA-HAN(Select)：在此方案中，我们在PLA-HAN(Fit)的基础上，进一步从语义角度挑
选出高关联度的伪标签嵌入到模型中，去掉了部分关联度不高的标签，一共选取了25种伪
标签。从实验结果看，PLA-HAN(Select)取得了最好的性能。

不不不同同同长长长度度度对对对话话话段段段的的的模模模型型型性性性能能能对对对比比比。我们进一步对比不同对话段长度情况下的PLA-HAN模
型与基础的HAN模型的性能。我们按照对话段的长度分为长(600字以上)、中(301-600字)和
短(300字以下)三类进行观察，结果如图2所示。

从图2可以看到：

(1) 长的对话段的意图分类存在较大的挑战，正确率明显低于短的对话段。

(2) 我们的PLA-HAN，在伪标签注意力的帮助下，在不同长度的对话段性能均优于HAN。
尤其是长的对话段(超过600字)，意图分类正确率提升较为显著，达到1.56%。

5 结结结束束束语语语

针对现有文本分类方法在人机对话意图分类上存在的挑战，本文提出了一种结合话语伪标
签注意力的层次注意力网络模型PLA-HAN。PLA-HAN通过优选伪标签集，设计和计算单句话
语意图伪标签注意力，并将其嵌入到HAN的层级结构中，与HAN中的句子级别注意力相融合，
提升了人机对话意图分类性能。我们在中国中文信息学会主办的“客服领域用户意图分类评测比
赛”的评测语料上进行实验，实验结果证明PLA-HAN模型取得了优于HAN等研究进展文本分类
方法的意图分类正确率。
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Figure 2: 不同长度对话段的模型性能对比
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