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摘摘摘要要要

少样本命名实体识别旨在用少量的标注数据来识别命名实体。近年来受提示学习在少
样本场景中表现良好性能的启发，本文探索了基于提示的少样本命名实体识别的方
法。已有的基于提示学习的方法是通过列举所有可能的跨度来进行实体识别，这导致
了计算成本高以及对实体边界信息未充分利用的问题。本文提出一种基于提示学习的
两阶段框架TSP-Few，在不使用源域数据的情况下，进行少样本命名实体识别。第一
阶段对种子跨度进行增强、过滤和扩展，其中种子增强模块能够让种子跨度捕获到更
丰富的语义信息，种子过滤器能够减少大量的无关跨度，种子扩展模块能够充分利用
实体的边界信息，为实体类型分类提供高质量的候选实体跨度。第二阶段利用提示学
习方法预测候选跨度的相应类别。此外，为了缓解跨度检测阶段的错误累积，在实体
分类阶段引入了负采样策略。跨度检测和实体类型分类任务的独立训练更容易在少样
本情况下取得优异的性能。在三个基准数据集上的实验表明，与先进的方法相比，本
文提出的方法在性能上有了进一步的提升，并且实验结果也表明了该文模型各个模块
的有效性。
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Abstract

Few-Shot Named Entity Recognition (FS-NER) is designed to identify named entities
using a limited amount of annotated data. Inspired by the effective performance of
prompt-based learning in few-shot scenarios, This research examines methodologies
for FS-NER that utilize prompting techniques. Conventional prompt-based methods
involve enumerating all potential spans for entity recognition, which leads to high com-
putational costs and insufficient use of boundary information about the entities. This
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paper proposes a two-stage framework based on prompt learning for FS-NER that op-
erates without source domain data. In the first stage, seed spans are enhanced, filtered,
and expanded: enhancement allows seed spans to capture richer semantic information,
filtering eliminates a substantial number of irrelevant spans, and expansion utilizes the
boundary information of entities effectively. The second stage employs prompt-based
learning methods to predict the categories of the candidate spans. Moreover, to alle-
viate the accumulation of errors during the span detection phase, a negative sampling
strategy is introduced in the entity classification stage. Independent training of span
detection and entity type classification tasks proves to be more effective in few-shot
settings. Experimental results on three benchmark datasets indicate that the proposed
method shows further improvement over advanced methods, and the experiments also
demonstrate the effectiveness of each module within the model.

Keywords: few-shot learning , named entity recognition , prompt learning

1 引引引言言言

命名实体识别（Named Entity Recognition，NER）作为一项基本的信息抽取任务，广泛
应用于自然语言处理的下游任务。其目的是识别文本中的实体跨度，并将其分类为预先定义的
实体类型类别，比如地名、组织名、时间、人名。尽管它具有挑战性，当前研究人员基于深度
学习的方法已经取得了良好的性能 (Lample et al., 2016; Ma and Hovy, 2016; Chiu and Nichols,
2016; Peters et al., 2017)。然而，基于深度学习的方法依赖于大量的标注训练数据，这需要耗
费大量时间和高度依赖于劳动密集度。除此之外，在一些特定的领域，需要特定领域知识，这
是相当昂贵的。因此，近年来，在资源有限的情况下，进行命名实体识别，引起了学者们的广
泛关注。

少样本命名实体识别的方法可以分为两类：基于跨度的方法和基于序列标注的方法。基于
序列标注的方法通常是将命名实体识别任务看作是序列标注任务，给每句话中的单词都分配一
个标签。 (Hou et al., 2020; Ballesteros et al., 2022)通过计算每个查询标记与支持标记之间的
距离，在标记层面上直接对实体类型进行分类。然而，这些方法受到非实体标记（“O”类）和
标记的标签依赖性的干扰。另一方面，基于度量学习的方法已经被应用到少样本命名实体识
别。 (Snell et al., 2017)提出原型网络来学习一个度量空间，其中特定类别的一个查询例子聚集
在一个原型周围。由于原型表示只是从几个例子中学习的，而other类往往是有非常多的噪声，
所以无法在少样本命名实体识别达到令人满意的表现。

上述方法，都是从单词级别上进行命名实体识别，除此之外，命名实体识别任务还可以被
视为跨度级别上的分类任务。大部分少样本命名实体识别均采用端到端度量学习的方法 (Huang
et al., 2020),此类方法需要同时完成跨度检测和跨度分类两个任务。因此，在少样本场景下，
仅依靠少数样本难以同时对两个任务充分学习，从而导致此类方法会产生实体边界预测错误，
难以获得较好性能。 (Sohrab and Miwa, 2018)枚举出文本中所有的可能跨度，然后进行跨度分
类。然而，这忽略了实体的边界信息，并且会产生大量的低质量的候选跨度，这严重影响模型
性能。

最近，一些基于提示学习的工作被提出来用于少数命名实体识别。提示学习旨在通过将目
标任务重新表述为完形填空问题 (Schick and Schütze, 2021)来提高预训练语言模型（Pretrained
Language Model，PLM）的性能，这是PLM的预训练任务。例如，在执行情感分类任务时，使
用带有[MASK]标记的模板将输入“我喜欢这部电影”转换为“我喜欢这部电影，它是[MASK]”。
然后，PLM直接为[MASK]标记预测一个词“great”，并通过预测的词将输入归入正类。目标任
务的转换减少了预训练和微调之间的差距，并有助于在少样本场景下工作。

为了解决基于跨度方法对实体边界信息利用不充分和枚举跨度带来的大量低质量的候选跨
度的问题，受文献 (Yang et al., 2022)提出方法的启发，为了提高命名实体识别性能，本文提出
了一种基于提示的两阶段框架，用于少样本命名实体识别。具体来说，在第一阶段，候选种子
模块选择单词或双词作为初始种子，种子增强模块对初始种子进行语义增强，增强后的种子经
过过滤，过滤掉低质量的种子。扩展模块是通过调整高质量种子的边界来定位实体，缩小了实
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体类型预测的范围，提高候选跨度的质量。在第二阶段，使用提示学习方法，将候选跨度分类
任务转化为掩蔽语言建模（MLM）问题。将实体类型预测建模为计算屏蔽位置的词汇概率分布
问题。此外，跨度检测模块和实体类型分类模块的单一训练更能够在少样本情况下取得优异的
性能。

本文的主要贡献有以下几点：

（1）为了提高命名实体识别性能，本文提出了一种基于提示学习的两阶段框架TSP-Few，
用于少样本命名实体识别，它由跨度检测模块和实体类型分类模块组成。在跨度检测阶段，为
了增强初始种子的语义信息，设计了一个种子增强模块。

（2）为了缓解将少样本命名实体识别分解为跨度检测和实体类型分类所造成的错误累积，
本文将负向采样策略纳入到模型中。

（3）在三个基准数据集上的不同设置下的实验表明，与最先进的方法相比，本文提出的方
法的性能取得了明显的改善。

2 相相相关关关工工工作作作

少样本命名实体识别任务旨在少样本场景下对命名实体跨度进行识别并分类为特定的实体
类别。以前关于少样本命名实体识别的研究大多是基于度量学习的。具体地， (Yi and Katiyar,
2020)等人提出Structshot算法，该算法在源域上训练命名实体识别模型作为特征提取器，推理
时利用最近邻算法对实体类型分类并使用维特比解码器学习标签的依赖性。 (Fritzler et al.,
2019)首先将原型网络调整应用于少样本命名实体识别，然后 (Tong et al., 2021)等人通过训练
分类器学习多个原型表示，用于表示“O”类嘈杂的语义，弥补了现有的原型方法不能区分“O”类
词中丰富的语义信息的不足。然而，在少样本场景下令牌级基于度量学习的方法难以充分学习
两个不同的任务。

为了解决基于度量学习方法存在的问题，有研究者提出基于跨度的方法用于少样本命名实
体识别， (Ma et al., 2022)将命名实体识别任务分解为跨度检测和实体分类，将跨度预测当作序
列标注问题并使用MAML算法训练跨度检测器，在实体分类，利用MAML算法增强原型网络，
找到好的嵌入空间来更好的分辨不同实体类的跨度。最近， (Wang et al., 2015)等人提出ESD模
型，该模型利用多个不同注意力机制对支持集和查询集之间的跨度信息进行交互，并且使用跨
度级原型网络，利用查询集跨度对原型进行增强，同时，将“O”类型跨度分为3个子类，以缓
解其复杂的语义问题。 (Wang et al., 2022)等人在跨度提取阶段，将顺序标签转化为全局边界
矩阵，使模型专注于明确的边界信息，并提出基于边缘的损失来缓解两阶段方法中假阳性的问
题，并且利用原型学习在语义空间中调整跨度的表示。

随着GPT (Brown et al., 2020)的引入，提示学习被广泛讨论，并在少量学习中显示出巨大
的性能 (Gao et al., 2021) 。最近的一些研究试图引入提示学习，并使其适应少样本命名实体识
别。 (Cui et al., 2021)等人是第一个提出使用生成式预训练语言模型来解决少样本序列标注问
题，通过提示模板列举输入文本的所有候选跨度，模型根据相应的模板分数对每个候选跨度进
行分类。 (Ma et al., 2021)等人提出了一种无模板的方法，对每个输入只使用一个预测，这个模
型减少了预训练和微调之间的差异，并且没有修改预训练模型的输出层。 (Hou et al., 2022)等
人为了提高基于提示学习预测速度，提出了一种反向的提示范式，在给定槽位标签类型的情况
下，反向预测槽位值，而不是列举槽位值来预测标签。

然而，这些研究大多同时学习跨度检测和类型分类任务，这在少样本场景下很难取得优异
的表现。此外，这些方法遵循情节训练的方法，或者假设有一个丰富的源域，这不是一个更实
用的少样本场景。为了处理上述问题，本文提出了一种基于提示的两阶段少样本命名实体识别
框架，它由一个跨度检测模块和一个实体类型分类模块组成。

3 模模模型型型

本文提出一种基于提示的两阶段框架TSP-Few，用于少样本命名实体识别（Few-shot
NER）。如图1所示，该框架由两个预先训练好的语言模型组成，其中一个用于解决实体跨度
检测，输入文本首先经过候选种子模块产生候选种子，然后候选种子进入种子增强模块，对种
子进行增强，之后通过计算出的阈值过滤出高质量的候选种子，最后经过种子扩展得到候选跨
度。跨度检测模型是与类别无关的，可以在不同的实体类别之间共享信息。另一个用于候选跨
度分类，本文将经过扩展得到的候选跨度填入预先定义的模板并送入实体分类模型，该模型缩
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小了实体类型预测的范围，旨在通过提示学习为每个跨度分配一个特定的实体类别。下面我们
分别讨论每个模块的细节。

图 1: 模型框架

3.1 问问问题题题陈陈陈述述述

本文将命名实体识别任务分解为两个子任务：跨度检测和实体类型分类。给定一个长度
为n的输入文本X = {x1, ...xn}，跨度检测的目的是提取每个候选跨度s = [xi, ...., xj ](1 ≤ i ≤
j ≤ n)，并从输入文本中获得一个候选跨度集S = {s1, ...sm}，实体类型分类模块的目标是为每
个候选跨度s ∈ S分配一个实体类型y ∈ Y。

3.2 第第第一一一阶阶阶段段段

3.2.1 产产产生生生候候候选选选种种种子子子

候选种子是从输出文本中抽取的子序列。通过对过滤之后的候选种子进行扩展，能够得到
候选跨度。输入文本X = {x1, ..., xn}，列举出长度L不超过2的所有跨度。把得到的候选种子跨
度的集合表示为C = {c1, ..., c2n−1}，其中ci = (sti, edi)表示第i个候选种子跨度，sti、edi分别表
示该跨度的左边界和右边界。这里使用BERT作为编码器，将输入文本送入BERT，获得隐藏表
示h ∈ Rn×d，这里d是BERT的隐藏层状态的维度。
为了训练候选种子过滤器，筛选出高质量的候选种子，这更有可能扩展为正确的命名

实体词，需要计算出候选种子的分数。具体来说，本文将C中的每个候选种子跨度和真实
实体配对，计算出候选种子分数。计算候选种子分数一般有两种方式：（1）Intersection
over Foreground (IoF)，（2）Intersection over Union (IoU) 。在命名实体识别中，IoU被定义
为IoU(A,B) = A∩B

A∪B，其中A、B是两个跨度 (Zheng et al., 2019; Shen et al., 2021)。IoU衡
量跨度之间的重叠程度，这对嵌套命名实体识别更有作用。然而，这里很少涉及嵌套命名
实体，所以本文使用IoF计算候选种子分数。在命名实体识别中，IoF被定义为IoF (A,B) =
A∩B
A 。 (Yang et al., 2022)考虑到一个由五个词组成的命名实体，“International Conference on

Computational Linguistics”, 候选种子为“International Conference”与该实体之间的IoU为0.4，
并不显著。而该候选种子与实体之间的IoF为1，其中，A是候选种子，B是命名实体。这表明该
候选种子是实体的一部分，很有可能扩展到整个实体。这里，使用IoF计算候选种子得分更加合
适。计算每个候选种子与其真实实体之间的IoF，作为候选种子分数ycw。
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3.2.2 种种种子子子增增增强强强模模模块块块

本文认为，种子跨度的含义能够从其他种子跨度中推断出来。因此，本文设计了一个种
子注意力机制。给出一个句子X ∈ RK×d(K是跨度的数量)的所有跨度表示，对于候选种子
跨度ci = (sti, edi)，hpi代表跨度ci的平均池化表示。对于种子ci,得到它的增强跨度表示h̄pi =∑K

j=1α
j
i cj ,这里αi = softmax(ciX

T ), 然后，使用带有残差连接和层归一化的前馈神经网络来获

得最终的种子增强表示ĥpi ,

hpi = MeanPooling(hsti , ..., hedi) (1)

ĥpi = LayerNorm(hpi + FFN(h̄pi )) (2)

FFN(h̄pi ) = GELU(h̄piW
1)W 2 (3)

其中，W 1、W 2是权重矩阵，这里省略了偏置项。
候选种子过滤器：能够计算出所有候选种子的得分，并设置阈值α，选择得分大于α的

候选种子进行扩展。对于候选种子跨度ci = (sti, edi)，ĥpi代表经过种子增强的跨度表示，连

接ĥpi和[CLS]标记的hCLS表示作为候选种子跨度的最终表示hcwi 。候选种子分数pcwi 的计算方法
如下：

hcwi = Concat(ĥpi , h
[CLS]) (4)

pcwi = Sigmoid(MLP (hcwi )) (5)

这里MLP表示多层感知机，最后一层使用GELU激活函数。

3.2.3 候候候选选选种种种子子子扩扩扩展展展

尽管通过种子过滤器得到了质量较高的候选种子，但这些种子还不能够精准的定位命名实
体，还需要对候选种子边界进行调整，这是一项回归任务。为了学习边界偏移量ô不仅需要跨度
本身的信息，也需要外部边界词的信息。因此，扩展还需要考虑候选种子周围的一个窗口。
扩展是允许候选种子的左右边界分别偏移λ，这样能够得到最长的实体的长度是2 + 2λ，对

于候选种子ci，最大扩展为：

bmax
i = (max(1, sti − λ),min(n, edi + λ)) (6)

为了能够区分最大扩展的边界，窗口应该大于bmax
i ，定义为wi。

wl
i = max(1, sti − 2λ) (7)

wr
i = min(n, edi + 2λ) (8)

wi = (wl
i, w

r
i ) (9)

其中，wl
i，wr

i分别表示窗口的左右边界。
将候选种子ci的平均集合跨度hpi和窗口的平均集合跨度hwi 连接起来，然后计算边界偏移

量oi，计算如下:

hwi = MeanPooling(hwl
i
, ..., hwr

i
) (10)

oi = λ · (2 · Sigmoid(MLP (hpi ;h
w
i ))− 1) (11)

其中，（;）表示连接操作。oi的第一个元素表示为osti ，第二个元素表示为oedi 。osti 表示为
左边界偏移量，oedi 表示右边界偏移量。这样，就可以得到新的左右边界的候选跨度。

l
′
i = max(1, sti +

⌊
osti +

1

2

⌋
) (12)

r
′
i = max(n, edi +

⌊
oedi +

1

2

⌋
) (13)

其中l
′
i，r

′
i分别表示新的左右边界。重复的结果和无效的结果l

′
i > r

′
i会被丢弃。这样，产生

了一组候选跨度，用于跨度分类。

CC
L 
20
24

第二十三届中国计算语言学大会论文集，第394页-第405页，太原，中国，2024年7月25日至28日。
卷1：主会论文

(c) 2024 中国中文信息学会计算语言学专业委员会 398



计算语言学

3.2.4 训训训练练练目目目标标标

产生候选种子损失Lcw和候选种子扩展损失Lexp定义为：

Lcw =
∑
i

SmoothL1(ycwi , pcwi ) (14)

Lexp =
∑
i

∑
j∈{st,ed}

SmoothL1(ôyi , o
j
i ) (15)

其中，ycwi 是真实的候选种子分数，ôyi是原始的边界偏移量。

通过最小化综合损失Lz进行训练，定义如下：

Lz = Lcw + Lexp (16)

3.3 第第第二二二阶阶阶段段段

在实体类型分类模块中，预测由上述跨度检测模块从候选种子扩展得到的候选跨度集S =
{s1, ..., sm}中每个候选跨度的实体类别。为避免引入新的参数并减少预训练和微调之间的差
距，本文遵循基于提示的调整，将分类任务转化为掩蔽语言建模（MLM）问题。基于提示的方
法包括构建言语器和模板。在接下来的章节中，将详细介绍实体类型预测模块的言语器和模板
的构建。

3.3.1 言言言语语语器器器设设设计计计

言语器的作用是将标签词汇映射到一个特殊的类别，这有助于预训练语言模型理解每个
类别。为了丰富实体类别的内涵，实体类型分类模块的言语器设计是将每个实体类别y ∈ Y映
射到一个词νy，即M : y → ν。例如，标签集合Y = {PER,LOC,ORG,O}被转换为相应的
词ν = {person, location, organization, other}。

3.3.2 模模模板板板设设设计计计

为了统一预训练任务和微调任务的形式，提示模板将原始输入x修改为提示输入T (x),其中
包括[MASK]标记。在本文的框架中，用自然语言构建一个模板T (x)，如下所示：

T (x) = x.In this sentence, [Ent] is a [MASK]. (17)

其中x代表原始句子输入，[Ent]表示句子x中的候选实体跨度。因此，计算标签y ∈ Y概率
的实体类型预测任务被建模为计算被屏蔽位置的词汇的概率分布，其形式化为：

p(y|x) = p([MASK] = M(y)|T (x)) (18)

3.3.3 训训训练练练和和和推推推理理理

为了缓解两阶段框架带来的误差累积问题，本文采用了负向采样策略，在训练过程中对
训练数据进行采样。具体来说，随机抽取非实体的跨度作为实体类型分类的负面样本，并利
用“O”来表示负面样本O ∈ Y的类型。采用负面抽样策略使实体分类模块有能力预测非实体类
别。当跨度检测模块出现错误时，实体分类模块能够将错误跨度分配“other”，从而缓解了错误
的积累。此外，在实体分类模块中，本文选择BERT作为预训练模型，并利用交叉训练损失作
为目标函数来微调预训练模型。该函数的形式如下：

L = −
∑

log p(y|x) (19)

最后，将跨度检测模块得到的候选跨度填入T (x)中的[Ent]，并将其送入微调后的预训练模
型，在推理过程中预测跨度的实体类型。
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4 实实实验验验设设设置置置

4.1 少少少样样样本本本设设设置置置

与之前假设有源域数据可用的少样本命名实体识别不同，本文考虑了没有源域训练的设
置，这更具有挑战性。这个实际场景只有一个测试集，每个类别只有N个标签（N-way）的K个
例子（K-shot）。为了更好的评估基线和本文提出的模型的性能，本文用K ∈ {5, 10, 20}进行了
实验。

4.2 数数数据据据集集集的的的构构构建建建

为了给所提出的模型提供有效性的经验证据和为了进行公平的比较，本文在三个数据集
上进行了实验。在K ∈ {5, 10, 20}的情况下，本文完全遵循 (Yang and Katiyar, 2020)中的贪
心抽样策略。具体来说，（1）训练集中的每个类别至少有K个对应的命名实体。（2）从训练
集中删除任何句子都会导致至少有一个类别的命名实体少于K。为了保证实验的有效性和可靠
性，所使用的三个数据集中的抽样数据是由 (Yang et al., 2022)所提供公开的。本文使用的三个
不同领域的命名实体识别数据集分别是：CoNLL03数据集 (Sang and Meulder, 2003)在新闻领
域、MIT-Restaurant数据集 (Liu et al., 2013)在评论领域和WiKiGold数据集 (Balasuriya et al.,
2009)一般领域。表1显示了这些数据集的原始信息。

Dataset Domain Language Class Train Test

CoNLL03 News English 4 14,987 3,684
MIT-Restaurant Review English 8 7,660 1,521
WikiGold General English 4 1,017 339

表 1: 原始数据集的统计信息

4.3 实实实施施施细细细节节节

本文使用PyTorch (Paszke et al., 2019)和Openprompt (Paszke et al., 2022)实现模型。
在跨度检测模块，英文数据集使用”bert-base-uncased”预训练模型作为编码器，epochs设置
为35，CoNLL03、MIT-Restaurant和WiKiGold数据集的阈值α分别设置为0.5，0.6，0.7。λ设
置为5。采用AdamW优化器，学习率为3e-0.5。对于实体类型分类模块，本文使用”bert-base-
uncased” 预训练模型作为编码器，并设置epochs的数量为30，该模块使用AdamW作为优化
器，学习率为5e-5。对于所有的基线，本文使用原始论文或者官方实现提供的推荐参数。

4.4 基基基线线线

本文将提出的模型与六个竞争性基线进行比较。
Prototype (Snell et al., 2017)一种基于原型网络的方法，将实体类别表示为单个标记的同

一表示空间中的向量，并利用最近的邻居标准来分配实体类别。
LC-BERT (Devlin et al., 2019) 一个基于BERT 的序列标签模型，它直接在BERT模型中加

入一个线性分类器，用于序列标签。
NNShot和StructShot (Yang and Katiyar, 2020)提出了一个基于度量的少样本学习方

法NNShot 用于命名实体识别，它采用最近邻分类器进行预测。在此基础上，他们进一步
提出了在解码过程中引入维特比算法的少样本学习方法StructShot。

TemplateNER (Cui et al., 2021)一种基于模板的提示学习方法，用于少样本命名实体识
别，它在推理过程中列举所有的跨度来生成预定义的模板作为BART 的输入。

SEE-Few (Yang et al., 2022)将命名实体识别分为两部分，跨度检测和跨度分类。在跨度
检测模块生成种子，直接经过筛选，再对种子扩展为候选跨度。对于跨度分类模块，它将跨度
分类重新定义为文本蕴含任务，同时利用上下文和实体类型信息进行类型预测。

5 实实实验验验结结结果果果

5.1 结结结果果果分分分析析析

表2显示了本文所提出的方法和基线在CoNLL03、MIT-Restaurant和WiKiGold数据集
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上不同少样本设置中的表现，有以下重要观察：1）本文的模型在上述三个数据上表现
出优越性。具体来说，在K=5样本设置下，本文提出的模型的F1分数在CoNLL03、MIT-
Restaurant和WiKiGold 比基线模型分别增加了2.27%、12.75%、6.77%；在K=10样本设置下
分别增加了：6.91%、13.24%、3.94%，这验证了本文提出的模型在少样本设置下表现更加优
异，对少样本数据下的情况更加适应。2）与基线相比，本文提出的模型能够在5样本设置下取
得比基线在20样本设置下表现相当甚至更优的性能表现。3）本文的方法优于以前的提示方法，
与TemplateNER模型在不同样本设置对比下更加明显。4）在本文的少样本设置中，优于缺乏
丰富的源域数据进行预训练，基于度量的方法NNShot和StructShot并没有显示出它们的优势，
这些结果表明这些方法不适合更实际的少样本场景。

Datasets Methods
K=5 K=10 K=20

P R F1 P R F1 P R F1

CoNLL03

LC-BERT 42.83 30.72 35.06(6.09) 50.36 52.13 51.20(6.39) 56.33 63.85 59.84(1.43)
Prototype 38.26 43.14 40.37(8.06) 45.08 64.02 52.82(3.22) 43.94 69.72 53.89(1.95)
NNShot 32.11 38.42 34.92(3.30) 34.10 40.98 37.18(5.82) 38.43 47.85 42.61(2.23)

StructShot 30.04 21.33 23.43(4.52) 38.62 19.72 26.09(7.23) 44.96 28.59 34.87(1.30)
TemplateNER 26.90 23.46 23.13(8.40) 44.51 43.99 44.01(4.82) 52.16 56.46 54.01(5.09)

SEE-Few 60.45 51.27 55.21(3.93) 66.19 58.68 61.99(1.73) 69.49 67.07 68.21(2.60)
Ours 63.63 52.42 57.48(5.10) 70.82 67.08 68.90(1.94) 76.89 76.59 76.74(3.17)

MIT-Restaurant

LC-BERT 41.21 38.65 39.88(3.79) 43.60 48.93 46.08(3.75) 56.24 60.04 58.07(1.50)
Prototype 27.77 46.79 34.84(1.63) 30.37 50.64 37.97(2.29) 37.91 59.31 46.25(1.62)
NNShot 28.15 34.81 31.11(2.30) 30.28 37.56 33.56(1.48) 36.72 45.55 40.66(1.26)

StructShot 45.13 25.00 31.93(4.32) 43.94 28.19 34.30(2.56) 52.08 36.18 42.69(1.12)
TemplateNER 23.11 20.78 21.53(4.66) 39.45 28.77 32.71(8.14) 46.93 37.00 41.26(6.80)

SEE-Few 53.08 39.47 45.25(3.18) 57.19 46.41 51.20(1.48) 64.79 57.22 60.75(2.07)
Ours 71.34 49.85 58.69(3.44) 74.61 56.71 64.44(2.15) 76.17 68.16 71.94(1.88)

WikiGold

LC-BERT 36.02 8.02 12.57(7.81) 43.13 8.95 37.72(7.20) 50.68 50.73 50.68(5.94)
Prototype 20.55 21.46 19.28(8.12) 23.31 45.21 30.59(3.95) 27.31 56.22 36.56(8.65)
NNShot 27.81 34.16 30.63(1.91) 26.36 37.92 30.93(4.89) 28.33 39.07 32.81(5.41)

StructShot 49.00 13.37 20.88(4.61) 43.21 14.19 21.28(2.96) 43.51 15.94 23.16(2.18)
TemplateNER 18.45 19.45 17.26(12.73) 38.33 45.37 41.04(13.19) 57.39 56.00 56.00(3.22)

SEE-Few 61.23 41.01 48.87(8.01) 63.36 48.74 54.98(3.24) 69.06 58.25 63.19(1.28)
Ours 74.94 44.24 55.64(5.84) 67.19 58.46 58.92(5.80) 76.58 64.52 70.03(2.65)

表 2: 三个数据集上不同场景下的实验结果

5.2 消消消融融融实实实验验验

为进一步验证所提方法中不同组件的有效性，本文用不同的少样本设置进行了消融实验。
本文构建了多个消融实验变体：

1）w/o sea：移除跨度检测模块中的种子增强模块，直接将种子进行过滤；

2）w/o neg：移除跨度分类模块中的负向采样策略；

3）w/o span：移除跨度检测模块，在CoNLL03、MIT-Restaurant和WiKiGold数据集上列
举长度L=5的所有可能跨度，并将其填入实体分类模块；

4）w/o prompt：移除提示学习模块，直接使用基线SEE-Few模型的跨度分类方法，将分
类任务定义为文本蕴含任务。

Model
CoNLL03 MIT-Restaurant WikiGold

5 10 20 5 10 20 5 10 20

Full model 57.48 68.90 76.74 58.98 64.57 71.94 55.64 58.92 70.03
w/o sea 54.72 65.06 75.50 58.21 60.84 70.67 52.06 56.30 68.39
w/o neg 54.98 67.10 76.24 57.91 64.26 71.18 54.78 57.69 69.73
w/o span 38.14 49.85 55.25 35.71 42.44 38.37 27.12 17.80 20.12
w/o prompt 56.05 55.88 68.42 49.92 51.86 59.49 50.30 45.85 66.77

表 3: 在不同的样本设置下，模型消融实验结果在三个数据集上的F1得分

本文对消融实验采用F1值作为实验结果，如表3所示。由实验结果可知：

CC
L 
20
24

第二十三届中国计算语言学大会论文集，第394页-第405页，太原，中国，2024年7月25日至28日。
卷1：主会论文

(c) 2024 中国中文信息学会计算语言学专业委员会 401



计算语言学

Model CoNLL03 MIT-Restaurant WiKiGold

Full model 5648 3151 730
w/o span 199068 56139 32073

表 4: 测试集上候选跨度的数量统计

（1）对于移除种子增强模块，直接将种子进行过滤的设置。这意味着种子跨度的含义不能
从其他种子跨度中推断出来，实验结果表明，在CoNLL03、MIT-Restaurant、WiKiGold数据
集上5样本设置下，模型的性能F1分数分别下降了2.76%、0.77%、3.58%，这表明，种子增强模
块能够让特定的种子跨度从其他种子跨度推断出来，证明种子增强模块是有效的。

（2）对于移除负向采样策略，模型不能够学习到“other”类别的信息，从实验结果来看，
在所有的数据集和少样本设置中，取消负向采样策略后，F1分数都在下降。这表明，利用负向
采样有助于缓解错误累积，能够识别出跨度检测阶段识别出的虚假跨度。

（3）对于移除跨度检测模块，直接枚举跨度，进行分类。可以看到，与移除负采样相比，
跨度检测模块对少样本命名实体识别有更大的影响，直接枚举跨度导致模型性能急剧下降。从
表4的实验结果分析，这是因为直接枚举跨度会产生数量巨大的无关跨度，这些杂乱的语义信息
对模型来说是灾难性的，这是导致模型性能下降的直接原因。这表明，跨度检测模块能够极大
的减少大量的无关跨度，这对模型性能很重要，跨度检测模块有能力缩小命名实体识别的范围
并提高性能。

（4）对于移除提示学习模块，将跨度分类任务定义为文本蕴含任务。从实验结果来
看，F1分数都有明显下降，这说明利用提示学习进行实体类型分类，模型能够更好的充分利用
上下文的信息，能够更准确的识别实体类型。除此之外，模型在K=10的样本设置下，性能下降
的更快，根据实验结果分析，在K=10的场景中，在第一阶段中的种子增强模块，可能给种子跨
度引入了噪声，并没有对所有的种子跨度都有增强效果，反而影响最终的模型性能。

5.3 案案案例例例研研研究究究

图 2: 案例研究。在数据集MIT-Restaurant下不同样本场景中进行的案例分析。实线框表示模
型识别到的实体跨度，虚线框表示模型未识别到的实体跨度。

图2展示了在不同样本设置下，模型预测的例子。我们可以观察到在K=5样本设置下，模型
只正确检测出实体跨度“albertos deli”，而模型没有检测出实体跨度“waterfront”，并且模型检
测出的错误跨度“11 pm”只是真实实体跨度“open until 11 pm”的一部分，没有扩展成完整的实
体跨度，原因是：在K=5样本设置下，训练样本信息太少，对种子扩展模块还不足以充分的训
练。在K=10样本设置下，模型正确检测出实体跨度“waterfront”和“open until 11 pm”，然而，
模型虽然能检测出在K=5样本中未识别出的跨度，但是，在对实体跨度“waterfront”进行分类
时，模型分配了错误的实体类型“Amenity”，而正确的实体类型是“Location”。我们分析认为是
模型对实体类型的信息捕获不足及对上下文信息的利用还不够充分。此外，模型能够准确检测
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出实体跨度“open until 11 pm”，这表明模型具备将种子跨度扩展到完整实体跨度的能力。最
后，在K=20样本设置下，模型不仅能够准确检测出实体跨度还能够为实体跨度分配准确的实体
类型。这说明模型在训练样本数增加下，能够学习到更多的知识，取得较好的性能。

6 总总总结结结与与与未未未来来来工工工作作作

在本文中，提出一个两阶段框架TSP-Few，用于不使用源域数据的少样本命名实体识别。
本文将少样本命名实体识别任务分解为跨度检测和实体分类两个阶段，这可以使模型在少样本
情况下取得更出色的性能。种子增强模块和扩展模块对实体分类模块提供尽可能准确的候选跨
度。实体分类模块将分类任务转化为屏蔽语言建模任务，将实体类型分配给候选跨度，通过减
少预训练和微调之间的差距来提高少样本性能。在三个基准数据集上的大量实验表明，本文提
出的模型在少样本命名实体识别基准上取得了有竞争力的结果。

在未来的工作中，我们将探索把提示学习与对比学习结合起来，以提高PLM的性能，并进
一步提高少样本命名实体识别的性能。
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