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Chinese Spelling Check based on  

Neural Machine Translation 

Jhih-Jie Chen, Hai-Lun Tu, Ching-Yu Yang,  

Chiao-Wen Li and Jason S. Chang 

Abstract 

We present a method for Chinese spelling check that automatically learns to correct 

a sentence with potential spelling errors. In our approach, a character-based neural 

machine translation (NMT) model is trained to translate the potentially misspelled 

sentence into correct one, using right-and-wrong sentence pairs from newspaper 

edit logs and artificially generated data. The method involves extracting sentences 

contain edit of spelling correction from edit logs, using commonly confused 

right-and-wrong word pairs to generate artificial right-and-wrong sentence pairs in 

order to expand our training data , and training the NMT model. The evaluation on 

the United Daily News (UDN) Edit Logs and SIGHAN-7 Shared Task shows that 

adding artificial error data can significantly improve the performance of Chinese 

spelling check system. 

Keywords: Chinese Spelling Check, Artificial Error Generation, Neural Machine 
Translation, Edit Log 

1. Introduction 

Spelling check is a common yet important task in natural language processing. It plays an 

important role in a wide range of applications such as word processors, assisted writing 

systems, and search engines. For example, search engine without spelling check is not 

user-friendly, while assisted writing system must perform spelling check as the minimal 

requirement. Web search engines such as Google (www.google.com) and Bing 
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(www.bing.com) typically perform spelling check on queries, in order to retrieve documents 

better meeting the user information need. The users’ queries would be corrected first by the 

spelling check component in order to avoid irrelevant or low-quality search results. In contrast 

to Web search engines, while Microsoft Word has a very effective spelling checker for 

English, there is still considerable room to improve the one for Chinese. 

Consider a sentence “他在文學方面有很高的造旨。” (‘He is highly accomplished in 

literature.’). In the context of this sentence, the character “旨” (pronounced ‘zhi’) is a typo. 

For another sentence “ 他 在 文 學 方 面 有 很 高 的 造 藝 。 ” , the character “ 藝 ” 

(pronounced ‘yi’) is also a typo. For these two typos, the correct character is “詣” 

(pronounced ‘yi’). Chinese spelling errors are due to two main reasons: one is similar sound 

(e.g., *藝 and 詣) and the other is similar shape (e.g., *旨 and 詣), as pointed by Liu et al. 

(2011). 

Unfortunately, such spelling error is probably uneasy to correct due to limited training 

data. In fact, there is a lack of training data for the Chinese spelling check task. Compared to 

western languages (e.g., English and German), relatively little work has been done on Chinese 

spelling check and few datasets are available. More spelling errors can be corrected with a 

machine learning model trained on more data. It could be that there are some fundamental 

problems such as no word boundaries, too many characters, and inconsistent use along time. 

Chinese spelling check could be more practical if more training data is available. 

One solution to the lack of training data is to create artificial one for training. Researches 

on artificial error generation for English have shown great potential in improving underlying 

models for writing error correction (Felice & Yuan, 2014; Rei, Felice, Yuan, & Briscoe, 2017). 

In other words, by generating artificial errors to increase data, we might have a chance to 

make spelling check models better and stronger. However, very few works have focused on 

generating artificial errors for Chinese. 

In this paper, we present AccuSpell, a system that automatically learns to generate the 

corrected sentence for a potentially misspelled sentence using neural machine translation 

(NMT) model. The system is built on a new dataset consisting of edit logs of journalists from 

the United Daily News (UDN). Moreover, we collect a number of confusion set for generating 

artificial errors to augment the data for training. The evaluation on the UDN Edit Logs and 

SIGHAN-7 Shared Task shows that adding artificial error data can significantly improve the 

performance of Chinese spelling check system. The model is deployed on Web and an 

example AccuSpell searches for the sentence “今晚月色很美，我想小灼一杯。” (‘The 

moon is so beautiful tonight, and I want a drink.’) is shown in Figure 1. AccuSpell has 

determined that “今晚月色很美，我想小酌一杯。”  is the most probably corrected 

sentence. AccuSpell learns how to effectively correct a given sentence during training by using 

more data, including real edit logs and artificially generated data. We will describe how to 
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create artificial data and training process in detail in Section 3. 

 
Figure 1. An example the Web version of AccuSpell searches for input “今晚月色
很美，我想小灼一杯。” (’The moon is so beautiful tonight, and I want a drink.’) 

At run-time, AccuSpell starts with a sentence or paragraph submitted by the user (e.g., 

“今晚月色很美，我想小灼一杯。”), which was first divided into clauses. Each clause then 

is splitted into Chinese characters before being fed to the NMT model. Finally, the model 

outputs an n-best list of sentences. In our prototype, AccuSpell returns the best sentence to the 

user directly (see Figure 1); alternatively, the best sentence returned by AccuSpell can be 

passed on to other applications such as automatic essay rater and assisted writing systems. 

The rest of the article is organized as follows. We review the related work in the next 

section. Then we describe how to extract the misspelled sentences from newspaper edit logs 

and how to generate artificial sentences with typos in Section 3. We also present our method 

for automatically learning to correct typos in a given sentence. Section 4 describes the 

resources and datasets we used in the experiment. In our evaluation, over two set of test data, 

we compare the performance of several models trained on both real and artificial data with the 

model trained on only real data in Section 5. Finally, we summarize and point out the future 

work in Section 6. 

2. Related Work 

Error Correction has been an area of active research, which involves Grammatical Error 

Correction (GEC) and Spelling Error Correction (SEC). Recently, researchers have begun 
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applying neural machine translation models to both GEC and SEC, and gained significant 

improvement (e.g., Yuan & Briscoe, 2016; Xie, Avati, Arivazhagan, Jurafsky, & Ng, 2016). 

However, compared to English, relatively little work has been done on Chinese error 

correction. In our work, we address the spelling error correction task, that focuses on 

generating corrections related to typos in Chinese text written by native speakers. 

Early work on Chinese spelling check typically uses rule-based and statistical approaches. 

Rule-based approaches usually use dictionary to identify typos and confusion set to find 

possible corrections, while statistical methods use the noisy channel model to find candidates 

of correction for a typo and language model to calculate the likelihood of the corrected 

sentences. Chang (1995) proposed an approach that combines rule-based method and 

statistical method to automatically correct Chinese spelling errors. The approach involves 

confusing character substitution mechanism and bigram language model. They used a 

confusion set to replace each character in the given sentence with its corresponding confusing 

characters one by one, and use a bigram language model built from a newspaper corpus to 

score all modified sentences in an attempt to find the best corrected sentence. Zhang, Huang, 

Zhou, and Pan (2000) pointed out that Chang (1995)’s method can only address character 

substitution errors, other kinds of errors such as character deletion and insertion cannot be 

handled. They proposed an approach using confusing word substitution and trigram language 

model to extend the method proposed by Chang (1995). 

In recent years, Statistical Machine Translation (SMT) has been applied to Chinese 

spelling check. Wu, Chen, Yang, Ku and Liu (2010) presented a system using a new error 

model and a common error template generation method to detect and correct Chinese 

character errors that can reduce false alarm rate significantly. The idea of error model is 

adopted from the noisy channel model, a framework of SMT, which is used in many NLP 

tasks such as spelling check and machine translation. Chiu, Wu and Chang (2013) proposed a 

data-driven method that detect and correct Chinese errors based on phrasal statistical machine 

translation framework. They used word segmentation and dictionary to detect possible 

spelling errors, and correct the errors by using SMT model built from a large corpus. 

More recently, Neural Machine Translation (NMT) has been adopted in error correction 

task and has achieved state-of-the-art performance. Yuan and Briscoe (2016) presented the 

very first NMT model for grammatical error correction of English sentences and proposed a 

two-step approach to handle the rare word problem in NMT. The word-based NMT models 

usually suffer from rare word problem. Thus, a neural network-based approach using 

character-based model for language correction was proposed by Xie et al. (2016) to avoid the 

problem of out-of-vocabulary words. Chollampatt and Ng (2018) proposed a multilayer 

convolutional encoder-decoder neural network to correct grammatical, orthographic, and 

collocation errors. Until now, most work on error correction done by using NMT model aimed 
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at grammatical errors for English text. In contrast, we focus on correcting Chinese spelling 

errors. 

Building an error correction system using machine learning techniques typically require a 

considerable amount of error-annotated data. Unfortunately, limited availability of 

error-annotated data is holding back progress in the area of automatic error correction. Felice 

and Yuan (2014) presented a method that generates artificial errors for correcting grammatical 

mistakes made by learners of English as a second language. They are the first to use linguistic 

information such as part-of-speech to refine the contexts of occurring errors and replicate 

them in native error-free text, but also restricting the method to five error types. Rei et al. 

(2017) investigated two alternative approaches for artificially generating all types of writing 

errors. They extracted error patterns from an annotated corpus and transplanting them into 

error-free text. In addition, they built a phrase-based SMT error generator to translate the 

grammatically correct text into incorrect one. 

In a study closer to our work, Gu and Lang (2017) applied sequence-to-sequence 

(seq2seq) model to construct a word-based Chinese spelling error corrector. They established 

their own error corpus for training and evaluation by transplanting errors into an error-free 

news corpus. Comparing with traditional methods, their model can correct errors more 

effectively. 

In contrast to the previous research in Chinese spelling check, we present a system that 

uses newspaper edit logs to train an NMT model for correcting typos in Chinese text. We also 

propose a method to generate artificial error data to enhance the NMT model. Additionally, to 

avoid rare word problem, our NMT model is trained at character level. The experiment results 

show that our model achieves significantly better performance, especially at an extremely low 

false alarm rate. 

3. Methodology 

Submitting a misspelled sentence (e.g., “今晚月色很美，我想小灼一杯。”) to a spelling 

check system with limited training data often does not work very well. Spelling check systems 

typically are trained on data of limited size and scope. Unfortunately, it is difficult to obtain a 

sufficiently large training set that cover most common errors, corrections, and contexts. When 

encountering new and unseen errors and contexts, these systems might not be able to correct 

such errors. To develop a more effective spelling check system, a promising approach is to 

automatically generate artificial errors in presumably correct sentences for expanding the 

training data, leading the system to cope with a wider variety of errors and contexts. 
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3.1 Problem Statement 
We focus on correcting spelling errors in a given sentence by formulating the Chinese spelling 

check as a machine translation problem. A sentence with typos is treated as the source 

sentence, which is translated into a target sentence with errors corrected. The plausible target 

sentence predicted by a neural machine translation model is then returned as the output of the 

system. The returned sentence can be viewed by the users directly as suggestion for correcting 

a misspelled sentence, or passed on to other applications such as automatic essay rater and 

assisted writing systems. Thus, it is important that the misspelled characters in a given 

sentence be corrected as many as possible. At the same time, the system should avoid making 

false corrections. Therefore, our purpose is to return a sentence with most spelling errors 

corrected, while keeping false alarms reasonably low. We now formally state the problem that 

we are addressing. 

Problem Statement: We are given a possibly misspelled sentence X with n characters 

x1,x2,...,xn. Our goal is to return the correctly spelled sentence Y with m characters y1,y2,...,ym. 

For this, we prepare a dataset of right-and-wrong sentence pairs in order to train a neural 

machine translation (NMT) model. The sentences come from real edit logs and 

artificially-generated data. 

In the rest of this section, we describe our solution to this problem. First, we describe the 

process of automatically learning to correct misspelled sentences in Section 3.2. More 

specifically, we describe the preprocessing of edit logs in Section 3.2.1, and how to artificially 

generate similar sentences with edits in Section 3.2.2. We then describe the process of training 

NMT model in Section 3.2.3. Finally, we show how AccuSpell corrects a given sentence at 

run-time by applying NMT model in Section 3.3. 

3.2 Learning to Correct Misspelled Sentence 
We attempt to train a neural machine translation (NMT) model using right-and-wrong 

sentence pairs from edit logs and artificial data, which to translate a misspelled sentence into a 

correct one. In this training process, we first extract the sentences with spelling errors from 

edit logs (Section 3.2.1) and generate artificial misspelled sentences from a set of error-free 

sentences (Section 3.2.2). We then use these data to train the NMT model (Section 3.2.3). 

3.2.1 Extracting Misspelled Sentences from Edit Logs 
In the first stage of training process, we extract a set of sentences with spelling errors 

annotated by simple edit tags (i.e., <[-, -]> for deletion and <{+, +} > for insertion). For 

example, the sentence “希望未來主要島嶼都有完善的[-馬-]{+碼+}頭，” (Hope that the 

main islands will have perfect docks in the future.) contains the edit tags “[-馬-]{+碼+}” 

that means the original character “馬” (pronounced ’ma’) was replaced with “碼” 
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(pronounced ’ma’). 

 
Figure 2. An example of edit logs in HTML format 

 
Figure 3. Examples of different edit types in edit logs 

The input to this stage are a set of edit logs in HTML format, containing the name of 

editor, the action of edit (1 is insertion and 3 is deletion), the target content and some CSS 

attributes, as shown in Figure 2. We first convert HTML files to simple text files by removing 

HTML tags and using simple edit tags “{+ +}” and “[- -]” to represent the edit actions of 

insertion and deletion respectively. For example, the sentence in HTML format 
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“外資也不急著<FONT style= ”TEXT-DECORATION: line-through” class=3  

title=XXX 刪除, color=#555588>佈</FONT><FONT class=1 title=XXX 新增, 

color=#265e8a>布</FONT>局明年，”  

 

is converted to “外資也不急著[-佈-]{+布+}局明年，” (”Foreign investment is not in a 

hurry to layout next year,”). 

After that, we attempt to extract the sentences that contain at least one typo. As shown in 

Figure 3, the edit logs could contain many kinds of edits, including spelling correction, 

content changes, and style modification (such as synonyms replacement). Among these edits, 

we are only concerned with spelling correction. However, lack of edit type annotation makes 

it difficult to directly identify spelling errors. Thus, we consider consecutive single-character 

edit pairs of deletion and insertion (e.g., “[-佈-]{+布+}” or “{+布+}[-佈-]”) as spelling 

correction, and extract the sentences containing such edit pairs. Furthermore, we use a set of 

rules to filter out some kinds of edits such as time-related and digital-related. Figure 3 shows 

some edited sentences, the fifth, sixth, seventh, eighth and eleventh sentences are regarded as 

sentences with spelling errors according these simple rules. The output of this stage is a set of 

sentences with spelling errors annotated using simple edit tags, as shown in Figure 4. 

 
Figure 4. Example outputs for the step of extracting misspelled sentences 

Although this approach for extracting the edited sentences involving spelling correction 

can obtain quite a few results, there is still a room for improvement. For example, the edited 

sentence “價值上百萬的好禮[-通通-]{+統統+}帶回家。” (’Bring millions of good gifts 

home’) contains a consecutive two-character edit pair “ [- 通 通 -]{+ 統 統 +} ”  (both 

pronounced ’tong tong’), which is also spelling error correction. However, it is not extracted 

because we only consider consecutive single-character edit pairs. In some cases, an edited 

sentence might be wrongly regarded as misspelled sentence. For example, the sentence “這
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項計畫將持續募款到今年[-聖-]{+耶+}誕節，” (’This project will continue to raise funds 

until this Christmas,’) contains an edit pair “[-聖-]{+耶+}” about style modification. 

Consider the context of the edited character, the word “聖誕節” (pronounced ’sheng dan 

jie’, it means the birthday of the holy child Jesus) and “耶誕節” (pronounced ’ye dan jie’, 

it means the birthday of Jesus) are both correct, and they almost mean the same thing. For 

such case, using word segmentation and meaning similarity measure of two words may be 

helpful. 

3.2.2 Generating Artificially Misspelled Sentences 
In the second stage of training process, we create a set of artificial misspelled sentences for 

expanding our training data. These generated data are expected to make the Chinese spelling 

checker more effective. 

 
Figure 5. Generating artificial misspelled sentence 

 

Table 1. Examples of confusion set 

Correct Word Wrong Words 

部署(’arrange’, pronounced ’bu shu’) 布署, 部處, 佈署, 步署 

賠罪(’apologize’, pronounced ’pei zui’) 培罪, 陪罪 
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The input to this stage is a set of presumably error-free sentences from published texts 

with word segmentation done using a word segmentation tool provided by the CKIP Project 

(Ma & Chen, 2003). Artificially misspelled sentences are generated by injecting errors into 

these error-free sentences. Although a correct word could be misspelled as any other Chinese 

word, some right-and-wrong word pairs are more likely to happen than others. In order to 

generate realistic spelling errors, we use a confusion set consisting of commonly confused 

right-and-wrong word pairs (see Table 1). The wrong words in confusion set are used to 

replace counterpart correct words in the sentences. For example, we use error-free sentence 

“也跟患者賠罪了十分鐘” (’also apologized to the patient for ten minutes’) to generate 

three misspelled sentences, as shown in Table 2. Figure 5 shows the procedure for generating 

artificial misspelled sentences using the MapReduce framework to speed up the process. 

Table 2. Artificial misspelled sentences for ’也跟患者賠罪了十分鐘’ 

Artificial Misspelled Sentence Replaced Word Wrong Word 

也跟患者培罪了十分鐘 賠罪 培罪 

也跟患者陪罪了十分鐘 賠罪 陪罪 

也跟患者賠罪了十分鍾 分鐘 分鍾 

•Map procedure: In Step (1), for each word in the given (presumably) error-free sentence 

with length not longer than 20 words, we obtain the corresponding confused words. For 

example, the confusion set of word “賠罪” contains two confused wrong words: 

“培罪” and “陪罪”. The original word is then replaced with its corresponding 

confused words in Steps (2a) and (2b). To work with MapReduce framework, we then 

format the output data to key-value pair in Step (3a) and (3b). In order to group the 

generated misspelled sentences according to replacement (e.g., “賠罪” is replaced 

with “培罪” ),  we use a right-and-wrong word pair (e.g., “賠罪|||培罪”) to be 

the key, and a right-and-wrong sentence pair (e.g., “也跟患者賠罪了十分鐘|||也跟患

者培罪了十分鐘”) to be the value. Finally, the key-value pair is outputted in Step (4). 

•Reduce procedure: In this procedure, the inputs are the key-value pairs outputted by 

Mapper. For each word pair, there might be too many sentence pairs. Thus, in Step (1), 

we set a threshold N to limit the number of sentences generated. In order to randomly 

sample a set of sentences, we make these sentence pairs redistributed by shuffling in Step 

(2), and output the first N of sentence pairs in Step (3). 

The output of this stage is a set of right-and-wrong sentence pairs, as shown in Table 3. 

The confusion set plays an important role in this stage, so it is critical to decide what 

kinds of confusion set to use. There are several available word-level and character-level 

confusion sets. However, compare to word-level, a Chinese character could be confused with 
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more other characters based on shape and sound similarity. For example, the character “賠” 

is confused with 23 characters with similar shape and 21 characters with similar sound in a 

character-level confusion set, while the word “賠罪” is confused with only two words in a 

word-level confusion set. Moreover, an occurring typo might involve not only the character 

itself but also the context. If we use the character-level confusion set, an error-free sentence 

would produce numerous and probably unrealistic artificial misspelled sentences. Therefore, 

we decide to use word-level confusion sets. 

Table 3. Example outputs for the step of generating artificial misspelled sentences 

Right Sentence Wrong Sentence 

可見酒精會讓白老鼠上癮， 可見酒精會讓白老鼠上廕， 

導致水圳混濁不堪， 導致水圳混濁不勘， 

媒體何嘗沒有一點責任？ 媒體何賞沒有一點責任？ 

地處偏僻且巷弄狹窄， 地處編僻且巷弄狹窄， 

希望他的覺醒為時不晚。 希望他的覺省為時不晚。 

3.2.3 Neural Machine Translation Model 
In the third and final stage of training process, we train a character-based neural machine 

translation (NMT) model for developing a Chinese spelling checker, which translates a 

potentially misspelled sentence into a correct one. 

The architecture of NMT model typically consists of an encoder and a decoder. The 

encoder consumes the source sentence X = [x1,x2,...,xI] and the decoder generates translated 

target sentence Y = [y1,y2,...,yJ]. For the task of correcting spelling errors, a potentially 

misspelled sentence is treated as the source sentence X, which is translated into the target 

sentence Y with errors corrected. To train the NMT model, we use a set of right-and-wrong 

sentence pairs from edit logs (Section 3.2.1) and artificially-generated data (Section 3.2.2) as 

target-and-source training sentence pairs. 

In the training phase, the model is given (X, Y) pairs. At encoding time, the encoder reads 

and transforms a source sentence X, which is projected to a sequence of embedding vectors e = 

[e1,e2,...,eI], into a context vector c: 

  c = q(h1,h2,...,hI)                                                       (1) 

where q is some nonlinear function. 

We use a bidirectional recurrent neural network (RNN) encoder to compute a sequence 

of hidden state vectors h = [h1,h2,...,hI]. The bidirectional RNN encoder consists of two 

independent encoders: a forward and a backward RNN. The forward RNN encodes the normal 
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sequence, and the backward RNN encodes the reversed sequence. A hidden state vector hi at 

time i is defined as: 

        fhi = ForwardRNN(hi−1,ei)                                                                              (2) 

        bhi = BackwardRNN(hi+1,ei)                                                                      (3) 

        hi = [fhi||bhi]                                                                 (4) 

where || denotes the vector concatenation operator. 

At decoding time, the decoder is trained to output a target sentence Y by predicting the 

next character yj based on the context vector c and all the previously predicted characters {y1, 

y2,...,yj−1}: 

1 2 1
1

(Y | X) ( | , , , ; )
J

j j
j

p p y y y y c


                                                            (5) 

The conditional probability is modeled as: 

  '
1 2 1 1( | , ,..., ; ) ( , , )j j j jp y y y y c g y h c                                                                (6) 

where g is a nonlinear function, and h’j is the hidden state vector of the RNN decoder at time j. 

We use an attention-based RNN decoder that focuses on the most relevant information in 

the source sentence rather than the entire source sentence. Thus, the conditional probability in 

Equation 5 is redefined as: 

    '
1 2 1 1( | , ,..., ; ) ( , , )j j j jp y y y y g y h  je c                                                       (7) 

where the hidden state vector h’j is computed as follow: 

  1 1( , , )' '
j j jh f y h  jc                                                                                     (8) 
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                                                                                            (9) 
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                                    (10) 

Unlike Equation 6, here the probability is conditioned on a different context vector cj for each 

target character yj. The context vector cj follows the same computation as in Bahdanau, Cho, 

and Bengio (2014). We use the global attention approach (Luong, Pham & Manning, 2015) 

with general score function to compute the attention weight aji: 
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    Tscore( , )' '
j i j a ih h h W h                                                                               (11) 

Instead of implementing an NMT model from scratch, we use OpenNMT (Klein, Kim, 

Deng, Senellart, & Rush, 2017), an open source toolkit for neural machine translation and 

sequence modeling, to train the model. The training details and hyper-parameters of our model 

will be described in Section 4.2. 

3.3 Run-time Error Correction 
Once the NMT model is automatically trained for correcting spelling errors, we apply the 

model at run time. AccuSpell then corrects a given potentially misspelled sentence with the 

character-based NMT model using the procedure in Figure 6. 

 
Figure 6. Correcting spelling errors in a sentence 

With a character-based NMT model, the input sentence is expected to follow the format 

that tokens are space-separated. Thus, in Step (1), the characters in the given sentence are 

separated with space. For example, “今晚月色很美，我想小灼一杯。” is transformed into 

“今晚月色很美，我想小灼一杯。”. In Step (2), the source sentence is fed to our NMT 

model. During processing, the encoder first transforms the source sentence into a sequence of 

vectors. The decoder then computes the probabilities of predicted target sentences given the 

vectors of source sentence. Finally, a beam search is used to find a target sentence that 

approximately maximizes the conditional probability. Table 4 shows the top three target 

sentences predicted by our NMT model for the source sentence “今晚月色很美，我想小灼

一杯。”, and the highest-score one “今晚月色很美，我想小酌一杯。” is returned as the 

correction. 

   

 



 

 

14                                                         Jhih-Jie Chen et al 

Table 4. Top three target sentences of the source sentence“今晚月色很美，我想小灼
一杯。” predicted by NMT model 

Target Sentence Predicted Score Rank 

今晚月色很美，我想小酌一杯。 -0.0047 1 

今晚月色也美，我想小酌一杯。 -6.93 2 

今晚月色很美，我想小灼一耶。 -7.36 3 

To give useful and clear feedback, we convert the correction result into a informative 

expression instead present users with the output of NMT model directly. Therefore, in Steps 

(3a) and (3b), we compare the source sentence with the target sentence to find out the 

differences between them, and use simple edit tags to mark these differences. Finally in Step 

(4), the converted result (e.g., “今晚月色很美，我想小[-灼-]{+酌+}一杯。”) is returned by 

AccuSpell. As shown in Figure 1, the characters to be deleted (e.g., “[-灼-]”) are colored in 

red, while the inserted characters (e.g., “{+酌+}”) are colored in green. 

4. Experimental Setting 

AccuSpell was designed to correct spelling errors in Chinese texts written by native speakers. 

As such, AccuSpell will be trained and evaluated using mainly real edit logs and a newspaper 

corpus. In this section, we first give a brief description of the datasets used in the experiments 

in Section 4.1, and describe the hyper-parameters for the NMT model in Section 4.2. Then 

several NMT models with different experimental setting for comparing performance are 

described in Section 4.3. Finally in Section 4.4, we introduce the evaluation metrics for 

evaluating the performance of these models. 

4.1 Dataset 
United Daily News (UDN) Edit Logs: UDN Edit Logs was provided to us by UDN Digital. 

This dataset records the editing actions of daily UDN news from June 2016 to January 2017. 

There are 1.07 million HTML files with more than 30 million edits of various types, with 

approximately 11 million insertions and 20 million deletions. However, lack of edit type 

annotation makes it difficult to directly identify spelling errors. Thus, we extracted a set of 

annotated sentences involving spelling error correction from this edit logs using the approach 

described in Section 3.2.1. To train on NMT model, we transformed every annotated sentence 

into a source-and-target parallel sentence. For example, “外資也不急著[-佈-]{+布+}局明

年，” is transformed into a source sentence “外資也不急著佈局明年，” and a target 

sentence “外資也不急著布局明年，”. In total, there are 238,585 sentences extracted from 

UDN Edit Logs, and each sentence contains only edits related to spelling errors. We divided 

these extracted sentences into two parts: one (226,913 sentences) for training NMT models, 
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and the other (11,943 sentences) for evaluation in our experiments. 

United Daily News (UDN): The UDN news dataset was also provided by UDN Digital. The 

dataset consists of published newswire data from 2004 to 2017, which contains approximately 

1.8 million news articles with over 530 million words. Unlike UDN Edit Logs, UDN are 

composed of news articles which had been edited and published. We used the presumably 

error-free sentences in this dataset to generate artificially misspelled sentences, as described in 

Section 3.2.2. 

Table 5. Examples of 聯合報統一用字(Uniform Words List of UDN) 

 Recommended word Unrecommended word 

巴吧 (pronounced ’ba’) 啞巴(’dumb’) 啞吧 

背揹 (pronounced ’bei’) 
背著(’carrying’)  
背黑鍋(’take the blame’) 

揹著 
揹黑鍋 

刨鉋 (pronounced ’bao’) 刨冰(’shaved ice’) 鉋冰 

杯盃 (pronounced ’bei’) 市長杯(’mayor cup’) 市長盃 

澹淡 (pronounced ’dan’) 慘澹(’miserable’) 淡泊

(’indifferent’) 
慘淡

澹泊 

闆板 (pronounced ’ban’) 老闆(’boss’) 老板 

Confusion Set: We used five distinct confusion sets collected from different sources: 

• 聯合報統一用字(Uniform Words List of UDN): The dataset of 聯合報統一用字 

provided by UDN Digital contains 1,056 easily confused word pairs. As shown in Table 5, 

the confused word pairs indicate that which words are recommended and which ones 

should not be used for UDN news articles. However, not all the unrecommended words are 

wrong because the suggestions are just preference rules for writing news articles for the 

UDN journalists. For example, a confused word pair [“市長杯”, “市長盃”](’

Mayor CUP’) in Table 5, the former is recommended and the latter is not recommended, 

but they are both correct and in common use. In our work, we collect all the word pairs, 

and consider them as right-and-wrong word pairs 

• 東東錯別字(Kwuntung Typos Dictionary): This dataset was collected from the Web 

(www.kwuntung.net/check/), which contains a set of commonly confused right-and-wrong 

word pairs. For each word pair, there is one distinct character with similar pronunciation or 

shape between right and wrong word. We obtain 38,125 different right-and-wrong word 

pairs in total, which constitutes the main part of our confusion set. 

• 新編常用錯別字門診(New Common Typos Diagnosis): This dataset comes from the 

print publication: 新編錯別字門診 (蔡有秩, 2003) and contains 492 right-and-wrong 
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word pairs. 

• 常見錯別字辨正辭典(Dictionary of Common Typos): This dataset is from a print 

publication: 常見錯別字辨正辭典 (蔡榮圳, 2012). There are 601 right-andwrong word 

pairs in total. 

• 國中錯字表 (The Typos List for Middle School): This dataset contains a set of 

commonly misused right-and-wrong word pairs for middle school students. There are 

1,720 word pairs in original. However, some pairs are composed of phrases (e.g., “觀念

不佳” and “為自己的未來鋪路”) instead of words. To ensure that all pairs are at 

word level, we used some rules to transform the phrase pairs into word pairs. For example, 

the right-and-wrong phrase pair [“為自己的未來鋪路”, “為自己的未來捕路”] 

(’Pave the way for your own future’) is transformed to the word pair [“鋪路”, “捕

路”] (pronounced ’pu lu’ and ’bu lu’). Moreover, we discarded the pairs cannot be 

transformed such as [“十來枝的掃具”, “十來隻的掃具”] (’A dozen brooms.’). After 

that, 1,551 word pairs remained. 

The confused word pairs of five confusion sets are combined into a collection with over 

40,000 word pairs. However, for a given confused word pair, the judgments in different 

confusion sets might be inconsistent. Consider a confused word pair [“鐘錶” ,“鐘

表”](’Clock’, pronounced ’zhong biao’). “鐘錶” is right and “鐘表” is wrong in 

Kwuntung Typos Dictionary, while “ 鐘 表 ”  is adopted and “ 鐘 錶 ”  is not 

recommended in Uniform Words List of UDN. Furthermore, the confusion sets are not 

guaranteed to be absolutely correct. To resolve these problems, we used the Chinese 

dictionary published by Ministry of Education of Taiwan as the gold standard. After filtering 

out the invalid word pairs, the new confusion set CFset with 33,551 distinct commonly 

confused word pairs were obtained. Table 6 shows the number of word pairs of all confusion 

sets. 

Table 6. Number of word pairs of five confusion sets 

Confusion Set Number of confused word pairs 

Uniform Words List of UDN 1,056 

Kwuntung Typos Dictionary 38,125 

New Common Typos Diagnosis 492 

Dictionary of Common Typos 601 

The Typos List for Middle School 1,460 

CFset 33,551 
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Table 7. The statistics of test sets 

 UDN Edit Logs SIGHAN-7 

# of sentences 1,175 6,101 

# of sentences with errors 919 1,222 

# of sentences without errors 256 4,879 

# of error characters 919 1,266 

Average # of errors in sentences with errors 1  1.04 

Average length of sentences 17.47 12.16 

Test Data: We used two test sets for evaluation, and Table 7 shows the statistical analysis of 

them in detail: 

• UDN Edit Logs: As mentioned earlier, UDN Edit Logs were partitioned into two 

independent parts, for training and testing respectively. The test part contains 11,943 

sentences and we only used 1,175 sentences for evaluation, 919 out of which contain at 

least one error. 

• SIGHAN-7: We also used the dataset provided by SIGHAN 7 Bake-off 2013 (Wu, Liu & 

Lee, 2013). This dataset contains two subtasks: Subtask 1 is for error detection and 

Subtask 2 is for error correction. In our work, we focus on evaluating error correction, so 

we used Subtask 2 as an additional test set. There are 1,000 sentences with spelling errors 

in Subtask 2, and the average length of sentences is approximately 70 characters. To be 

consistent with UDN Edit Logs, we segmented these sentences into 6,101 clauses, and 

1,222 of which contain at least one error. 

4.2 Hyper-parameters of NMT Model 
We trained several models using the same hyper-parameters in our experiments. For all 

models, the source and target vocabulary sizes are limited to 10K since the models are trained 

at character level. For source and target characters, the character embedding vector size is set 

to 500. We trained the models with sequences length up to 50 characters for both source and 

target sentences. 

The encoder is a 2-layer bidirectional long-short term memory (LSTM) networks, which 

consists of a forward LSTM and a backward LSTM, and the decoder is also a 2layer LSTM. 

Both the encoder and the decoder have 500 hidden units. We use the Adam Algorithm 

(Kingma & Ba, 2014) as the optimization method to train our models with learning rate 0.001, 

and the maximum gradient norm is set to 5. Once a model is trained, beam search with beam 

size set to 5 is used to find a translation that approximately maximizes the probability. 



 

 

18                                                         Jhih-Jie Chen et al 

4.3 Models Compared 
Our experimental evaluation focuses on writing of native speakers. Therefore, we used UDN 

Edit Logs and the artificially generated misspelled sentences as the training data. To 

investigate whether adding artificially generated data improves the performance of our 

Chinese spelling check system, we compared the results produced by several models trained 

on different combination of datasets. 

In addition, we use some additional features on source and target words in the form of 

discrete labels to train the NMT model1. As Liu et al. (2011) stated, around 75% of typos were 

related to the phonological similarity between the correct and the incorrect characters, and 

about 45% were due to visual similarity. Thus, we use the pronunciation and shape of a 

character from the Unihan Database2 as the additional feature of the source and target 

characters. As an example, for the character “詣”, the pronunciation feature is “ㄧ” 

(without considering the tone) and the shape features are “言” and “旨”. On the other 

hand, a spelling error might involve not only the character itself but also the context, so we 

use the context (with window size 1) of a character as additional features to train another 

model. 

Table 8. Features for the sentence “我想小酌一杯。” 

Feature 我 想 小 酌 一 杯 。 

Sound 
ㄨㄛ 
(wo) 

ㄒㄧㄤ 
(xiang) 

ㄒㄧㄠ 
(xiao) 

ㄓㄨㄛ 
(zhuo) 

ㄧ 
(yi) 

ㄅㄟ 
(bei) 

N 

Shape (戈,我) (心,相) (小,小) (酉,勺) (一,一) (木,不) (N,N) 

Context (BEG,想) (我,小) (想,酌) (小,一) (酌,杯) (一,。) (杯,END) 

Table 8 gives an example to illustrate the pronunciation, shape, and context features. 

There are totally eight models trained for comparing, and only last two were trained with 

features. The eight models evaluated and compared are as follows: 

• UDN-only: The model was trained on 226,913 sentence pairs from the training part of 

UDN Edit Logs. 

• UDN + Artificial (1:1): The model was trained on 226,913 sentence pairs from the 

training part of UDN Edit Logs plus 225,985 artificially generated sentence pairs (452,871 

in total). 

• UDN + Artificial (1:2): The model was trained on 226,913 sentence pairs from the 

training part of UDN Edit Logs plus 440,143 artificially generated sentence pairs (667,056 

                                                       
1 https://opennmt.net/OpenNMT/data/word_features/ 
2 http://www.unicode.org/charts/unihan.html 
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in total). 

• UDN + Artificial (1:3): The model was trained on 226,913 sentence pairs from the 

training part of UDN Edit Logs plus 673,006 artificially generated sentence pairs (899,919 

in total). 

• UDN + Artificial (1:4): The model was trained on 226,913 sentence pairs from the 

training part of UDN Edit Logs plus 899,385 artificially generated sentence pairs 

(1,126,298 in total). 

• Artificial-only: The model was trained on 899,385 artificially generated sentence pairs. 

• FEAT-Sound & Shape: The model was trained on the same data in UDN +Artificial (1:3) 

model with pronunciation and shape of character features. 

• FEAT-Context: The model was trained on the same data in UDN + Artificial (1:3) model 

with context features. 

4.4 Evaluation Metrics 
Chinese spelling check systems are usually compared based on two main metrics, precision 

and recall. We use the metrics provided by SIGHAN-8 Bake-off 2015 for Chinese spelling 

check shared task (Tseng, Lee, Chang, & Chen, 2015), which include False Positive Rate, 

Accuracy, Precision, Recall, and F1, to evaluate our systems. 

The confusion matrix is used for calculating these evaluation metrics. In the matrix, TP 

(True Positive) is the number of sentences with spelling errors that are correctly identified by 

the developed system; FP (False Positive) is the number of sentences in which non-existent 

errors are identified; TN (True Negative) is the number of sentences without spelling errors 

which are correctly identified as such; FN (False Negative) is the number of sentences with 

spelling errors that are not correctly identified. The following metrics are calculated using TP, 

FP, TN and FN: 
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FP TN
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Table 9. The given test sentences with gold standards 

Sentence 
ID 

Sentence Gold 
Standard 

S1 希望藉此鼓勵自己和他人要積極樂觀實現夢想。 0 

S2 PM2.5 對人體健康為害大， 11, 危 

S3 因為難以達到連數門檻， 8, 署 

S4 他仍記得自已當年還是學校棒球隊員， 6, 己 

S5 剛推動的社會住密也要設一定比例的大陽光電。 8, 宅, 17, 太 

S6 美麗的勇士山頭將被掏空了嗎？ 10, 淘 

S7 未來發展需要新的能力、新的動能， 0 

S8 學生因宗教、重族、國籍而遭羞辱者大幅增加。 7, 種 

Table 10. The results outputted by the system 

Sentence 
ID 

Output Sentence Correction 

S1 希望藉此鼓勵自己和他人要積極樂觀實現夢想。 0 

S2 PM2.5 對人體健康危害大， 11, 危 

S3 因為難以達到連數門檻， 8, 署 

S4 他還記得自己當年還是學校棒球隊員， 2, 還, 6, 己 

S5 剛推動的社會住宅也要設一定比例的大陽光電。 8, 宅 

S6 美麗的勇士山頭將被掏空了嗎？ 0 

S7 未來發展需要新的能力、新的動能， 15, 力 

S8 學生因宗教、種族、國籍而遭羞辱者大幅增加。 7, 種 

For example, given 8 test sentences with gold standards shown in Table 9. Assume that 

our system outputs the results as shown in Table 10, the evaluation metrics will be measured 

as follows: 

• FPR = 0.5 (= 1/2) 

Notes: {S7}/{S1, S7} 
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• Accuracy = 0.5 (= 4/8) 

Notes: {S1, S2, S3, S8}/{S1, S2, S3, S4, S5, S6, S7, S8} 

• Precision = 0.5 (= 3/6) 

Notes: {S2, S3, S8}/{S2, S3, S4, S5, S7, S8} 

• Recall = 0.75 (= 3/4) 

Notes: {S2, S3, S8}/{S2, S3, S6, S8} 

• F1 = 0.6 (= 2*0.5*0.75/(0.5+0.75)) 

5. Results and Discussion 

In this section, we report the results of experimental evaluation using the resources and 

metrics described in previous chapter. Specifically, we report the results of our evaluation, 

which contains two test sets evaluated by false positive rate (FPR), accuracy, precision, recall, 

and F1 score. First, we present the results of several models evaluated on two test sets in 

Section 5.1. We then give some analysis and discussion of the errors in the two test sets in 

Section 5.2. 

5.1 Evaluation Results 
Table 11 shows the evaluation results of UDN Edit Logs. As we can see, all models trained on 

edit logs and artificially generated data perform better than the one trained on only edit logs. 

Moreover, the model trained on only edit logs performs slightly worse, while the model 

trained on only artificially generated data performs the very worst on all metrics. Even though 

the model trained with sound and shape features performs relatively poorly on FPR, it has the 

best performance on accuracy, precision, recall, and F1 score. 

Table 11. Evaluation results of UDN Edit Logs 

Model FPR Accuracy Precision Recall F1 

UDN-only .066 .64 .80 .64 .71 

UDN + Artificial (1:1) .090 .69 .84 .69 .76 

UDN + Artificial (1:2) .063 .71 .86 .72 .78 

UDN + Artificial (1:3) .066 .70 .86 .69 .76 

UDN + Artificial (1:4) .059 .71 .87 .71 .78 

Artificial-only .137 .35 .43 .26 .33 

FEAT-Sound & Shape .098 .72 .88 .72 .79 

FEAT-Context .059 .71 .87 .70 .78 
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Table 12. Evaluation results of SIGHAN-7 

Model FPR Accuracy Precision Recall F1 

UDN-only .109 .74 .19 .17 .18 

UDN + Artificial (1:1) .089 .83 .50 .59 .54 

UDN + Artificial (1:2) .081 .84 .54 .61 .57 

UDN + Artificial (1:3) .078 .85 .56 .62 .58 

UDN + Artificial (1:4) .073 .85 .58 .63 .61 

Artificial-only .079 .84 .53 .58 .56 

FEAT-Sound & Shape .097 .83 .51 .64 .57 

FEAT-Context .080 .84 .56 .61 .58 

For the other test set, SIGHAN-7, the evaluation results are shown in Table 12. UDN + 

Artificial (1:4) performs substantially better than the other models, noticeably improving on 

all metrics. Interestingly, in contrast to the results of UDN Edit Logs, the model trained on 

only edit logs has significantly worse performance than others, while the model trained on 

only artificially generated data performs reasonably well. We note that there is no obvious 

improvement in the performance of the model trained with additional features of either sound 

and shape or context. 

In general, we obtain extremely low average FPR evaluated on the two test sets. There 

are three obvious differences between the results of two test sets. First, the model trained on 

only edit logs (UDN-only) and the model trained on only artificially generated data 

(Artificial-only) have the opposite results on UDN Edit Logs and SIGHAN-7. As we can see, 

UDN-only performs well on UDN Edit Logs but very poorly on SIGHAN-7. In contrast, 

Artificial-only has worst performance on UDN Edit Logs but acceptable performance on 

SIGHAN-7. Second, we obtain relatively high precision compared with recall on UDN Edit 

Logs, while higher recall than precision on SIGHAN-7. Third, in Table 13, it is worth noting 

that the model trained with sound and shape features has significantly better accuracy, recall, 

and F1 score on UDN Edit Logs. However, on SIGHAN-7, only the recall is a little better than 

the model trained without using features. 
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Table 13. Evaluation results related to the models trained with features 

Test Set Model FPR Accuracy Precision Recall F1 

UDN Edit 

Logs 

UDN + Artificial (1:3) 

FEAT-Sound & Shape 

FEAT-Context 

.066 

.098 

.059 

.70 

.72 

.71 

.86 

.88 

.87 

.69 

.72 

.70 

.76 

.79 

.78 

SIGHAN-7 UDN + Artificial (1:3) 

FEAT-Sound & Shape 

FEAT-Context 

.078 

.097 

.080 

.85 

.83 

.84 

.56 

.51 

.56 

.62 

.64 

.61 

.58 

.57 

.58 

Table 14. Distribution of the relations between typos and corrections in test sets 

 UDN Edit Logs SIGHAN-7 

# of error characters 919 1,266 

Similar Sound 70% 84% 

Similar Shape 36% 40% 

Similar Sound and Shape 30% 30% 

5.2 Error Analysis 
The nature of our two test sets are different, UDN Edit Logs are produced by newspaper 

editors, while SIGHAN-7 are collected from essays written by junior high students. Therefore, 

we analyze and discuss the details of the two test sets in this section. 

We use the confusion sets provided by SIGHAN 7 Bake-off 2013 (Wu et al., 2013), 

which contains a set of characters with similar pronunciation and shape, to analyze the 

relations between typos and the corresponding corrections in our test data. There are 919 typos 

in UDN Edit Logs and 1,266 typos in SIGHAN-7. As shown in Table 14, the analysis results 

of UDN Edit Logs and SIGHAN-7 are similar. Most of typos are related to similar 

pronunciation, and over 35% of typos are due to similar shape. Moreover, around 30% of 

typos are associated with similar pronunciation as well as shape. 

Table 15 and 16 show some analysis of evaluation results of UDN Edit Logs and 

SIGHAN-7 respectively. As we can see, according to the analysis of the errors which were not 

corrected by models, there is no significant difference among these different models. In both 

UDN Edit Logs and SIGHAN-7, around half of the spelling errors not corrected are related to 

similar pronunciation no matter which model we used. 
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Table 15. Distribution of the relations between not corrected typos and corrections of 
the evaluation results using UDN Edit Logs 

Model # of errors 
not corrected 

Similar 
Sound 

Similar 
Shape 

Similar Sound  
and Shape 

UDN-only 404 52% 7% 27% 

UDN+Artificial (1:3) 340 54% 8% 26% 

Artificial-only 733 43% 6% 26% 

FEAT-Sound&Shape 299 57% 8% 25% 

Table 16. Distribution of the relations between not corrected typos and corrections of 
the evaluation results using SIGHAN-7 

Model # of errors 
not corrected 

Similar 
Sound 

Similar 
Shape 

Similar Sound  
and Shape 

UDN-only 1,092 57% 9% 27% 

UDN+Artificial (1:3)   596 60% 8% 22% 

Artificial-only   641 58% 8% 24% 

FEAT-Sound&Shape   597 58% 8% 24% 

It is worth discussing that there are some special cases in the test sets. For example, an 

error character “怖” (pronounced ’bu’) occurring in some words such as “怖告欄” 

(pronounced ’bu gao lan’) and “怖置” (pronounced ’bu zhi’) should be corrected to 

“佈” (pronounced ’bu’) in SIGHAN-7. However, the correction predicted by our models 

is “布” since we used the Chinese dictionary published by Ministry of Education of 

Taiwan as the gold standards of our training data. According to the dictionary, “佈置” and 

“佈告欄” are invalid, while “布置” (’decorate’) and “布告欄” (’bulletin board’) 

are legal. Another case is related to grammatical errors. Our models aim to correct spelling 

errors, but there are some sentences with grammatical errors in SIGHAN-7 such as “要如何

在站起來呢？” (’How to stand up again?’) and “哪激的起美麗的浪花？” (How can 

it stir up the beautiful spray?), where “ 在 ”  (pronounced ’zai ’ ) and “ 的 ” 

(pronounced ’de’) should be “再” (pronounced ’zai’) and “得” (pronounced ’de’) 

respectively. These kinds of errors are involved the dependency structure of sentences. In the 

predicted results of our models, we found that the model trained on only artificially generated 

data cannot correct such errors. Other models using edit logs have slightly better performance 

on correcting these kinds of errors, but there isn’t too much of a difference. 

Besides the test data, we also found that the model trained with additional features could 

correct some new and unseen errors. For example, the sentence “他在文學方面有很高的造
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酯。” with a typo “酯” (pronounced ’zhi’), which is not corrected by a model trained 

without features because our training data does not cover this typo. However, the sentence is 

correctly translated into “他在文學方面有很高的造詣。” by the model trained with sound 

and shape features. 

6. Conclusion and Future Work 

Many avenues exist for future research and improvement of our system. For example, the 

method for extracting misspelled sentences from newspaper edit logs could be improved. 

When extracting, we only consider the sentences contain consecutive single-character edit 

pairs. However, two-character edit pairs could also involve spelling correction. Moreover, we 

could investigate how to use character-level confusion sets to expand the scale of confused 

word pairs. If we have more possibly confused word pairs, we could generate more 

comprehensive artificial error data. Additionally, an interesting direction to explore is 

expanding the scope of error correction to include grammatical errors. Yet another direction of 

research would be to consider focusing on implementing the neural machine translation model 

for Chinese spelling check. 

In our work, we pay more attention to the aspect of data and methods of augmenting data 

for CSC. We collect a series of confusion set from the Web, including 東東錯別字

(Kwuntung Typos Dictionary), 新編常用錯別字門診(New Common Typos Diagnosis), 常

用錯別字(Dictionary of Common Typos), 國中錯字表(The Typos List for Middle School). 

To augment more data for training an NMT model, we develop a way of injecting artificial 

errors into error-free sentences with the confusion sets. In addition, we compare the different 

ratio of mixture of real and artificial data and more artificial data improves the performance. 

Finally, we conduct experiments on models with additional features (e.g., pronunciation, 

shape components, and context words) to show that phonological, visual, and context 

information can improve the recall and reveal the ability to generalize common typos. 

In summary, we have proposed a novel method for learning to correct typos in Chinese 

text. The method involves combining real edit logs and artificially generated errors to train a 

neural machine translation model that translates a potentially erroneous sentence into correct 

one. The results prove that adding artificially generated data successfully improves the overall 

performance of error correction. 
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基於端對端模型化技術之語音文件摘要 

Spoken Document Summarization  

Using End-to-End Modeling Techniques 

劉慈恩、劉士弘、張國韋、陳柏琳 

Tzu-En Liu, Shih-Hung Liu, Kuo-Wei Chang, and Berlin Chen 

摘要 

本論文主要探討端對端(End-to-End)的節錄式摘要方法於語音文件摘要任務上

的應用，並深入研究如何改善語音文件摘要之成效。因此，我們提出以類神經

網路為基礎之摘要摘要模型，運用階層式的架構及注意力機制深層次地理解文

件蘊含的主旨，並以強化學習輔助訓練模型根據文件主旨選取並排序具代表性

的語句組成摘要。同時，我們為了避免語音辨識的錯誤影響摘要結果，也將語

音文件中相關的聲學特徵加入模型訓練以及使用次詞向量作為輸入。最後我們

在中文廣播新聞語料(MATBN)上進行一系列的實驗與分析，從實驗結果中可

驗證本論文提出之假設且在摘要成效上有顯著的提升。 

Abstract 

This thesis set to explore novel and effective end-to-end extractive methods for 

spoken document summarization. To this end, we propose a neural summarization 

approach leveraging a hierarchical modeling structure with an attention mechanism 

to understand a document deeply, and in turn to select representative sentences as 
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its summary. Meanwhile, for alleviating the negative effect of speech recognition 

errors, we make use of acoustic features and subword-level input representations 

for the proposed approach. Finally, we conduct a series of experiments on the 

Mandarin Broadcast News (MATBN) Corpus. The experimental results confirm 

the utility of our approach which improves the performance of state-of-the-art ones. 

關鍵詞：語音文件、節錄式摘要、類神經網路、階層式語意表示、聲學特徵 
Keywords: Spoken Documents, Extractive Summarization, Deep Neural Networks, 
Hierarchical Semantic Representations, Acoustic Features 

1. 緒論 (Introduction) 

隨著大數據時代的來臨，巨量且多元的資訊透過網際網路快速地在全球各地傳播，資料

內容的呈現方式已不侷限於傳統的紙本形式，包含語音及影像的多媒體資訊逐漸取代靜

態的文字資訊，如何有效率地閱讀多樣化形式的多媒體資訊，已成為一個刻不容緩的研

究課題。此外，在社會逐步行動化的情況下，人手一機已是常態，且伴隨著科技不斷地

創新，行動設備不再只能通話和傳遞文本訊息，多媒體訊息如語音及影像等亦能完好地

傳遞，更甚於我們能透過聲音及手勢等指令操作設備。 

在眾多的研究方法中，自動摘要 (Automatic Summarization) 被視為是一項關鍵的技

術，其在自然語言處理 (Natural Language Processing, NLP) 領域中一直都是熱門的研究

議題，因其具有能擷取文件重要資訊的特性，在許多應用上更是不可或缺的一項技術，

如問答系統 (Question Answering)、資訊檢索 (Information Retrieval) 等。另一方面，語

音是多媒體文件中最具語意的主要成份之一，如何透過語音(文件)摘要技術有效率地處

理時序資料，更是顯得非常重要。其關鍵在於影音文件往往長達數分鐘或數小時，使用

者不易於瀏覽與查詢，而必須耗費許多時間閱讀或聆聽整份文件，才能理解其內容，不

符合人們想要快速地獲取資訊之目的。 

對於含有語音訊號的多媒體資訊，我們可先經由自動語音辨識 (Automatic Speech 

Recognition, ASR) 技術將文件轉成易於瀏覽的文字內容，再透過文字文件摘要的技術作

處理，以達到摘要語音文件之目的。但因現階段的語音辨識技術仍存在辨識錯誤的問題，

也缺乏章節與標點符號，使得語句邊界定義模糊而失去文件的結構資訊；此外，語音文

件通常含有一些口語助詞、遲疑、重複等內容，進而使得語音摘要技術的發展更為艱鉅。 

本論文主要探討端對端的節錄式語音文件摘要任務常見的自動摘要技術大致上可

分為兩種，節錄式 (Extractive) 摘要與重寫式 (Abstractive) 摘要。節錄式摘要方法是本

論文的研究重點，其主要會辨別文章中的語句是否具代表性，並依照特定的摘要比例從

其中選取作為摘要；重寫式摘要方法則需理解文章後，依文章的主旨重新撰寫摘要，其

所使用的詞彙與文法不全然從原文中複製，與人們日常撰寫的摘要較為相似。 

常見的語音文件摘要任務主要是分為兩階段，自動語音辨識（Automatic speech 

recognition, ASR）和自動文件摘要（Automatic document summarization）。當我們得到
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一語音文件，自動語音辨識系統會先對語音訊號進行特徵抽取，進而透過預先訓練完成

之聲學模型（Acoustic model）和語言模型（Language model）進行語音辨識得到其轉寫

文件 （Transcription）。本論文中所使用的語音辨識系統，是採用國立臺灣師範大學資

訊工程學系研究所語音暨機器智能實驗室所發展之大詞彙語音辨識器（Large vocabulary 

continuous speech recognition system, LVCSR）(Chen, Kuo & Tsai, 2004; 2005) 進行自動語

音辨識。常見的節錄式文件摘要方法大多是以資料驅動 (Data-driven) 方法為主。其中，

又以深度學習 (Deep Learning) 方法發展出的序列對序列 (Sequence-to-Sequence) 架構

(Bahdanau, Cho & Bengio, 2015; Sutskever, Vinyals & Le, 2014)在摘要任務上獲得較多學

者的青睞。尤其重寫式摘要被認為是一種序列對序列的問題(Sutskever et al., 2014)，更以

此發展出許多方法(Chen, Zhu, Ling, Wei & Jiang, 2016; Chopra, Auli & Rush, 2016; 

Nallapati, Zhou, dos Santos, Gu̇lçehre & Xiang, 2016; Paulus, Xiong & Socher, 2017; Rush,  

Chopra & Weston, 2015; See, Liu & Manning, 2017; Tan, Wan & Xiao, 2017)；而節錄式摘

要一般則被視為一種序列標記 (Sequence Labeling) 的問題，對文章中每個語句作標記，

標示出其是否為摘要(Cheng & Lapata, 2016; Nallapati, Zhai & Zhou, 2017)。 

雖然語音辨識的錯誤對於語音文件摘要任務上會有一定的影響，其主要的影響在於

自動轉寫文件中的內文會與人工轉寫結果有差異，進而導致文件摘要系統無法完全準確

地理解文件含義，因此使得摘要成效不佳；此外，摘要的呈現亦是一項重要的課題，如

何呈現出易於閱讀的摘要，是文件摘要系統中必須學會的重點。而一個良好的摘要表達

應該著重於以下四個要素： 

• 資訊性（Informativity）：摘要結果所包含原文件中的資訊程度，應盡可能涵蓋所有

重要資訊。 

• 文法性（Grammaticality）：摘要中的語句應符合語言的文法，所得之摘要才易於閱

讀；若不符合文法，則會較常被視為關鍵詞擷取（Keyword Extraction）。此要素於重

寫式摘要任務上較受關注。 

• 連貫性（Coherency）：此要素所指的是摘要中上下文間的連貫程度，若前後句不存

在連貫性，則會類似於畫重點的方式條列出重點，而非根據文件主旨所生成之摘要。

此要素於節錄式摘要任務上常被提及。 

• 非重複性（Non-Redundancy）：為了能簡化描述，應避免出現過多重複的詞句或相

似的資訊，若重複的資訊太多會影響使用者閱讀。 

因此本論文主要會針對上述之資訊性及連貫性兩項要素討論，並嘗試以不同方法避

免受到語音辨識錯誤的影響。首先於摘要資訊性部分，本論文發展並改進一個端對端的

階層式類神經網路架構，其受益於摺積式類神經網路（Convolutional neural networks, 

CNNs）之語言模型應用以及遞迴式類神經網路（Recurrent neural networks, RNNs）於自

然語言處理領域的優秀表現，使得我們能夠階段式（先語句後全文）地閱讀文件並快速

地理解語意；另外我們亦嘗試應用注意力機制（Attention mechanism）更進一步提升模

型對於文章的理解度，進而提升摘要資訊性。其次對於摘要連貫性，由於節錄式摘要往



 

 

32                                                               劉慈恩 等 

 

往是挑選較符合摘要語句的結果，因此其通常沒有根據語意進行排序，因此本論文亦嘗

試將摘要語句的排序及摘要評估指標應用於強化學習（Reinforcement learning, RL）輔助

模型訓練。最後為了避免語音辨識錯誤，我們在模型預測摘要的過程中參考語句的聲學

特徵（Acoustic features）及次詞資訊（Subword information），其中前者包含原語音文

件中的語音特性，可改善兩階段語音文件摘要系統上，進行摘要時無法參考之原語音特

性；而後者則是為了改善前述之詞彙辨識錯誤，因辨識錯誤可能發生在詞彙中的部分區

塊，而導致斷詞時無法辨別正確的詞彙，若使用次詞資訊則可以使用周邊資訊推測錯誤

的部分其正確的語意。 

2. 文獻回顧 (Related Work) 

 

圖 1. 自動文件摘要的分類 
[Figure 1. Category of Automatic document summarization] 

自動文件摘要方法主要可依照四個面向分類（如圖 1），可依照來源、目的、功能及方

法等細分為不同類型： 

• 來源：主要分為單文件與多文件，前者指針對單一文件擷取摘要，後者則是統整歸

納多篇主題相近的文件重點產生摘要。多文件摘要通常會與查詢共同進行為以查詢

為主之多文件摘要，同時進行檢索與摘要。 

• 目的：可分為一般性和查詢導向，一般性的摘要主要專注在文件中的主要重點；而

查詢導向則會根據查詢字串決定其摘要內容，而查詢導向的摘要通常會與多文件摘

要同時出現。 

• 功能：大多數摘要是資訊性的，主要專注在產生原文件的簡短版本，能保留其重要

資訊；而較少數為指示性和批判性，此二者給予的摘要皆不包含原文的重要內容，

前者會指出文件的題目或領域等詮釋資料（Metadata）；而後者則是會判斷整份文件

是正面的還是負面的。 
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• 方法：此分類方式最為常見，可概分為三種： 

節錄式摘要（Summarization by extraction） 

　 重寫式摘要（Summarization by abstraction） 

　 語句壓縮式摘要（Summarization by sentence compression） 

節錄式摘要與重寫式摘要之差異在於其產生摘要的原理不同。節錄式摘要是依據固

定之摘要比例(Summarization ratio)，從原文件中選出重要性高的語句、段落或章節

簡單組合成摘要。摘要比例是指摘要長度與原文件長度的比例，一般我們通常選用

10%的摘要比例，也就是摘要長度為原文件長度的 10%。而重寫式摘要主要會依原

文件中的完整概念，重新撰寫出摘要，因此摘要內容中可能還有非原文件中所使用

但不影響其語意的詞語。綜上所述，我們可以(Torres-Moreno, 2014)之示例簡單描述

節錄式摘要與重寫式摘要的優缺，以學習者為例，一個好的學習者在撰寫摘要時會

先閱讀過整篇文章，再以自己的方式撰寫，而得之摘要內容能前後通順且符合文章

旨意；而不好的學習者在撰寫摘要時，只會大略看過文章，並且挑選出「可能」重

要的語句，組合在一起作為摘要。但此方法得到之摘要可能包含某些不相關的內容，

且語句間的銜接可能會有內容不連貫或不通順的情況發生。除了較常見的節錄式摘

要及重寫式摘要外，語句壓縮式摘要比較特別一點，主要用於將語句長度縮減，此

方法可與節錄式摘要共同使用，而目前通常會將此方法歸類為重寫式摘要的一部

分。 

本論文主要專注於一般性單文件節錄式摘要的研究。此外摘要亦可針對文件形式分

類，如常見的文字文件（Text documents）及包含語音資訊的語音文件（Spoken documents），

針對不同文件形式，所使用的摘要模型細節也應有所變化。文字文件摘要係指一般以文

字內容為主的文件產生之摘要，大部分的摘要研究都屬於文字文件摘要；而語音文件摘

要則是使用含有語音資訊的文件，通常是透過語音辨識後得到的轉寫文件，其中可能會

含有一些語音辨識產生之錯誤，以及口語上無意義的資訊。因此，語音文件摘要會比文

字文件摘要更為困難，反之，語音文件包含語音資訊，可以提供摘要方法更多有意義的

資訊，能有效地抵銷其辨識錯誤。 

此外，有鑒於深層學習的蓬勃發展，現今的技術大多是以端對端的深層類神經網路

架構為主。深層學習主要是模擬人類之學習模式，將深層類神經網路架構視為人類大腦

神經系統，並輔以大量資料進行訓練，使其能夠學習如何解決該研究問題。其架構中主

要學習的是輸入與輸出之間的關係，藉由將不同的輸入樣本投影至相同的空間中，我們

即可在該空間中將每個輸入樣本對應至正確的輸出，進而得到正確的結果。因此後續之

文獻探討將以端對端之深層學習方法為主。 

2.1 節錄式摘要 (Extractive Summarization) 
在節錄式文件摘要任務中，我們通常可以將其視為分類問題，因為我們要判斷文件中的

語句「是否」為摘要。而分類問題在深層學習技術中是最基本的問題，但是節錄式摘要
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任務還是有相當的難度，因為除了簡單的分類外，我們還需理解並解析出文件的重要資

訊，才能知道哪些語句有機會成為摘要。 

(Cheng & Lapata, 2016) 將節錄式摘要任務視為一種序列標記及排序問題，其方法主

要的特色在於使用一階層式編碼器和含有注意力機制(Attention Mechanism)的解碼器。階

層式的編碼器有兩層，第一層為摺積式類神經網路(Convolutional Neural Networks, CNNs)，

是參考(Kim, 2014)的方法，使用 CNN 計算語句的向量表示；第二層為遞迴式類神經網路

(Recurrent Neural Networks, RNNs)，將語句向量做為每個時間點的輸入，而將最後一個

時間點的輸出視為文件的向量表示。此作法對於較長的文章而言是相當有效的，因為文

章過長時，若單使用一個 RNN，則有可能會遺失掉許多重要的資訊。最後透過另一個

RNN 對每個語句進行標記，並使用預測出的分數進行排序，進而得到最後的摘要成果。

此外，(Cheng & Lapata, 2016)還嘗試用節錄式的方法模擬出重寫式摘要，與前述標記語

句的不同，主要是從原文件中挑選單詞後組合成摘要句，而生成之摘要相當不符合文法

性也不通順，不過關鍵詞彙基本上都能涵蓋。以此得知，(Cheng & Lapata)的方法在語言

理解(Language Understanding)及資訊擷取(Information Extraction)有不錯的成效。 

除了(Cheng & Lapata, 2016)同時進行節錄式摘要與重寫式摘要的研究外，(Nallapati 

et al., 2017)提出的 SummaRuNNer 亦嘗試生成重寫式摘要。與(Cheng & Lapata, 2016)不

同之處在於 SummaRuNNer 在節錄式摘要任務上，並非使用編碼-解碼器架構，僅是單純

地建立兩層雙向 RNN 後便判斷語句標記為何。相似之處在於其 RNN 也是階層式的架構，

第一層輸入為詞彙向量，第二層則是第一層輸出所得之語句向量。此種作法中使用的參

數量較少，因此收斂速度也較為快速。除了節錄式摘要任務外，(Nallapati et al., 2017)也

嘗試將最後一層預測標記，改為一個簡易解碼器用於重寫式摘要任務。此外，由於摘要

任務使用之資料集一般是沒有摘要標記的，(Nallapati et al., 2017)提出一種貪婪法對每個

語句標記摘要，這個方法能夠找到較好的摘要組合而非只是找單獨比對每句的重要性，

亦有許多學者嘗試將此方法用於自身的任務上。 

隨著近幾年強化學習(Reinforcement Learning)的熱潮，亦有學者將強化學習應用於

節錄式摘要任務上，(Narayan, Cohen & Lapata, 2018a)為了解決前述之節錄式摘要沒有正

確摘要標記的情況，因此加入強化學習。其主要架構是改良自(Cheng & Lapata, 2016)，

不同之處在於其在第二層編碼器的語句輸入是以倒序方式輸入，因為大多數文件通常會

將主旨置於較前面的段落，再加上 RNN 比較容易記得後面時間點資訊的特性，此方式

能夠將重要資訊更清楚記得。(Narayan et al., 2018a)所使用的強化學習方法，是最基礎的

策略梯度(Policy Gradient)，也就是透過計算得之獎勵(Reward)分數與模型訓練梯度加成，

使其能夠往我們期待的方向進行訓練。(Narayan et al., 2018a)所使用的獎勵分數是使用預

測摘要與標準摘要的評估分數，而此方法讓模型收斂速度增加，同時也提升準確度，是

一項跳躍性地成長。 

然而，對於節錄式摘要任務來說，模型對文件的理解應該要能達到支撐後續分類摘

要語句的程度，意即模型所得之文件向量表示應完整涵蓋文件主旨。根據不同的撰寫方

式，文件主旨可能分散於文件的不同部分，除去文件主旨的段落，文件的其他部分應為
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支持主旨的相關論述。如何讓模型可以準確地理解文件主題呢？(Ren et al., 2017)針對此

議題提出一個有效的方法，其在產生語句向量表示時，亦將前面的語句以及後面的語句

與該句的相關性串接，同時放入一些與該句相關的人工特徵（語句長度、位置等），使

得分類時能使用更具語意的語句向量。此方法之架構相當大，但得到之摘要效果也相當

不錯。不過從實驗分析可以發現對於摘要結果有較多貢獻的部分大多在於人工特徵上，

以此我們可以推論，類神經網路的學習仍需人工特徵輔助方可更加提升成效。 

單單只讓類神經網路架構自動學習語句或文件向量表示的效果仍有限，若能加入一

些相關的額外資訊輔助訓練，可以讓我們的方法更深入地學習到文件重要資訊。(Narayan 

et al., 2018b)提出在摘要方法中參考文件的標題資訊，可以讓我們的方法更快速地找到文

件的主旨，而以此得到的文件向量表示也較能涵蓋文件主旨，因而能提升摘要的成效。

而(Narayan et al., 2018b)主要用的基本架構是由(Narayan et al., 2018a)變化而成，差異在

於其將額外資訊向量與語句向量共同用於判斷是否為摘要。此方法更是驗證類神經網路

架構有額外資訊輔助能學習更好。 

2.2 重寫式摘要 (Abstractive Summarization) 
(Rush et al., 2015) 是最早將類神經網路架構應用於重寫式摘要的研究，其主要的架構是

改良至 (Bahdanau et al., 2014) 提出的編碼解碼器 (Encoder-Decoder) 與注意力機制，亦

稱之為序列對序列模型，並應用於重寫式摘要任務。注意力機制能讓輸入文件內容與輸

出摘要中的文字作一個對應，能找到文件與摘要中詞彙間的關係。(Rush et al., 2015) 的

架構與 (Bahdanau et al., 2014) 不同之處在於其並非使用遞迴式類神經網路作為編碼器

與解碼器，而是使用最基本的前向式類神經網路 (Feed-forward Neural Networks) 結合注

意力機制作為其編碼器，而解碼器則是基於(Bengio, Ducharme, Vincent & Jauvin, 2003) 

提出的 NNLM 變化。此方法在語句摘要 (Sentence Summarization) 任務上得到相當優異

的成效，因此也證實類神經網路能夠適用於重寫式摘要任務上。 

隨著深層學習的快速發展，遞迴式類神經網路在序列相關任務上的成功亦漸漸廣為

人知，因此(Chopra et al., 2016) 則提出一個遞迴式類神經網路的編碼解碼器架構，應用

於語句摘要任務上。此方法主要是 (Rush et al., 2015) 的延伸，其編碼器使用摺積式類神

經網路，而解碼器則使用長短期記憶 (Long Short-Term Memory, LSTM) (Hochreiter & 

Schmidhuber, 1997) 單元作為遞迴式類神經網路的基本單元。LSTM 是 遞迴式類神經網

路演變的架構，因其具有三個閘門: 輸入閘 (input gate)、遺忘閘 (forget gate) 及輸出閘 

(output gate)，以及一個記憶單元 (memory cell)，所以可以改善消失的梯度(Vanishing 

Gradient)問題，同時透過不斷更新記憶單元，能保留更多重要資訊，不會隨著時間太長

而遺忘以前的資訊。 

與此同時，(Nallapati et al., 2016) 從 (Rush et al., 2015) 和 (Chopra et al., 2016) 發

想出許多架構，同時也解決許多重寫式摘要潛在的問題。基本的架構是跟(Bahdanau et al., 

2014) 提出的序列對序列模型相似，同時也加入注意力機制，而與 (Chopra et al., 2016) 

不同之處則是在於其編碼器與解碼器皆使用遞迴式類神經網路，且使用 (Cho et al., 2014) 



 

 

36                                                               劉慈恩 等 

 

提出的 Gated Recurrent Unit (GRU) 而非 LSTM，GRU 同樣具有閘門，但是僅有兩個，

且沒有額外的記憶單元，但是整體的記憶效果是一樣的，訓練參數量減少很多，可以比

LSTM 更快速地建構和訓練。(Nallapati et al., 2016) 中提到在語言生成時會遇到未知詞 

(Out-of-vocabulary, OOV) 問題，為了解決此問題，加入 Large Vocabulary Trick (LVT) 

(Jean, Cho, Memisevic & Bengio, 2014)，此技術是對每小批 (mini-batch) 訓練資料建立單

獨的解碼用詞典，因此能夠讓詞典不會太大，同時又能在訓練的時候減少發生未知詞問

題。除了基本架構外，還提出三種改良的版本，第一種是在輸入時加入一些額外的特徵，

如：詞性、詞頻等；第二種則是在解碼器生成詞彙之前，加入一個控制器，控制解碼器

是否要生成新詞或從輸入文件複製，此一機制是參考(Vinyals, Fortunato & Jaitly, 2015)提

出的 Pointer Network 架構，當文件中有專有名詞出現時，但解碼器的詞典中可能沒有該

詞彙，就需要從輸入資料中複製使用；最後則是將編碼器改成階層式的編碼器，一般的

編碼器輸入都是整篇文章的每個詞彙，不考慮語句的分界，而階層式編碼器第一層的輸

入一樣是整篇文章的每個詞彙，當遇到每個語句的結尾詞時，就會將此時的輸出向量視

為語句的向量表示，並作為第二層的輸入，也就是說，第二層的輸入是文章中的語句，

這種方法能夠得到更細部的文件資訊，也使得產生之摘要內容較符合文章主旨。雖然在 

(Nallapati et al., 2016) 已經有嘗試將 Pointer Network 的想法結合進模型中，但是此種方

法過於強硬，因為此控制器得到的結果僅能二選一。 

因此 (See et al., 2017) 提出的架構能有效的解決此狀況，此篇研究提出的方法是以

同時進行產生新詞與選取原有詞彙的動作，最後利用一機率值簡單線性結合兩者所得到

的機率分佈，以此得到最終的詞典機率分佈，詞典中包含解碼詞典與輸入文件的詞彙。

此外，(See et al., 2017)亦提出一種 Coverage 機制，此機制主要是為了解決在語言生成任

務上容易出現 OOV 和重複詞的問題，其在每個時間點會將以前時間點得到的注意力分

佈加總後作為一 coverage 向量，維度大小為編碼器的時間點數量，而後在當前時間點會

參考此向量計算注意力分佈，同時也會將此向量和注意力分佈進行比較，找出每個維度

最小值後加總便得到一 coverage 損失，之後會做為訓練時使用的懲罰值，讓模型可以將

重複詞的機率降低。此研究所得到的摘要效果比以往的重寫式摘要優異許多，而實驗結

果亦顯示摘要成果比較偏向於節錄式摘要，因為複製的比例比生成的比例高出許多，與

此同時我們也發現節錄式摘要的成效仍比重寫式摘要更為顯著。 

3. 階層式類神經摘要模型 (Hierarchical Neural Summarization Model) 

我們將語音文件摘要問題視為一語句分類暨排序問題，以期能依文件主旨選出可能為摘

要的語句，且同時能學習到摘要語句間有意義的排序，使得摘要內容能更流暢地表達文

件主題及概念。因此，我們提出一基本架構，其中包含一階層式編碼器及一解碼器，亦

稱之為語句選取器。階層式編碼器中主要有兩個階層，我們會先針對文件中的語句找到

對應的語句表示，再從語句表示中學習到文件中的重要概念，亦可稱為文件表示；最後

會將語句表示及文件表示皆放置於語句選取器中，使其能夠根據文件表示及語句表示，

辨別及排序摘要句。 
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此外，為了避免摘要結果受到過多語音辨識錯誤的影響，我們嘗試加入聲學特徵和

次詞向量輔助訓練；同時我們亦加入注意力機制和強化學習機制於模型訓練中，以期能

增加摘要的資訊性。 

3.1 問題定義及假設 (Problem Formulation) 
首先我們將語音文件摘要任務定義為一序列標記問題，主要是針對文件中的語句進行摘

要的標註。其中摘要類別可分為摘要和非摘要，分別以 1 和 0 表示，因此我們將任務目

標定義為最大化類別機率，亦為最大化似然性，並可將目標函式定義為下式： 

݈݃ ,ܦ|࢟ሺ ሻߠ	 ൌሺݕ|ݏ, ,ܦ ሻߠ

ே

ୀଵ

    (1) 

當給定一文件 ܦ 時，其為一語句序列 ሺݏଵ, … , 個語 ܯ 中選取 ܦ ሻ，我們的方法會從ݏ

句經由排序後作為其摘要。對於每個語句 ݏ ∈ ,ݏ|ݕሺ 我們會預測一分數，ܦ ,ܦ ሻ ，作ߠ

為判定是否為摘要的依據 ݕ  ∈ ሺ0, 1ሻ。之後會依照語句被視為摘要的分數 ݕሺ  ൌ

,ݏ|1 ,ܦ  。個語句作為此文件摘要 ܯ ሻ 對所有語句進行排序，取前ߠ

對於每個語音文件，我們定義以下幾點假設： 

  語音資訊可透過額外的聲學特徵參考進模型訓練 

  使用字向量可有效改善語句表示的成效並抵銷語音辨識錯誤 

  摘要句可被其他非摘要句解釋 

  強化學習技術可訓練摘要之排序 

後續我們會針對上述之假設對模型架構進行不同的改進，且會詳細闡述其動機。 

3.2 基本架構 (Basic Architecture) 

 
圖 2. 階層式類神經摘要模型 - 基本架構 

[Figure 2. Basic architecture] 
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基本架構中包含一階層式編碼器及一解碼器，亦稱之為語句選取器。階層式編碼器中主

要有兩個階層，我們會先針對文件中的語句找到對應的語句表示，再從語句表示中學習

到文件中的重要概念，亦可稱為文件表示；最後會將語句表示及文件表示皆放置於語句

選取器中，使其能夠根據文件表示及語句表示，辨別及排序摘要句。 

3.2.1 語句編碼器 (Sentence Encoder) 
我們利用摺積式類神經網路 (Convolutional Neural Networks, CNNs) 將每個不同長度的

語句投影至向量空間，能夠得到固定長度的向量表示 (Representation)。在過去的研究中

顯示，CNNs 在 NLP 領域的任務中有相當不錯的成效(Cheng & Lapata, 2016; Collobort 

et al., 2011; Kalchbrenner, Grefenstette & Blunsom, 2014; Kim, Jernite, Sontag & Rush, 2016; 

Lei, Barzilay & Jaakkola, 2015; Zhang, Zhao & LeCun, 2015)。我們使用 1-D 摺積 

(Convolution) 並給定寬度 ݄ 的摺積核 (Kernel) ܭ，其定義為每次看 ݄ 個詞彙，類似於

N 元模型 (N-gram) 的概念，可得到特徵圖 (Feature map) ݂。之後，對每個特徵圖沿著

時序使用最大池化 (Max Pooling)，將特徵圖中的最大值視為語句特徵。為了能找到更好

的特徵，我們使用多種寬度的摺積核，且每種寬度有多個不同的摺積核，最後將所得到

的特徵串接在一起，即為語句的向量表示。 

3.2.2 文件編碼器 (Document Encoder) 
在文件編碼器中，我們使用遞迴式類神經網路 (Recurrent Neural Networks, RNNs)，將每

個文件的語句序列轉換成一固定長度之向量表示，其能夠擷取到文件中的重要資訊。其

中為了避免產生消失的梯度  (Vanishing Gradient) 問題，我們選擇使用 GRU (Gated 

Recurrent Unit) (Cho et al., 2014) 作為 RNN 的基本單元。此外，我們參考相關實作，將

文件以倒序的方式作為輸入(Narayan, Papasarantopoulos, Cohen & Lapata, 2017; Narayan 

et al., 2018a; Narayan et al., 2018b; Sutskever et al., 2014)。由於我們使用的訓練語料是以

新聞為主，而大多數新聞的主旨通常座落於開頭幾句，因此以倒序方式輸入文章，能使

得 RNN 對重要資訊記憶更深。，因此可定義下列算式： 

ܐ ൌ ݂ሺܐାଵ,  ሻ (2)ܛ

܌ ൌ  ଵ (3)ܐ

其中 ݂ሺ∙ሻ 為 RNN，ܐ 是序列中每個時間點經過 RNN 運算後得到的隱藏層輸出，而 

ܛ  為語句向量。因輸入方式為倒序，所以每個時間點 ܐ  都會參考後一時間點的輸出 

 。最後為了能得到整篇文章的隱含資訊，我們將最後ܛ ାଵ 及當前時間點的語句向量ܐ

一個時間點的輸出 ܐଵ 視為文件向量 ܌ ，並供之後摘要擷取時使用。 
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3.2.3 摘要選取器 (Summary Extractor) 
我們的摘要選取器主要會將文件中每個語句標示為 1 (摘要) 或 0 (非摘要)。在此部分，

我們將會使用另外一個 RNN，其中輸入一樣以語句向量為主，而語句向量同樣是經由語

句編碼器所產生。此處與文件編碼器不同之處在於，摘要選取時是以文件的正序輸入，

因此可定義成下列方程式： 

ܗ ൌ ݂ௗሺܗିଵ,  ሻ (4)ܛ

ܗ ൌ  (5) ܌

ܡ ൌ softmaxሺMLPሺܗሻሻ (6) 

其中 ܗ 為隱藏層輸出，݂ௗሺ∙ሻ 為一 RNN 架構，其輸入包含前一時間點的隱藏層輸出 

。為了在選取摘要時能參考到整篇文章的主旨，我們將ܛ ିଵ 和當前時間點的語句輸入ܗ

初始的隱藏層 ܗ 設定為文件向量 ܌。此舉可以同時參考局部 (單一語句) 及整體 (文

件) 的資訊，因此能更好的辨別語句。最後我們會透過 (6) 計算每個語句的類別 ܡ，其

中 MLPሺ∙ሻ 為一簡單的前向式類神經網路(Feed-forward Neural Networks) 之後經由一個

softmax 函式得到語句類別的機率 ሺܡ|ܛ, ,ܦ ܡሺ ሻ ，並依據ߠ ൌ ,ܛ|1 ,ܦ ሻ 將每個語句ߠ

進行排序，依照固定的摘要比例選取排名高的語句作為完整的摘要結果。 

 

圖 3. 階層式類神經摘要模型 - 結合聲學特徵 
[Figure 3. Basic architecture with acoustic features] 

3.2.4 聲學特徵 (Acoustic Features) 
為了能夠避免摘要結果受到辨識錯誤的影響，我們認為聲學特徵能夠保留每個文件的語

音資訊且不受辨識錯誤之影響，因此提出三種方式將聲學特徵與上述架構結合，使得在

判斷摘要的時候能夠參考，以得到更好的摘要成果。聲學特徵是以語句為單位，每個語
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句會有對應的聲學特徵，因此令聲學特徵向量為 ܉，我們的方法可定義下列方程式： 

ܐ ൌ ݂′ሺܐାଵ, ሾܛ;  ሿሻ (7)܉

ܗ ൌ ݂ௗ′ሺܗିଵ, ሾܛ;  ሿሻ (8)܉

܍ܜ܉۵ܛ ൌ ݃ሺWሾܐ; ܽሿ   ሻ (9)܊

ܛ
ᇱ ൌ ܛ ⊙   (10)܍ܜ܉۵ܛ

ܗ ൌ ݂ௗ′′ሺܗିଵ, ܛ
ᇱሻ (11) 

全域向量(Global Embedding) 

首先，我們將文件編碼器的輸入語句與其對應的聲學特徵串接，經過編碼後可得到新的

文件向量，將 (2) 修改成 (7) 的方程式。我們認為此種做法同時考慮整份文件的聲學特

徵，因此我們所得到的文件向量便可包含其聲學特徵，所以稱之為全域向量。 

局部向量(Local Embedding) 

其次，我們亦嘗試將語句對應的聲學特徵與語句向量串接後，直接用於摘要選取器之輸

入，可修改 (4) 為 (8)。此方法使得聲學特徵向量能直接作用於摘要選取時的判斷，卻

僅只作用於當前時間點及未來時間點，所以我們稱其為局部向量。 

選擇向量(Selective Embedding) 

最後一種方式與前面兩種比較不同，我們的想法來自(Zhou, Yang, Wei & Zhou, 2017)的選

擇機制 (Selective Mechanism)，其概念主要是希望在生成摘要前可以先進行選擇的動作，

預先篩選出可能成為摘要的語句，之後便能找到更準確的摘要。而在本論文中，我們希

望透過聲學特徵能預先篩選出可能的摘要句。如 (9) 所示，我們將文件編碼器的輸出ܐ 

及對應之輸入語句的聲學特徵 ܉ 串接，並作為 ݃ሺ∙ሻ 的輸入。݃ሺ∙ሻ 是一個三層的前向

式類神經網路，會得到 ܍ܜ܉۵ܛ，其數值範圍在 0~1 之間，可視為語句被選的機率或權重。

最後我們將語句 ܛ 和 ܍ܜ܉۵ܛ 相乘後可得到新的語句向量 	ܛ
ᇱ，如 (10) 所示，並將其

取代 (4) 的輸入 ܛ 如 (11)，因此我們將此種方法稱為選擇向量。 

3.2.5 次詞向量 (Sub-word Information) 
在語音文件摘要中，常見的語音辨識錯誤大多是因為辨識時將詞彙辨識成同音的其他詞

語，而使用此辨識結果進行摘要擷取時，會因為其中的詞彙錯誤導致上下文含義被誤判，

因而找不到正確的文件主旨。因此本論文提出使用次詞向量輔助模型學習文件特徵表示

以避免詞彙辨識錯誤導致之影響，原本的模型中是使用詞向量為最小單位組成文章，然

而詞彙的辨識錯誤亦會影響到斷詞的結果，而語句中的特徵表示較容易受到錯誤的詞向
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量影響，因語句中含有的詞彙相對較少；若改以次詞向量進行訓練，同時可以學習到詞

彙的語意，亦能減緩受到詞彙錯誤的影響。過去亦有研究(Bojanowski, Grave, Joulin & 

Mikolov, 2017; Chen, Xu, Liu, Sun & Luan, 2015; Kim et al., 2016)表示使用次詞向量亦能

有效地表達文件，且能輔助詞向量訓練。 

在本論文中，我們改良基本模型架構，加入一個輔助的語句編碼器（如圖 4），其

中的設置與原有的語句編碼器相同。為了方便區隔，我們可將原有的語句編碼器稱為詞

階段語句編碼器，而我們使用的次詞向量是字向量，可稱之為字階段語句編碼器。而前

述之語句向量為 ܛ，我們將其表示為 ܛ
௪，字階段語句向量則定義為 ܛ

。在此架構中，

我們希望能以字向量輔助詞向量訓練語句表示，因此我們定義以下方程式以更好地融合

字與詞的向量資訊： 

ܛ
∗ ൌ ௦݂ሺW௦

௪ܛ
௪ W௦

ܛ
   ௦ሻ (12)܊

其中 ܛ
∗ 表示詞與字階段的語句向量融合後的語句表示，而W௦

௪, W௦
 和 ܊௦ 為訓練用之

參數， ௦݂ሺ∙ሻ 為一單層的前向式類神經網路，能夠簡單地結合 ܛ
௪ 和 ܛ

，最後我們可將  

(2) 和 (4) 的 ܛ 代換成新的語句向量 ܛ
∗ 進行摘要選取。 

 

圖 4. 階層式類神經摘要模型 - 結合次詞向量 
[Figure 4. Basic architecture with sub-word information] 

3.2.6 注意力機制 (Attention Mechanism) 
過去曾有學者(Ren et al., 2017)表示，摘要主要是文件的簡短描述，而文件中的其他非摘
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要語句則能夠細部地解釋摘要。文件的撰寫可概分為三種可能，第一種「通用到特定

(General-to-specific)」所指的是文件開頭便簡短地描述文件內容，之後的內文皆是針對文

件的細部闡述；第二種為「特定到通用(Specific-to-general)」，文件中先針對每個重點針

對性地討論，最後作總結，因此主旨會落在文件後半部；最後一種則是「特定到通用到

特定 (Specific-to-general-specific)」，所指的是文件先做細部討論，然後在中段破題點出

文件主旨，之後再繼續討論細部的內容。從這三種情況中，我們可以知道文件中的語句

和摘要句都有一定的關聯性，因此要找到摘要，文件中其他語句亦是必不可少。 

對於文件摘要任務而言，值得注意的是摘要結果應該盡可能包含更多原文件中重要

的資訊。因此，若我們希望摘要能夠包含更多重要資訊，應該要擷取出那些和文件中每

個 語 句 都 有 一 定 關 聯 性 的 語 句 ， 所 以 我 們 嘗 試 在 我 們 的 架 構 中 加 入 注 意 力 機 制 

(Attention Mechanism)(Bahdanau et al., 2015)。注意力機制可以找到每個語句與其他句的

關聯性，因此我們可以將模型改良成如圖 5 的架構。 

 

圖 5. 階層式類神經摘要模型 - 結合注意力機制 
[Figure 5. Basic architecture with attention mechanism] 

為了結合注意力機制，可以先簡單定義我們的摘要任務如下式： 

,ݏ|ܡሺ ,ܦ ሻߠ ൌ ݉ሺܛ, ,ܗ  ሻ   (13)܋

其中 ܋ 是透過注意力機制計算出的上下文向量，而 ܗ 則是摘要選取器的隱藏層資訊，

݉ሺ∙ሻ 代表整個摘要選取器，此式是表示摘要選取器的目標，主要是要預測語句的摘要類

別機率 ሺܡ|ݏ, ,ܦ ሻ。由於我們在摘要選取時結合注意力機制，因此可以重新定義 (4) 為ߠ

下式： 

ܗ ൌ ݂ௗሺܗିଵ, ,ܛ  ሻ   (14)܋

 



 

 

                    基於端對端模型化技術之語音文件摘要                   43 

 

在每次 RNN 的計算中都會參考前一個時間的隱藏層資訊 ܗିଵ 、當前的語句向量表示 

ܛ  和該語句的上下文向量  ，其中上下文向量主要是對文件編碼器的隱藏層資訊܋ 

ሺܐଵ, … ,  ：ሻ 進行加權ܐ

܋ ൌߙܐ

ே



   (15) 

而 ߙ 是文件編碼器的隱藏層向量 ܐ 對應的權重，此權重是透過下式計算： 

ߙ ൌ
expሺ݁ሻ

∑ expሺ݁ሻே


   (16) 

݁ ൌ ܽሺܗିଵ,  ሻ   (17)ܐ

其中 ݁ 用來計算語句 ܛ 跟語句 ܛ 的關聯性，若 ܛ 為摘要句，則其跟其他語句都應

有一定的關聯性，而非僅跟部分有關。在 (17) 中 ܽሺ∙ሻ 為一簡單的前向式類神經網路用

於計算語句間的關聯性分數，再經過一個 softmax 函數將其轉化為一 0~1 的數值如 (16)。

因此在預測摘要語句的機率 ሺܡ|ݏ, ,ܦ  能夠反應出語句之間的相關性，因而ߙ，ሻ 時ߠ

判定該語句是否被認定為摘要。 

3.2.7 強化學習 (Reinforcement Learning) 
傳統的摘要模型訓練目標一般都是使用最大似然評估 (Maximum Likelihood Estimation, 

MLE)，也就是要最大化 ,ܦ|ݕሺ  ሻߠ ൌ ∏ ,ݏ|ݕሺ ,ܦ ሻߠ

ୀଵ ，因此會選擇交叉亂度  (Cross 

Entropy) 計算損失 (loss)，目標函式可定義為下列方程式： 

ሻߠሺܮ ൌ െlogሺݕ|ݏ, ,ܦ ሻߠ



ୀଵ

   (18) 

但是此種方法有兩個主要的缺點，第一是因為我們所使用的評估指標與損失函數的定義

不同，模型的訓練目標是要最大化似然性，但卻使用 ROUGE 來評估摘要的好壞。其中

似然性的定義主要是根據出現的機率決定，而 ROUGE 則是比較模型摘要和參考摘要之

間詞彙覆蓋率，兩者的定義完全不同，且大多數評估指標函式是無法進行微分的，因此

不適用於訓練參數；第二則是因為我們定義節錄式摘要為語句分類問題，可是其通常被

視為單類別分類問題 (One Class Classification, OCC)(Tax, 2001)，主要能被模型學習到的

大部分是摘要句，而非摘要句其實不太能辨識（圖 6），因而造成訓練上的困難。 



 

 

44                                                               劉慈恩 等 

 

 
圖 6. 單類別分類問題示意圖 

[Figure 6. One-class classification] 

因此，我們使用強化學習(Sutton & Barto, 1998) 輔助模型訓練，由於基本的強化學

習機制需要獎勵函數 (Reward Function)，此函數主要是用來判斷當前模型所預測的結果

是否為正確，若正確則鼓勵訓練，反之則會懲罰。而獎勵函數的設定不像損失函數那麼

嚴苛，因此我們使用摘要評估指標 ROUGE 作為獎勵函數，而訓練目標則可改成最小化

獎勵期望值： 

ሻߠሺܮ ൌ െॱ௬ො~ഇሾݎሺݕොሻሿ   (19) 

其中 ఏ 是指 ሺܦ|ݕ, ො 是經過取樣 (Sample) 後得到的預測ݕ ሺ∙ሻ 是獎勵函數，而ݎ，ሻߠ

摘要。但是預測摘要 ݕො 的可能性有無限多種，我們無法每次訓練都找到所有可能且計

算其期望值來調整參數，這是很耗費成本的。因此我們將 (19) 改成 (20)，每次訓練只

取一個樣本加速其訓練，並可將梯度 (Gradient) 函式改成 (21)，使其訓練上更為容易： 

ሻߠሺܮ ൎ  ොሻ   (20)ݕሺݎ

ሻߠሺܮ ൎ െݎሺݕොሻ log ,ݏ|పෝݕሺ ,ܦ ሻߠ


ୀଵ

   (21) 

4. 實驗結果 (Experimental Results) 

4.1 實驗語料 (Corpus) 
我 們 主 要 使 用 中 文 廣 播 新 聞 語 料 庫  (Mandarin Benchmark broadcast news corpus, 

MATBN)(Wang, Chen, Kuo & Cheng, 2005)。MATBN 是一個公開且常被應用於一些自然

語言處理相關的任務上，如語音辨識(Chien, 2015)、資訊檢索(Huang & Wu, 2007)以及自

動摘要(Liu et al., 2015; Tsai, Hung, Chen & Chen, 2016)等。此資料集其中有 205 篇廣播新

聞文件適用於摘要實驗，我們挑選其中的 20 篇作為測試集，餘下的 185 篇則為訓練集。

One-class classification

Sentences in summary

Other sentences
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資料亦分成兩種，TD 為經過人工標註的文件，而 SD 則為經過自動語音辨識後產生的文

件，因此 SD 會有部分的語音辨識錯誤。表 1 是對訓練集及測試集作的一些基本統計資

料。此外，語音文件的聲學特徵類型列於表 2 中，是利用 Praat 工具擷取的結果，總計有

36 個特徵。 

表 1. 用於摘要之廣播新聞文件的統計資訊[Tsai et al., 2016] 
        [Table 1. The statistics of MATBN] 

 訓練集 測試集 

文件數 185 20 

每文件平均句數 20 23.3 

每句平均詞數 17.5 16.9 

每文件平均詞數 326.0 290.3 

平均詞錯誤率 38.0% 39.4% 

平均字錯誤率 28.8% 29.8% 

此外，我們所使用之聲學特徵列於表 2 中，是利用 Praat 工具擷取的結果，總計有

36 個特徵，可簡單分為四種類型介紹： 

 Pitch 音高： 

當我們在說話時，講到重點的時候，音高就會比較高來吸引注意，反之則會維持相

對較低的音高。 

 Energy 能量： 

能量一般是指語者的說話音量，通常都會被視為一項重要的資訊。當我們要強調某

件事情時，除了音高會提高外，音量也會自然地放大，因而能幫助模型分辨重要資

訊。 

 Duration 持續時間： 

持續時間有點類似於一個語句中的詞彙數量，當持續時間越長沒有間斷時，則表示

這句話包含的資訊相對較多。 

 Peak and Formant 峰與共振峰： 

共振峰是頻譜中的峰值，主要用來描述人類聲道內的共振情形。如果聲音比較低沈，

則共振峰會比較明顯，聽到的內容亦會較清晰；反之若聲音太過高亢，則共振鋒會

比較模糊，同時聽到的內容也會比較模糊難辨。 
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表 2. 語音文件中每個語句對應的聲學特徵 
    [Table 2. List of acoustic features in MATBN] 

聲學特徵 1. Pitch (min, max, diff, avg) 

2. Peak normalized cross-correlation of pitch (min, max, diff, avg) 

3. Energy value (min, max, diff, avg) 

4. Duration value (min, max, diff, avg) 

5. 1st formant value (min, max, diff, avg) 

6. 2nd formant value (min, max, diff, avg) 

7. 3rd formant value (min, max, diff, avg) 

4.2 實驗結果 (Results) 
首先本論文先比較過去的摘要方法於我們的資料集上的成效，之後在針對我們提出的架

構和不同組合的摘要成果差異。 

4.2.1 基礎實驗(Baseline) 
過去 MATBN 資料集曾應用在各種不同的摘要方法上，從傳統的摘要方法（VSM, LSA）、

非監督式類神經網路架構（SG, CBOW）到監督式類神經網路架構（DNN, CNN）都曾有

學者使用。因此我們將過去的研究表現作為本論文比較的基礎實驗，結果列於表 3 中。 

表 3. 基礎實驗結果 
[Table 3. Results of baseline] 

 文字文件 語音文件 

ROUGE-1 ROUGE-2 ROUGE-L ROUGE-1 ROUGE-2 ROUGE-L 

VSM 0.347 0.228 0.290 0.342 0.189 0.287 

LSA 0.362 0.233 0.316 0.345 0.201 0.301 

SG 0.410 0.300 0.364 0.378 0.239 0.333 

CBOW 0.415 0.308 0.366 0.393 0.250 0.349 

DNN 0.488 0.382 0.444 0.371 0.233 0.332 

CNN 0.501 0.407 0.460 0.370 0.208 0.312 

Refresh 
[Narayan et al., 2018a] 

0.453 0.372 0.446 0.329 0.197 0.319 

首先我們可以從表中發現傳統的向量空間模型（Vector space model, VSM）在文字文件

和語音文件上的效果沒有差異太大，但文字文件的效果仍是比語音文件優異；另外我們

可以將 VSM 跟 LSA 作一個簡單的比較，可以發現 LSA 的結果能很明顯的看出文字文件

和語音文件的差異，同時也比 VSM 的效果好許多。 

接著我們從非監督式類神經網路架構的結果觀察，SG(Skip-gram)和 CBOW 應用於
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訓練詞向量的差異其實不大，因此在整體的摘要效果上兩者的差異其實並沒有很大，但

CBOW 相較於 SG 是較優異的，而此二者方法的效能亦超越傳統的向量模型許多。 

最後我們針對監督式類神經網路架構作討論，DNN 是最基本的多層類神經網路架構，

而 CNN 則是使用摺積式類神經網路架構，Refresh 是與本論文相似的階層式架構。其中

在文字文件的效果上，可以很明顯地發現三者都超越了非監督式的方法，尤以 CNN 的

效果最好，可能是因為 CNN 比 DNN 更能抓到重要資訊，而參數量又比 Refresh 少，較

易於訓練；但在語音文件的成效上，三者都比非監督式的效果差，可能是因為其太過於

依賴文件中的詞彙資訊，因而受到語音辨識錯誤的影響較為嚴重，導致其效果較差。 

後續章節我們將以 Refresh 的數據與本論文提出之架構進行比較及分析。 

4.2.2 階層式類神經摘要模型實驗 (Our models) 
在實驗結果分析中，我們前面章節介紹模型時提到的副架構分開實驗，以下會列出不同

實驗設置的效果，以及結果討論與分析。 

I. 次詞向量 

首先，我們先比較詞向量和字向量用於模型中的效果，如下表所示，可以看出單獨使用

詞向量的結果在語音文件上的效果反而比單獨使用字向量的時候優異，但在文字文件上

反而相反，這樣的結果與我們的假設有些許出入，可能是因為訓練文件中錯誤的字比較

集中，因而無法透過周圍的資訊來學習正確的詞彙資訊；此外，若使用融合向量於我們

的模型中，在語音文件的結果上可以有很明顯的進步，但在文字文件上僅於 ROUGE-2 

有進步，因而我們認為字向量和詞向量之間可能仍有相輔相成的作用。 

表 4. 階層式類神經摘要模型-次詞向量結果 
[Table 4. Results of our model with sub-word information] 

 文字文件 語音文件 

ROUGE-1 ROUGE-2 ROUGE-L ROUGE-1 ROUGE-2 ROUGE-L 

Refresh 
[Narayan et al., 2018a] 

0.453 0.372 0.446 0.329 0.197 0.319 

詞向量 0.526 0.473 0.520 0.380 0.262 0.370 

字向量 0.544 0.473 0.535 0.363 0.242 0.351 

融合向量(詞+字) 0.543 0.481 0.533 0.392 0.266 0.380 

II. 強化學習 

承上所述，我們認為融合向量於語音摘要上有相當大的可能性，因此我們嘗試同時使用

融合向量和強化學習於模型上，從表 5 中可以很明顯的看到強化學習於我們的方法中有

一定的成效在，不過在文字文件摘要上有比較多的進步，主因可能是在於參考摘要不包

含語音辨識錯誤，因此沒有辦法完全解決語音辨識錯誤的影響，若能將聲學特徵亦加入

強化學習的獎勵函數中或許能改進此情況。 
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表 5. 階層式類神經摘要模型-強化學習 
[Table 5. Results of our model with reinforcement learning] 

 文字文件 語音文件 

ROUGE-1 ROUGE-2 ROUGE-L ROUGE-1 ROUGE-2 ROUGE-L 

Refresh 
[Narayan et al., 2018a] 

0.453 0.372 0.446 0.329 0.197 0.319 

融合向量 0.543 0.481 0.533 0.392 0.266 0.380 

融合向量+強化學習 0.555 0.479 0.543 0.395 0.269 0.379 

III. 聲學特徵+強化學習 

經過前面兩項實驗比較，我們可以發現融合向量可以解決部分的語音辨識錯誤影響，而

強化學習則比較專注於摘要資訊性。因次我們嘗試於模型上結合聲學特徵與強化學習的

方法，從表 6 中，我們可以發現在語音文件摘要上，效果比較顯著的是使用局部向量的

方式結合聲學特徵；然而在文字文件摘要中，比較好的結果是使用全域向量。因此我們

可以推論出聲學特徵對於人類轉寫的文字文件效用不彰，而對於自動辨識的語音文件上，

還是有不錯的效果，但可能需要讓聲學特徵直接參與摘要選取的階段才能有效的提升效

能。然而，整體的數據上仍是比前面的實驗差了許多，可能是模型上還需作更多細部的

調整，或結合其他機制。 

表 6. 階層式類神經摘要模型-聲學特徵+強化學習 
[Table 6. Results of our model with acoustic features and reinforcement learning] 

 
文字文件 語音文件 

ROUGE-1 ROUGE-2 ROUGE-L ROUGE-1 ROUGE-2 ROUGE-L 

Refresh 
[Narayan et al., 2018a] 

0.453 0.372 0.446 0.329 0.197 0.319 

無聲學特徵 0.479 0.400 0.469 0.352 0.226 0.342 

全域向量 0.486 0.400 0.473 0.350 0.222 0.336 

局部向量 0.478 0.399 0.469 0.384 0.264 0.370 

全域向量+局部向量 0.464 0.373 0.453 0.350 0.224 0.336 

選擇向量 0.448 0.371 0.439 0.350 0.213 0.334 

IV. 次詞向量+注意力機制 

因前一個實驗結果發現聲學特徵和強化學習共同訓練時效果相對較差，因此我們這次比

較結合次詞向量和注意力機制的實驗結果。從表 7 中可以發現同時使用融合向量和注意

力機制的效果在文字文件上較為優異，而在語音文件上仍是以詞向量的結果比較好。雖

然整體的效果皆比之前的結果好，但可能是因為注意力機制訓練的主要是文件中語句之
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間的關聯性，而對於語音文件而言，若辨識錯誤的太多，比較難找到語句間的語意關聯

性，因而導致結果相對較差。 

表 7. 階層式類神經摘要模型-次詞向量+注意力機制 
[Table 7. Results of our model with sub-word information and attention mechanism] 

 
文字文件 語音文件 

ROUGE-1 ROUGE-2 ROUGE-L ROUGE-1 ROUGE-2 ROUGE-L 

Refresh 
[Narayan et al., 2018a] 

0.453 0.372 0.446 0.329 0.197 0.319 

詞向量+注意力機制 0.523 0.472 0.519 0.401 0.290 0.392 

字向量+注意力機制 0.535 0.477 0.529 0.368 0.245 0.356 

融合向量+注意力機制 0.567 0.496 0.557 0.402 0.278 0.389 

V. 次詞向量+注意力機制+強化學習 

接續前一個實驗，我們加入強化學習機制於訓練中，實驗結果如表 8 所示。從結果可以

發現，不管是文字文件還是語音文件，加入強化學習機制後，皆是在輸入為詞向量時會

得到較好的效果。這有可能是因為我們的強化學習中獎勵函數使用 ROUGE 分數，而

ROUGE 計算時主要是以詞為基本單位，因而導致在其他情況下結果相對較差。 

表 8. 階層式類神經摘要模型-次詞向量+注意力機制+強化學習 
[Table 8. Results of our model with sub-word information, attention mechanism and 
reinforcement learning] 

 
文字文件 語音文件 

ROUGE-1 ROUGE-2 ROUGE-L ROUGE-1 ROUGE-2 ROUGE-L 

Refresh 
[Narayan et al., 2018a] 

0.453 0.372 0.446 0.329 0.197 0.319 

詞向量+注意力機制+
強化學習 

0.543 0.491 0.539 0.350 0.226 0.337 

字向量+注意力機制+
強化學習 

0.525 0.451 0.515 0.342 0.221 0.329 

融合向量+注意力機制

+強化學習 
0.518 0.448 0.502 0.347 0.209 0.337 

VI. 綜合比較 

最後，我們將前述提到之架構做一個綜合比較，實驗結果如表 9 所示。其中我們可以發

現當強化學習機制和注意力機制同時使用的情況下，不管是在文字文件還是語音文件上

效果都相對較差。此種情況有可能是因為我們的注意力機制主要針對的是摘要資訊性提

升，而強化學習中由於使用 ROUGE 分數作為獎勵函數，而 ROUGE 也是計算摘要資訊
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性，因此當兩者同時訓練時，雖然都是針對資訊性，但可能因為太過注重而造成反效果。 

其次，我們也嘗試結合注意力機制和聲學特徵的應用，如表 9 的最後兩列，由於前

面的討論中發現使用局部向量方式結合聲學特徵在語音文件上會有較佳的效果，因此此

部分實驗亦採用局部向量。實驗結果顯示加入聲學特徵在文字文件摘要上有些許的提升，

但於語音文件摘要中沒有太大的影響，然而跟未加入聲學特徵訓練的實驗數據相比較，

我們發現數據其實差異不大，此情況可能是因為此部分的實驗受到注意力機制的影響較

顯著，聲學特徵對於此部分實驗不是其訓練的重點，因此沒有顯著的提升。 

表 9. 階層式類神經摘要模型-綜合比較 
[Table 9. Comprehensive comparison of our models] 

 
文字文件 語音文件 

ROUGE-1 ROUGE-2 ROUGE-L ROUGE-1 ROUGE-2 ROUGE-L 

Refresh 
[Narayan et al., 2018a] 

0.453 0.372 0.446 0.329 0.197 0.319 

融合向量+注意力機制

+強化學習 
0.518 0.448 0.502 0.347 0.209 0.337 

融合向量+注意力機制 0.567 0.496 0.557 0.402 0.278 0.389 

融合向量+注意力機制

+聲學特徵+強化學習 
0.532 0.455 0.521 0.336 0.220 0.326 

融合向量+注意力機制

+聲學特徵 
0.569 0.507 0.561 0.401 0.288 0.394 

VII. 視覺化注意力 

另外，我們亦針對注意力機制中的權重進行分析（圖 7），圖中每個列和行代表代表文

件中的語句，每個列的語句標號旁括弧內的數值為 ሺܡ ൌ ,ݏ|1 ,ܦ ሻ ，即該句被辨識為ߠ

摘要的機率。若該列中每欄的顏色越深，則代表該句和其他句的關聯性越大，則該句也

被視為摘要，其中被紅框圈起的列為參考摘要。從紅框的部分看可以很明顯的發現，我

們的摘要系統選出的摘要大部分和參考摘要相同，因此可驗證我們的注意力機制於摘要

任務上真的有一定的成效。 
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圖 7. 注意力機制權重視覺化 
[Figure 7. Visualization of attention weight] 

簡單總結整體實驗結果，我們提出之模型架構確實可有效提升語音文件摘要的成效，

然而對於避免語音辨識錯誤的影響上，次詞向量和聲學特徵的效果仍有待加強；而注意

力機制和強化學習等方法對於文字文件的效果仍比較顯著。因此若要實質性地提升語音

文件摘要的成效，我們認為仍須從語音辨識的部分著手，若能不經過轉寫直接擷取摘要，

或許更符合語音文件摘要，亦能有較優異的成效。 

5. 結論與未來展望 (Conclusion & Future Work) 

過去有關自動文件摘要的研究主要仍著重於文字文件摘要；而近年來由於大數據及機器

學習技術的蓬勃發展，使得多媒體文件相關研究更為容易，因而逐漸有多媒體文件摘要

相關研究的出現。雖然多媒體技術進步快速，但大多數的語音文件摘要方法仍多半由文

字文件摘要方法延伸而來。直至近期隨著深層學習技術漸趨成熟，多媒體文件摘要技術

也隨之成長。 

順應深層學習的浪潮，本論文提出一種階層式類神經網路架構來從事語音文件摘要，

同時亦適用於一般文字文件摘要。文件摘要任務可概分為節錄式與重寫式摘要。本論文

旨在探討節錄式語音文件摘要方法。其中為了提升摘要資訊性及連貫性，我們加入注意

力機制及強化學習技術；另外我們亦嘗試使用聲學特徵及次詞向量於模型訓練中，以避

免計算摘要時受到過多語音辨識錯誤影響。經由一系列的實驗分析與討論，首先我們發
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現注意力機制和強化學習皆可提升摘要資訊性，但同時使用時效果會相對較差；其次在

避免語音辨識錯誤的部分，次詞向量與聲學特徵皆有不錯的成效，尤以次詞向量的效果

較為顯著；最後對於摘要連貫性，我們的方法雖然有學習排序，但資料集中的參考摘要

不包含排序資訊，因此無法完整地學習到語句間的連貫性。因此透過初步的實驗結果，

足以證明我們提出的架構對於語音文件摘要有不錯的成效，但主要都反應於文字內容上，

若要實質性的改善語音文件摘要的缺點，仍需更深入的探討。 

承上所述，未來的研究我們可以針對幾個面向繼續深入。首先是應用預訓練語言模

型於摘要研究上，改善語句或文章的語意表示，由於最近有許多預訓練語言模型已經使

用相當大量的資料及高效能的設備進行訓練，且已被證明在許多任務上有相當亮眼的成

績，僅需針對應用微調即可，或許可以嘗試進行深入研究；其次是重新整理資料集，因

為摘要連貫性對於摘要亦是相當重要的指標，若成本允許，則可以僱請專家幫忙為資料

進行重新標註，除了標註摘要語句外，同時亦加入摘要語句的順序，更有利於後續的摘

要排序相關研究；再者，節錄式摘要亦可能發生語句間語意重複的情況，然而鮮少學者

針對節錄式摘要重複性進行研究，因此為了減少節錄式摘要之重複性，或許可將重寫式

摘要研究中常見之減少冗余的機制改良並應用於我們的方法上，應能得到更具意義的摘

要結果；最後也最重要的是需要避免語音辨識錯誤影響語音文件摘要效果，從我們的實

驗可以得出，現今的方法仍有所侷限，而為了有效地提升語音文件摘要準確性，或許我

們能嘗試使用語音特徵如 Fbank 和 MFCC 等作為摘要系統之輸入，應可得到較原始的語

音內容，亦能減少遇到辨識錯誤的情況，且因節錄式摘要是進行語句選擇，因此不需再

進行轉寫，因而能使得摘要同為語音形式，但此想法需要多加考慮的部分在於難以評估

結果正確與否，也相較兩階段的方法難實現，因此較少學者投入這方面的研究，若能實

現我們的構想，應可使語音文件摘要技術達到新的高度，亦造福日後的學者們。 
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應用多模式特徵融合的 

深度注意力網路進行謠言檢測1 

Rumor Detection Using Deep Attention  

Networks With Multimodal Feature Fusion 

王正豪、黃靖幃 

Jenq-Haur Wang and Chin-Wei Huang 

摘要 

隨著社群平台蓬勃的發展，許多謠言與假訊息也充斥在社群媒體之中。現今各

大社群平台大多是透過人工的舉報或統計的方式來進行謠言的分辨，這在資訊

快速傳播的時代，非常缺乏效率。本論文提出一個結合圖像描述模型的多模式

特徵融合方法，並透過深度注意力網路來進行謠言檢測。從 Tweets 中擷取出

圖像、文字內容、與發文者的社群特徵後，首先，我們將圖像輸入圖像描述模

型，透過 CNN 與 Seq2Seq 模型產生能描述該圖像的語句；其次，這些語句與

文字內容串接，經過 word embedding 編碼後，以 Early 及 Late Fusion 兩種特

徵融合方式，進一步結合社群特徵。最後，我們設計了多層 (Multi-layer)及多

單元 (Multi-cell)雙向遞迴式神經網路 (BRNN)，並結合注意力機制賦予每個

特徵不同的權重，以找出最重要的特徵並進行分類。實驗結果顯示，以 Early 

Fusion 融合所有特徵，使用基於 GRU 的多單元 (Multi-cell) BRNN 架構能達到

最佳效果，F-measure 達 0.89，驗證了本論文所提出謠言檢測方法的有效性，

未來將以更大量的資料進行實驗。 
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Abstract 

With the rapid growth of information, browsing social media on the Internet is 

becoming a part of people’s daily lives. Social platforms give us the latest 

information in real time, for example, sharing personal life and commenting on 

social events. However, with the vigorous development of social platforms, lots of 

rumors and fake messages are appearing on the Internet. Most of the social 

platforms use manual reporting or statistics to distinguish rumors, which are very 

inefficient. In this paper, we propose a multimodal feature fusion approach to 

rumor detection by combining image captioning model with deep attention 

networks. First, for images extracted from tweets, we apply Image Caption model 

to generate captions by Convolutional Neural Networks (CNNs) and 

Sequence-to-Sequence (Seq2Seq) model. Second, words in captions and text 

contents from tweets are represented as vectors by word embedding models and 

combined with social features in tweets with early and late fusion strategies. 

Finally, we design Multi-layer and Multi-cell Bi-directional Recurrent Neural 

Networks (BRNNs) with attention mechanism to find word dependency and learn 

the most important features for classification. From the experimental results, the 

best F-measure of 0.89 can be obtained for our proposed Multi-cell BRNN based 

on Gated Recurrent Units (GRUs) with attention using early fusion of all features 

except for user features. This shows the potential of our proposed approach to 

rumor detection. Further investigation is needed for data in larger scales. 

關鍵詞：謠言檢測、遞迴式神經網路、注意力機制、圖像描述、特徵融合 

Keywords: Rumor Detection, Bi-directional Recurrent Neural Networks, Gated 
Recurrent Unit, Self-attention Mechanism, Multimodal Feature Fusion 

1. 緒論 (Introduction) 

隨著社群網路快速發展，人們可以即時從各大社群平台獲取最新訊息。然而謠言及假訊

息充斥其中，如何分辨訊息的真假，避免人們被誤導，是現今各大社群平台所面臨的重

大問題。較著名的社群網站，如 Facebook、Twitter 等，針對謠言的辨別都有相應的處理

機制。Facebook 利用公正的第三方機構對訊息進行人工驗證，得知訊息的真偽；而 Twitter

則利用自動評估系統與人工標記，標示具爭議或誤導資訊。然而，第三方驗證與人工標

記等方法無法即時進行辨識，並阻止假訊息繼續傳播。因此如何快速又準確的辨識假訊

息或謠言，已成為近年來熱門的研究議題。 

在社群網路謠言檢測的相關研究中，大致可分為針對發文內容，以及透過分析社群

網路的傳播結構兩種方法。首先，社群網路發文內容，包含有: 文字、圖像等，可以透

過深度學習方法，例如: 遞迴式神經網路 (Recurrent Neural Networks, RNNs)，或卷積神
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經網路 (Convolutional Neural Networks, CNNs)，來進行分類以辨識假訊息，但因為發文

內容簡短，如果文件數量不足，其學習效果有限。其次，社群網路使用者之間可能有不

同的關係，如: 好友、追隨、等，透過社群網路分析方法只著重在發掘關係結構，容易

忽略文件內容所表達的資訊，導致謠言的辨識率不佳。有鑒於此，本論文提出一個結合

圖像描述模組的多模式特徵融合方法，並透過深度類神經網路架構搭配注意力機制，以

提升謠言偵測的準確率。首先，我們提出了利用圖像描述模型 (Image Captioning Model)，

以 CNN 擷取圖像特徵，並透過 Sequence To Sequence (Seq2Seq)概念 (Sutskever, Vinyals 

& Le, 2014)，將圖像轉換為能夠表達圖像內容的文字。其次，我們設計了多層 (Multi-layer) 

以及多單元 (Multi-cell) 兩種雙向遞迴式神經網路(Bi-directional RNNs, BRNNs)，結合自

注意力機制 (self-attention)，並利用 Early 及 Late Fusion 兩種特徵融合方法結合文字、

圖像、及社群特徵，以提升分類準確率。雖然過去相關研究已經有論文提出多模式特徵

融合的深度神經網路，結合文字、圖像、及社群等特徵進行謠言檢測，如: Jin 等人的作

法 (Jin, Cao, Guo, Zhang & Luo, 2017)，其中文字內容透過 Long Short-Term Memory 

(LSTM)及注意力機制 (attention)，擷取特徵並計算出 attention 權重；而圖像內容則是直

接以 CNN 架構取出特徵，並且將 attention 權重與圖像特徵直接進行  elementwise 

multiplication。然而，這樣的相乘並沒有具體可解釋的實質意義，因為 CNN 所取出的特

徵向量與 LSTM 後 atttention 的特徵向量之間，維度不相同且兩向量各維度並沒有任何關

聯。 而且現有方法的深度神經網路架構僅採用 LSTM 及 attention，隨著更多深層的神經

網路模型不斷進步，仍有進一步改善的空間。因此在本論文所提出的方法中，我們結合

了圖像描述模型，如: Vinyals 等人 (Vinyals, Toshev, Bengio & Erhan, 2015) 和 Xu 等人 

(Xu et al., 2015) 所提方法，先將圖像內容轉換成最可能的文字描述，以提升圖像特徵的

語意，然後再與其他文字，進行 word embedding 及特徵融合；同時我們設計了多層 

(Multi-layer)及多單元 (Multi-cell)雙向遞迴式神經網路(Bi-directional RNNs, BRNNs)，結

合自注意力機制 (self-attention)，並以 Gated Recurrent Unit (GRU)取代 LSTM，以提升分

類效果。本文主要的貢獻為: 

(1) 我們是第一個結合圖像描述模型的多模式融合謠言偵測方法，讓圖像內容的融合具有

意義。比起現有作法，能有效提升準確率。 

(2) 我們提出創新的多單元雙向遞迴式神經網路  (Multi-cell BRNN): 在 forward 及

backward 雙向的 RNN，以多個記憶單元 (memory cells)，同時進行序列資料的記憶與

學習，能進一步提升效果。 

實驗結果顯示，使用基於 GRU 的多單元雙向遞迴式神經網路 (Multi-cell BRNN)搭

配注意力機制，可以使分類結果的 F-measure 達到 0.816；在進一步以 Early Fusion 融合

社群特徵後，能達到最佳的謠言檢測率，F-measure 可達 0.89，驗證了本論文所提出方法

的效果。後續我們在第二章介紹相關研究，第三章詳述研究方法，第四章則描述實驗結

果及分析，第五章則是結論。 
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2. 相關研究 (Related Work) 

隨著社群平台上大量使用者產生內容 (user generated content)的快速出現，謠言檢測已成

為不可忽略的議題。不管是在 Facebook 或 Twitter，都提供錯誤資訊的檢測機制，以驗

證使用者發文的真實性。Facebook 透過使用者與第三方檢查機構協助，對不實訊息進行

標註，被標註的訊息會經過 FactCheck.org 和 Snopes.com 等第三方事實查核機構驗證。

若經驗證確認為假訊息，則該訊息將會被公開。Twitter 則透過使用者的標註，以自動評

估系統賦予每一則推文可信度等級。若可信度等級過低或該訊息內容被一定程度的用戶

標示為假訊息，則判斷該訊息為謠言。然而，在這個資訊傳播快速的時代，第三方驗證

與人工標記方法都無法即時辨別假訊息並阻止其繼續傳播。如何快速又準確的進行謠言

檢測，即是本論文主要探討的議題。 

謠言檢測的特徵來源主要可分為兩大類: 發文內容，以及傳播路徑。透過發文內容

特徵擷取，以及發文被分享及再分享等行為，作為謠言檢測的特徵，並以機器學習方法

訓練模型。例如: Castillo 等人 (Castillo, Mendoza & Poblete, 2011) 根據 tweets 的文字內

容，再加上使用者的發文與 retweet 行為，以及引用外部來源等特徵，以 decision tree 來

判斷 Twitter 的資訊可信度 (information credibility)。Gupta 等人 (Gupta, Zhao & Han, 

2012) 以類似 PageRank 的方式進行 authority propagation，並且依據相似事件應該有相

似可信度的想法，計算出可信度的值。 

近年來人工智慧再度受到重視，大多謠言檢測相關論文都使用深度學習方法。例如: 

Ma 等人 (Ma et al., 2016) 利用 RNN 來檢測 Weibo 與 Twitter 推文是否為謠言； Yu 等

人 (Yu, Liu, Wu, Wang & Tan, 2017)和 Chen 等人 (Chen, Li, Yin & Zhang, 2018) 分別提

出基於 CNN 的錯誤訊息識別卷積法(CAMI)與深度注意力機制，嘗試在發文早期判斷該

推文是否為假訊息；Ma 等人 (Ma, Gao & Wong, 2018) 將立場檢測任務與謠言檢測任務

整合，試圖透過判別訊息的立場來輔助假訊息的判斷；Jin 等人 (Jin et al., 2017) 則是結

合社群網路上的多媒體訊息，如: 文字、圖像、及社群特徵，其中文字內容透過 LSTM

及注意力機制，擷取特徵並計算出注意力權重；而圖像內容則是直接以 CNN 架構取出

特徵，並且將注意力權重與圖像特徵直接進行 elementwise multiplication。然而，這樣的

相乘並沒有具體可解釋的實質意義，因為 CNN 所取出的特徵向量與 LSTM 後注意力權

重向量之間，維度不相同且兩向量各維度並沒有任何關聯。同時在該論文中，對於文字

特徵的處理，僅使用 LSTM 進行特徵擷取，隨著更多深層的神經網路模型不斷進步，仍

有進一步改善的空間。因此本論文針對以上兩點問題進行改善：首先，針對圖像特徵部

分，我們使用一句短語來表達該圖像的內容，比起直接用 CNN 特徵向量來代表圖像，

更能表達該圖像的語意。其次，針對文字特徵部分，我們使用雙向遞迴式神經網路(BRNN)

結合注意力機制來取得發文內容字詞之間的關係，並試圖找出重點字詞，使後續謠言分

類效果得以提升。 

隨著電腦運算能力的提升與圖形處理器（Graphics Processing Unit, GPU）的發展，

深度學習方法特別是各種類神經網路架構成為熱門的研究方法。CNN 最初是由 Yann 
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LeCun 等人提出 (LeCun, Bottou, Bengio & Haffner, 1998)。其概念是透過卷積網路層

（Convolutional）與池化網路層（Pooling）使輸入的訊息可以保留更多的特徵，不像基

本的神經網路只能取得輸入資料一個維度的特徵。CNN 通常用在處理圖像相關的任務，

目前已經有許多不同變異的架構應用在各領域，例如著名的 VGG Net (Simonyan & 

Zisserman, 2015)與 GoogleLeNet (Szegedy et al., 2015) 等架構都在解決傳統卷積層在特

徵傳遞過程中，因為某些特徵不夠明顯而被忽略的問題。RNN 最初是由 Elman 所提出 

(Elman, 1990)，後來被 Mikolov 等人 (Mikolov, Karafiát, Burget, Černocký & Khudanpur, 

2010) 應用在自然語言處理中。RNN 的主要架構如圖 1 所示，是由單層隱藏層的神經網

路不斷遞迴而成的。 

 

圖 1. 遞迴式類神經網路架構圖 (LeCunn et al., 2015) 
[Figure 1. The architecture of recurrent neural networks (LeCunn et al., 2015)] 

由上圖可得知，若輸入的資料是一串序列，則資料將會按照時間順序依次輸入至隱

藏層，並將上一時間點隱藏層的輸出作為下一時間點隱藏層的輸入。透過這樣的方式，

可以使每個時間點的輸出都能與上個時間點的輸入有關，讓神經網路能對整個序列順序

進行記憶並學習。 

然而，由於 RNN 是以 Back-Propagation Through Time（BPTT）的方式進行訓練與

傳遞特徵，容易因為特徵權重的大小，影響下一層隱藏層輸出的資訊，進而導致神經網

路可能無法學習到長時間的訊息，其問題稱之為梯度爆炸或梯度消失。目前已經有許多

方式來解決該問題，其中最常見的方法就是利用長短期記憶神經網路（LSTM）進行改

善。透過三個 Gate：Input Gate、Forget Gate、Output Gate，控制資訊的流動，確保特徵

不會因為權重太小而被神經網路忽略。Cho 等人 (Cho et al., 2014) 提出一個嶄新的架構，

稱為 Gated Recurrent Unit (GRU)，則進一步簡化處理單元。經過 Chung 等人(Chung , 

Gulcehre, Cho & Bengio., 2014)的實驗與探討，發現 GRU 其不僅與 LSTM 一樣可以解決

遞迴式神經網路的梯度爆炸與梯度消失問題，時間效率也比 LSTM 更好。LSTM 與 GRU

之架構分別如圖 2(a)及 2(b)所示： 
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(a)                           (b) 

圖 2. (a) LSTM Cell 與 (b) GRU Cell 架構圖 (Chung et al., 2014) 
[Figure 2. The architectures of an LSTM Cell and a GRU Cell (Chung et al., 2014)] 

GRU 透過圖 2 中的 z（update gate）與 r（reset gate）共同控制當前時間點的隱藏狀

態。Update gate 負責決定要將多少訊息傳遞到下一個時間點；Reset gate 負責決定要遺忘

多少過去的訊息。GRU 現今已經廣為採用，成為解決遞迴式神經網路梯度消失的主流辦

法。由於在各種不同的任務中，GRU 與 LSTM 常有不同的表現，而且 GRU 使用較少的

gates，架構簡單效率較佳，因此在本論文中，我們將比較基於 GRU 與 LSTM 的 RNN 架

構，對於謠言偵測的效果。 

Sequence To Sequence（Seq2Seq）概念最早由 Sutskever 等人所提出 (Sutskever et al., 

2014)，被應用在機器翻譯的任務。將輸入的句子（Sequence）經過學習，產生另一個句

子（Sequence）。Seq2Seq 架構主要是由兩個遞迴式神經網路所組成，分別稱為 Encoder

與 Decoder，其架構如圖 3 所示: 

 
圖 3. Seq2Seq 架構示意圖，輸入”ABC”以產生”WXYZ” (Sutskever et al., 2014) 
[Figure 3. The architecture of Seq2Seq Model, which outputs “WXYZ” for input 
“ABC” (Sutskever et al., 2014)] 

在 Encoder 階段，RNN 不斷學習輸入 sequence 中的特徵，在遇到終止符號（<EOS>）

時，類神經網路停止編碼並開始 Decoder 的階段，根據前面的記憶，產生一個代表該句

子的向量（W），稱之為 context vector，再將它傳入 Decoder，訓練神經網路輸出最接近

對應文件的向量，直到出現終止符號。Seq2Seq 架構被應用在許多情境，例如: Facebook

團隊的 Gehring 等人提出 ConvSeq2Seq (Gehring, Auli, Grangier, Yarats & Dauphin, 2017)，

將 CNN 與 Seq2Seq 結合，以提升文件翻譯時的速度與準確率；Xing 等人(Xing et al., 2017) 
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提出一個主題感知的 Seq2Seq 模型，並應用在聊天機器人中，為聊天機器人生成更多訊

息豐富且有趣的回應。Zhao 等人 (Zhao et al., 2018) 則基於 Seq2Seq 架構，結合 CNN 的

圖像 encoder 與 LSTM 的文字 decoder，進行圖像描述。本論文應用類似想法，產生圖像

所對應的文字描述特徵，以進行謠言檢測。 

與 RNN 類似的，Seq2Seq 架構也會因為訊息過長而導致梯度消失的問題。雖然 LSTM

常被用來解決該問題，但其效果有限。透過注意力機制 (attention)，可以使神經網路在

進行計算時，加強關注與輸入資訊相關的重點特徵，而不只是侷限在經過 RNN 計算後

的隱藏向量。Mnih 等人 (Mnih, Heess, Graves & Kavukcuoglu, 2014) 首度將注意力的概

念與 RNN 結合，應用在圖像分類任務之中。Bahdanau 等人 (Bahdanau, Cho & Bengio, 

2015) 首先將注意力機制用在自然語言處理的任務上。結合雙向 RNN 之注意力機制如圖

4 所示： 

 
圖 4. 結合雙向 RNN 之注意力機制架構 (Bahdanau et al., 2015) 

[Figure 4. The architecture of attention mechanism combining Bidirectional RNNs 
(Bahdanau et al., 2015)] 

如圖 4 所示，輸入文件 ଵܺ, ܺଶ, … , ்ܺ之後，首先，先透過雙向遞迴式神經網路(BRNN)

得到各個隱藏層的狀態݄ଵ, ݄ଶ, … , ்݄，其中 ݄= ሬ݄റ
், ര݄ሬ

்。假設當前 Decoder 的狀態為ܵ௧ିଵ，則

輸入與輸出之間的關係可以表示為： 

           ݁௧ሬሬሬԦ ൌ ሺܽሺܵ௧ିଵ, ݄ଵሻ, ܽሺܵ௧ିଵ, ݄ଶሻ, … , ܽሺܵ௧ିଵ, ்݄ሻሻ                            (1) 

其中ܽ為計算相關性的函數，例如內積或加權內積等。其次，透過 Softmax 函數，對 	݁௧ሬሬሬԦ	 進

行正規化，即得到注意力權重tj，定義為： 
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௧ߙ                        ൌ
ୣ୶୮	ሺೕሻ

∑ ୣ୶୮	ሺೖሻ

ೖసభ

                                                  (2) 

最後，將注意力權重與各個隱藏層狀態 ݄進行加權運算，得出 Encoder 的輸出向量（context 

vector）ܿ௧ሬሬሬԦ，並傳入 Decoder 中，其公式為： 

                        ܿ௧ሬሬሬԦ ൌ 	∑ ௧ߙ ݄
்
ୀଵ                                                   (3) 

RNN Decoder 的 hidden state 為 St，最後輸出為 yt，St 由前一個 hidden state St-1，前一個

輸出 yt-1，以及ܿ௧ሬሬሬԦ經過函數 f 計算而得。本論文將 GRU 及 LSTM 等 RNN 架構結合注意力

機制，以提升神經網路對重要特徵的關注程度，使謠言偵測的準確度得以提升。 

3. 研究方法 (The Proposed Method) 

本論文提出的方法主要可分為五大步驟，分別為：特徵擷取 (Feature Extraction)、圖像

描述 (Image Captioning)、特徵融合 (Feature Fusion)、遞迴式神經網路 (Recurrent Neural 

Network)、注意力機制 (Attention Layer)，如圖 5 所示。 

 
圖 5. 系統架構圖 

[Figure 5. The system architecture of the proposed approach] 

如圖 5 所示，Twitter 上的推文先經過 Feature Extraction，取得文字內容、圖像、與

社群特徵。首先，將圖像特徵輸入圖像描述模組，經過卷積神經網路（Convolution Neural 

Network）與 Sequence to Sequence (Seq2Seq) 神經網路架構計算後，產生出描述該圖像

的語句。其次，語句與文字內容串接，經過 Word Embedding 編碼，透過 Feature Fusion

與社群特徵融合。接著，融合後的特徵向量傳入雙向遞迴式類神經網路層（Bi-directional 

Recurrent Neural Network, BRNN），找出文字內容中各字詞之間的關係。我們以單層

BRNN 為 基 礎 ， 設 計 出 兩 種 不 同 的 堆 疊 方 式 ， 分 別 為 多 層 雙 向 遞 迴 式 神 經 網 路 

（Multi-layer BRNN）、多單元雙向遞迴式神經網路（Multi-cell BRNN）。最後，透過

注意力機制（Attention Layer）的計算，加強推文中重要字詞的權重，並輸入一個全連接

層（Fully Connected Layer），以進行假訊息的分類。 
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3.1 特徵擷取 (Feature Extraction) 
一篇推文 (Tweet)中通常包含了文字敘述、圖像訊息以及社群資訊。首先，我們擷取出

推文中的文字敘述，透過各種 RNN，嘗試找出文字內容的上下文關係。其次，通常推文

常含有與文字內容相關的圖像，因此我們利用圖像描述模組，擷取圖像特徵並產生描述

該圖像訊息的短句，以找出圖像中隱含的語意。此外，我們考慮各種社群特徵，包括推

文的情緒極性、推文中的標籤(hashtag)、及發文者的使用者特徵等。使用者在推文中常

會表達個人的意見或情緒，因此我們透過情緒分析模組，採用 SentiWordNet (Esuli & 

Sebastiani, 2006)對字詞進行情緒極性的擷取，透過計算出推文中每個字詞的情緒分數，

加總平均後得出該推文所表達的意見傾向，包括: 正面、中立、負面。社群使用者也常

透過 hashtag 標示本文重點主題，對分類可能有幫助。此外，我們也考慮使用者之間的互

動作為使用者特徵，包括: 追隨、發文、與回覆等，為了與相關論文進行公平比較，在

使用者特徵的部份我們採用與 Jin 等人 (Jin et al., 2017) 相同的特徵，包括: 使用者在

Twitter 的朋友數量、追隨數量、追隨數量中是朋友的比例、總發文數量與是否有被 Twitter

認證等。最後結合使用者特徵、情緒特徵、與標籤特徵便構成社群特徵。 

3.2 圖像描述 (Image Captioning) 
我們參考 Vinyals 等人所提出的架構 (Vinyals et al., 2015)，使用結合 CNN 與 LSTM 組成

的 Seq2Seq 網路架構，產生出能描述該圖像的文字敘述。模型架構如圖 6 所示： 

 
圖 6. 圖像描述模型架構圖 (Vinyals et al., 2015) 

[Figure 6. The architecture of image captioning module (Vinyals et al., 2015)] 

如圖 6 所示，圖像的部分採用 Google Inception Net V3 的 CNN 架構。此架構共有

42 層，共使用了 4 種不同維度大小的卷積核，可以取得圖像在不同尺度下的特徵，避免
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一些細微特徵被忽略。經過 Inception 模組結取出來的圖像特徵向量會與經過 one-hot 編

碼的文字敘述一同輸入 LSTM 運算。運算過程中圖像的特徵向量只會輸入一次，之後每

個時間點依序輸入文字敘述中的字詞(Si)，並輸出相關分數 pi 最高的 k 個候選詞。而這些

候選詞會分別輸入到下一個時間點，與當時所輸出的候選詞結合後，從中選出相關分數

最高的字詞，再傳入下一個時間點。經過迭代後，最後一個時間點將會輸出一個融合了

圖像訊息的完整文字描述。 

3.3 特徵融合 (Feature Fusion) 
在擷取了三種多模式的特徵，包括: 文字特徵、圖像特徵與社群特徵之後，我們提出特

徵融合的方法來整合不同特徵。推文的文字特徵採取 one-hot 編碼的方法，用 300 維的向

量來表示每個字詞的特徵。圖像在經過圖像描述模型轉換成描述語句後，將該語句轉換

成與推文的文字特徵同樣 300 維的向量。我們也從推文的文字訊息中擷取出標籤（hashtag）

與該推文所表達的情緒。在推文情緒方面，我們根據擷取的情緒分數，分為三種類別：

正面、中立、負面。若該推文的情緒分數總分為大於 1，則它視為正面；若情緒分數總

分小於 0，則視為負面；若情緒分數總分介於 0 到 1 之間，則視為中立。最後將上述的

文字特徵、圖像特徵、以及情緒與 hashtag 兩者經過 one-hot 編碼後的向量進行串聯 

(concatenate)，即得到所有特徵的向量。 

由於社群特徵與其他特徵差異很大，我們考慮兩種不同的特徵融合策略: 早期融合 

(early fusion)，和晚期融合 (late fusion)。在早期融合的策略中，我們同樣利用 one-hot 編

碼，將社群特徵轉換成向量。為了讓社群特徵與圖文特徵能有相當的重要性，我們利用

一個 autoencoder，將社群特徵壓縮為 300 維，並且串接在圖文特徵之後，以訓練分類器。

而在晚期融合的策略中，我們先以圖文特徵輸入 RNN 和注意力機制，得到一系列的輸

出，然後再將社群特徵以 one-hot 編碼轉換成向量，與圖文輸出結果一起輸入 Fully 

Connected Layer 進行分類。 

3.4 遞迴式神經網路 (Recurrent Neural Networks) 
本論文在 RNN 模組中使用 GRU Cell 取代傳統的 LSTM，並設計多層的 BRNN 堆疊的架

構，以探討謠言偵測的效果。 

單層雙向遞迴式神經網路（Bi-directional Recurrent Neural Networks, or BRNNs）最

早是由 Schuster 等人提出 (Schuster & Paliwal, 1997)，分別將遞迴神經網路中每一個訓練

序列分成向前傳遞（forward pass）與向後傳遞（backward pass）。兩者分別是獨立的單

向 RNN，且兩個神經網路都連接到同一層輸出層，如圖 7 所示： 
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圖 7. 雙向遞迴式網路架構圖 (Graves, 2012) 
[Figure 7. The architecture of bi-directional recurrent neural networks (Graves, 
2012)] 

對於雙向遞迴式神經網路的結果，我們透過串接的方式來組合向前與向後傳遞的輸出以

表示一個字詞。 

基於單層的雙向遞迴式神經網路，本論文設計了以下兩種不同的方式，進行多層雙

向網路的堆疊。首先，多層雙向遞迴神經網路 (Mutli-layer BRNN)，是透過讓文字訊息

經過多個回合的雙向遞迴式網路計算，強化文件中字詞之間的相互關係。架構如圖 8 所

示： 

 

圖 8. 多層雙向遞迴式神經網路架構圖 
[Figure 8. The architecture of Multi-layer BRNNs]
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多層雙向遞迴式神經網路的輸入與輸出與單層 BRNN 一樣，透過在輸入層依序輸入文件

中的字詞，得出代表該字詞的數值向量。其中，當每個字詞經過第一層的 BRNN 後，其

得到的輸出已經包含了文件中向前傳遞與向後傳遞的資訊，因此當第一層 BRNN 的輸出

傳入第二層時，不僅保留了原始文件中字詞之間的關係，每個字詞向量也記憶了經過第

一層計算後的特徵。當下一層網路在計算時，由於其字詞之間的關係已經在上一層被找

出，故不必再重新計算，使得網路能更快速的收斂，提升整體模型的計算效率。 

其次，我們設計了另一種堆疊雙向網路的方法 : 多單元雙向遞迴式神經網路 

(Multi-cell BRNN)，透過增加 BRNN 中每個方向的單元數量，進行更深入的計算，當前

Cell 的輸出會作為下一層 Cell 的輸入，同一個神經元中的多個 Cell 同時進行序列資料的

記憶與學習。架構如圖 9 所示： 

 
圖 9. 多單元雙向遞迴式神經網路架構圖 

[Figure 9. The architecture of Multi-cell BRNNs] 

多單元雙向遞迴式神經網路架構，在輸入層依序輸入文件中的字詞，並在輸出層得

出代表該字詞的數值向量，如同上述的兩種架構。但由圖 8 可知，對於向前傳遞與向後

傳遞而言，每個方向同一時間點的輸入經過一個 Cell 計算後，會再傳入下一個 Cell 繼續

計算。該架構與多層雙向遞迴式神經網路不同的是，每個時間點的輸入只有考慮到單一

方向的影響，向前傳遞與向後傳遞相對於整體架構來說，還是兩個獨立的神經網路架構，

直到最後輸出時才進行整合。此方法能比多層 BRNN 更深入的計算每個字詞之間的關係，

但相對的需要花費更多的資源與時間才會讓神經網路收斂。 

3.5 注意力機制 (Attention Layer) 
注意力機制常被用在遞迴式神經網路，加強關注與輸入資訊相關的重要特徵。在上述的

各種神經網路架構中，我們結合自注意力機制 （Self-Attention）來計算文中每個字詞之



 

 

              應用多模式特徵融合的深度注意力網路進行謠言檢測             69 

間的關係，以取得每則 Tweet 中文字特徵的重要資訊。Self-Attention 是一種注意力機制，

與傳統的 Attention 機制差別在於，Self-Attention 不需要透過引入外部的資訊來找出較為

重要的訊息，僅需要通過自身的訊息就能更新權重與參數，找出較重要的資訊。它的核

心概念是 scaled dot-product attention 架構，是一種 dot-product attention 的變形，如圖 10

所示。 

 
圖 10. Scaled Dot-Product Attention 示意圖 (Vaswani et al., 2017) 

[Figure 10. Scaled Dot-Product Attention (Vaswani et al., 2017)] 

經過 Vaswani 等人 (Vaswani et al., 2017) 與 Tan 等人 (Tan, Wang, Xie, Chen & Shi, 

2018) 的探討與比較，已證實該內積（乘法）注意力機制比使用單層神經網路的標準注

意力機制 (Bahdanau et al., 2015) 更有效率。 

,ሺܳ݊݅ݐ݊݁ݐݐܣ               ,ܭ ܸሻ ൌ ݔܽ݉ݐ݂ݏ ൬
ொ

ඥௗೖ
൰ ܸ                              (4) 

其中 dk為 key 的維度。當維度越大，Q 與 K 的內積也會越大，因此除以一個調整數 	ඥ݀ ，

防止該數值結果過大，最後透過 softmax 函數將結果正規化，將獲得的權重與 V 相乘，

更新其向量的數值。 

為了加速運算，我們採用 Multi-Head Attention 架構，如圖 11 所示： 
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圖 11. Multi-Head Attention (Vaswani et al., 2017) 

[Figure 11. Multi-Head Attention (Vaswani et al., 2017)] 

經過 h 個不同投影線性轉換後，可以將 h 個 scaled dot-product attention 神經網路進行平

行運算，並將每一次的結果進行串接，最後再經過一層線性轉換得到 multi-head attention

的結果。如下所示： 

,ሺܳ݀ܽ݁ܪ݅ݐ݈ݑܯ ,ܭ ܸሻ ൌ ,	ሺ݄݁ܽ݀ଵݐܽܿ݊ܥ … , 	݄݁ܽ݀ሻܹை 

            ݄݀ܽ݁	݁ݎ݄݁ݓ ൌ ൫ܳ݊݅ݐ݊݁ݐݐܣ ܹ
ொ, ܭ ܹ

, ܸ ܹ
൯                                (5) 

其中 	 ܹ
ொ ∈ Թௗ	ൈ	ௗೖ ,  		 ܹ

 ∈ Թௗ	ൈ	ௗೖ , ܹ
 ∈ Թௗ	ൈ	ௗೡ , ܹை ∈ Թ	ௗೡ	ൈ	ௗ。 ݅ 

表示為第幾個 scaled dot-product attention 網路，ܹ 
ொ, 	 ܹ

, 	 ܹ
皆為經過訓練的權重矩陣， 

	ܹை為線性轉換層的權重矩陣，而݀ ൌ ݀௩ ൌ ݀ௗ ോ ݄ 則表示為矩陣的維度。 

因為 self-attention 機制是對每個輸入的字詞與所有字詞進行計算，學習文件內部的

結構與字詞之間的依賴關係，故計算每個字詞的最大路徑長為 1，即每個字詞都會被計

算一次，不會像遞迴式神經網路一樣發生因訊息傳遞路徑過長導致過小的特徵被忽略，

進而產生的梯度消失或梯度爆炸問題。在本論文架構中，input 經過各種 RNN，以及

self-attention 機制後，會計算出一連串的 output 向量，我們再將所有向量輸入到全連接

層 (Fully Connected Layer)，進行最後的分類。 

4. 實驗與討論 (Experiments and Discussions) 

本論文採用的資料集分為兩大部份：圖像描述資料集與謠言檢測資料集。首先，在圖像

描述方面，我們使用 Microsoft COCO 2014 (Tan et al., 2018) 資料集，它在圖像相關任務

中廣泛被使用，包含圖像識別與圖像特徵點檢測，如: Vinyals 等人 (Vinyals et al, 2015) 與

Xu 等人 (Xu et al., 2015)。該資料集的每一張圖像資料都含有 5 句短語進行描述，每一

句短語在資料集中皆為唯一。 
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其次，在謠言檢測方面，由於資料取得不易，每筆訊息都需要經過第三方機構公開

認證其真偽，才能確定該訊息是屬於謠言或事實。本實驗採用 MediaEval 2015、2016 任

務中所提供的 Twitter 謠言檢測資料集，已經過 Twitter 官方認證，其中也包含了每則推

文的多媒體訊息與發文者的相關特徵。兩個資料集的分布狀況如表 1 與表 2 所示： 

表 1. 圖像標註資料分布統計 
[Table 1. Data distribution in image captioning dataset ] 

資料集 圖像數量/描述短句數量 

Training Data 82783 / 413915 

Test Data 36454 / 182270. 

表 2. 謠言資料集資料分布統計 
[Table 2. Data distribution in rumor dataset] 

資料集 推文數量 (event) 

Training Data Real: 189 / fake: 157 

Test Data Real: 21 / fake: 24 

在圖像描述的相關實驗中，我們採用雙語互譯評估（Bilingual Evaluation Understudy, 

BLEU）評估方法來評量圖像描述模型，BLEU 最早是由 IBM 的 Papineni 等人所提出的 

(Papineni, Roukos, Ward & Zhu, 2002)，主要是用來評價模型的翻譯結果與參考文件是否

相似。BLEU 的定義為: modified n-gram precision 的幾何平均 (geometric mean)， 

  	

ܷܧܮܤ ൌ ܲܤ ∙ exp൭ ܹ݈݃

ே

ୀଵ

൱ 

                                        ܲܤ ൌ ൜
1									݂݅		ܿ  ݎ
݁ଵି/						݂݅	ܿ  ݎ

                                            (6) 

其中ܿ表示譯文的長度，ݎ表示參考文件的長度。 

Modified n-gram precision 為 clipped n-gram 個數除以所有 n-gram 個數， 

          ܲ ൌ
∑ ∑ ௨௧ሺିሻషೝೌ∈∈ሼೌೌೞሽ

∑ ∑ ௨௧ሺିᇲሻషೝೌᇲ∈ᇲᇲ∈ሼೌೌೞሽ
						                      (7) 

其中 clipped n-gram 個數計算方式如下: 

ݐ݊ݑܥ            ൌ minሺݐ݊ݑܥ_݂ܴ݁_ݔܽܯ,ݐ݊ݑܥሻ                                (8) 

而在謠言檢測相關實驗中，主要著重在二元分類任務，因此採用準確率（Accuracy）、

精確率（Precision）、查全率（Recall）與 F-Measure 進行評估，並利用 T 檢定來比較不



 

 

72                                                          王正豪與黃靖幃 

同模型的差異程度。 

ܨ                െ݁ݎݑݏܽ݁ܯ ൌ 2	 ൈ ௦ൈோ

௦ାோ
															                      (9) 

在以下謠言檢測的實驗中，我們主要的 baseline 比較對象皆為 Jin 等人所提出的方法 (Jin 

et al., 2017)。 

4.1 圖像描述的效果 (The Effects of Image Captioning) 
首先，為了探討圖像描述模型的效果，針對 MSCOCO 2014 的每一筆圖像資料經過圖像

描述模型後，我們利用訓練資料集中的 3 句短文進行模型的訓練，其他 2 句短文進行驗

證。為了實驗對照，我們也使用 Mediaeval 2015, 2016 中的圖像訊息進行訓練，BLEU 的

實驗評估結果，如圖 12 所示: 

 
圖 12. 圖像描述實驗評估結果 

[Figure 12. Experimental results for image captioning] 

如圖 12 所示，以 MSCOCO 2014 資料集訓練的翻譯模型其 BLEU-1, BLEU-2 評估

分數分別為 0.695 和 0.51，明顯優於 MediaEval 2015, 2016 所訓練的模型，且相當接近

Xu 等人的結果 (Xu et al., 2015)。由於 Mediaeval 2015, 2016 資料集屬於 Tweets，礙於

Twitter 的資料特性，Tweets 中的文字訊息並不一定是在描述其中的圖像資訊，且發文者

與回文者也不一定是客觀的對圖像訊息進行描述，這會使得參考文件不完整，無法訓練

出良好的翻譯模型，因此導致最後其 BLEU 分數都偏低，故後續實驗將採用 MSCOCO 

2014 資料集訓練出翻譯模型做為謠言檢測的圖像描述模組。 
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4.2 Word Embedding的效果 (The Effects of Word Embedding) 
為了探討文字訊息的向量編碼方法對於謠言偵測的效果，我們使用兩種常見的方法進行

比較：隨機初始化法，以及預訓練好的 Word2Vec 字典。前者是從 -1 ~ 1 之間隨機產生

代表該字詞的數值向量，之後經過神經網路的訓練進行調整；後者則採用 GoogleNews

預訓練的 Word2Vec 字典對應的字詞向量進行訓練並更新。實驗結果如圖 13 所示： 

 

圖 13. Embedding Layer 實驗結果 
[Figure 13. Experimental results for embedding layer] 

由圖 13 所示，本論文所提方法針對謠言檢測資料集進行訓練時，利用隨機初始化

法產生字詞向量會有較好的結果，其 F-measure 高達 0.822。經過多次實驗與探討，發現

主要由兩個因素影響此實驗結果。第一，使用 Google News 預訓練的 Word2Vec 字典，

每個字詞向量是由許多新聞文章訓練產生，在整個向量空間中彼此都有關聯。若在訓練

時使用字典中的字詞向量，並不斷的在 RNN 中更新字詞向量，會使得該字詞在向量空

間中的意義被改變，失去與其他字詞的關係，導致最後模型的精準度下降。第二，在謠

言檢測資料集中，有一些字詞並未出現在 Google News 的 Word2Vec 字典裡，其字詞像

向量為零，導致該字詞被神經網路忽略，進而降低模型的準確率。透過圖 13，我們也發

現，使用 Word2Vec 字典但不更新字詞向量的效果較佳，也驗證了預訓練字典裡，若以

不同資料來訓練並更新字詞向量，將會失去其原本的意義。 

4.3 遞 迴 式 神 經 網 路 架 構 比 較  (The Effects of Recurrent Neural 
Networks) 

在此實驗中，我們先僅以文字特徵進行不同 RNN 架構之謠言偵測效果比較，如下圖所

示: 

   

0.72
0.811 0.796 0.803

0.574

0.738

0.57
0.643

0.749
0.786

0.861
0.822

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

Accuracy Precision Recall F-measure

Word2Vec Word2Vec_Update Random_Update



 

 

74                                                          王正豪與黃靖幃 

 
圖 14. 不同遞迴式神經網路架構之比較（文字特徵） 

[Figure 14. Experimental results for different recurrent neural networks (Text 
feature)] 

由圖 14 所示，當只考慮文字特徵時，多層 BRNN 與多單元 BRNN 架構的 F-measure

都達到 0.816，效果皆優於 Jin 等人所提出的方法 (Jin et al., 2017)。而由圖 14 也可以得

知，在這三種不同的 BRNN 架構中，若只看文字特徵，三者並沒有明顯的優劣，F-measure

都接近 0.8。 

4.3.1 特徵融合的效果 (The Effects of Feature Fusion) 
接著我們探討結合文字、圖像、與社群特徵，對分類結果的影響。由於社群特徵包含了

標籤 (hashtag)、情緒、及使用者，我們首先比較不同組合特徵選取的實驗結果，如圖 15

與圖 16 所示: 
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圖 15. Early Fusion 之特徵選取效果比較 

[Figure 15. Experimental results for early fusion] 

 
圖 16. Late Fusion 之社群特徵選取效果比較 

[Figure 16. Experimental results for late fusion] 

由圖 15 與圖 16 所示，不論使用 Early Fusion 或 Late Fusion 特徵融合策略，比起情

緒與使用者特徵，加入標籤 (hashtag) 特徵具有較佳的效果。實驗結果顯示加入使用者
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特徵反而會降低分類效果，在不採用使用者特徵的情況下，使用 Early Fusion 特徵融合

策略，F-measure 最高分別可以達到 0.882 及 0.856，比納入全部特徵時的效果分別提升

了 5.5％及 10%。經過觀察，我們發現使用者特徵對於該推文是否為謠言並沒有太大的

關係，因為並不會因為該使用者朋友數量或總發文數的多寡，而影響其發出的推文為謠

言或事實。 

4.3.2 不同RNN架構的效果 (The Effects of RNN Architectures) 
在使用 Early Fusion 特徵融合的情形下，我們進行不同 RNN 架構之實驗比較。實驗結果

如圖 17 所示: 

 
圖 17.不同遞迴式神經網路架構之比較（除使用者之外的所有特徵） 

[Figure 17. Experimental results for different recurrent neural networks (All 
features except user feature)] 

如圖 17 所示，在結合除了使用者之外所有特徵後，多單元 BRNN 在所有的評估標

準下最為突出，F-measure 達到 0.882，其次為單層與多層 BRNN。經過反覆實驗與探討，

我們發現使用多層 BRNN 時，經過第一層 BRNN 後，特徵向量已經過內部神經元運算，

找出所有字詞的關聯，並進行了調整，故其輸出的特徵向量已經與原先的輸入不同。且

由於該向量與所有特徵的關聯性已經被確定，後續再進入下一層 BRNN 時，該特徵向量

並不會再有太大的變動，所以使用單層 BRNN 才會與使用多層 BRNN 的結果相近。為了

驗證推論的正確性，本實驗進一步採用 T 檢定，分別針對 F-measure 及 accuracy，進行

兩種架構的評比，判斷其差異是否為常態。經過計算，兩種架構針對 F-measure 及 accuracy

的 p-value 分數皆為 0.006，皆小於 0.01，證實其實驗結果並非偶然，具有統計意義。 

實驗中我們也發現，多單元 BRNN 雖然類似於單層 BRNN，但是其向前傳遞與向後

傳遞神經網路，分別經過了多層的隱藏層計算，透過加深內部 cell 的數目，強化了每個

特徵向量與特徵序列（向前傳遞與向後傳遞）之間的關係。最後的實驗結果也顯示了多
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單元 BRNN 比其他方法效果好，F-measure 可以達到最高的 0.882。我們也採用多單元

BRNN 與多層 BRNN 進行 T 檢定，針對 F-measure 及 accuracy，兩者的 p-value 數值為

0.04 及 0.014，皆小於 0.05，證實該結果具有統計意義。 

接著我們比較兩者特徵融合策略，對最後分類結果的影響。實驗結果如圖 18 所示： 

 
圖 18.不同特徵融合策略之比較 

[Figure 18. Experimental results of different feature fusion strategies] 

如圖 18 所示，在使用 Late Fusion 特徵融合策略時，不論是多層或多單元 BRNN，

兩者的效果非常相近。而 Early Fusion 特徵融合策略對於單層以及多單元 BRNN，能大

幅提升其效果。經過多次實驗與探討，我們發現其原因是，透過 BRNN 與注意力機制，

社群特徵在 Early Fusion 階段融合，也能像其他特徵一起進行向量權重的調整，找出其

中最能代表謠言或非謠言的重要特徵，提升分類準確率。 

4.4 LSTM與GRU的比較 (The Effects of LSTM vs. GRU) 
最後我們探討 RNN 架構中，採用 LSTM 或 GRU 不同處理單元對分類結果的影響。由於

謠言檢測資料集資料量較小，為了降低資料分布的影響，我們採用 5-fold cross-validation。

同時由於原 MediaEval 資料集的組成是根據不同事件 (event) 區分為 real 或 fake，並將

該事件相關發文與回應 tweets 跟著列為 real 或 fake，並且已經區分為 training 與 test data，

因此在進行 5-fold cross-validation 的資料 partition 時，我們將 training 及 test data 分別隨

機切為 5 份，分別取 4 份 training 及一份 test，進行 5 次實驗後取其平均。實驗結果如圖

19 所示: 
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圖 19. LSTM 與 GRU 之比較 

[Figure 19. Experimental results of LSTM and GRU] 

如圖 19 所示，不論是 accuracy 或 F-Measure，基於 GRU 的 BRNN 架構 (BiGRU)

都比基於 LSTM 的 BRNN 架構 (BiLSTM)效果要好。同時，多單元(Multi-cell) BRNN 也

都比多層(Multi-layer) BRNN 效果要好，最佳的效果為 Multi-cell BiGRU，F-Measure 達

到 0.89。因此，這也驗證了 LSTM 與 GRU 並沒有絕對的優劣，不同任務須採用不同架

構的設計才能獲得較佳的效果。 

5. 結論 (Conclusions) 

本論文提出一個基於多模式特徵融合的深度類神經網路架構進行謠言檢測。透過圖像描

述模型能將圖像轉為敘述文字，有效發掘圖像中的語意，並與文字內容串接，進行 Word 

Embedding；針對社群特徵，我們採取了 Early 及 Late Fusion 不同特徵融合策略。我們

也設計了多層與多單元兩種不同的雙向遞迴式神經網路(BRNN)架構，並結合注意力機制，

以提升分類效果。實驗結果顯示，使用基於 GRU 的多單元(Multi-cell) BRNN 架構 

(Multi-cell BiGRU)，以 Early Fusion 方式融合社群特徵，並結合文字特徵、圖像描述模

組，能有效提升謠言檢測效果, 最佳 F-measure 達 0.89。 

本論文所提出的方法仍有限制。首先，我們的方法主要是針對 Twitter 社群平台上的

推文進行謠言檢測，由於每則推文的長度並不會太長，所以通常不能直接適用於長文件

的謠言檢測。其次，本論文擷取圖像特徵的方式是將圖像先經過圖像描述模型，轉換成

有意義的文字訊息。雖然經過評估該模型有一定的精確度，結果經過比對也大致符合圖

像所表達的意義，但部分結果還是有落差，因此如何提升圖像描述模型的效果，有待進

一步探討。最後，社群特徵並非全部有助於提升分類效果，其中的情緒分類僅採用情緒

字典的比對，未來將採取不同的情緒分析方法，以進一步提升謠言偵測的效果。 
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Linguistic Input and Child Vocalization of  

7 Children from 5 to 30 Months:  

A Longitudinal Study with LENA Automatic Analysis 

Chia-Cheng Lee, Li-mei Chen, and D. Kimbrough Oller 

Abstract 

This study examined longitudinal changes in linguistic input, conversational turns, 

and child vocalizations in Chinese-speaking families using the computerized 

LENA (Language Environment Analysis) software, a system that captures audio 

data in children’s natural environment and parses out speech data automatically. 

All-day home recordings (11-16 hours) from seven typically developing 

Chinese-learning children (two males and five females) at the ages of 5, 10, 14, 21, 

and 30 months were analyzed. Adult word count (AWC), conversational turn count 

(CT), and child vocalization count (CV) of 70 recordings (i.e., 7 children x 5 ages x 

2 recordings) were retrieved from the LENA software. These recordings included 

times when families were asleep. As a result, the present study also compared the 

results with and without LENA-determined silence time (i.e., quiet and sleep time). 

The results showed that the percentage of silence in the recordings decreased with 

age, indicating that the children’s awake time increased as they age. When the 

children were awake, they listened to an average of 1734 adult words, engaged in 

39 conversational turns, and produced 150 vocalizations per hour from 5 to 30 

months of age. The CV and CT increased with age, while the AWC did not show a 

clear pattern, which was similar to English normative estimates from Gilkerson and 

Richards (2008). The CT was also found to be a more effective contributor to the 

number of CV than AWC, indicating that speech produced in temporal proximity 
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to children’s vocalizations or directed to children played an important role in 

eliciting child vocalizations. 

Keywords: LENA, Adult Word, Conversational Turn, Child Vocalization, 
Longitudinal Study, Cross-language Comparison 

1. Introduction 

Child speech samples have traditionally been collected by visiting children’s homes or 

inviting families into a research laboratory. LENA (Language Environment Analysis) software, 

a system that collects audio data without research assistants’ presence and parses out audio 

data into several categories automatically, was developed in 2004 in the United States (LENA 

Research Foundation, 2020). The software has been used for observing English-speaking 

individuals (Gilkerson & Richards, 2008; Greenwood, Thiemann-Bourque, Walker, Buzhardt 

& Gilkerson, 2011; Suskind et al., 2013), Chinese-speaking families (Gilkerson et al., 2015; 

Lee, Jhang, Relyea, Chen & Oller, 2018; Zhang et al., 2015), preterm infants (Caskey, 

Stephens, Tucker & Vohr, 2011, 2014), multilingual speakers (Liu & Kager, 2017; Oller, 2010; 

Orena, Polka & Srouji, 2018), individuals with disorders (Ambrose, VanDam & Moeller, 2014; 

Charron et al., 2016; Oller et al., 2010; Thiemann-Bourque, Warren, Brady, Gilkerson & 

Richards, 2014; VanDam, Ambrose & Moeller, 2012; Warren et al., 2010), and older adults 

(Li, Vikani, Harris & Lin, 2014). The number of studies on the quantity of linguistic input, 

conversational turns, and child vocalizations in Chinese-speaking home environments have 

been limited. The present study observed changes in the quantity of linguistic input, 

conversational turns, and child vocalizations which occur between 5 and 30 months of age in 

Chinese-speaking families using LENA. 

Research has shown that linguistic input, including the quantity and quality of caregiver 

speech and turn taking sequences, plays an important role in the child’s vocal development 

(Caskey et al., 2011; Hart & Risley, 1995; Rowe, 2012; Suskind et al., 2013). This in turn 

serves as a strong predictor of their later vocabulary growth (Hart & Risley, 1995; Ramírez

Esparza, GarcíaSierra & Kuhl, 2014). Studies have also found that early vocal production is 

associated with future speech and language development. Rescorla et al. (2000) indicated that 

some children who were identified as late talkers at two years of age continued to exhibit 

language delay and were identified as children with Specific Language Impairment at three 

years of age. Gilkerson et al. (2018) also showed that school-age language and cognitive 

outcomes (9-13 years old) and quantity of adult talk and adult-child interaction during 18 to 

24 months of age are related. 
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1.1 Linguistic Input and Conversational Turn 
Linguistic input from adults or siblings is identified as one of the largest influences on 

children’s verbal performances, including that of preterm infants (Caskey et al., 2011). 

Children understand five times more words than the words they produce (Ingram, 1989), 

suggesting that a substantial number of words need to be heard before a child speaks. Roy et 

al. (2009) reported that adult word input frequencies and age of acquisition of words is highly 

correlated. Adult word input between 10 and 36 months of age has been found to be related to 

a child’s IQ at 3 years (Hart & Risley, 1995). Gilkerson and Richards (2009) also found that 

children who scored higher on language assessments tended to have talkative parents. The 

number of words parents spoke to children between two and six months of age predicted 

language ability at two years of age. Parents who earned at least a bachelor’s degree talked 

more to their children than less educated parents. Also, first-born children were spoken to 

more than later born children. 

Children may be at risk of learning languages if they do not have sufficient language 

exposure (Velleman & Vihman, 2002). Many scholars have claimed that language acquisition 

takes place even when the linguistic input that children are exposed to is addressed to them 

indirectly (Akhtar, Jipson & Callanan, 2001; Oshima-Takane, 1988; Oshima-Takane, Goodz 

& Derevensky, 1996). Other scholars argued that speech addressed directly to children has a 

stronger effect on children’s language learning (Oller, 2010; Pearson, Fernandez, Lewedeg & 

Oller, 1997; Shneidman, Arroyo, Levine & Goldin-Meadow, 2013; Shneidman & Goldin

Meadow, 2012; Weisleder & Fernald, 2013). The same phenomenon has been posited by 

Shneidman et al. (2013) and Shneidman and GoldinMeadow (2012), who found that direct 

speech has a more important role in early word learning than indirect speech in children who 

grew up in communities where indirect speech was the major linguistic input.  

In addition to receiving speech and language input, children also respond to the input 

(Hart & Risley, 1995). Mother-child vocal interactions have been discussed in several studies 

(Gratier et al., 2015; Gros-Louis, West, Goldstein & King, 2006; Jaffe et al., 2001). From 3 to 

4 months of age, infants start to use pragmatic, semantic, and syntactic factors to predict when 

a conversational turn will end and begin (Gratier et al., 2015). However, studies on linguistic 

input and conversational turn-taking in Chinese-speaking environments, especially 

vocalizations produced in home environments, are, as of yet, few in number. Studies 

investigating the relationship among linguistic input, conversational turns, and children’s 

vocalizations should shed some light on our understanding of the relationship between 

different types of linguistic input and language development. 
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1.2 Assessing Vocal Development Using an Automated Approach 
Although the LENA system was mostly utilized in American-English environments, the 

system has yielded valid and reliable speech and language estimates in other languages 

(French: Canault, Le Normand, Foudil, Loundon & Thai-Van, 2016; Spanish: Weisleder & 

Fernald, 2013, Chinese (Mandarin and Shanghai dialect): Gilkerson et al., 2015; Zhang et al., 

2015; Korean: Pae et al., 2016; Dutch: Busch, Sangen, Vanpoucke & van Wieringen, 2018; 

Vietnamese: Ganek & Eriks-Brophy, 2018). After comparing Chinese speech samples 

analyzed by the LENA system with the same samples transcribed by a native Chinese 

transcriber, Gilkerson et al. (2015) indicated that the validity of the LENA system in 

identifying and estimating adult words, child vocalizations, and conversational turns is 

reasonably accurate. Zhang et al. (2015) observed 22 Chinese-speaking families and their 

typically developing children between 3 and 23 months of age in Shanghai for a period of 6 

months. A total of 19 recordings were made by each family. The 22 families were divided into 

two groups based on the speech output of the first three recordings. One group of families had 

fewer adult words (Group A), while the other group had a higher rate of adult words (Group B) 

in their first three recordings. The authors provided monthly feedback to the families 

regarding strategies to increase their linguistic input to and interaction with their children. The 

results overall showed that adult words and conversational turns increased during the first 

three months, but decreased during the last three months. However, Group A showed 

increased number of adult words in the last few recordings, which was not observed in Group 

B. The study indicates that the LENA system can be used to track children’s vocal, speech, 

and language development and/or treatment progress. The authors also found that their 

number of conversational turns correlated positively with the MacArthur-Bates 

Communicative Development Inventories - Verbal (Fensen et al., 2007) and Minnesota Child 

Developmental Inventory Expressive Language (Ireton, 1992) scores for the change from 

baseline to 3 months. LENA estimates have also shown reliable and valid results when 

compared with scores of standardized assessments (Richards et al., 2017), including – 

Preschool Language Scale – 4th Edition (Zimmerman, Steiner & Pond, 2002) and the 

Receptive-Expressive Emergent Language Test – 3rd Edition (Bzoch, League & Brown, 

2003). 

Table 1 shows adult word count (AWC), conversational turn count (CT), and child 

vocalization count (CV) per hour from various ages, settings, and population. Depending on 

the children’s age and the recording environment, children received different linguistic input 

and produced different number of words. AWC ranged from 889 to 1966. CT ranged from 17 

to 75. CV ranged from 73 to 188 per hour. Gilkerson and Richards (2008) examined a corpus 

of spontaneous speech data in English-speaking families and created normative estimates for 

CV and CT each month when children were between 2 and 48 months of age. Here only 
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values measured at 5, 10,14, 21, and 30 months are listed in Table 1. 

Table 1. Studies reported AWC, CT, and CV per hour in families with 0-3-year-old 
children 

First author 
& Year 

Population, n 
(male/female) 

Age Language AWC per 
hour 

CT per 
hour 

CV per 
hour 

Ambrose 
(2014) 

Hard of 
hearing, n=28 
(10/18) 

12-36 
months 
(mo) 

English 1429 59 Not 
Applicable 
(NA) 

Gilkerson 
(2008) 

Typically 
Developing 
(TD), n=329 
(167/162) 

2-48 mo English NA 5 mo 17 
10 mo 23 
14 mo 27 
21 mo 36 
30 mo 40 

5 mo 73 
10 mo 95 
14 mo 102 
21 mo 145 
30 mo 184 

Greenwood 
(2013) 

TD, n=30 
(NA/NA) 

12-20 
mo 

English 1095 38 143 

Thiemann-B
ourque 
(2014) 

Down 
syndrome 
(DS), n=9 
(3/6), and age- 
and gender- 
matched TD, 
n=9 (3/6) 

9-54 
mo, 
young 
DS 9-11 
mo, old 
DS 
25-54 
mo 

English Yong DS 
889 
Old DS 
1044 
TD NA 

Young DS 
18 
Old DS 19 
TD 44 

Young DS 
102 
Old DS 64 
TD 179 

Warren 
(2010) 

Autism, n=26 
(22/4), and 
age- and 
gender- 
matched TD 
n=78 (66/12) 

16-48 
mo 

English Autism 
1079 
TD 1138 

Autism 35 
TD 4 

Autism 134 
TD 188 

Zhang (2015) TD, n=22 
(10/12) 

3-23 mo Shanghai 
dialect and 
Mandarin 

Baseline 
1758 
1 mo 
2174 
1-3 mo 
1966 
4-6 mo 
1711 

Baseline 63 
1 mo 75 
1-3 mo 66 
4-6 mo 56 

NA 

1.3 The Present Study 
Because of the laborious coding required for estimating linguistic input from the ambient 

environment, studies focusing on child speech development are usually based on a limited set 

of recordings. To our knowledge, only three studies (Gilkerson et al., 2015; Lee et al., 2018; 
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Zhang et al., 2015) reported observations in Chinese-learning children’s natural environments 

using LENA. In view of this, LENA was adopted for data collection and processing in the 

present study. This paper explores the relationship among children’s vocalization, the 

linguistic input children received, and amount of interaction adults and children had per hour 

(e.g., total number of AWC/total length of a recording). However, the recordings included 

times when families were asleep. Thus, the present study investigated the research questions 

using the total length of the recording without LENA-determined silence time (i.e., quiet, 

sleep time) to calculate another set of average numbers of AWC, CT, and CV per hour (e.g., 

total number of AWC/(total length of a recording without silence time in the recording)). 

Periods of silence were removed to ensure that the analysis only included times when children 

were most likely to be awake. Analyzing results by removing periods of silence time from 

LENA recordings has also been reported in several other studies (Marchman, Martínez, 

Hurtado, Grüter & Fernald, 2017; Sacks et al., 2013). Since children at 0-2 years old sleep an 

average of 12.7 hours a day and children at 2-3 years old sleep an average of 12 hours a day 

(Galland, Taylor, Elder, & Herbison, 2012), the results of the present study could have been 

influenced by long sleeping times. Therefore, the present study aimed to compare the results 

when silence time was included with the results when silence time was removed from the 

analyses. 

The present study investigated the following questions: 

1. Do adult word count (AWC), conversational turn count (CT), and child vocalization count 

(CV) increase as children grow older? 

2. Are there different patterns in AWC, CT, and CV when LENA-determined silence time is 

removed? 

3. Are both AWC and CT effective contributors to the number of CV at 5, 10, 14, 21, and 30 

months? 

4. Do AWC, CT, and CV show cross-language differences? 

2. Methods 

2.1 Participants 
Seven Chinese-speaking families and their children (two males and five females) participated 

in the study. The families lived in Tainan, Taiwan, an environment where Mandarin Chinese 

and Southern Min (Taiwanese) were mostly spoken. All the children were born full-term 

without hearing or neurodevelopmental disorders. Table 2 shows demographic information of 

the participants. 
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Table 2. Demographic information of the participants 

Child Gender Birth order Mother’s education 

A F 1st M.A. 

B F 1st B.A. 

C F 1st B.A. 

D F 1st B.A. 

E M 1st B.A. 

F M 2nd B.A. 

G F 2nd B.A. 

2.2 Recording Procedure 
The digital language processor (DLP), a recording device developed along with the LENA Pro 

system (LENA Research Foundation, 2020), was used to collect data. Before each recording 

session started, a child wore a specially designed vest with a DLP (Figure 1). The caregiver 

turned the DLP on to start a recording session and switched the DLP off after 16 hours of 

recording. The recording file was automatically uploaded and processed (Figure 2) once the 

DLP was connected to a computer with the LENA Pro software. The LENA Pro software 

identified speech and other sounds from each recording and generated counts at 5-minute, 

hour, day, and month intervals. The authors retrieved the counts/reports (Figure 3) from the 

software for further analysis. 
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Figure 1. The LENA digital language processor (DLP) placed in the  
pocket of a vest 

 

Figure 2. Data transfer from a DLP to the LENA Pro software 
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Figure 3. Reports from the LENA Pro software 

A set of two recordings were made at each age: 5, 10, 14, 21, and 30 months old. A total of 70 

recordings were analyzed (i.e., 7 children x 5 ages x 2 recordings). All the recordings were 16 

hours in length except for 6 of the recordings due to insufficient power of the device used on 

the recording day. The 6 recordings were between 11 and 14 hours in length. 

2.3 Data Processing by the LENA Software 
The audio data was processed and categorized by the LENA Pro software into eight sound 

categories: (1) the key child who wore a vest with the DLP, (2) other child, (3) adult male, (4) 

adult female, (5) overlapping sounds, (6) noise, (7) electronic sounds (e.g., TV), and (8) 
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silence (i.e., silence, quiet, or vegetative sounds such as sneezes, coughs, or snores). Each 

category was further identified as clear and unclear (i.e., quiet and distant) subcategories. 

After the eight sound categories were identified, the LENA system determined adult word 

count (AWC), communication turn count (CT), and child vocalization count (CV). 

2.3.1 Adult Word Count (AWC) 
AWC measured the total number of words spoken around the key child. Using acoustic 

features in speech signal (e.g., formants, pitch, segment duration, silence duration), adult 

sounds were identified as phones using American-English phone parsing models. Speech 

segments were identified based on differential acoustic energy patterns, and no specific adult 

words were identified. AWC included both speech directed to the key child and speech 

directed to others. In Mandarin Chinese, one syllable represents one spoken syllable, whereas 

one word may contain one or more spoken syllables. For example, 窗戶 chuang hu (window) 

has two spoken syllables but counts as one word. Gilkerson et al. (2015) compared syllable 

count (e.g., 窗戶 chuang hu = two syllables) and word count (窗戶 chuang hu = one word) 

transcribed by a trained native Chinese human transcriber with AWC and found that both 

comparisons showed valid and reliable estimates of adult word count. The authors suggested 

that since the comparisons were both reliable, researchers can use LENA-determined AWC 

(syllable count) in future studies. The authors also indicated that since all languages have 

phonemes and syllables, and the acoustic features of consonants and vowels are similar across 

languages, using acoustic information to estimate adult word count should not be affected by 

language differences. 

2.3.2 Conversational Turn Count (CT) 
Conversational turn count (CT) refers to the total number of conversational turns the child 

engaged in with other speakers. A conversational turn is defined as a child speaking and an 

adult or a child responding, or an adult or a child speaking and the child responding within 5 

seconds. Both intentional and unintentional vocal production and responses can be counted as 

turns. 

2.3.3 Child Vocalization Count (CV) 
Child vocalization count (CV) is the total number of speech-related vocalizations the child 

produces. A CV would be identified if there was a 300 millisecond or longer vocal break 

between the key child’s vocalization. Cries, laughs, and vegetative sounds such as sneezes, 

coughs were excluded from child vocalization count. Similar to AWC, the LENA system did 

not identify specific words or syllables in utterances. If a child says “ma” or “I want that I 

want that I want that” without pauses between words, each utterance is counted as one 
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vocalization. 

2.4 Data Analyses 
Five categories retrieved from the LENA reports were used for further analyses in the present 

study: (1) the length of each recording, (2) adult word count (AWC), (3) communication turn 

count (CT), (4) child vocalization count (CV), and (5) length of silence in each recording. The 

total number of words or sounds in each recording may differ depending on the length of the 

recording. Since the length of each recording was different, the average number of AWC, CT, 

and CV per hour retrieved from each recording was first calculated. Next, the average number 

of AWC, CT, and CV per hour retrieved from each recording without silence were calculated. 

Two sets of statistical measures were then analyzed. First, six one-way repeated measure 

ANOVAs were performed to explore whether there were any changes in the three variables 

(the average number of AWC, CT, and CV per hour) across time as well as when silence was 

included or excluded. Next, ten multiple regressions were performed at the ages of 5, 10, 14, 

21, and 30 months to examine how much AWC and CT contribute to CV at each age and 

whether or not silence was included. 

3. Results and Discussion 

3.1 Changes of AWC, CT, and CV Overtime 
Figure 4A shows the average number of adult word count (AWC), conversational turn (CT), 

and child vocalization (CV) per hour and their standard deviations from the recordings made 

at 5, 10, 14, 21, and 30 months. The average number of AWC per hour shows an increase from 

5 to 10 months and a gradual decrease from 10 to 30 months. However, the differences among 

the five ages are not statistically significant, which is similar to the finding of Gilkerson and 

Richards (2008). The authors stated that AWC and chronological age in English-speaking 

families were not significantly correlated. The results in the present study also showed that the 

number of child vocalizations increased slowly with age, even when the child received a fair 

amount of linguistic input from the environment. That is, children heard an average of 412 to 

752 adult words per hour from 5 months to 30 months old. However, the average number of 

child vocalizations only increased from 27 to 90 vocalizations per hour from 5 to 30 months. 

The average number of CT per hour also shows a gradual increase from 5 (5 per hour) to 

30 (23 per hour) months. The differences among the five ages are statistically significant [F(4, 

24) = 3.318, p < .05]. A post hoc analysis indicates that the average number of CT per hour at 

21 months (18 per hour) is significantly higher than at 5 months (5 per hour) [t(6) = 3.716, p 

< .05]. The increased number of CT indicates that the adults became more and more 

responsive to their children’s utterances, and vice versa. The adults may have initiated the 
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conversation when they thought that their children were ready to talk, or responded to their 

child utterances right away. The children may have also learned to gain other people’s 

attention by producing sounds. Or, they may have learned to respond to adults’ speech right 

away as they grew older. 

 4A 

4B 

Figure 4. Average adult word (AWC), conversational turn (CT), child vocalization 
(CV) per hour with and without silence and standard deviations at 5, 10, 14, 21, and 
30 months 

5 mo 10 mo 14 mo 21 mo 30 mo

AWC 412 752 687 717 601

CT 5 9 12 18 23

CV 27 33 43 69 90

0
200
400
600
800

1000
1200
1400
1600
1800
2000

A
W

C
, C

T
, C

V
 p

er
 h

ou
r 

an
d 

S
D

5 mo 10 mo 14 mo 21 mo 30 mo

AWC 1733 1945 1850 1889 1252

CT 23 27 38 58 48

CV 120 108 131 200 190

0
200
400
600
800

1000
1200
1400
1600
1800
2000

A
W

C
, C

T
, C

V
 p

er
 h

ou
r 

w
ith

ou
t s

ile
nc

e 
an

d 
S

D



 

 

               Linguistic Input and Child Vocalization of 7 Children              93 

from 5 to 30 Months: A Longitudinal Study with LENA Automatic Analysis 

3.2 Changes of AWC, CT, and CV Overtime after Removing Silence 
Periods of silence were removed from recordings to ensure that only the times when children 

were most likely to be awake were included in the analysis. Figure 4B shows the average 

number of AWC, CT, and CV per hour and their standard deviations after removing the 

periods of LENA-determined silence from the recordings. The standard deviations of the 

average AWC per hour was high at all five ages as shown in both Figures 4A and 4B. 

However, the variability across families is even higher after the periods of silence were 

removed. The percentage of silence (i.e., (silence time/total length of recording) x 100) 

decreased with age (i.e., 5 mo: 73%, 10 mo: 66%, 14 mo: 62%, 21 mo: 59%, 30 mo: 48%), 

which was in line with Galland’s et al. (2012) finding that children’s sleep time decreased 

with age. 

As expected, the mean number of the three variables was at least twice as high without 

silence as with silence. Without silence time, the average number of CT and CV per hour also 

gradually increased from 5 (CT: 23; CV: 120 per hour) to 30 months (CT: 48; CV: 190 per 

hour). But, the differences among the five ages were not statistically significant. The average 

number of AWC per hour showed an increase from 5 (1733 per hour) to 10 (1945 per hour) 

months and a gradual decrease from 10 to 30 (1252 per hour) months. Yet, the differences 

among the five ages were not statistically significant either. Also, the average number of CT 

per hour was significantly different across ages before silence was removed, but was not 

significant after silence was removed. The average number of CT (i.e., increased with age), 

and the periods of silence (i.e., decreased with age) may account for the change. 

In addition, the AWC and CT in the present study from the data across the five ages with 

silence removed (AWC: 1734; CT: 39 per hour) were more similar to Chinese-speaking data 

from Zhang et al. (2015) (AWC baseline: 1758; CT baseline: 63 per hour) than the results 

with silence included (AWC: 634; CT: 14 per hour). Zhang et al.’s (2015) results were more 

similar to results when silence was excluded in the present study because the authors 

instructed their Chinese-speaking families to record for 12 hours during the daytime. The 

finding also suggests that LENA-determined silence was identified as reasonably accurate. 

3.3 Relationships among AWC, CT, and CV 
Multiple regressions were performed at each age to explore the relationship among AWC, CT, 

and CV. The results showed that the numbers of AWC and CT could predict the numbers of 

CV at 10 months and 30 months. At 10 months, the results of the regression indicated that the 

model explained 88.1% of the variance and that the model was a significant predictor of the 

number of CV, F(2,4) = 23.306, p = .006. While the number of CT contributed significantly to 

the model (B = 3.677, p = .003), the number of AWC did not (B = -.008, p = .222). That is, the 

increase of one unit of CT could contribute to the increase of 3.677 units of CV. At 30 months, 



 

 

94                                                      Chia-Cheng Lee et al. 

the results of the regression indicated that the model explained 95% of the variance and that 

the model was a significant predictor of the number of CV, F(2,4) = 57.9, p = .001. While the 

number of CT contributed significantly to the model (B = 3.899, p = .002), the number of 

AWC did not (B = -.044, p = .266). That is, the increase of one unit of CT could contribute to 

the increase of 3.899 units of CV. 

3.4 Relationships among AWC, CT, and CV after Removing Silence 
Multiple regressions were performed at each age to explore the relationship among AWC, CT, 

and CV after the removal of the silence. The results showed that the numbers of AWC and CT 

could successfully predict the numbers of CV at 10 months, 21 months and 30 months. At 10 

months, the results of the regression indicated that the model explained 85.4% of the variance 

and the model was a significant predictor of the number of CV, F(2,4) = 18.614, p = .009. 

While the number of CT contributed significantly to the model (B = 4.194, p = .004), the 

number of AWC did not (B = -.017, p = .168). That is, the increase of one unit of CT could 

contribute to the increase of 4.194 units of CV. At 21 months, the results of the regression 

indicated that the model explained 91.3% of the variance and that the model was a significant 

predictor of the number of CV, F(2,4) = 32.397, p = .003. While the number of CT contributed 

significantly to the model (B = 3.656, p = .001), the number of AWC did not (B = -.054, p 

= .058). That is, the increase of one unit of CT could contribute to the increase of 3.656 units 

of CV. At 30 months, the results of the regression indicated that the model explained 93.9% of 

the variance and that the model was a significant predictor of the number of CV, F(2,4) = 

47.429, p = .002. While the number of CT contributed significantly to the model (B = 4.077, p 

= .01), the number of AWC did not (B = -.028, p = .664). That is, the increase of one unit of 

CT could contribute to the increase of 4.077 units of CV. Both sets of analyses indicated that 

speech directed to children or speech spoken right before or after child vocalizations (i.e. CT) 

imposed stronger effects to children’s vocalizations than speech that was not spoken in 

temporal proximity to children’s vocalizations. 

3.5 Cross-language Comparison 
With silence time included, the average number of AWC, CT, and CV across the five ages was 

634, 14, and 52 per hour (i.e., 634*12 hr=7608, 14*12 hr=168, 52*12 hr=624 per 12-hour day) 

respectively. Compared with the English normative percentile estimates for AWC, CT, and 

CV in Gilkerson and Richards (2009), the Chinese-speaking families’ AWC in the present 

study were at the 10th-20th percentile, and CT and CV were below the 10th percentile. With 

silence excluded, the average number of AWC, CT, and CV across the five ages was 1734, 39, 

and 150 per hour (20808, 468, 1800 per 12-hour day) respectively. Compared with the English 

normative percentile estimates for AWC, CT, and CV in Gilkerson and Richards (2009), the 
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Chinese-speaking families’ AWC in the present study were at the 80th-90th percentile, and CV 

and CT were at the 40th-50th percentile, which were much higher than when silence was 

included. As discussed earlier, the results with silence excluded were more similar to Zhang et 

al.’s (2015) AWC and CT baseline values; the results with silence excluded can be compared 

to the results in Gilkerson and Richards (2009). These results showed that the 

Chinese-speaking caregivers in the present study were on the talkative end of the English 

normative estimates. However, the Chinese-speaking adults and children were not vocally 

engaged at similar rates as AWC because the percentile of CT and CV were much lower than 

percentile of AWC. Gilkerson and Richards (2009) found that children who were first-born, 

were girls, or had parents with higher education tended to receive more adult talk each day. In 

the present study, the three factors might have also contributed to high AWC in the present 

study: 1) All seven mothers were highly educated, having received at least a bachelor’s degree, 

2) five out of the seven children were first born, and 3) five of the seven children were girls. 

However, unlike the results reported in Gilkerson and Richards (2009), the talkative 

caregivers in the present study did not have talkative children. 

 
Figure 5. Average adult word (AWC), conversational turn (CT), child vocalization 
(CV) per hour from the present study and Gilkerson and Richards (2008) 

Figure 5 shows longitudinal CT and CV changes in the English-speaking families from 

Gilkerson and Richards (2008) and the Chinese-speaking families from the present study. 

Both groups of families showed a gradual increase with age. When silence was included, the 

Chinese-speaking families showed overall lower CT and CV than the English-speaking 

families. However, when silence was removed, the Chinese-speaking families showed higher 

values than the English-speaking families. The group differences could be explained by the 

fact that the LENA-determined silence not only included times when families were sleeping 
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but also when families were awake but quiet. The results of the two sets of data would be 

more comparable if the English samples also exclude LENA-determined silence. Another 

possible reason for the group differences is sample size. More participants and detailed 

analyses are needed to explore possible cultural differences or confirm the results. 

3.6 Limitations and Future Directions 
Limitations were identified in the present study and can be addressed in future research. First, 

a differentiation of the number of child-initiated conversational turns and adult-initiated 

conversational turns would help examine parent-child interaction patterns and identify the 

relationship between CT and CV. Now, CT consists of both when a child speaks and an adult 

responds, and when an adult speaks and the child responds. The LENA Advanced Data 

Extractor (ADEX, LENA Research Foundation, 2020) would be useful in future research 

because it provides a more detailed output, including utterances or words of male adults, 

female adults, the key child, and other children. 

Second, to ensure that the key child is really taking turns with another speaker or vice 

versa, the content of the adult words and child vocalizations requires human coding because 

the LENA system does not identify the content of the speech sample. For example, it is 

possible that a parent was holding the key child while talking to another person, but the LENA 

system may count this parent’s utterances as if she or he were talking to the key child. Third, 

regarding the unit of speech samples, the LENA system categorizes adult and child speech 

samples in different units. AWC refers to the number of individual words adults speak, while 

CV means the number of speech-related utterances produced by the children. When a child 

produces prelinguistic sounds in a sequence or one breath, the LENA system may count these 

sounds as one CV. However, when the child starts to produce words or a mixture of babbling 

and words, the LENA system may still recognize those word strings/vocalizations as one CV. 

Again, human coding of the recording would be able to identify children’s utterances in word 

or syllable units when the child starts to produce words. 

Furthermore, the results of the present study were only compared with the English 

normative estimates because Chinese normative estimates using LENA are not available. 

Developing a Chinese version of the LENA normative estimates would enhance people’s 

understanding of the effects of early vocal development and adult-child interactions on later 

development in the Chinese-learning children. Including a larger cohort of participants (i.e., 

with different socio-economic status, later-born children, male children) to collect a corpus 

would best represent the Chinese-learning children’s speech capacity at the age. 
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4. Conclusion 

The LENA automated approach has provided researchers with a new recording method that 

has automatic parsing capacities. The researchers investigated longitudinal changes in the 

average AWC, CT, and CV with and without silence time, relationship among the three 

variables, and cross-language comparison in Chinese-learning families with children ranging 

in age from 5 to 30 months. The percentage of LENA-determined silence decreased with age, 

indicating that the children’s awake time increased as they age. The results also showed that a 

typically developing Chinese-learning child in the present study listened to an average of 1734 

adult words, engaged in 39 conversational turns, and produced 150 vocalizations per hour 

from 5 to 30 months of age when he or she was awake. Child vocalizations and conversational 

turns increased over time, but adult word count did not show a clear pattern. When the periods 

of silence were included, the number of AWC and CT predicted the numbers of CV at 10 

months and 30 months. After the periods of silence were removed, the results showed that the 

numbers of AWC and CT predicted the numbers of CV at 10, 21, and 30 months. This result 

suggests that the speech produced in temporal proximity to children’s vocalizations or directed 

to children exerted a stronger influence on the number of child vocalizations than the quantity 

of adult words. 
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應用多跳躍注意記憶關聯於記憶網路之研究 

A Research of Applying Multi-hop Attention and 

Memory Relations on Memory Networks 

詹京翰、劉立頌、李俊宏 

Jing-Han Zhan,Alan Liu, and Chiung-Hon Lee 

摘要 

機器學習與深度學習近年發展越來越迅速，在自然語言處理任務上取得相當大

的突破。透過類神經網路可以實現複雜的語言任務，如文章分類、摘要提取、

問答任務、機器翻譯、圖片說明生成等。本論文以記憶網路做為研究目標、問

答任務作為驗證應用。模型將先驗知識保存於記憶中，再透過注意力機制

(Attention Mechanism)找出與問題相關的記憶，並推理出最終答案。問答任務

數據集採用 Facebook 所提供的 bAbI 數據集，其中共有 20 項不同種類的問答

任務，可驗證模型在不同任務的準確率。此研究透過記憶間的關聯計算，縮減

記憶關聯的數量，除了下降 26.8%權重的計算量外，也能提高模型的準確率，

於實驗中最多可提高約 9.2%左右。同時實驗採取較小的數據量作為驗證目標，

改善即使在數據集不足的情況也能達到相當程度的改善效果。 

Abstract 

With the rapid advancement of machine learning and deep learning, a great 

breakthrough has been achieved in many areas of natural language processing in 

recent years. Complex language tasks, such as article classification, abstract 

extraction, question answering, machine translation, and image description 

generation, have been solved by neural networks. In this paper, we propose a new 
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model based on memory networks to include a multi-hop mechanism to process a 

set of sentences in small quantity, and the question-answering task is used as the 

verification application. The model saves the knowledge in memory first and then 

finds the relevant memory through the attention mechanism, and the output module 

reasons the final answer. All experiments have used the bAbI dataset provided by 

Facebook. There are 20 different kinds of Q&A tasks in the data set that can be 

used to evaluate the model in different aspects. This approach reduces the number 

of memory associations through the calculation of associations between memories. 

In addition to reducing the calculation weight of 26.8%, it can also improve the 

accuracy of the model, which can increase by about 9.2% in the experiment. The 

experiments also used a smaller amount of data to verify the system for improving 

the case of insufficient data set. 

關鍵詞：記憶網路、多點跳躍網路、關係網路、注意力機制 

Keywords:Memory Networks, Multi-hop Networks, Relation Networks, Attention 
Mechanism 

1. 緒論 (Introduction) 

深度學習研究近年大幅成長，其中記憶網路模型於文字相關的自然語言任務受到了不少

關注。在自然語言領域中，聊天機器人、問答任務等，都具有序列資料的特性，也就是

文句字詞有時間先後的關係，因此計算的過程需要給與模型詞序資訊，或是依照順序輸

入至模型內。其中記憶模型使用外部記憶的方式儲存文本或先驗知識，推理時再從中找

出與問題關聯性高的記憶內容，可以避免在計算過程中損失重要的資訊。其中結合了注

意力機制的應用，使輸出模組可以根據現在的問題關注重要的記憶內容，推理得出正確

的答案。 

應用於語言模型領域中的記憶網路模型有單跳躍注意機制(Single-hop attention) 與

多跳躍注意機制(Multi-hop attention) 的推理方式，因記憶與記憶間相互獨立，在數據量

足夠大的狀況下已可學習到不錯的效果。但在數據量較小的前提下則較為無法學習數據

內的資訊。為提高模型學習與推理的能力，提高記憶儲存效率與模型的推理方法則顯得

相當重要。 

本研究結合自然語言常用資料集與深度學習的工具，嘗試結合不同理論，強化語言

理解與推理能力，並分析實驗結果的表現。實驗採取較小的數據量作為驗證目標，改善

即使在數據集不足的情況也能達到相當程度的改善效果。目的歸納如下兩點。 

(一) 研究多跳躍注意機制對於記憶網路預測的表現。 

(二) 研究記憶網路記憶關聯提取對於推理能力的提升。 

本論文研究在小數據集的前提下，不同的機制對於問答系統模型的影響。在研究中

我們將關係網路的概念，以關聯記憶的形式與記憶模型結合，於 bAbI 數據集(Weston, 
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Bordes, Chopra & Mikolov, 2016)20 項任務中驗證，準確率最多可提高約 9.2%左右的準確

率。關聯提取的部分還有降低權重的功用，相比於保存所有關聯計算，平均每項任務可

下降 3 萬個權重數量，整體下降 26.8%權重的計算量。 

我們在接下來的小節討論與整理記憶網路相關領域研究文獻；第三節為研究方法與

設計，對於本論文研究方式與方法做一系列的整理與說明；第四節則為實驗結果與分析，

比較改善前後模型的表現，驗證所採用方法的可行性與價值；最後一節為結論與建議，

總結本論文所採用方法的優缺點，以及未來可嘗試的方向。 

2. 文獻回顧 (Literature Review) 

記憶網路(Memory Networks)主要運用於問答任務與情感分析等應用上，採用外部記憶的

方式儲存先驗知識，透過注意力機制找到與問題相關的記憶內容，再利用推理模組從問

題與相關記憶得出最終答案。記憶網路由許多模組組合而成，各個部分可由設計者採用

不同方式實現，本小節介紹記憶網路相關研究，以及語言模型的相關理論。 

2.1 注意力機制 (Attention Mechanism) 
注意力機制(Attention mechanism)最早應用於圖像領域，論文(Bahdanau, Cho & Bengio, 

2015)結合類神經網路模型，將其運用於機器翻譯任務上，首次將注意力機制應用於自然

語言處理領域上。 

自從編碼器解碼器架構(Encoder-Decoder) (Cho et al., 2014)的提出，改善了單個 RNN 

(Recurrent Neural Networks) (Elman, 1990)長期記憶的不足，並提升了在自然語言處理領

域各種任務的效果。但因輸出解碼過程在不同時間步所輸入的編碼向量相同，導致在轉

換的過程中容易損失許多訊息，若提高向量大小則會導致計算量增加，而注意力機制的

提出可以有效提高模型編碼的效率。 

2.2 記憶網路 (Memory Network) 
記憶網路(Memory Network, MemNN) (Weston, Chopra & Bordes, 2014)由 Facebook 人工智

慧實驗室所提出，目的在提高類神經網路模型長期記憶能力，應用於序列性資料上。如

保存問答任務的先驗知識、聊天的語境訊息等。過往在處理序列性資料時，RNN 可以有

效的處理短期時間先後關係，每個時間步都會參考上一個時間步輸出的結果，但其只透

過記憶單元儲存重要資訊，隨時間步推移更新記憶單元內容，對於長序列的訓練過程中

可能會有梯度消失(gradient vanishing) 與梯度爆炸(gradient exploding) 的問題發生，造成

RNN 在長期記憶中表現不是很好。即使後來長短期記憶模型(Long Short-Term Memory, 

LSTM) (Hochreiter & Schmidhuber, 1997)相對提高了長期記憶能力，但對於更大的序列仍

然有其限制存在。 

記 憶 網 路 的 限 制 在 於 訓 練 過 程 需 要 透 過 強 監 督 的 方 式 學 習 (Strong-Supervised 

Learning)，訓練用數據需要提供與查詢相關的標註句子，然而並非所有數據集都有支持
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事實的標註，並不利於將此模型應用到不同的數據集或不同任務上。端對端記憶網路

(End-to-End Memory Networks, MemN2N)模型(Sukhbaatar, Szlam, Weston & Fergus, 2015)，

在記憶網路模型的基礎上修改與完善，使其能以端對端的方式完成學習。透過弱監督方

式(Weak-Supervise Learning) 即可完成訓練，有利模型的擴展並應用到不同的任務或資

料集上。此模型利用軟性注意力機制(Soft Attention Mechanism) 來估計每條記憶與問題

相關的程度，並使用相關性高的記憶計算出最後的輸出。 

動態記憶網路(Dynamic Memory Networks, DMN)模型(Kumar et al., 2016)，將大部份

自然語言處理領域的任務視為問答任務的一種。該模型以記憶網路為基礎進行改善，可

透過端對端學習完成訓練，應用於問答任務、情感分析以及詞性標註等。模型架構與記

憶網路模型相似，主要由四個模組所組成，分別為輸入模組、問題模組、情景記憶模組

(Episodic Memory Module) 與應答模組。與前述記憶網路的不同在於編碼方式。此模型

採用門控循環單元模型(Gate Recurrent Unit, GRU) (Chung, Gulcehre, Cho & Bengio, 2014)

編碼，隨著時間步的推移更新隱藏狀態。相較於單純使用詞袋(Bags of word, BOW) 更可

以表示出字詞之間的順序關聯。 

在問答系統中加入知識庫(Knowledge Bases, KBs)可以有效的提高模型的知識儲存

量，但其並不夠完整，無法支持不同類型的答案，由於數據的稀疏性，較難創建包含所

有領域的 KB，不利於擴展到不同的領域。鍵值記憶網路(Key-Value Memory Networks)

模型(Miller et al., 2016)使用鍵值(key-value) 的方式將文章中的編碼存取下來，架構基於

端對端記憶網路模型，針對先驗知識的儲存提出不同方式編碼，應用於自然語言中問答

的相關領域。 

鍵值記憶網路模型與端對端記憶網路模型相似，最大的不同在於記憶的儲存方式。

端對端記憶網路透過不同的嵌入矩陣對文本編碼，而鍵值記憶網路則透過鍵值的方式表

示，以鍵記憶(key memory)與值記憶(value memory)形式儲存。鍵值記憶網路優點為在訓

練網路之前，可先對先驗知識進行適合的編碼。即使是不同領域的知識，使用者也可選

擇編碼方式，而不單純依賴於詞嵌入矩陣的訓練，在使用上有了更多的彈性。 

遞歸實體網路(Recurrent Entity Networks, EntNet)模型(Henaff, Weston, Szlam, Bordes 

& LeCun, 2017)，記錄世界的實體與狀態於記憶中，當有新資訊輸入時，則根據輸入訊

息更新相對應記憶單元，可應用於自然語言中的閱讀理解與問答任務中，其在 bAbI-10k

數據集與 Children'sBook Test (CBT)數據集 single hop 訓練中，較更早提出之方法表現為

優。 

我們依照論文(Sukhbaatar et al., 2015) (Henaff et al., 2017)中之方法，以一千筆訓練資

料進行實驗發現，最初記憶模型有效改善長期記憶關係，可在 bAbI 資料集中通過 16/20

項任務。但需要透過強監督方式進行訓練，並不利於擴展應用。而弱監督訓練則只能通

過 2/20 項任務，且錯誤率大幅增長。而端對端記憶網路模型透過弱監督方式訓練，相較

於弱監督記憶網路，通過任務比例提昇，也大幅下降平均錯誤率。 

而綜合前述論文所提供的數據，以一萬筆訓練資料為前提實驗，相較於前述以一千
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筆資料訓練，模型相對通過更多的任務。端對端記憶網路模型通過了 17/20 項任務；動

態記憶網路模型通過了 18/20 項任務。而首先通過所有任務的模型為遞歸實體網路模型，

其平均錯誤率降低至 0.54%。如表 1 所示。 

表 1. 不同模型於 10k 數據量實驗結果 
[Table 1. Experimental results of different models with 10k data] 

Model MemNN MemN2N DMN EntNet 

Mean Error 39.2 4.2 6.395 0.54 

Failed Tasks(error>5%) 17 3 2 0 

雖然在表 1 中 EntNet 在 10k 數據量，錯誤率小於 5%的標準中通過所有任務，但其

在部份任務中的錯誤率還是大於 4%。而且若是利用較少的 1k 的數據量進行訓練的話，

正確度則會從原本的 99.5%降到 89.1%。因此在較少數據的情況下，模型的準確性還有

可以改進的空間。若是模型能提高少數據下訓練的效果，可以減少訓練時間，與資料收

集的成本。而若是要應用到其他的資料量較少的情況，也能有比較好的效果。 

2.3 多跳躍注意機制 (Multi-hop Attention) 
多跳躍注意(Multi-hop Attention)機制於端對端記憶網路模型中所提出，透過不斷比對問

題與記憶得出問題答案，這個過程模擬人類在推理過程的思考方式，後續模型透過不同

的方式實現多跳躍機制，用以強化模型的推理能力。 

問 題 簡 化 網 路 模 型 (Question Reduction Networks, QRN) (Seo, Min, Farhadi & 

Hajishirzi, 2017) 模型架構為 RNN 的一種，可有效處理短期與長期序列關係。透過多輪

讀取機制，逐漸簡化問題，達到深入語意理解的效果，最後推理得出最終答案並轉化為

自然語言輸出。此外 QRN 模型中所提出的公式允許在遞歸神經網路時間軸上並行化，

提升訓練與推理部分的效率。 

AOA Reader 模型(Attention-over-Attention) (Cui et al., 2017)，應用於填空任務

(Cloze-style questions)。與過往模型最大的不一樣在於透過不一樣的注意力機制組合，計

算出權重預測最後的結果，而非使用單一一種注意力機制計算方法。模型透過雙向門控

循環模型對先驗知識與問題進行編碼，將編碼向量點積相乘，經過 softmax 計算出詞彙

的機率，此注意力機制的計算方法為許多模型通用方法，而此論文創新的地方為其不僅

計算 document-to-query 的注意力數值，也計算 query-to-document 的注意力權重，最後利

用兩者矩陣相乘得到最後注意力機制數值，並透過後續模型進行推理。 

論文(Trischler et al., 2016)提出了 EpiReader 神經網路模型，用以解決自然語言任務

中的填空問題。EpiReader 模型分為兩個部分，第一部分為提取模組(Extractor)，通過淺

層文本與問題的比對，提取出若干個問題的可能候選答案；第二部分為推理模組

(Reasoner)，通過更深層的語意比較候選答案與問題之間的關聯。提取模組從大量可能性

中篩選出小部分候選答案，而推理模組則處理更精確的推理匹配部分。 
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神經語意編碼器模型(Neural Semantic Encoders, NSE) (Munkhdalai & Yu, 2016)架構，

在過往多輪讀取機制多為固定步數，但並非所有的問題需要相同推理的步數。有些問題

只需要簡單的詞句比對即可得出結論，有些問題則需要複雜的語意理解與深度推理，因

此 NSE 利用動態步數調整模型以解決此問題。 

整理論文(Sukhbaatar et al., 2015) (Henaff et al., 2017) (Seo et al., 2017)實驗數據以表

格呈現，首先表 2 實驗在 bAbI 數據集上，以一千筆資料訓練，透過表格中可發現透過多

跳躍機制可提高通過的任務數量或是降低平均錯誤率，不同多跳躍步數也會影響結果。 

表 2. QRN 與 MemN2N 模型不同 hop 實驗數據 
[Table 2. Different hop experimental data of QRN and MemN2N models] 

Model 
MemN2N QRN 

1 hop 2 hop 3 hop 2r 3r 

Mean Error  9.58 8.45 8.15 9.9 11.3 

Failed Tasks(error>5%)  17 11 11 7 5 

以兒童圖書測試數據(Children's Book Test, CBT)為實驗數據，表 3 整理幾種單跳躍

與多跳躍模型實驗結果，目前效果最優為多跳躍模型，因此多跳躍機制成為目前研究領

域的趨勢，而本論文研究也將嘗試以不同方式將多跳躍注意機制結合單跳躍模型。 

表 3. Single 與 Multi hop 不同模型於 CBT 數據及實驗結果 
[Table 3. Different models of Single and Multi hop experimental results] 

Model Named Entities Common Nouns 

Single Pass 

Kneser-Ney Language 
Model + cache 

0.439 0.577 

LSTMs (context+query) 0.418 0.560 

Window LSTM 0.436 0.582 

EntNet (general) 0.484 0.540 

EntNet (simple) 0.616 0.588 

Multi Pass 

MemNN 0.493 0.554 

MemNN+self-sup 0.666 0.630 

EpiReader 0.697 0.674 

AoA Reader 0.720 0.694 

NSE 0.732 0.714 
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2.4 關係網路 (Relation Network) 
關係網路(Relation Network) (Santoro et al., 2017)目的在於透過加入對物件、實體或是語

句之間的關係計算，提供更多訊息給後續推理模組進行推理。關係網路應用於圖像問答

(Visual Question Answering, VQA)，使用簡單的模型來建構物體之間的聯繫，核心概念在

於最終答案與成對的對象具有一定的關聯性，而問題也會影響對成對對象的查詢。其透

過神經網路計算任意對象兩兩之間的潛在關係。 

關係網路的優勢在於其架構簡單，使用彈性大，可將其插入於不同的模型裡，提高

了模型推理的能力，可應用於關係推理相關任務上。前述論文在實驗中使用問答相關資

料集做為驗證，在 bAbI dataset 二十個任務中通過了十八個，而在 Sort-of-CLEVR 中取得

最優的結果，且超過人類所能達到的分數。 

RelNet (Bansal, Neelakantan & McCallum, 2017)中將計算兩兩物件之間關係的概念

帶入遞歸實體網路中，此論文將關係概念用來計算記憶與記憶之間的關聯。過往遞歸實

體網路模型與記憶網路相關模型，記憶的儲存相互之間獨立，而 RelNet 模型透過關係計

算將記憶彼此連結起來。計算記憶狀態儲存的公式與原模型相同，差別在多加上了計算

不同記憶之間的關聯，並應用於最後的推理計算上。 

遞歸關係網路(Recurrent Relational Networks, RRN)模型(Palm, Paquet & Winther, 

2017)運用節點關係解決數獨的問題，在 9*9 的數獨內共有 81 個節點，每個節點都需要

考慮同一行、同一列與同個方框內的訊息，不能出現同樣的數字。此模型對每個節點初

始化的狀態為{݄1,݄2,…,݄81}，透過多層感知器(MLP) 計算每個節點之間的關聯，將計

算出的關係數值相加，用以更新結點的狀態，每個節點的更新考慮上一個時間步的狀態、

輸入以及關係數值。此模型除了應用於數獨上，也在 bAbI 數據集、Pretty-CLEVR1 表現

優秀。 

以(Cui et al., 2017) (Trischler et al., 2016)兩篇論文實驗所提供的資料為基礎，使用

bAbI 數據集中 10k 數據量訓練，並平均 20 項任務的錯誤率比較結果顯示於表 4。由實驗

可以了解到，加入關係計算能有效的提升模型的訓練結果與計算。 

表 4. relation 相關模型比較 
[Table 4. A comparison of relation models] 

Method Mean Error Rate (%) 

RRN 0.46±0.77 

RelNet 0.29 

EntNet 9.7±2.6 

2.5 預訓練模型 (Pre-trained Model) 
近年來的語言模型研究使用大量文章預訓練(Pre-train)通用語言模型，然後再根據具體應

用，用 supervised 的訓練資料，微調(Fine-tuning)模型，使之適用于具體應用，來提昇模
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型的效能。 

其中 BERT 模型(Devlin, Chang, Lee & Toutanova, 2018)以及後續發表，讓 BERT 更

小，訓練更快的 Albert 模型(Lan et al. 2019)，被廣泛地應用於問答任務，且得到相當優

異的成果。 

這種結合預訓練模型再加上後續的微調訓練的方式，可以讓許多的自然語言處理任

務得到極大幅度的效能提升，也讓我們可以用更小的資料就能訓練出極好的效果。 

3. 研究方法 (Research Method) 

記憶網路透過外部記憶的保存，強化長期記憶的能力，經過注意力機制找尋與問題相關

的記憶槽，推理出對應的答案。記憶槽與記憶槽之間相互獨立運作，針對不同的實體保

存相關訊息，對於需要多項記憶交互推理的複雜任務，推理模組較無法使用足夠的訊息

輸出正確答案。本研究則透過記憶之間的關聯計算與多跳躍機制推理，嘗試提高模型記

憶儲存與推理能力，並以問答相關任務作為驗證，模型需要具備語言理解以及推理的能

力。接下來我們將介紹本論文整體模型的架構，並介紹各模組內的設計。 

3.1 模型架構 (Model Architecture) 
本論文之模型架構以 EntNet 模型(Henaff et al., 2017)為基礎，用固定大小記憶單元保存輸

入數據的實體與相關屬性，記憶內容則隨著輸入句子即時更新。模型架構在記憶槽

(memory slot)之間加上記憶關聯的計算與提取，保存於關聯槽(relation slot)內。原模型記

憶槽與記憶槽之間相互獨立運作，但記憶與記憶之間應具有一定的關聯，透過關聯計算

可將各記憶槽內容聯繫起來。模型主要可分為三個部分，分別為 Encoder 模組，負責將

輸入的自然語言詞句編碼為向量的形式，以利電腦後續計算；動態記憶模組在每次句子

輸入時，更新記憶槽內所儲存的資訊，再透過計算記憶槽彼此間的關聯來更新關聯槽，

記憶槽大小與關聯槽大小相等；最後輸出模組根據問題，從記憶槽與關聯槽中推理出最

後的答案。整體架構如下方圖 1 模型架構圖所示。相較 EntNet，在本架構中我們加入了

Relation memory 的部份，以嘗試透過結合記憶關聯計算，增加記憶間的聯繫。 

 
圖 1. 模型架構圖. 

[Figure 1. Diagram of the model architecture]
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3.2 Encoder模組 (Encoder Module) 
此模型應用於問答任務上，所使用的數據皆為自然語言形式，自然語言無法直接輸入至

電腦計算，因此在輸入至模型訓練前須先轉換為編碼的形式，以利後續的運算，此模組

分為兩個步驟編碼，透過 Label encoding 初步將句子轉換為數字，再經過 Position encoding

給予字詞於整體句子的相對位置資訊。首先建立詞彙庫，將數據集中所有用到的詞彙對

應到一個固定的數字，詞彙庫中詞彙量與數字量相等，不會新增多於欄位的詞彙。完成

詞彙庫的建立後，將數據集根據詞彙庫轉換為數字的形式表示。範例如下所示:{}內為不

同詞彙所對應的編號，[]為每個句子依照詞彙庫轉換為對應編號。 

{hallway:1,John:2,the:3,to:4,went:5,.:6} 

John went to the hallway.→[2,5,4,3,1,6] 

基本數值轉換後，雖然句子都以數字形式表示，但編碼並無相對應的意義，以上面

例子為例，hallway 數值為 1、John 數值為 2，hallway 的兩倍為 John，這並無法解釋詞

與詞之間的關係，所以這些數字將會再次轉換為模型訓練出來的向量，而數字是為了將

相同的詞彙轉換為相同的向量。首先根據詞彙庫的大小，建立與詞彙量相等量的可訓練

向量，每個詞彙有對應的向量，並在整體模型訓練的過程中一起更新向量數值，透過使

用自然語言相關數據集，訓練詞彙對應的向量。 

位置編碼（Position encoding）目的在於賦予字詞之間順序的關係，自然語言語意會

根據詞彙的順序而有所不同，若是使用 BOW 的方式編碼，詞彙出現在句子任意位置對

於編碼並沒有不同，但於實際語言相同詞彙於不同位置，對於語意理解可能會有很大程

度的不一樣，如下方範例所示，相同用詞於不同位置所得出的語意相差甚大。 

John likes Mary.≠Mary likes John. 

本實驗位置編碼採用訓練的方式達成，透過 mask 的方法為語句加入順序關係，如

下方公式(1)所示。{e1,…,ek}為句子中每個詞彙的編碼向量，{݂1,…,݂݇}是需要學習的

multiplicative mask，為可訓練的向量。使用這個 mask 的目的在於加入位置資訊。透過訓

練的過程更新權重，當相同詞彙於不同的位置時，所乘上的݂݇向量也會有所不同。透過

這樣的方式將位置的訊息加入至編碼中，最後將其加總表示整體句子的向量。 

௧ݏ                        ൌ 	∑ ݂⨀	݁ 																																																														(1) 

3.3 動態記憶模組 (Dynamic Memory Module) 
動態記憶模組由兩個部分組成，分別為記憶儲存槽與關係儲存槽，記憶槽以 key-value

的形式保存，key 保存實體、value 保存狀態，更新完記憶後再依據記憶與記憶之間的關

聯更新關係槽內容，記憶槽與關係槽數量相等，架構如下方圖 2 所示。本架構與 EntNet

的差別為本研究加入了關係儲存槽 r。新加入部份在圖中以較粗之線條繪出。 
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圖 2. 動態記憶模組架構圖 
[Figure 2. Diagram of the dynamic memory module architecture] 

數據編碼完後以向量形式表示每個句子ݐݏ。t 為不同時間步的句子，依照順序輸入至

模型內更新記憶槽與關係槽。每個記憶槽由 key 和 value 組成,分別為 wi 和 hi，以 key-value

的形式保存資訊。key 負責保存實體、value 負責保存狀態，範例如下方所示。範例中 key

保存了 John 這個實體，value 保存了 John 所做的動作，每個記憶槽都有自己的 key 與 value

向量，透過輸入數據與 key-value 的比對可找到此次狀態更新應該更新於哪個記憶槽。 

John went to hallway.=>{key:John,value:went to hallway} 

當每個句子輸入至模型內時，系統透過公式(2)計算句子與 key、value 之間的關係。

σ表示 sigmoid activation function，gi 是 gate，輸出數值將介於 0~1 之間，此數值為門控

機制，用以決定更新與保存多少記憶內容。gi 由 wj 和 hj 決定。前者表示與關鍵字的匹配

程度，後者表示與 memory 內容的匹配程度。與此記憶槽實體越相關的語句，所計算出

的數值會越高。公式(3)為 RNN 的計算公式，用以計算出輸入句子的內容。 ఫ݄
෩表示需要

新增到已有的 memory 中的狀態值。 ϕ 可以是任意的 activation function，實驗進行時使

用的是 PReLU。ܷ、ܸ、ܹ皆為可訓練權重,並且所有的 gated RNN 共享這些引數，於整

體模型訓練時一起更新。公式(4)更新每個記憶槽 hj 內容，將原記憶槽內容門控與新記憶

相加，透過門控數值控制更新的幅度。公式(5)用以遺忘不必要資訊，若是不斷將新記憶

加入記憶槽內，向量數值將會越來越大，透過除上 normalization 數值，保持記憶向量數

值範圍。 
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݃ ← ௧்ݏ൫ߪ ݄   ൯ݓ௧்ݏ (2) 

ఫ݄
෩ ← ∅൫ܷ ݄  ݓܸ ܹݏ௧൯  (3) 

݄ ← ݄  ݃ ⊙ ఫ݄
෩  (4) 

݄ ←
݄

ฮ ݄ฮ
  (5) 

模型中每個關係槽保存對應記憶與所有其他記憶的關係。更新完記憶槽將會得到此

次輸入對於每個記憶的門控數值，將門控數值兩兩相乘計算彼此間的關聯，相同的門控

計算加總於相同關係門控數值 ݃
，如公式(6)所示。此公式目的在於將相同關聯對象保存

在一起。其中 ݃
，݃

ｊ


依據相同關聯對象，選擇相關的記憶槽。例如模型有 20 個記憶槽，

記憶槽 1 與其他所有的記憶槽計算出 19 個關係，將這些關係保存於第一個關係槽。如此，

後續推理時可直接從對應關係槽找出與其他記憶的關聯，如公式(7)所示。 

݃
 ൌ ݃

݃
ߪ൫൏ ,௧ݏ ݎ ൯  (6) 

݃
 ൌ݃



,

  (7) 

公式(8)計算關係更新內容，向量 A、B 為可訓練權重，根據原本關係槽內容ݎ與輸

入句子ݐݏ所需要更新的內容，最後以 PReLU 為 activation function。公式(9)為關係更新。

將關係門控數值乘上新的關係內容，並加上原本的關係槽內容用以更新關係槽資訊。 

ݎ̃ ← ݎܣሺܷܮܴ݁ܲ   ௧ሻ (8)ݏܤ

ݎ ← ݎ  ݃
 ⊙  ݎ̃ (9) 

3.4 輸出模組 (Output Module) 
動態記憶模組更新完記憶槽݄與關係槽ݎ，將最後狀態保存給輸入模組推理使用。公式(10)

將同個記憶槽݄與關係槽ݎ向量並接在一起，並乘上可訓練權重ܥ計算出記憶݉。然後再

透過注意力機制計算與 query 相關的數值，數值越高代表相關性越高，如公式(11)所示。 

݉ ൌ ;݄ൣܥ  ൧ (10)ݎ

 ൌ  ሻ்݉ݍሺݔܽ݉ݐ݂ܵ (11) 

將注意力數值乘上對應記憶，越相關記憶數值相對會越高如公式(12)所示，以保留

與問題相關重要資訊。系統最後根據公式(13)推理出最後問題的答案，其中 R 跟 H 為參

數矩陣。query 問題會依照訓練時的方式被編碼成 k 個維度的向量 q。本研究使用數據為

問答任務，系統根據詞彙庫輸出最有可能的答案 y。 
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ݑ ൌ݉



 (12) 

ݕ ൌ ܴØሺݍ   ሻݑܪ (13) 

從第二章文獻探討可發現，多跳躍機制有助於提升模型推理能力，本研究嘗試將此

概念加入推理模組，將上方記憶與注意力權重相乘加總的向量 u，與原 query 向量相加，

作為新的 query 向量，重複公式(11)(12)計算，每多一次計算 hop 數增加 1，原本推理模

組為 hop1，重複一次計算為 hop2，依此類推，如公式(14)所示。 

ݍ ൌ ݍ   (14) ݑ

3.5 討論 (Discussion) 
本研究以 EntNet 模型為研究基礎，嘗試透過結合記憶關聯計算，增加記憶間的聯繫，而

非不同記憶槽獨立運作。在 3.1 節中介紹整體模型架構。主要 Encode 模組、動態記憶模

組以及輸出所組成。3.2 節介紹文字如何轉換為向量形式表示。從建立基本詞彙庫到訓練

詞彙向量的過程。3.3 節中介紹動態記憶模組細節。負責記憶保存與更新的部分，除了原

記憶模型的記憶槽外，將關係的計算加入模型內，使不同的記憶槽可透過關聯計算，計

算彼此的關係，記憶間的關聯計算隨著記憶槽數量而快速增長，將其提取為同樣記憶數

量的關聯槽，可降低權重與計算量。3.4 節為輸出模組的細節。當記憶模組將先驗知識保

存後，輸出模組針對問題從記憶中取出相關的部分，並推理出最後的答案。研究方法中

的關係計算與多跳躍的推理方法，可泛化應用到不同的記憶網路架構，或是具有記憶保

存的架構的模型上。 

4. 實驗 (Experiments) 

本研究所有實驗選擇以 bAbI dataset 做為實驗驗證的數據集，此數據集為自 Facebook AI 

Research (FAIR)所提供的綜合閱讀理解和問答資料集。選擇此數據集驗證目的有四點，

分別如下： 

(一) 數據集包含了二十種任務，可從不同面向測試模型的優勢與劣勢。 

(二) 為問答與自然語言理解常用數據集，有許多不同模型實驗數據可參考比較。 

(三) 包含英文、印地語與改組(人類不可閱讀) 等數據，可了解語言模型應用於不同自然語

言之效果。 

(四) 於20 項任務中提供1k 資料量與10k 資料量，可實驗數據量多寡對於模型學習的影響。

本研究目標為於數據集 1k 的前提下，提升模型訓練效果。 

以下實驗為求準確性，以交叉驗證方式，透過不同訓練數據做驗證，並平均多次訓

練結果。實驗使用 1k 數據量訓練模型，並將 10k 數據切分多份 1k 檔案，透過多次實驗

驗證改善效果。 
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4.1 實驗一(多點跳躍訊息推理) (Experiment 1: Multi-hop Reasoning) 

實驗目的： 
由前面的實驗及討論中，我們可以看出多跳躍針對複雜的問答推理，普遍相較於單跳躍

對於推理結果效果更好，而 EntNet 模型屬於單跳躍模型，本實驗嘗試將多跳躍的概念應

用於輸出模組中，嘗試增強遞歸神經網路推理能力。 

實驗內容： 
本實驗將引入端對端記憶網路的多跳躍推理公式，選用此方法原因在於端對端網路與

EntNet 模型相似，都具備記憶單元保存資訊，其他模型架構方法差異較大。輸出模組負

責推理答案，透過注意力機制找尋與此次問題相關的記憶，依據記憶內容推理出最終答

案，而經過一次注意機制的計算為單跳躍，本實驗嘗試增加跳躍數量。如 3.4 小節中的

公式(14)，注意力機制計算出的數值與計算所使用的 query 相加，做為新的 query 再次與

記憶做注意力機制的計算，每多做一次跳躍數增加 1，實驗將比較雙跳躍與原先單跳躍

的差異。實驗結果整理於表 6 內之 Multi hop 欄位。 

由實驗數據中可以看出，增加跳躍數量並沒有增加模型的準確率，甚至部分的準確

率相較於原模型有下降的趨勢，平均錯誤率反而上升。分析訓練出的模型於訓練資料、

測試資料的表現，可以看出有過擬合的趨勢，複雜化推理模組無法提升效果。推測為記

憶模組所保存的資訊不足，無法提供足夠的資訊給與推理模組進行後續的推理。因此設

計實驗二透過記憶關聯的計算，與關係槽的保存提升模型外部記憶保存的能力，嘗試保

存更關的資訊是否能提升模型的效果。 

4.2 實驗二(記憶關聯) (Experiment 2: Memory Relation) 

實驗目的： 
此實驗主要應用於 EntNet 模型的動態記憶模組，根據實驗一的實驗結果，可發現複雜化

推理模組無法提升推理能力，因此實驗二將關聯計算加入記憶之間。相較於原本記憶分

別獨立保存訊息，記憶關聯的計算能將相關記憶串連起來。如同人類記憶保存並非把所

有部分完全獨立，透過聯想可聯繫到不同的想法或記憶。本實驗額外保存記憶與記憶的

間的關聯，用以增加推理模組可用訊息，增加模型推理能力。 

實驗內容： 
本實驗將記憶槽兩兩根據公式(6)計算出關係門控數值，用以決定此次數據輸入對於關係

槽更新多寡。實驗記憶槽數量與原模型相同，使用 20 個記憶槽保存重要資訊。另外額外

加入關係槽用以保存對應記憶槽的關係，如第一個記憶槽與其他所有記憶槽關聯計算，

保存於第一個關係槽，關係槽數量與記憶槽數量相等，確保關係保存不會隨記憶槽增長

而大量增加。關聯計算透過 Cm 2 排列組合計算，如公式(15)所示。20 個記憶槽計算出
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190 個關係，再將 190 個關係分別保存到對應的關係槽內。實驗結果如表 6 中之 Relation 

slot 欄位所示。 

݊݅ݐ݈ܽ݁ݎ	݂	ݎܾ݁݉ݑ݊ ൌ ଶܥ
 (15) 

bAbI 數據集於不同任務有不同的推理難度，有些任務需要結合多項先驗知識交叉推

理才能得出答案。從實驗數據中可以看出，透過關聯計算能有效降低平均錯誤。相較於

原先記憶獨立保存，此方法可以更有效地從數據中學習詞句間的關聯。但也並非所有任

務都有明顯改善。任務 2 改善效果最為明顯，數據特性是找到兩項支持事實的句子，才

能推理出問題的答案，而關聯的計算剛好是兩兩記憶槽的計算，效果顯著於提升任務 2。

但任務 3 更多的支持事實句子卻無法提升。推論為數據集太小以及關聯計算的方法的影

響。 

另於表 5 比較保存所有關聯計算(如 RelNet 模型即是採用此方法)，與關聯提取兩種

方法。對於權重的使用量，權重數量越多代表所需要 GPU 所需要的計算量越大。本實驗

中 20 個記憶槽將會計算出 190 個關係，此實驗將 190 個關係數值提取於 20 個關係槽保

存，目的只保存重要的資訊。如此可以大為減少模型權重的數量 6 萬個，較原使用所有

關聯的權重數量降低了 26.8%。實驗結果的數據可以發現在不同任務提升效果不同，也

有部分準確率是些微下降，但整體仍以提升為主。 

表 5. 保存所有記憶關聯與提取方法權重數量比較 
[Table 5. A comparision between all relation method and relation slot method] 

Task All relation method Relation slot 

Task 1: Single Supporting Fact 110000 80000 

Task 2: Two Supporting Facts 112900 82900 

Task 3: Three Supporting Facts 113400 83400 

Task 4: Two Argument Relations 109400 79400 

Task 5: Three Argument Relations 115200 85200 

Task 6: Yes/No Questions 113400 83400 

Task 7: Counting 115100 85100 

Task 8: Lists/Sets 115100 85100 

Task 9: Simple Negation 111100 81100 

Task 10: Indefinite Knowledge 111500 81500 

Task 11: Basic Coreference 111600 81600 

Task 12: Conjunction 110400 80400 

Task 13: Compound Coreference 111600 81600 

Task 14: Time Reasoning 111700 81700 
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Task 15: Basic Deduction 109700 79700 

Task 16: Basic Induction 109500 79500 

Task 17: Positional Reasoning 111100 81100 

Task 18: Size Reasoning 110700 80700 

Task 19: Path Finding 113200 83200 

Task 20: Agent’s Motivations 113600 83600 

Sum of all task parameters 2240200 1640200 

Mean parameters 112010 82010 

4.3 實驗三(自我記憶關聯) (Self memory Relation) 

實驗目的： 
實驗二中將計算出的 190 個關係提取為與記憶槽數量相等的關係槽，透過這樣的方式輸

出模組不需要將所有關係都計算過，在動態記憶模組進行保存時，即可篩選出重要的關

聯資訊進行保存，並非所有關係數值都需要被保存，輸出可以只專注於重要的資訊推理

答案。此實驗嘗試將記憶關聯直接更新於原記憶槽內，而不另外透過關係槽保存關係資

訊，實驗是否透過記憶的自我關聯更新，即可提升記憶槽保存內容的品質。 

實驗內容： 
關聯計算方法同實驗二，差別在於實驗三更新的目標，為記憶槽本身所保存的內容，原

輸入關聯槽的部分改成記憶槽本身，輸出所更新的目標也是記憶槽。如公式(16)~(18)所

示，計算此次輸入句子在兩兩記憶槽間的關係，方法與實驗二相似，而公式(19)透過門

控數值決定此次更新的多寡，而更新的目標是記憶本身。實驗結果如表 6 中之 Self memory

欄位所示。 

݃
 ൌ ݃

݃
ߪሺ൏ ,௧ݏ ݄ ሻ  (16) 

݃
 ൌ݃,



,

  (17) 

పݎ ← ݄ܣሺܷܮܴ݁ܲ   ௧ሻ (18)ݏܤ

݄ ← ݄  ݃
 ⊙  ݎ̃ (19) 
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表 6. 原模型與多跳躍、關係計算、自我關聯更新實驗結果(錯誤率) 
[Table 6. Error rate of different models] 

Task 
Original 
model 

Multi hop 
(hop2) 

Relation 
slot 

Self 
memory 

Task 1: Single Supporting Fact 0.00% 0.00% 0.00% 0.00% 

Task 2: Two Supporting Facts 20.80% 28.40% 11.60% 52.30% 

Task 3: Three Supporting Facts 58.70% 56.70% 62.90% 62.10% 

Task 4: Two Argument Relations 0.10% 0.20% 0.00% 0.00% 

Task 5: Three Argument Relations 1.20% 1.20% 1.40% 17.20% 

Task 6: Yes/No Questions 3.60% 3.50% 1.90% 11.40% 

Task 7: Counting 10.10% 10.10% 6.90% 23.40% 

Task 8: Lists/Sets 1.30% 2.20% 1.70% 9.10% 

Task 9: Simple Negation 0.40% 0.00% 0.00% 35.60% 

Task 10: Indefinite Knowledge 0.50% 3.70% 0.80% 3.80% 

Task 11: Basic Coreference 8.90% 8.00% 4.20% 7.50% 

Task 12: Conjunction 0.00% 0.00% 0.00% 0.60% 

Task 13: Compound Coreference 5.60% 5.60% 6.20% 5.80% 

Task 14: Time Reasoning 20.50% 21.30% 20.60% 55.90% 

Task 15: Basic Deduction 5.10% 29.70% 0.00% 45.80% 

Task 16: Basic Induction 50.00% 50.70% 51.00% 51.20% 

Task 17: Positional Reasoning 41.20% 39.00% 37.70% 39.40% 

Task 18: Size Reasoning 8.00% 7.60% 6.20% 8.50% 

Task 19: Path Finding 87.80% 86.80% 85.30% 87.60% 

Task 20: Agent’s Motivations 0.90% 0.20% 0.90% 2.90% 

Mean Error 16.24% 17.74% 14.96% 26.00% 

Failed Tasks(error>5%) 11 11 9 15 

相較於實驗二加入關聯計算的提升，此實驗平均準確率反而下降不少。推論為關聯

計算雖能提升模型推理效果，但若是直接更新記憶槽本身，反而會造成記憶保存的效果

下降，目前仍是將兩者分開保存效果較好。但根據表 7 權重的數量比較，可以發現自我

記憶關聯更新可以下降不少權重運算，單個任務可下降 1 萬權重量，所有任務為 20 萬權

重。 
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表 7. 實驗二關聯槽方法與實驗三自我關聯更新權重比較 
[Table 7. A comparision between relation slot and self memory update] 

Task Relation slot Self memory update 

Task 1: Single Supporting Fact 80000 70000 

Task 2: Two Supporting Facts 82900 72900 

Task 3: Three Supporting Facts 83400 73400 

Task 4: Two Argument Relations 79400 69400 

Task 5: Three Argument Relations 85200 75200 

Task 6: Yes/No Questions 83400 73400 

Task 7: Counting 85100 75100 

Task 8: Lists/Sets 85100 75100 

Task 9: Simple Negation 81100 71100 

Task 10: Indefinite Knowledge 81500 71500 

Task 11: Basic Coreference 81600 71600 

Task 12: Conjunction 80400 70400 

Task 13: Compound Coreference 81600 71600 

Task 14: Time Reasoning 81700 71700 

Task 15: Basic Deduction 79700 69700 

Task 16: Basic Induction 79500 69500 

Task 17: Positional Reasoning 81100 71100 

Task 18: Size Reasoning 80700 70700 

Task 19: Path Finding 83200 73200 

Task 20: Agent’s Motivations 83600 73600 

Sum of all task parameter 1640200 1440200 

Mean parameter 82010 72010 

4.4 實驗總結 (Experiment summary) 
前面的三個實驗中主要探討兩個方向：準確率與權重計算量。從準確率方面來看，實驗

一於輸出模組中做更動，透過重複性的注意力機制計算，嘗試提升複雜任務的推理能力。

而實驗一的實驗結果平均錯誤率反而略為提升，推論為記憶保存的內容不足以支撐複雜

的推理過程。 

實驗二於動態記憶模組中做改善。透過記憶間的關聯，計算連結步動記憶間的關係。
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從實驗數據中可看出實驗二的改善效果較為明顯，特別是任務 2 的準確率大幅提升。 

實驗三效果下降最多。將關聯計算與本身保存的記憶同時更新於同個記憶槽，反而

造成模型整體效果下降。推論將關聯計算更新記憶槽，會造成記憶保存的混亂。目前方

法仍是需要分開保存關聯資訊與記憶本身，但也不代表記憶的關係自我更新不可行，而

是需要詳細研究記憶槽與關聯槽的內容與特性，從而找出更好的記憶保存方法。 

從權重計算量方面來看，實驗一權重使用量最少。因模型尚未加進記憶關聯的計算，

且因模型重複使用相同注意力機制重複計算，權重用量與原模型差異不大。 

而實驗二關聯提取與所有關聯計算比較，權重下降幅度最多，所有任務整體下降了

60 萬權重數量，較實驗一下降了 26.8%的權重量。實驗三雖準確率不高，但相較實驗二

整體任務又下降了 20 萬權重。 

5. 結論 (Conclusions) 

本論文透過關係的計算使記憶內不同記憶槽具有關聯，如同人類記憶中不同實體並非單

獨保存各自的訊息。例如實體的訊息或屬性可以聯想到其他實體或事件。關係的概念首

先由 Google Deepmind 團隊於論文(Santoro et al., 2017)中所提出，應用於圖像問答任務

(Visual Question Answering, VQA)，計算兩兩物體間的關係。而記憶網路的概念目的在於

透過不同的記憶保存與推理方式，提升模型的長期記憶能力，RelNet 模型首先將關係的

概念帶入記憶網路中，提升模型的準確性，但其缺點也很明顯:大量的提高模型的權重與

計算量。本論文提出關係提取的概念可以大量減少權重的計算量。 

實驗中所採用的問答任務使用 20 個記憶槽，關係的縮減從 190 個關係提取到 20 個

關係槽中，即使是小型任務也可以發現計算量大幅下降。而在越大型自然語言任務所運

用的記憶槽數量相對越高，其中兩兩相對的關係計算也會大量增長。將關係提取出重要

資訊於關係槽內，可以大量減少記憶儲存所需要占用的大小，以及輸出模組所需要推理

的的計算量。 

透過實驗二實驗結果可以看出整體準確率可以有效的提升，而這樣的方法不侷限於

實驗所使用的 EntNet 模型，也可以運用於不同記憶網路架構內。而非記憶網路模型也可

以用同樣的概念計算物體、數據、詞句以及時間上的關係。 

以本論文為基礎，未來還可朝關係計算方法進行改善。從實驗二中可以看出不同任

務提升的效果不同，其中任務 2 提升效果最為明顯。與任務本身的特性有關，透過更多

關聯計算或許可提升其他任務的準確率。本研究的關係計算所採用的是兩兩記憶槽的計

算，但現實世界不同的實體關係可以是兩個、三個或是群體間具有一定的關聯，例如籃

球、羽毛球與足球三者皆屬於球類。bAbI 數據集中的任務 3 也需要需要更多先驗知識交

互推理。未來若是關聯計算能帶入群組關聯計算，增強記憶間的連結性，應能再次提升

模型記憶保存與推理能力。 

本論文所改善的部分皆落於記憶保存與推理的部分，編碼的部分應能透過預訓練的

方式改善。近幾年的語言模型研究多為預訓練(Pre-train)與微調(Fine-tuning)的方法，透過



 

 

                  應用多跳躍注意記憶關聯於記憶網路之研究                121 

大量文本資料來訓練自然語言詞句的關係。透過未標註的大量資料訓練，使編碼的向量

可以更準確的表示詞句的意思。 

本研究的實驗編碼方式都是與整體模型一起訓練，包含編碼、動態記憶模組以及推

理模組的權重，數據量的不足較無法深入學習詞句意涵，而目前網路文本資料量大，未

來可將模型的 Encoder 模組經過預訓練，提升編碼效果，或是針對編碼方式做改進，提

高整體模型預測的效果。 
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