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RÉSUMÉ
En sciences humaines et plus particulièrement en philosophie, l’analyse conceptuelle (AC) est une
pratique fondamentale qui permet de décortiquer les propriétés d’un concept. Lors de l’analyse d’un
un corpus textuel, le principal défi est l’identification des segments de texte qui expriment le concept.
Parfois, ces segments sont facilement reconnaissables grâce à une unité lexicale attendue, appelée
forme canonique. Toutefois, ce n’est pas toujours le cas. Cet article propose une chaîne de traitement
pour la découverte d’un certain nombre de segments périphériques, dits périsegments. Pour illustrer
le processus, nous réalisons des expérimentations sur le concept d’« esprit » dans les Collected Papers
de Ch. S. Peirce, en obtenant une précision moyenne supérieure à 83%.

ABSTRACT
Search of “perisegments” in computer-assisted conceptual analysis : the concept of “mind” in
Peirce.

In humanities and especially in philosophy, Conceptual Analysis (AC) is a fundamental practice for
studying concept’s proprieties. When this analysis is executed on a textual corpus, the challenge is to
identify segments of text expressing the concept. Sometimes, these are easily retrievable in reason
of one expected lexical item, that we call canonical form. However, this is not always the case. This
article outlines a processing chain for peripheral segments, or perisegments, discovery. This process
is illustrated by some experiments on the concept of “mind” in the Collected Papers of Ch. S. Peirce,
obtaining more than 83% of the average precision.
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1 Introduction

Dans les humanités et plus particulièrement en philosophie, une méthode d’analyse conceptuelle (AC)
consiste généralement à parcourir un corpus de textes d’un ou plusieurs auteurs afin de découvrir



les diverses dimensions ou propriétés d’un processus mental complexe appelé le concept. Étudier le
concept d’« évolution » et ses propriétés dans l’ouvrage de Darwin, ou celui de « beauté » dans les
romans français de la moitié du XIX siècle, sont des exemples d’AC. Il demeure toutefois difficile
d’établir une méthode d’AC reconnue et largement utilisée en sciences humaines, surtout à cause
des multiples et divergentes théories du concept (Laurence & Margolis, 2003). Par conséquent,
il existe plusieurs méthodes et approches pour conduire une AC (Beaney, 2015).Toutefois, si on
adopte une approche linguistique et sémantique et l’hypothèse que le concept se manifeste surtout à
travers des expressions linguistiques, nous pouvons affirmer que, généralement, l’AC identifie les
dimensions d’un concept à partir d’une ou plusieurs formes canoniques et d’une analyse des segments
de texte où elles sont présentes. Dans sa forme la plus simple, la forme canonique coïncide avec
le mot qui véhicule le mieux le concept à l’étude. Par exemple, le mot « évolution » constitue la
forme canonique du concept d’« évolution » chez Darwin. Cependant, l’ensemble des segments qui
contiennent la forme canonique d’un concept peut ne pas être exhaustif et ne pas traduire toute la
complexité sémantique que possède chacune des dimensions d’un concept. Vraisemblablement, ces
dernières peuvent s’exprimer aussi au moyen de segments périphériques qui ne contiennent pas le
mot « évolution ». En effet, dans son ouvrage le plus connu, Darwin n’utilise le mot « évolution » que
huit fois (Sainte-Marie et al., 2010). Pourtant, il est reconnu que sa théorie est centrée sur le concept
d’« évolution ». Ceci représente une des difficultés les plus importantes pour l’analyse conceptuelle
en sciences humaines, notamment en philosophie.

Cet article propose une chaîne de traitement qui assiste informatiquement une analyse conceptuelle
traditionnelle et où se pose principalement le problème de la sélection d’un certain nombre de
segments périphériques. Nous appellerons «périsegment» ce dernier type de segment, «concordance»
l’ensemble des segments contenant la forme canonique et «composantes sémantiques» les dimensions
ou propriétés du concept. La méthode se fonde sur l’hypothèse suivante : les périsegments peuvent
être trouvés à partir de la signature des composantes du concept, lesquelles sont déterminées à partir
de la concordance. Dans cette recherche, nous menons une expérimentation sur le concept d’« esprit »
dans les Collected Papers de Ch. S. Peirce et nous montrons qu’un certain nombre de périsegments
pertinents à des fins d’analyse conceptuelle peuvent être extraits à l’aide de l’ordinateur. La principale
contribution de cet article réside dans le transfert des connaissances du traitement automatique des
langues (TAL), de la recherche d’information (RI) et de l’apprentissage automatique (AA) vers le
domaine des humanités numériques (HN) et plus particulièrement, vers la philosophie. L’article est
divisé en trois parties : une première qui répertorie les travaux les plus directement liés à notre sujet,
une deuxième qui détaille la méthode et les étapes de notre expérimentation et une partie finale qui
résume les résultats et discute de l’importance d’une telle chaîne de traitement pour la philosophie et
les HN.

2 Travaux reliés

Depuis plusieurs années, on trouve des recherches en philosophie qui utilisent des techniques déve-
loppées en intelligence artificielle et intégrées dans une méthode générale d’analyse de texte (Bynum
& Moor, 1998).Certains chercheurs ont utilisé les modèles topiques pour extraire les arguments dans
des textes philosophiques du 19e siècle (Lawrence et al., 2014) ; d’autres ont utilisé des outils de
l’AA et du TAL pour répondre à des questions philosophiques, comme l’expression des relations
causales (Girju & Moldovan, 2002) ou la perception subjective du temps (Schwartz et al., 2015).
Une autre catégorie de travaux utilise la RI pour la création d’une « ontologie dynamique » pour la



philosophie (Buckner et al., 2007). Il existe aussi des projets sur la suggestion de documents (SalVe2)
ou sur le traçage des citations (PhiloZoo) qui s’adressent explicitement aux philosophes.

En se servant des certaines techniques standard, notre recherche s’inscrit dans le cadre d’une analyse
conceptuelle assistée par ordinateur en philosophie. Dans ce contexte, des outils (Forest & Meunier,
2005) ou des chaînes de traitement pour l’analyse d’un concept ont été développés. Le premier à
utiliser ce genre de méthodes est probablement McKinnon, qui a étudié le concept de « destin » chez
Kierkegard (McKinnon, 1973). Plus récemment, d’autres recherches ont exploré le concept de «
langage » dans l’œuvre de Bergson (Danis, 2012; Estève, 2008), celui d’« évolution » dans l’œuvre
de Darwin (Sainte-Marie et al., 2010), le concept d’« esprit » chez Peirce (Meunier & Forest, 2009)
et celui de « management » chez le philosophe Matsushita (Ding, 2013).

La majorité de ces travaux ont utilisé la concordance (Pincemin, 2007) pour l’analyse conceptuelle. À
notre connaissance, il n’existe aucun travail traitant de la question de la découverte des périsegments,
limitant ainsi l’analyse conceptuelle à l’étude de la forme canonique (concordance).

3 Méthode et expérimentation

De manière générale, notre chaîne de traitement se sépare en trois grandes étapes : 1) construction
d’une concordance à partir de la forme canonique du concept étudié, 2) identification des composantes
sémantiques présentes dans la concordance et 3) recherche des périsegments. Dans la première, nous
choisissons une forme canonique du concept à l’étude et nous divisons le corpus en deux sous-corpus,
la concordance et l’ensemble des périsegments potentiels. Ensuite nous générons une représentation
vectorielle des deux sous-corpus et nous appliquons un algorithme de clustering sur la concordance
pour l’identification des composantes sémantiques. La troisième étape a pour objectif la sélection
d’un certain nombre de périsegments qui alimenteront l’analyse conceptuelle. Pour ce faire, nous
extrayons la signature de chaque composante sémantique au moyen d’un processus d’apprentissage
supervisé. Nous réduisons ensuite la dimensionnalité de l’espace sémantique généré et, enfin, nous
calculons la similarité entre les signatures et tous les périsegments potentiels.

3.1 Corpus, segmentation et concordance

Les Collected Papers est la plus large collection d’écrits de Ch. S. Peirce, contenant huit volumes
édités par Havard University Press entre 1931 et 1956. Étant un père fondateur du pragmatisme
américain, Peirce demeure encore aujourd’hui une référence incontournable en philosophie. En nous
inspirant de la manière classique de débuter une AC en philosophie, nous identifions dans la chaîne
de caractères « mind » (« esprit » en anglais) la forme canonique la plus simple du concept que nous
voulons étudier.

Pour procéder à une analyse conceptuelle assistée par ordinateur, une étape préalable est nécessaire ;
elle consiste à segmenter le corpus en unités textuelles. La version du corpus que nous utilisons
(Peirce, 1994) offre déjà une segmentation en paragraphes. Toutefois, nous préférons travailler avec
une nouvelle segmentation parce que la longueur de ces paragraphes est irrégulière et, souvent, trop
grande. Ils auraient donc alourdi le processus final d’évaluation et, surtout, ils auraient contenu trop
d’information non pertinente pour l’analyse conceptuelle. En identifiant chaque phrase contenant
la chaîne de caractères « mind », nous formons des segments de trois phrases en retenant la phrase



précédente et celle qui suit. Nous regroupons ces segments de trois phrases dans une concordance,
qui forme le sous-corpus C, composé de 1 323 segments c. Le sous-ensemble du corpus qui ne fait
pas partie de C est nommé P.Il est segmenté aussi en segments d’au maximum trois phrases (des
segments d’une ou deux phrases peuvent apparaître) et il représente l’ensemble des périsegments
potentiels, contenant ainsi 14 963 segments p. Enfin, le corpus complet D contient 16 286 segment d.

3.2 Identification de composantes sémantiques : modèle vectoriel et cluste-
ring

L’identification des composantes sémantiques correspond à l’obtention de plusieurs sous-ensembles de
segments c en fonction de leur similarité sémantique. Cette opération est comparable à la découverte
des différents usages de la forme canonique du concept étudié. Pour ce faire, dans un contexte
d’assistance informatique, il est nécessaire de générer une représentation vectorielle du corpus D.
Nous effectuons le traitement linguistique de base (tokenisation des segments, suppression des mots
vides et lemmatisation) et nous construisons l’espace vectoriel, dans lequel chaque segment d est
représenté par un vecteur unique qui rend compte de la fréquence de ses mots. Puisque nous voulons
faire ressortir les mots les plus discriminants, la pondération TF-IDF est utilisée (Robertson, 2004).
Nous obtenons ainsi une matrice segments-mots, composée de 13 903 colonnes qui correspondent
aux mots et de 16 286 lignes qui correspondent aux segments d.

L’identification des composantes sémantiques du concept est réalisé par une opération d’apprentissage
non supervisé. Celle-ci produit essentiellement des clusters de segments c, regroupés en fonction de
leur similarité sémantique. Nous avons opté pour un algorithme de type hard clustering afin d’obtenir
un partitionnement net des segments et d’éviter ainsi des chevauchements entre clusters. Parmi ce
type de méthodes, nous avons retenu l’algorithme des k-moyennes (Pedregosa et al., 2011) parce
qu’il est reconnu pour ses bonnes performances sur des données textuelles (Steinbach et al., 2000) et
pour sa large utilisation (Jain, 2010).

Pour initialiser l’algorithme, nous devons établir la valeur de la variable k qui détermine le nombre de
clusters à produire. Afin d’éviter des biais dans les résultats, nous avons calculé l’indice silhouette
(Rousseeuw, 1987) pour chaque partitionnement possible de 2 à 50 k (figure 1). L’indice évalue la
cohésion interne d’un cluster et sa séparabilité par rapport aux autres. Plus les clusters sont détectables,
meilleure est la partition. Ceci nous a permis d’établir les trois meilleurs partitionnements, parmi
lesquelles nous choisissons, par souci de simplicité, le moins complexe, ce qui correspond à k = 12.

FIGURE 1 – Indice silhouette de 2 à 50 k



À la fin du processus d’apprentissage non supervisé, chaque cluster regroupe les segments c qui
partagent des informations sémantiques similaires et qui contiennent la forme canonique. Ces sous-
ensembles sont appelés les composantes sémantiques du concept d’« esprit » chez Peirce parce qu’ils
contiennent des informations spécifiques pour chaque différent usage de la forme canonique.. Le
cluster n˚ 1, par exemple, réunit les segments qui traitent de l’« association d’idées » (figure 2a),
le cluster n˚ 2 ceux de « signe en relation à l’esprit », le cluster n˚ 3 ceux de « matière », le n˚ 4
ceux de « croyances », etc. Deux des 12 clusters ainsi générés ne correspondent pas à une véritable
composante sémantique et n’ont donc pas été retenus dans l’étape finale de recherche et d’évaluation
des périsegments.

FIGURE 2 – Représentation graphique de mots pour le cluster n˚ 1, selon la fréquence TF/IDF (a) et
les poids du vecteur w (b).

3.3 Recherche de périsegments : extraction des signatures et sélection des
candidats

Pour trouver un certain nombre de périsegments pertinents, nous devons d’abord sélectionner des
candidats parmi les 14 963 potentiels qui seront ensuite évalués par des experts. La sélection des
candidats est effectuée à travers un modèle classique de recherche d’informations, dans lequel on
calcule la similarité sémantique entre un vecteur de requête et les périsegments potentiels. L’étape
préliminaire consiste donc dans la construction d’un ou plusieurs vecteurs de requête. Pour ce faire,
nous profitons des composantes sémantiques identifiées préalablement. Puisque chaque cluster re-
groupe des segments c partageant des informations sémantiques similaires, nous voulons sélectionner
et ordonner ces informations en générant un seul vecteur qui puisse les « résumer ». En d’autres
termes, pour chaque composante sémantique, nous générons un seul vecteur, appelé sa signature, et
nous l’utilisons pour la recherche des périsegments.

Pour construire ces vecteurs, plusieurs possibilités sont envisageables, comme l’utilisation du cen-
troïde construit par le k-moyennes. Toutefois, nous avons opté pour l’utilisation d’un algorithme
d’apprentissage supervisé, la machine à vecteurs de support linéaire (SVM), qui est systématiquement
appliqué aux clusters de la concordance, afin d’obtenir un modèle par composante sémantique. Ce
choix est justifié surtout par le fait qu’une telle méthode nous permet d’évaluer les performances des
modèles construits. En outre, plusieurs travaux ont déjà utilisé le vecteur des poids w (en anglais,
weights vector) construit par la SVM pour sélectionner et ordonner efficacement les variables les
plus importantes d’un groupe de données (Brank et al., 2002; Guyon et al., 2002; Rakotomamonjy,
2003; Chang & Lin, 2008). Dans un contexte de classification de données textuelles, ce vecteur
contient le poids de chaque mot selon sa pertinence pour la classification. Pour cette raison, nous



Cluster 1 Cluster 2 Cluster 3
baseline : moy. F1 = 0.47 baseline : moy. F1 = 0.89 baseline : moy. F1 = 0.94

Précision Rappel F1 Précision Rappel F1 Précision Rappel F1

0 0.81 0.89 0.85 0.98 0.99 0.99 1 0.99 1
1 0.81 0.70 0.75 0.88 0.77 0.82 0.86 0.92 0.89

Moy. 0.81 0.81 0.81 0.97 0.97 0.97 0.99 0.99 0.99

TABLE 1 – Rapport de classification pour les clusters n˚ 1, n˚ 2 et n˚ 3. La baseline classe chaque
segment dans la classe majoritaire. 0 = classe “tous” ; 1 = classe “un”, moy = moyenne ponderée.
Pour des raisons d’espace, nous ne pouvons pas présenter tous les clusters.

le considérons comme étant représentatif des segments c observés, modélisant ainsi la signature de
chaque composante sémantique.

Techniquement, nous procédons comme suit. La concordance est séparée de manière aléatoire en
un sous-corpus d’apprentissage (70%) et un sous-corpus de test (30%). En suivant une stratégie de
classification un-contre-tous (Rifkin et Klautau, 2004), nous utilisons une SVM pour discriminer les
segments de chaque cluster par rapport à tous les autres. Les paramètres des modèles sont déterminés
au moyen d’une validation croisée en dix échantillons et en suivant les indications fournies par Ng
(Ng, 2011). Enfin, nous évaluons les modèles optimaux sur le sous-corpus de test et nous extrayons
les vecteurs w, en ne retenant que leurs valeurs positives. Une signature pour chaque composante
sémantique est ainsi obtenue (figure 2b). Les résultats de la classification sur les sous-corpus de test
montrent que la classification par SVM est plus performante que la baseline (table 1), ce que nous
permet d’utiliser avec efficacité les modèles générés.

Pour augmenter les performances de la recherche des périsegments, nous réduisons la dimensionnalité
de l’espace sémantique global (Turney & Pantel, 2010) à 300 dimensions au moyen d’une décompo-
sition en valeurs singulières (SVD) (Schütze & Pedersen, 1993). Enfin, nous utilisons la métrique
cosinus pour sélectionner les dix candidats les plus similaires à chaque signature. Nous obtenons ainsi
dix périsegments pour chaque composante sémantique. Autrement dit, pour chaque cluster exprimant
une composante sémantique du concept par une forme canonique, on trouve plusieurs périsegments
qui expriment ces composantes mais par des formes non canoniques.

4 Résultats, évaluation, conclusion

Un comité de trois experts a annoté chacun des périsegments candidats selon la pertinence, en
suivant un protocole composé de trois catégories : directement lié à l’« esprit » (1) ; indirectement
lié à l’« esprit » (2) ; non pertinent (3). Seuls les périsegments faisant partie des catégories (1) et
(2) sont considérés comme pertinents. La table 2 résume donc les résultats pour les dix premiers
périsegments propres aux dix composantes sémantiques retenues pour la validation. L’analyse des
périsegments trouvés met en évidence que la majorité d’entre eux font partie de la deuxième catégorie.
Les périsegments non pertinents peuvent être de deux types : ceux qui sont totalement non pertinents
mais qui ont été récupérés en raison d’une utilisation ambigüe des mots propres à la composante
du concept ; ceux qui laissent émerger un aspect de la composante qui ne peut pas être rattaché au
concept à l’étude.



Composante 1 2 3 4 5 6 7 8 9 10
Précision 86,6% 93,3% 80 % 63,3% 90% 76,6% 86,6% 83,3% 96,6% 80%

TABLE 2 – Précision pour les dix périsegments de chaque composante sémantique. La précision
moyenne est 83,63%.

Le principal obstacle de l’analyse conceptuelle assistée à partir de textes de haut niveau théorique,
comme les textes philosophiques, dépend principalement de la nature des composantes du concept.
Ainsi, comme l’a déjà souligné Deleuze et Guattari, le concept est souvent constitué d’autres concepts
(Deleuze & Guattari, 2005), ce qui augmente le niveau d’abstraction des segments et périsegments à
analyser. Par exemple, les moins bons résultats du cluster n˚ 4 proviennent du fait que la composante
« matière » est un concept très général, utilisé par Peirce dans plusieurs contextes et traduit par un
lexique plus ambigu que les autres composantes. Cependant, les résultats montrent qu’en général, la
méthode permet de trouver des périsegments pertinents à des fins d’analyse conceptuelle et au moyen
d’une assistance informatique, offrant ainsi une voie à poursuivre pour la recherche en ce domaine.

Notre travail a donc une nature exploratoire et utilise un corpus tout à fait original, mais ceci amène
des obstacles au niveau de l’évaluation. À notre connaissance, il n’existe aucun corpus philosophique
qui a été préalablement annoté à des fins d’évaluation de chaînes de traitement pour l’assistance
à l’analyse conceptuelle. Cette absence nous oblige à utiliser des méthodes plutôt standards pour
l’exploration des corpus en philosophie, limitant ainsi l’évaluation de notre méthode au calcul de sa
précision. Des stratégies alternatives seront cependant envisagées dans des travaux futurs.

L’utilisation de l’ordinateur apporte sans aucun doute des avantages en termes de temps et de
ressources utilisées pour ce genre de recherche, mais elle permet surtout la construction d’une
approche empirique hybride pour l’AC qui vient renouveler, à la fois des points de vue de la
méthodologie et de la théorie, la philosophie et les sciences humaines. Afin que le transfert des
connaissances du « numérique » vers les humanités soit réalisé, nous croyons que cette approche
doit se concrétiser dans des méthodes qui reproduisent partiellement les pratiques des chercheurs en
sciences humaines. En suivant certaines étapes classiques de l’analyse conceptuelle en philosophie,
telle l’élaboration d’une concordance, notre démarche contribue à la construction d’une stratégie
performante pour l’analyse conceptuelle assistée par ordinateur.
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